
 

 

基于 NN-Attention 的中文短文本摘要①
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摘　要: 在以往的 Attention模型中, 只采用了 Bidirectional-RNN, BRNN对上下文信息是有效的, 但是无法提取文

本的高维特征, 所以引入了 CNN. 因为基于矩阵变换的 Attention模型无法对 CNN抽取的特征进行表征, 所以采用

全连接神经网络对 Attention 模型进行改进, 提出了 NN-Attention. 为了加速模型的训练, 采用的循环神经网络为

GRU. 实验采用 CSTSD数据集, 并用 TensorFlow完成模型的构建. 实验结果表明, 该模型在 CSTSD数据集中可以

较好地实现文本摘要的自动生成.
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Abstract: The Bidirectional RNN (BRNN) was adopted in previous Attention models. The BRNN is effective for context
information, but it is unable to extract high dimensional text features. Therefore, the CNN was introduced. The Attention
model based on matrix transformation cannot characterize the features extracted by the CNN, a fully-connected neural
network is used to improve the Attention model, and the NN-Attention is proposed. The recurrent neural network adopted
was GRU, so as to speed up model training, the CSTSD dataset was used and TensorFlow was utilized for model
construction. The experimental results show that the proposed model is able to realize automatic generation of text
abstracts well in the CSTSD dataset.
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随着 Internet的飞速发展, 人们越来越多地依赖于

万维网来获取所需要的信息. 如何更加有效地浏览和

查阅万维网上的海量信息成了当前的研究热点[1]. 自动

文本摘要技术对给定源文本内容进行压缩、提炼与总

结, 并产生简洁、流畅且保留关键信息的文本来概括

用户所关注的主要内容. 根据摘要内容的来源可以分

为抽取式摘要和生成式摘要两类. 其中, 抽取式摘要生

成的摘要内容是按一定规则从原文本中抽取出来的

词、短语或句子组成的. 生成式摘要产生的摘要文本

则是通过理解文本内容, 用简练的文字将原文本的内

容表达出来[2]. 由于生成式摘要与人类做摘要的过程相

似, 所以生成式摘要方法在文本摘要模型中得到了广

泛使用.
随着人工智能技术快速发展, 神经网络和深度学

习已广泛应用于自然语言处理任务, 比如机器翻译、

情感分析、语音识别、文本摘要等. 其中, 以序列到序

列 (Sequence2Sequence)[3]神经网络模型为代表, 其结合

了循环神经网络 (Recurrent Neural Network, RNN)[4]和
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注意力机制 (attention)[5], 该模型能够决定需要关注输

入的是哪部分, 分配有限的信息处理资源给重要的部

分, 比传统的自然语言处理方法效果好很多. 但是以往设

计的注意力机制 (BahdanauAttention[5], LuongAttention[6]),
不足以将长句的高维特征提取, 会造成导致生成摘要

存在句子不通顺、词语重复、可读性差等问题. 这个

问题限制了模型的性能, 尤其是当输入序列比较长时,
模型的性能会变得很差, 这个问题在长句的翻译中较

为明显.
针对上述问题, 本文重新设计了注意力机制, 以提

取长句的特征. 提出了 NN-Attention, 其中的 NN 是全

连接神经网络 (Fully-connected Neural Network, FNN)[7].
通过实验, 该模型生成的摘要在正确性和可读性上都

较以往的注意力模型有所改善.

1   GRU
RNN 是神经网络的一种, 它的输入不仅包括当前

时刻的输入还包含了前一时刻的输出. 基本的 RNN通

过反向传播进行矩阵幂运算, 很容梯度消失或者梯度

爆炸. LSTM[8]的提出有效地解决了这个问题, LSTM通

过引入 3 个门控单元, 通过“门”结构来保留重要的内

容和去除次要的内容. 但是由于本文引入了 CNN, 参
数成几何级增长. 若使用 LSTM, 整个模型的参数量将

非常庞大, 训练会变得十分困难. 为了解决 LSTM参数

过多, 训练时间过长, 本文采用 GRU[9]神经元. GRU是

LSTM 的一种变种, 它将遗忘门和输入门合并为一个

更新门, 其作用在于每个隐藏层减少了两个矩阵乘法

运算, 模型的参数得到减少, 从而减少了训练时间, 并
且容易实现, 其示意图如图 1所示.
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图 1    GRU示意图

 

h̃

更新门 z 决定隐藏状态的更新是否基于一个新的

隐藏状态 , 重置门 r 状态决定之前的隐藏状态是否被

忽略.

让我们来描述 j-th隐藏单元的激活是如何计算的,
首先, 按照式 (1)计算重置门 rj.

r j = σ
(
[Wr x] j+ [Urh<t−1>] j

)
(1)

式 (1) 中, σ 是 Sigmoid 激活函数, [·]j 是 j-th 的向量表

示. x 和 ht-1 分别表示输入和前一个隐藏状态, Wr 和

Ur 是已经学习到的权重矩阵.
类似的, 按照式 (2)计算更新门 zj.

z j = σ
(
[Wzx] j+ [Uzh<t−1>] j

)
(2)

激活隐藏单元 hj 的实际计算公式如式 (3)所示.

z j = σ
(
[Wzx] j+ [Uzh<t−1>] j

)
其中,

h̃ j
<t>
= ϕ
(
[Wx] j+ [U (r⊙h<t−1>)] j

)
(3)

在式 (3) 中, 当重置门接近 0 时, 隐藏状态仅重置

当前的输入并强制移除之前的状态, 这能有效地阻止

无关的信息. 另一方面, 更新门控制多少之前的隐藏状

态信息继续留存到当前的隐藏状态, 这和 LSTM 网络

中的记忆细胞很像, 并帮助 RNN 记忆长期的信息[10].
每一个隐藏单元都有独立的重置门和更新门, 并学习

到长时记忆和短时记忆. 隐藏单元因重置门被频繁的

激活而学习到短时记忆, 因更新门被频繁激活而学习

到长时记忆, 所以 GRU很适合作为文本摘要模型的神

经元.

2   Attention机制

Sequence2Sequence 模型对输入序列 X 缺乏区分

度, 因此引入了 Attention Mechanism来解决这个问题,
总体模型结构如图 2所示.

在以往的 Attention模型中, 只采用了 Bidirectional-
RNN[11], BRNN对上下文信息是有效的, 但是无法提取

文本的高维特征, 所以本文引入了 CNN[12], CNN 的详

细设计见本文的第 3 节, 将 CNN 的输出按照式 (4) 的
方式拼接起来.

h =


ni
←−
hi
−→
hi

 (4)

在该模型中, 按照式 (5)定义了一个条件概率.

p (yi|y1, · · · ,yi−1, x) = g (yi−1, si,ci) (5)
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其中, si 是 Decoder中 RNN在 i 时刻的隐状态, 如图 2
所示, 其计算公式如式 (6)所示.

si = f (si−1,yi−1,ci) (6)
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图 2    Attention Mechanism模型

 

这里的语义向量 ci 的计算方式, 与传统的 Sequence2-
Sequence 模型直接累加的计算方式不一样, 这里的

ci 是一个权重化 (weighted)之后的值, 其表达式如式 (7)
所示.

ci =

Tx∑
j=1

αi jh j (7)

其中, i 表示 Encoder端的第 i 个词, hj 表示 Encoder端
的第 j个词的隐向量, αij 表示 Encoder端的第 j 个词与

Decoder 端的第 i 个词之间的权值, 表示源端第 j 个词

对目标端第 i 个词的影响程度, αij 的计算公式如式 (8)
所示.

αi j =
exp
(
ei j
)

∑Tx

k=1
exp(eik)

其中,

ei j = a
(
si−1,h j

)
(8)

在式 (8) 中, αij 是一个 Softmax 模型输出, 概率值

的和为 1. eij 表示一个对齐模型, 用于衡量 Encoder 端
的位置 j 的词, 对于 Decoder端的位置 i 的词的对齐程

度 (影响程度), 换句话说: Decoder 端生成位置 i 的词

时, 有多少程度受 Encoder 端的位置 j 的词影响. 以往

的对齐模型 eij 的计算方式如式 (9)所示[6]. 为了方便讨

论, 对齐模型的表示如图 2中的Match框所示.

score
(
ht,hs

)
=


hT

t st′

hT
t Wast′

vT
a tanh

(
Wa
[
ht; st′

]) (9)

但是本文在隐藏层增加了 CNN的输出, 以往的对

齐模型已不完全适用, 所以本文应用神经网络重新设

计了对齐模型.

3   CNN
本文将卷积神经网络 CNN 应用到中文文本摘要

任务, 图 2中的 CNN的详细设计如图 3所示.
 

k-Max pooling

Convolutional layer
 

图 3    CNN模型
 

CNN 利用 3 个不同 Size 的 Kernel 来提取句子中

的关键信息 (类似于多窗口大小的 N-Gram)[13], 从而能

够更好地捕捉局部相关性.
TextCNN 模型最大的缺陷是全局的 Max Pooling

无法提取文本的结构信息, 所以文本中的转折、递进

等复杂的语义关系无法被 TextCNN发现. TextCNN只

能知道文本的关键词是否出现了, 而无法获知关键词

出现的顺序和出现的次数. 针对这个问题, 本文采用 k-
Max Pooling[14]做一些优化, k-Max Pooling针对每个卷
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积核都不只保留最大的值, 而是保留前 k 个最大值, 并
且保留这些值出现的顺序, 也即按照文本中的位置顺

序来排列这 k 个最大值, 其在比较复杂的文本上相对

于Max Pooling会有所提升. k 的取值见表 1.
 

表 1     不同参数的 TextCNN
 

参数名称 CNN-1 CNN-2
Word Embedding 128 128

Filter-Size (3,4,5) (4,5,6)
CNN_Filters 128 256

k-Max pooling 1 3
是否参数共享 否 是

 
 

同时为了更多的提取文本的高维特征, 本文增加

了 Filter 的数量, 具体参数见表 1. 本文为了找到最佳

的 Filter-Size参数, 按照表 1设计了两种 Size的 Kernel
来训练模型. 此外, 为了减少 CNN的参数, 本文对 1到
T 时刻的 CNN采用参数共享的方法来训练模型.

为了验证上述的改进对模型精度的影响, 本文按

照表 1, 分别使用 CNN-1 和 CNN-2 的参数训练模型,
并分析生成摘要的质量.

4   NN-Attention
将图 2 中的 Match 框抽象提取出来, 如图 4 所示.

其中 h 为 Encoder的隐藏状态, s 为 Decoder的隐藏状

态, α 为输出的数值.
 

[n1...ni...nT]
T

[s1...si...sT′]
T

[h1...hi...hT]
T

[h1...hi...hT]
T

… … …
α

 
图 4    Match示意图

 

因为本文的引入了 CNN, 所以传统的对齐模型已

不再适用. 为了提取长句的高维特征, 本文采用神经网

络对 Match 进行了重新设计, 具体是全连接神经网络,
如图 5所示.
 

α

Match

h s 
图 5    全连接神经网络示意图

xn−1 xn xn−1

xn xn

xn−1

该结构对 层和 层而言,  层的每一个节点

都和第 层所有节点有连接. 即第 层的每个节点在进

行计算的时候, 激活函数的输入是 层所有节点的加

权. 由于引入了 CNN, 所以神经网络要按照式 (10)输入.

Input = [h⊕ s]

其中,

h =
[←−
h1 · · ·

←−
hi · · ·

←−
hT

]T
⊕
[−→
h1 · · ·

−→
hi · · ·

−→
hT

]T
⊕ [n1 · · ·ni · · ·nT ]T

s = [s1 · · · si · · · sT ′ ]
(10)

为了保证 α 为一个数值, 本文的 NN-Attention 最

后一层的激活函数使用 Sigmoid 函数[15]. 为了找到最

佳的对齐网络, 本文设计了两层模型, 并用不同的参数

训练模型, 具体参数如表 2所示.
 

表 2     不同 NN-Attention的参数
 

模型编号 第 1层参数 第 2层参数

NN-Attention-1 64 64
NN-Attention-2 128 64
NN-Attention-3 128 128

5   实验

5.1   数据集

本文数据集采用的是 CSTSD数据集[16], 数据来源

于新浪微博主流媒体 (头条新闻、环球网、人民网

等)发布的微博约 68万数据, 本文按照 8:1:1的比例切

分训练集、验证集、测试集.
5.2   数据预处理

(1) 去掉无效字符, 如表情、日期、链接、数字等.
(2) 长度限制, 正文的长度规定为 25到 250字, 摘

要长度规定为 8到 35字.

Lengthtext ∈ (25,250)

Lengthlabel ∈ (8,35) (11)

(3) 相似度过滤, 当正文和摘要有 6个相同的字时,
本文认为该数据符合条件.

Count (Ttext∩Tlabel) > 6 (12)

5.3   训练

本文引入词嵌入解决矩阵稀疏性问题, 将输入文

本映射为 300 维的向量. 首先根据词频统计选取出现

频率最高的词汇为 ENCODER 和 DECODER 各定义

一个词汇表, 在本文中设置为 60 000, 没在词汇表中的

词都转换成一个“Unknown”字符, 然后在训练期间学
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习词嵌入的权重.
将新闻和摘要同时输入到 Sequence2Sequence 模

型中, 其中新闻对应 Encoder, 摘要对应 Decoder. 整个

输入编码和解码的过程中, 按照式 (13) 使用梯度优化

算法以及最大似然条件概率为损失函数去进行模型的

训练和优化.

max
θ

1
N

N∑
n=1

log pθ (yn|xn) (13)

其中, θ 为模型的参数, N 为训练集的样本个数, (yn,
xn)是相应的输出和输入的序列[3].

本文使用 TensorFlow[17]构建模型, 模型的主要参

数见表 3.
 

表 3     模型的主要参数
 

名称 数值

h⃗ENCODER- 256
←
hENCODER- 256

ENCODER-n 64

DECODER 576

优化器 AdamOptimization

学习率的初始值 0.005
batch_size 64

 
 

5.4   推理——如何生成摘要

当模型训练完成后, 可以得到之前模型没见过的

源文章的摘要, 这个过程称为推理. 在推理时, 我们只

能访问源句子, 执行解码有很多种方法. 本文采用 Beam
Search (束搜索)[18]解码, Beam Search 在做摘要时总是

将一小部分顶级候选词留在周围, 从而在搜索空间更

好地探索所有可能的词汇. Beam 的大小称为宽度, 在
本文中设置为 12. 同时本文对生成的摘要的质量采用

ROUGE[19]评估中的 ROUGE-1, ROUGE-2和 ROUGE-L
的 F1值进行评估.
5.5   采用不同的 TextCNN 参数和不同的 FNN 参数来

训练模型

采用如表 1所示的改进前后两种不同的 TextCNN
参数来训练网络, 模型训练的 Loss如图 6所示.

从图 6 可以看出, CNN-2 的 Loss 刚开始下降没

有 CNN-1快, 但是最终的 Loss比 CNN-1要小. 训练之后

用应用 Beam Search对测试集的文本进行推理, 并计算

ROUGE得分, 本文以 Sequence2Sequence与 Attention
的模型作为基线模型, 计算后的得分如表 4所示.

CNN-1

CNN-2

7

6

5

4

3

2

1

0 50 100 150 200 250 300 
图 6    改进前后的 TextCNN的 Loss曲线

 

表 4     CNN不同 Size的参数的 ROUGE F1得分
 

模型 1 2 L
Sequence2Sequence+Attention 33.61 17.62 29.53

CNN-1 34.02 17.98 29.87
CNN-2 34.14 18.11 30.02

 
 

从表 4可以看出, 对文本摘要的问题, 在模型引入

CNN 后, 模型的性能有了提升. 模型虽然有了提升, 但
是引入 CNN 后, 模型的参数增加很多, 传统的基于矩

阵变换的注意力机制已经不能很好地表征这个模型,
所以本文引入了 NN-Attention, 按照表 2的参数来训练

模型, 并使用 CNN-2 的模型来训练, 训练的 Loss 如
图 7所示.
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NN-Attention-1
NN-Attention-2
NN-Attention-3

 
图 7    多种 NN-Attention参数的 Loss曲线

 

训练之后运用 Beam Search 对测试集的文本进行

推理, 并计算 ROUGE 得分, 这里以 CNN-2 的模型作

为基线模型, 计算后的得分如表 5所示.
 

表 5     不同 NN-Attention的参数的 ROUGE F1得分
 

模型 1 2 L

CNN-2 34.14 18.11 30.02

NN-Attention-1 35.16 19.22 31.54

NN-Attention-2 35.47 19.86 31.87

NN-Attention-3 35.33 19.42 32.09
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从表 5可以看出, 对文本摘要的问题, 在模型引入

NN-Attention 后, 模型的性能有了较大的提升. 虽然

NN-Attention-3模型的损失最小, 但是 NN-Attention-2
模型取得了最好的成绩. 说明 NN-Attention-2 模型最

适合作为本文提出的 NN-Attention 模型的网络, NN-
Attention-3模型存在过拟合问题.
5.6   案例分析

从测试集前 10条中随机取 4条, 给出测试结果如表 6.
 

表 6     测试结果示例
 

正文 摘要 测试结果

今天上午, 陕西省十二届人大常委会第二十二次会议在西安闭幕. 会议

通过决定: 免去郭伯权的陕西省民政厅厅长职务, 并同时决定由赵政才

接任.  今天上午,  陕西省十二届人大常委会第二十二次会议在西安闭

幕. 会议决定免去郭伯权的陕西省民政厅厅长职务.

陕西省人大常委会: 免去郭伯权

民政厅厅长职务, 赵政才接任

免去< Unknown >的陕西省民政

厅厅长职务

黄山北站出租车司机说, 黄山起步价#元/#.#公里, 价格太低, 运营亏本.
因本地居民收入不高, 黄山出租车已多年未调价. 国庆间, 从高铁北到

景区南大门, ##公里要价###, 而打表大约###元. 黄金周直播秒拍视频

####年国庆黄金周期间, 央视焦点访谈节目曾曝光过黄山出租车不打

表现象. 事后, 黄山市相关部门开展了出租车行业整治.

黄山出租车司机称“黄金周只议

价不打表”, 曾被央视曝光
黄山出租车涨价

DATE, 从华山北站到游客中心的免费大巴停运. 这是因为免费大巴与

当地出租车存在利益冲突, 部分出租车司机在##日前后采取了围堵景

区大巴等过激手段, 最终迫使政府部门在##日发文停运免费大巴. 黄金

周直播视频→部分出租车司机在 DATE 前后采取了围堵景区大巴等过激

手段, 最终迫使政府部门在 DATE发文取消了免费大巴.

华山免费接站大巴遭拉客出租车

围堵, 国庆前政府发文责令停运
部分出租车大巴停运

DATE, 国庆黄金周的第一天, 澎湃新闻记者在甘肃敦煌为您视频直播

大漠日出, 带“澎友”们体验沙漠日出的壮美. 日出预计大概在#点##分
出现. 不管你身在何方, 愿你黄金周有个美好旅程. 黄金周直播视频直

播入口→DATE, 国庆黄金周的第一天, 澎湃新闻记者在甘肃敦煌为您

视频直播大漠日出, 带“澎友”们体验沙漠日出的壮美, 开启黄金周的美

好旅程.

预告|甘肃敦煌沙漠日出 国庆假期带你体验沙漠日出

 
 

6   结论

本文首先对现有 Attention机制对文本摘要问题研

究的缺点做了分析, 在以往的 Attention模型中, 只采用

了 Bidirectional-RNN, BRNN 对上下文信息是有效的,

但是无法提取文本的高维特征, 所以本文引入了 CNN.

因为本文的引入了 CNN, 所以传统的对齐模型已不再

适用, 本文将 Attention模型改进, 提出了 NN-Attention

以解决这个问题. 之后详细描述了 GRU、Attention机

制、CNN、NN-Attention, 为了寻找最佳的参数, 本文

使用多种参数对模型进行训练, 通过计算 ROUGE 得

分, 给出了最佳模型. 最后给出了测试结果, 从测试结

果可以看出, 生成的摘要比之前的模型有所进步, 但是

就准确性与可读性而言, 生成的摘要还有待提高, 生成

式摘要的算法是一个持续性的研究课题.
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