
 

 

感受野特征增强的 SSD 目标检测算法①
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摘　要: SSD (Single Shot multi-box Detector)算法是在不同层的特征图上, 进行多尺度对象的检测, 具有速度快和精

度高的特点. 但是, 传统 SSD算法的特征金字塔检测方法很难融合不同尺度的特征, 并且由于底层的卷积神经网络

层具有较弱的语义信息, 也不利于小物体的识别, 因此本论文提出了以 SSD算法的网络结构为基础的一种新颖的

目标检测算法 RF_SSD, 该算法将不同层及不同尺度的特征图以轻量级的方式相融合, 下采样层生成新的特征图,
通过引入感受野模块, 提高网络的特征提取能力, 增强特征的表征能力和鲁棒性. 和传统 SSD算法相比, 本文算法

在精度上有明显提升, 同时充分保证了目标检测的实时性. 实验结果表明, 在 PASCAL VOC测试集上测试, 准确率

为 80.2%, 检测速度为 44.5 FPS.
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SSD Object Detection Algorithm with Feature Enhancement of Receptive Field
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Abstract: SSD (Single Shot multi-box Detector) algorithm is used to detect multi-scale objects on feature maps of
different layers, which has the characteristics of fast speed and high accuracy. However, the feature pyramid detection
method of traditional SSD algorithm is difficult to fuse the features of different scales, and because the convolutional
neural network layer at the bottom has weak semantic information and is not conducive to the recognition of small
objects, so this paper proposes a novel object detection algorithm RF_SSD based on the network structure of SSD
algorithm. In this algorithm, feature maps of different layers and scales are fused in a lightweight way, and new feature
maps are generated in the lower sampling layer. By introducing the receptive field module, the feature extraction ability of
the network is improved, and the characterization ability and robustness of the feature are enhanced. Compared with the
traditional SSD algorithm, the accuracy of the proposed algorithm is significantly improved, and the real-time
performance of object detection is fully guaranteed. The experimental results show that the accuracy is 80.2% and the
detection speed is 44.5 FPS on the PASCAL VOC test set.
Key words: SSD algorithm; object detection; convolutional neural network; receptive field; computer vision

 

目标检测是计算机视觉领域的一项重要任务, 是
生活中如实例分割[1], 面部分析[2], 汽车自动驾驶[3]、视

频分析[4] 等各种视觉应用的先决条件.

近些年, 伴随着深度卷积神经网络的充分发展[5]

以及良好的数据集注释先验工作的积累[6], 物体检测器

的性能得到了显著提高. 但是, 物体检测过程中的尺度
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变化仍然是所有检测器的关键挑战, 为了识别不同尺

度的物体, 早期大多数的检测器都是基于手工制作的

特征[7], 并且利用图像金字塔. 考虑到内存和检测时间,
这些工作无论在计算还是花费上都是昂贵的. 得益于

卷积神经网络的发展, 手工设计的特征已逐渐被卷积

神经网络计算的特征所取代. 最近的检测系统[8,9] 利用

卷积神经网络 (ConvNets)在单个输入尺度图像依次进

行运算, 获得不同尺度的特征图, 然后用最顶层特征图

来预测具有不同尺度和纵横比的候选边界框. 然而, 最
顶部的特征图具有固定的感受野, 与自然图像中的不

同尺度的物体冲突. 特别是小物体在最顶层上几乎没

有信息, 因此可能会损害物体检测性能, 尤其是小物体.
在解决多尺度问题方面, SSD 利用从下到上的特

征金字塔来适应各种尺寸的物体, 然而, SSD算法的特

征金字塔形式未能利用深层特征图中强大的语义信息,
这对于小物体检测至关重要. 因为语义信息对于检测

视觉上困难的物体 (例如小的, 遮挡的物体) 是决定性

的, 为了克服 SSD 的缺点并使网络对对象尺度更加稳

健, 最近的工作 (例如 FPN[9], DSSD[10], RON[11])建议将

低分辨率带有强语义信息的特征图同具有高分辨率但

带有弱语义弱信息的特征图通过自上而下的通道横向

连接. 与 SSD 中的自下而上的方式相比, 横向连接将

语义信息一个接一个地传递到浅层, 从而增强了浅层

特征的检测能力. 与传统检测器相比, 这些网络在精度

方面有着显著的提高. 但是我们注意到这些在最顶层

特征图中使用反卷积层的方法完全丢失了小物体的精

细细节.
本文致力于提高小物体的检测性能 ,  缓解 SSD

算法的尺度变化问题, 同时又不失实时检测速度. 通常,
较深层中的深层特征对于分类子任务更具辨别性, 而
较浅层中的浅层特征则对于物体位置回归子任务更有

利. 此外, 浅层特征更适合于具有简单外观的特征对象,
而深层特征适用于具有复杂外观的对象. 基于此, 本文

通过特征融合模块将具有语义信息的深层特征添加到

浅层特征中, 以获得具有丰富信息的特征图, 将来自不

同层次的不同尺度的特征图投影并连接在一起, 然后

用 BN[12] 层进行归一化处理, 最后附加下采样层以生

成新的特征金字塔, 此外, 添加了感受野模块 (RFM),
以加强从轻量级 CNN模型中学到的深层特征, 使它们

有助于检测器快速准确. 与传统 SSD 相比, 本文算法

RF_SSD主要选择 VGG16作为骨干网络, 而不是更深

层次的 ConvNets (例如 ResNet[13] 或 DenseNet[14]), 原
因是深层卷积神经网络 (ConvNets)虽然对特征提取有

利但会加大计算量同时降低检测速度, 实验表明本文

所提出的结构在精度上比 SSD 算法有所提升. 本文的

贡献主要表现为以下几点:
(1) 提出了新颖的、轻量级的特征融合方式, 主要

是将不同层的特征图合并, 并生成特征金字塔, 降低了

重复检测一个对象的多个部分或者多个对象合并到一

个对象的检测概率, 同时小物体检测表现更好.
(2) 借鉴混合空洞卷积和 Inception结构, 设计并添

加感受野模块来增强网络的特征提取能力, 同时在不

增加卷积参数的前提下增大卷积感受野, 加强轻量级

卷积神经网络学到的深层特征, 保证检测器的实时性.
(3) 在 PASCAL VOC数据集上进行了定性与定量

的实验, 结果表明, 同传统 SSD 算法相比, 本文所提出

的算法在目标检测性能上有显著的提升, 同时以相对

低的速度损耗提高了小物体的准确率.

1   相关工作

在目标检测算法研究中, 无论是在单阶段检测器

还是两阶段检测器中, 相关研究者都投入了大量的工

作来改善目标检测中的尺度变化问题, 大致可分为两

种策略. 一种是图像金字塔, 通过图像的尺度变化来产

生具有语义代表性的多尺度特征, 然后用来自不同尺

度的图像的特征分别产生预测, 最后将这些预测放在

一起进行评估以给出最终预测. 在识别精度和定位精

度方面, 来自多尺寸图像的特征确实超越仅基于单尺

度图像的特征. 诸如 OHEM[15] 和 SNIP[16] 之类的方法

都采用了这种策略. 虽然性能得到了提升, 但这种策略

在时间和内存方面花销很大, 所以在实时任务中很难

得到应用. 另一种是利用网络内的特征金字塔以较低

的计算成本来模拟图像金字塔. 该策略比第一个策略

需要的内存和计算成本要少得多, 从而可以在实时网

络的训练和测试阶段中进行使用. 此外, 特征金字塔构

建模块可以很容易地修改, 并应用在最先进的基于深

度神经网络的探测器. MS-CNN[17], SSD[8], DSSD[10],
FPN[9], YOLOv3[18], RetinaNet[19] 和 RefineDet[20] 以不

同的方式采用了这种策略.
此外, MS-CNN[17] 提出了两个子网络, 并首先将多

尺度特征结合到用于物体检测的深度卷积神经网络中.
提议子网利用几种分辨率的特征图来检测图像中的多
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尺度物体. SSD利用 VGG16网络的后几层的特征图和

额外特征层进行多尺度预测. FPN 将高层特征与低层

特征相结合, 由最近邻居上采样和横向连接实现. DSSD
实现了反卷积层, 用于聚合上下文和增强浅层特征的

高级语义信息, RefineDet[20] 采用了两步级联回归, 在
保持 SSD效率的同时, 在准确性方面取得了显著提高.

2   RF_SSD算法

本节将在 SSD 框架基础上, 分析算法涉及到的特

征融合处理、感受野模块的设计以及算法的具体处理

过程.
SSD 采用不同尺度的特征图来检测物体 ,  以

VGG16[21] 作为骨干网络, 采用级联卷积的方式生成不

同尺度的特征图, 结合 YOLO 的回归思想和 Faster-
RCNN的 Anchor机制, 使用全图各个位置的多尺度区

域特征进行回归, 既保证检测速度又保持了精度. 同时

在对特征图预测时, 采用卷积核来预测一系列 Default
Bounding Boxes的类别和坐标偏移.

由于小物体不会在浅层中丢失太多的位置信息,
并且大物体也可以在较深层中很好地定位和识别, 所
以 SSD 算法使用浅层特征图检测小物体, 深层特征图

检测大物体这种策略是合理的, 但问题是由浅层产生

的小物体的特征缺乏足够的信息, 这将导致小物体检

测性能的不良. 此外, 小物体也严重依赖于上下文信息,
SSD网络结构如图 1所示.
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图 1    SSD算法结构图

 

2.1   特征融合 (Feature Fusion)
针对传统 SSD算法缺点, FPN和 DSSD利用顶层

特征的反卷积层, 经过验证, 这种方法可以大大提高传

统探测器的性能, 但却需要多个功能合并过程. 而且右

侧的新特征只能融合相应的左侧和更高层级的特征[9,10].
此外, 潜在特征和大量特征的 element-wise process
过程也会消耗大量时间. 基于此, 本文提出了一种轻量

级和高效的特征融合模块来处理这项任务. 本文的动

机是以适当的方式一次融合不同级别的特征, 并从融

合特征生成特征金字塔.
传统的 SSD300是基于VGG16的, 作者选择Conv4_3,

FC7和新添加的 Conv8_2, Conv9_2, Conv10_2, Conv11_2
层特征图进行检测. 相应的特征图的大小为 38×38,
19×19,10×10,5×5,3×3和 1×1. 本文认为大小小于 10×10
的特征图太小而几乎没有要合并的信息, 所以本文先

将 Conv8_2 的 stride 设为 1, 这样 Conv9_2 的大小为

10×10, 然后本文选择 Conv4_3, Conv9_2 融合为新的

特征图, 增强了浅层特征的语义信息, 同时也有很强的

几何细节信息表征能力.
在传统的处理方法中, 主要有两种方法合并不同

的特征图: concatenation 及 element-wise summation.
Element-wise summation要求特征图的通道相同, 这意

味着我们必须将特征图转换为相同的通道 .  由于此

要求限制了融合特征图的灵活性 ,  所以我们选择用

concatenation 方式. 为了使 Conv4_3, Conv9_2 融合为

新的特征图, 需对 Conv9_2进行上采样处理. 如图 2所
示, 首先使用大小为 2×2, 通道数为 256 的反卷积核进

行上采样, 将输出通过 3×3的卷积核映射至 BN层, 然
后再到下一个反卷积核. Con4_3通过 1×1的卷积核直

接映射输出至 BN 层. 最终将 Conv4_3 通过 1×1 卷积

层的输出与 Con9_2 经过两层反卷积层的输出进行

concat操作, 之后传入至 ReLU层, 再通过 L2 Normali-
zation层做归一化处理, 同时增加模型的鲁棒性.
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图 2    特征融合模块

 

2.2   感受野模块

本模块采用多支路卷积形式, 其内部结构可以分

为两个部分: 多支路卷积层和空洞卷积层. 多支路卷积

层的结构和 Inception相同, 模拟不同尺寸的感受野, 空
洞卷积层利用空洞卷积模拟不同尺寸感受野之间的关
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系[22]. 在卷积神经网络中, 卷积核的感受野大小和卷积

核的尺寸成正相关, 通过改变卷积核的尺寸可以获得

不同大小的感受野, 进而更加有效的利用特征信息. 本
文的设计借鉴了 Inception-V4 和 Inception -ResNet[23],
结构如图 3 所示, 首先在每个分支结构中使用 1×1 的

卷积层, 减少特征图中通道数量, 用 2 个连续的 3×3
Conv 替代 Inception 模块中的 5×5 Conv, 从而实现网

络深度的增加, 之后将原有 3×3 的卷积核分解成两个

一维的卷积核 (1×3 和 3×1), 目的是加速计算, 同时网

络宽度增加, 增加了网络的非线性. 除此之外, 为了保

留更多的原始特征信息, 增加了一条剪接支路.
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图 3    RFM模块
 

本算法感受野模块结构上借鉴了混合空洞卷积和

Inception, 混合空洞卷积 (hybrid dilated convolution)
由文献 [24] 提出, 通过叠加多个不同空洞率的空洞卷

积来避免网格效应和平衡不同尺寸感受野之间的关系,
解决了传统卷积神经网络采用池化层所造成的内部数

据结构遗失和小物体信息无法重建等问题, 同时协调

多支路卷积, 在很好的结合多支路卷积的同时提高了

算法的检测效率.
2.3   算法结构

本文算法是以 SSD 算法框架为基础构建的, 提出

新的特征融合模块来充分利用深层的特征信息以此提

高算法的检测精度, 同时改善小物体检测的效果, 另外,
通过在特征提取网络上添加感受野模块来提高特征的

提取能力. 无论特征融合模块还是感受野模块都比较

简单, 所以在极大程度上保留了 SSD原有的网络结构,
保证了检测速度. 整体的算法结构如图 4所示, 骨干网

络采用 VGGNet, 先对 Con9_2层特征图进行尺寸调整,

后将调整尺寸后的 Con9_2 层特征图与 Con4_3 层特

征图传入 Feature Fusion模块产生新特征图, 经 BN层

后, 通过一系列下采样形成特征金字塔, 同时加入感受

野模块. 具体描述如下: 第一是将 Conv8_2的 stride设

为 1, 这样 Conv9_2 的大小为 10×10, 然后使用两层反

卷积核对 Conv9_2 进行上采样处理. 之后将输出和经

过 BN层的 Conv4_3进行 concat操作, 之后传入至 ReLU

层, 再通过 L2Normalization层做归一化处理. 第二, 对

新得到的特征图进行下采样 (包含一些 1×1 和 stride

为 2 的 3×3 的卷积层来改变通道数和特征图的大小),

形成新的特征金字塔, 同时利用新添加的感受野模块

对新的特征信息进行检测. 第三, 用 RFM 替换掉中间

两层卷积层, 考虑到最后两个卷积层的尺寸, 将最后两

层保持不变.
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图 4    本文的算法结构

 

本文的损失函数采用了传统的 SSD 算法的处理

方式, 回归函数输出物体的位置坐标, Softmax 函数进

行预测分类. 总的损失函数为位置误差 (locatization loss,

loc) 与置信度误差 (confidence loss, conf) 的加权和:

L (x,c, l,g) =
1
N

(Lconf (x,c)+αLloc (x, l,g)) (1)

其中, N 是先验框的正样本数量. c 为类别置信度预测

值. l 为先验框所对应边界框的位置预测值, x 为预测框

的类别匹配信息, 而 g 是 ground truth 的位置参数. 权

重系数 α 通过交叉验证设置为 1.

位置误差定义为:

Lloc (x, l,g) =
N∑

i∈Pos

∑
m∈{cx,cy,w,h}

xk
i j smoothl1

(
lmi − ĝm

j

)
(2)

ĝcx
j =
(
gcx

j −dcx
i

)
/dw

i (3)
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ĝcy
j =
(
gcy

j −dcy
i

)
/dh

i (4)

ĝw
j = log

gw
j

dw
i

 (5)

ĝh
j = log

gh
j

dh
i

 (6)

对于位置误差, 其采用 Smooth L1 loss, 定义如下:

smoothl1 (x) =
{

0.5x2, if |x| < 1
|x| −0.5, otherwise (7)

置信度误差, 其采用 Softmax loss, 定义如下:
Lconf (x,c) = −

N∑
i∈Pos

xp
i j log

(
ĉp

i

)
−
∑

i∈Neg

log
(
ĉ0

i

)
where ĉp

i =
exp
(
cp

i

)∑
p

exp
(
cp

i

) (8)

xp
i j ∈ {1,0} xp

i j = 1其中 ,   为一个指示参数 ,  若 则表明第

i 个先验框与第 j 个 ground truth 匹配, 并且 ground

truth 的类别为 p. 参数 Pos 代表正样本, Neg 代表负样

本. m 包含了边框的中心坐标 (cx, cy)和边框的宽 (w)、
高 (h); x 表示先验框和 ground truth匹配上的指示参数;

g 为 ground truth的位置参数.

3   实验分析

3.1   数据增强

在进行训练之前, 可先通过数据增强的方式对数

据进行预处理, 以此提高数据集的多样性, 使模型有更

高的鲁棒性 .  常用的数据增强方式如随机翻转、缩

放、颜色变化和裁剪等. 通过将数据增强方式应用到

训练当中, 可使模型学到旋转不变性和对称不变性.

3.2   网络训练策略

本文算法采用与 SSD 算法相似的训练策略, 都是

使用训练好 VGGNet 网络, 本文使用 PASCAL VOC

2007 和 PASCAL VOC 2012 数据集, 同时把与真实框

(ground truth) 的交并比 (IOU) 大于 0.5 的预测框认为

是正样本. 采用平均精度 (mAP) 作为评测算法性能的

度量, 帧速 (Frame Per Second, FPS)作为目标检测速度

的评价指标. 训练阶段将输入图像的大小设为 300×300

像素. 训练时, 我们用 VOC 2007 trainvaland VOC2012

trainval (VOC07+12)的联合数据集训练, 在 VOC 2007

test 测试集上测试. 本文的硬件环境为深度学习框架

Caffe, ubuntu16.04 系统, GPU 显卡型号为 NVIDIA

1080Ti, Batch size=16, 初始学习率设定为 0.001,

max_epoch设置为 180 K, 然后在步骤 100 K, 140 K和

180 K除以 10. 将权重衰减设置为 0.0005. 和 SSD算法

一样采用动量为 0.9的 SGD来优化本文算法.

3.3   PASCAL VOC2007 测试结果分析

PASCAl VOC是一个用于物体分类识别和检测的

标准数据集, 该数据集包括 20个类别, 表 1为 PASCAl

VOC具体类别.
 

表 1     PASCAL VOC数据集类别
 

种类 类别

人 人

动物 猫, 狗, 马, 羊, 牛, 鸟
交通工具 自行车, 火车, 摩托车, 轿车, 公共汽车, 飞机, 船
其他 盆栽, 电视, 沙发, 水瓶, 椅子, 餐桌

 
 

本文算法模型与主流目标检测算法在 VOC2007

数据集的实验结果如表 2 所示, 本文所提出的算法准

确率达到了 80.2%, 比传统的 SSD 算法有 2.7% 的提

升, 比 DSSD算法提高了 1.2%, 但比 R-FCN低了 0.3%,

原因在于 R-FCN算法使用 ResNet-101作为基础网络,

相比于 VGG-16, 算法网络结构更深, 提取特征的能力

更强, 但同时也降低了网络的检测速度. 本文算法的检

测速度为 44.5 FPS, 虽然相比于传统的 SSD算法, 速度

也有所下降, 但满足实时检测需求.
 

表 2     不同目标检测算法在 PASCAL VOC 2007

上的检测结果
 

方法 数据 backbone GPU FPS mAP
Faster-RCNN 07+12 VGGNet Titan X 7 73.2

R-FCN 07+12 ResNet-101 Titan X 9 80.5
YOLOv2 07+12 Darknet-19 Titan X 81 73.7
SSD300 07+12 VGGNet 1080Ti 85 77.5
DSOD300 07+12 DS/64-192-48-1 Titan X 17.4 77.7
RSSD300 07+12 VGGNet Titan X 35 78.5
DSSD321 07+12 ResNet-101 Titan X 9.5 78.6
Proposed 07+12 VGGNet 1080Ti 44.5 80.2

 
 

不同目标检测算法在精度和速度上的分布如图 5

所示, Faster-RCNN, R-FCN, YOLOv2, DSOD, RSSD,

DSSD 算法是在 Titan X GPU 上进行测试的, 而 SSD

和本文提出的算法是在 1080 Ti GPU上测试的. 从图 5

中也可看出本文的算法在检测速度和精度上有着一定

的优势.
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图 5    不同的检测算法在检测速度和精度上的分布

本文将传统的 SSD 算法和 RF_SSD 算法在每一

类目标检测的精度上进行比较, 结果如表 3所示. 从表

中可知, 飞机, 自行车, 鸟, 船, 瓶子, 公交车等类别都有

显著的提升, 其中, 瓶子, 盆栽的检测精度较低, 虽然得

益于本文提出的网络结构, 相比于传统的 SSD 算法,
精确度有所提升, 但因物体相比于其他类别太小, 特征

提取较少, 导致相应检测精度不高. 但总体来说, 本文

算法相比于 SSD 算法 mAP 提高了 2.7%, 基本满足实

际需求, 同时也论证了本文算法思想的可行性.

同时本文对比了感受野模块对算法检测结果的影

响 (参见表 4), 通过实验可知添加感受野模块可提高算

法的准确率, 说明感受野对算法性能有一定的提升, 同

时由于感受野模块采用多个支路卷积, 提高了模型的

复杂度, 所以导致检测速度降低.
 

表 3     本文算法在 PASACAL VOC2007测试集上单个类别的测试结果
 

方法 network mAP aero bike bird boad bottle bus car cat chair train
SSD300 VGG-Net 77.5 79.5 83.9 76.0 69.6 50.5 87.0 85.7 88.1 60.3 87.6
RF_SSD VGG-Net 80.2 87.2 87.4 83.2 73.2 57.6 88.3 88.2 88.4 62.2 85.8
方法 network mAP cow table dog horse mbike person plant sheep sofa tv

SSD300 VGG-Net 77.5 81.5 77.0 86.1 87.5 83.97 79.4 52.3 77.9 79.5 76.8
RF_SSD VGG-Net 80.2 83.6 75.4 84.8 89.4 87.0 82.3 56.4 82.4 83.5 77.7

 
 

表 4     感受野模块对算法准确率的影响
 

Add RFM FPS mAP
× 65.6 78.8
√ 44.5 80.2

 
 

最后本文分析了不同卷积层融合后的结果, 结果

如表 5, 若融合 Conv3_3, Conv4_3, 和 Conv9_2, 则在

VOC2007 的 mAP 为 79.8%, 若去掉 Conv3_3, 则

mAP 为 80.2%, 表明 Conv3_3 对检测器的结果并没有

太大的影响, 原因在于 Conv3_3 卷积层提取的特征图

包含较多的背景噪声. 此外, 本文从 COCO数据集中随

机挑选了几张照片, 测试结果如图 6所示.
 

表 5     不同层融合的测试结果
 

融合层 mAP
Conv3-Conv9 79.8
Conv4-Conv9 80.2

4   结论

本文基于 SSD 算法, 提出了一种新颖高效的目标

检测算法, 通过将不同层的特征图以轻量级的方式融

合在一起, 使新的特征图既有深层特征的语义信息, 同
时又有高分辨率, 然后采用下采样层生成特征金字塔,
之后设计添加感受野模块, 提高网络的特征提取能力,

提高了算法的整体精度, 也改善了小目标的检测效果.
本文的算法在精度上超越了传统 SSD 算法以及一系

列其他目标检测算法, 由于添加感受野模块, 增加了网

络特征的提取能力, 增加了精度, 但加深了深度和模型

复杂度, 导致检测速度降低, 虽以速度换取精度, 但基

本满足实时检测要求. 和大多数单阶段目标检测结构

一样, 本算法类别不平衡问题依旧未能得到解决. 未来,
将继续改进该算法, 使用 anchor-free 模型方法或进一

步修改目标损失函数改善类别不平衡问题, 设计轻量

型的特征提取和融合网络结构, 在不降低精度的同时

提高速度.
 

 
图 6    COCO 2017上的实例检测结果
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