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摘　要: 针对传统情感分类方法提取文本信息单一的问题, 提出了一种融合用户信息和产品信息的分层多头注意力

的情感分类模型. 首先, 采用分层的多头注意力代替单一注意力, 从多个视角获取有效信息. 然后在每个注意力中都

融入用户信息和产品信息, 挖掘出用户和产品信息在多个子空间上的表现特征, 使模型在多个子空间上得到更全局

的用户偏好和产品特点对情感评分的影响. 实验结果表明, 模型在 IMDB、Yelp2013、Yelp2014数据集上的准确率

较之前基于神经网络的情感分析模型均有所提高.
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Abstract: Aiming at the single information problem of traditional sentiment classification method, a multi-head attention

model with user and product information is proposed. Firstly, hierarchical multi-head attention is used to replace single-

head attention and obtain effective information from multiple perspectives. Secondly, using multi-head attention with user

information and product information, mining the performance characteristics of user and product information in multiple

subspaces, the model can get a more global impact of user preferences and product characteristics on sentiment score in

multiple subspaces. Experimental results on IMDB, Yelp2013, and Yelp2014 datasets show that the performance of the

proposed model is better than the other advanced baselines.
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情感分类是 NLP 领域的研究热点之一, 目的是根

据文本的含义和情感表达, 将文本分为两种或多种类

型 .  情感分类在评论网站中有很广泛的应用 ,  例如

IMDB、豆瓣电影、大众点评等. 本篇工作的研究任务

是文档级别的情感分类, 它是情感分析和观点挖掘的

基础任务, 它根据文本中单一的目标或产品来决定该

文本的情感极性. 传统的情感分类方法[1–3]是手动地从

文本中抽取、设计和选择一些高质量的特征, 然后训

练各种分类器. 近几年来, 深度学习方法在 NLP 领域

取得了重大突破, 越来越多的研究者关注如何利用深

度学习技术提高情感分类的效果. 近来的大多数工作

利用了神经网络去学习低维空间上的文本表征, 因为

评论文本有很明显的序列特征, 所以处理序列信息的

递归神经网络 (Recurrent Neural Network, RNN)[4]能够
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很好的学习到评论中的情感信息, 尤其是它的变体长

短时记忆网络 (Long Short-Term Memory, LSTM)[5], 通
过引入记忆单元和门控机制, 缓解了传统循环神经网

络出现的梯度爆炸或者是梯度消失的问题, 在情感分

类领域中取得了较好的效果. 随着 Attention机制[6–9]在

图像分类、机器翻译等领域的成功应用, 越来越多的

研究者开始将其引入到情感分类任务中, 重点关注对

情感分类有明显影响的单词或词语. 但是单一的注意

力机制难以提取到更丰富的情景语义信息, 它很难对

一些句法信息、指代信息等进行建模, 并不能很好地

判别句子的情感极性.
为了解决提取的情感信息单一的问题, 本文提出

了一种融合用户信息和产品信息的分层多头注意力的

情感分类模型 (Hierarchical User and Product Multi-
head Attention model, HUPMA), 在词语层和句子层中

分别用多头注意力提取出词语和句子的情感信息, 并
且在每个注意力中融入用户信息和产品信息. 本文工

作的主要贡献如下:
(1) 提出了一种新的情感分类模型框架, 在词语层

和句子层分别使用多头注意力来学习更长的序列信息,
捕捉到更丰富的上下文语境信息.

(2) 在多头注意力中引入用户和产品信息, 在多个

子空间上得到更全局的用户偏好和产品特点对情感评

分的影响.
本文分别在公开数据集 IMDB、Yelp2013、Yelp2014

上验证了模型效果, 实验结果表明, 在相同运行环境下,
我们的模型相比于基于单头注意力的分层网络模型,
在准确率上有所提升.

本文第 1节介绍基于文档级别的情感分类的相关

工作. 第 2节介绍模型的基本原理. 第 3节是本文的对

比实验以及对实验结果的详细描述和分析. 最后是对

本文工作的总结和未来展望.

1   相关工作

文档级别的情感分类作为情感分析的基础任务之

一, 一直是情感分析领域的研究热点. 最早使用的方法

是基于情感词典的方法. 基于情感词典的方法, 一般依

靠情感词典的构建和规则的建立, 文献[10]通过情感词

典及词性求出文本中情感词的得分, 并将其按特定规

则组合计算, 来判断文本的情感倾向性. 李寿山等[11]利

用英文种子词典, 借助机器翻译系统, 构建了中文情感

词典. 情感词典构建的好坏决定了分类的效果, 并且情

感词典的构建依赖于人工统计, 耗费大量的人力物力

的同时存在着误差.
另一种情感分类的方式是基于机器学习和深度学

习的方法, 利用深度学习技术可以自动提取文本的深

层特征, 使文本情感分类研究得到了进一步的发展. 主
流的深度学习网络包括卷积神经网络 (Convolutional
Neural Networks, CNN)[12]和 RNN, 其中卷积神经网络

通过卷积操作实现对文本的局部信息的捕捉, 通过池

化操作实现对局部重要信息的提取. Kim 等人[13]将经

典的 CNN 结构应用在情感分类任务上. Xiang Zhang
等[14]从字符角度来训练卷积神经网络, 使网络不需要

提前知道关于语法和语义的信息. 但是 CNN只能提取

到文本的局部信息, 丢失了词语的顺序信息, 而词语的

顺序信息在文本处理上是不能忽略的. 相比于 CNN,
RNN 的内在结构使得它在文本序列建模方面更有优

势, 能够很好地捕捉上下文信息. 尤其是 RNN 的变体

LSTM引入了门控机制, 缓解了 RNN中梯度消失和梯

度爆炸的问题. Tang 等[15]为了对句子之间的关系进行

建模, 引入自底向上的基于向量的篇章表示方法, 首先

用 LSTM实现单句表示, 再用 RNN编码句子间的内在

关系和语义联系, 采用层次化 RNN模型来对篇章级文

本进行建模. 该模型相比标准的循环神经网络模型实

现很大的效果提升. Siwei Lai等[16]提出了 RCNN模型,
先使用双向循环神经网络得到上下文表示, 再经过卷

积、池化操作后输出分类结果. 注意力机制 (Attention
Mechanism)使得模型能够在训练过程中高度关注特定

的词语, 更好地捕捉句子中的重要成分, 提取出更多的

隐藏特征. Wang等[17]采用方面嵌入的方式来生成注意

力向量, 关注句子的不同部分. Yang 等人[18]提出了分

层注意力网络 (Hierarchical Attention Network, HAN)
模拟文本的构成方式, 对单词和句子进行分层编码, 并
根据其注意力权重融合成文本表示, 不仅捕捉了句子

中比较重要的词语, 还给篇章中比较重要的句子赋予

更高的权重. 实验表明, 结合注意力机制的神经网络模

型在情感分类任务中取得了比传统方法更好的效果.
在网络评论中, 有些词语是表达用户情感的, 有些词语

则是对产品本身的评价. 为了将这些用户和产品信息

引入情感分类任务中, 研究学者们在这方面做了很多

工作, 并且都获得了一定的提升. 唐都钰等人[19]在 CNN
网络的基础上添加了用户和产品的偏置矩阵和表示矩
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阵来表示这些信息. 考虑到用户偏好矩阵训练比较困

难, 陈慧敏等[9]在层次网络中融入用户和产品的相关信

息, 考虑了全局的用户偏好以及产品特点, 进一步提高

了模型性能. 但是上述模型提取到的情感信息相对都

比较单一, 受 Transformer 模型[20]的启发, 本文提出一

种融合用户信息和产品信息的分层多头注意力的情感

分类模型 HUPMA. 首先该模型利用分层多头注意力,
分别在词语层和句子层中采用不同的隐层向量权重参

数, 形成指代信息更丰富的注意力权重分布; 其次, 在
多头注意力中融入用户信息和产品信息, 同时采用不

同的用户向量权重和产品向量权重参数, 形成多个子

空间下不同的用户偏好和产品特点对情感评分的影响,
从而能够对指代信息丰富的上下文进行建模, 同时挖

掘出用户信息和产品信息在多个维度上的深层特征.

2   模型

融合用户信息和产品信息的基于分层多头注意力

的情感分类模型 HUPMA如图 1所示.
 

句子层
文本表示

多头注
意力

多头注意力

句子表示

词语表示

BilSTM

BilSTM

词语层

h1

hn1 hn2 hnm

h2 hn

h11 h12 h1m

S1 sn

w11 w12 w1m wn1 wn2 wnm
S1 Sn 

图 1    HUPMA模型架构图
 

模型主要包含了 4 个部分: 词汇层编码、词汇层

的多头注意力机制、句子层编码、句子层的多头注意

力机制, 其中在词汇层的多头注意力机制和句子层的

多头注意力机制中融入了用户和产品信息. 首先, 在模

型的词语层, 利用双向 LSTM计算单词的向量表示, 然
后用多头注意力结合用户、产品信息来学习单词的注

意力权重分布, 进而生成句子的向量表示; 在模型的句

子层, 同样利用双向 LSTM计算句子的向量表示, 用多

头注意力结合用户、产品信息来学习句子的注意力权

重分布, 得到文本的向量表示. 最后经过一个 Softmax
层, 完成评论文本的情感分类.

2.1   基于 LSTM 的分层网络结构

本模型采用“词-句子-文章”的自下而上的层次化

结构来表示一篇文本, 获取更丰富的上下文情感特征,
既符合人类的阅读习惯, 也缓解了过长的序列导致的

长句依赖的问题. LSTM 是一种带门控机制的循环神

经网络, 通常被用于处理序列文本数据, 可以避免传统

的循环神经网络的梯度消失或梯度爆炸的问题, 另外,
LSTM 通过引入记忆单元和输入门、输出门、遗忘门

3 种门控机制来捕捉句子的依赖关系和上下文语境

信息.
(1) 词语层 LSTM网络

si = [xi1, xi2, xi3, · · · , xin]

xi j i j

xi j wi j wi j

hi = [hi1,hi2,hi3, · · · ,hin] hi j ∈ Rd

d

定义文档中的某个句子 ,
表示第 个句子的第 个词语, 首先将句子中的词语

编码为向量表示 , 通过双向 LSTM编码 的上下

文, 得到隐层表示 , 其中 ,

为 LSTM 单元输出向量的维度. 每一时刻的 LSTM
单元的输入由上一时刻隐藏层的输出和本时刻输入的

词向量组成. 具体计算方法如下:
−→
hi j =

−−−−−→
LS T M(wi j) (1)

←−
hi j =

←−−−−−
LS T M(wi j) (2)

hi j = [
−→
hi j,
←−
hi j] (3)

−−−−−→
LS T M

←−−−−−
LS T M

−→
hi j

←−
hi j

−→
hi j

←−
hi j

hi j

和 分别表示前向 LSTM和后向 LSTM,

和 表示前向 LSTM 生成的隐藏状态向量和后向

LSTM 生成的隐藏状态向量, 然后将 和 做连接操

作, 生成最终的隐藏状态向量 .
(2)句子层 LSTM网络

si

si

hi

因为同一评论中不同句子之间有一定的情感联系,
挖掘这种相互联系有助于整个评论文本的情感极性分

析, 因此本文除了词语层的 LSTM网络外, 还使用一个

句子层的双向 LSTM网络来进一步挖掘句子之间的依

赖关系. 通过词语层之后就得到了句子向量 , 然后句

子层的 LSTM 网络将句子向量 编码为句子层的隐层

向量 .
−→
hi =
−−−−−→
LS T M(si) (4)

←−
hi =
←−−−−−
LS T M(si) (5)

hi = [
−→
hi ,
←−
hi] (6)

−→
hi
←−
hi和 分别表示前向 LSTM 生成的隐藏层句子向
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hi

量和后向 LSTM 生成的隐藏层句子向量, 同样拼接之

后生成最终的句子层的隐藏向量 .
2.2   融入用户和产品信息的多头注意力机制

(1) 多头注意力机制

注意力机制的主要目的是从众多信息中选择出对

当前任务目标更关键的信息. 传统的单头注意力机制

难以提取到更丰富的情景语义信息, 进而对评论文本

的情感分类的效果也产生了影响, 为了从多个子空间

上学习更加丰富的情感信息, 本文采用了多头注意力

代替传统的单头注意力, 如图 2.
 

向量连接

线性映射多头个数 线性映射 线性映射

加性注意力

h
1

h
2

hn 

 
图 2    多头注意力机制

 

首先将 LSTM层产生的隐层向量表示拆分为多个

头 ,  线性变换后然后送入加性注意力层 ,  重复计算

head_num 次, 其中 head_num 为多头的个数, 最后拼接

所有的 attention 值作为下一模块的输入. 考虑到不同

的用户、不同的产品会对情感分析造成一定的影响,
因此在多头注意力机制中引入了用户和产品信息, 其
中每个 head 的注意力计算如图 3.

(2) 词语层的多头注意力机制

不同的词语对句子的情感表达的重要度不同, 为
了深度挖掘每个词语在多个子空间上的情感信息表达,
在词语层引入多头注意力机制, 同时不同的用户、不

同的产品在评论中的情感用词也有差异, 因此, 将用

户、产品信息融入到多头注意力的计算中, 计算方式

如下:

si =
∑

j

αi jhi j (7)

hi j αi j是词语层的 LSTM 产生的隐层向量,  是在考

虑用户信息和产品信息后, 句子中第 j 个词的权重, 度

si αi j量的是这个词语在整个句子 的重要程度 .   由式

(8)和式 (9)计算而来:

αi j =
exp
(
ei j
)∑

j
exp
(
ei j
) (8)

ei j = vT
w tanh

(
Wwhhi j+Wwuu+Wwp p+bw

)
(9)

ei j αi j vT
w Wwh

Wwu Wwp bw ei j

其中,  是向量 未归一化时的权重表示,  、 、

、 和 分别表示计算 时的前馈神经网络中

对应的点积权重、隐层向量权重、用户向量权重、产

品向量权重和偏置, 初始赋随机向量, 作为模型训练的

参数.
 

si

∑αijhij

hij

u

p

hij

αij

Softmax

 
图 3    加性注意力机制

 

(3) 句子层的多头注意力机制

和词语层的多头注意力机制类似, 一条评论文本

中的不同句子对最后的情感表达也有着不同的重要度,
因此在句子层引入多头注意力机制, 计算方式如下:

d =
∑

i

βihi (10)

hi βi

βi

是经过句子层的 LSTM产生的隐层向量,  是在

考虑用户信息和产品信息后的注意力权重, 度量的是

某个句子在整个评论文本 d 中的重要程度.  由式 (11)
和式 (12)计算而来:

fi = vT
s tanh(Wshhi+Wsuu+Wsp p+bs) (11)

βi =
exp( fi)∑

i
exp( fi)

(12)
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fi βi vT
s Wsh

Wsu Wsp bs fi

其中 ,   是向量 未归一化时的权重表示 ,   、 、

、 和 分别表示计算 时的前馈神经网络中对

应的点积权重、隐层向量权重、用户向量权重、产品

向量权重和偏置, 初始赋随机向量, 作为模型训练的

参数.
2.3   优化模型

本文的任务是对给定的评论文本, 判断其情感极

性, 是一个情感分类的任务, 因此采用交叉熵损失函数

作为代价函数, 通过最小化损失函数来训练模型, 找到

最优参数. 同时, 为了避免过拟合, 加入了 L2正则化作

为惩罚项, 损失函数公式如下:

loss = −
∑

i

∑
k

yk
i log ŷk

i +λ ∥ θ∥2 (13)

yk
i ŷk

i其中,  表示第 i 篇评论文本的真实的情感类别,  表

示模型对第 i 篇评论文本预测的情感类别, k 为情感类

别的某一类, 以数字表示. λ 表示 L2正则化的惩罚系数,
λ 越大, 惩罚力度越大. θ 表示模型中的全部训练参数.
2.4   模型复杂度分析

dhead = dlstm/head_num dlstm

dhead

在模型的词语层的多头注意力和句子层的多头注

意力中, 对每个头的注意力都在维度上做压缩. 首先将

底层 LSTM 产生的隐层向量进行维度上的拆分, 拆分

之后的维度为 , 其中 为底层

LSTM 输出向量的维度, head_num 是多头的个数. 然
后在维度为 的向量上做注意力函数运算, 所以在

多头注意力中虽然需要计算多次, 但是相较与之前的

单一注意力, 整体的计算成本并没有增加. 同时, 多个

头之间的注意力计算是相互独立的, 因此可并行运算,
进一步提高模型的性能.

3   实验分析

3.1   实验设置

为了验证本文模型的有效性, 分别在 3 个情感分

类任务的数据集上进行实验 ,   IMDB、Yelp2013、
Yelp2014 这 3 个数据集是 Tang 等[19]构建的公开数据

集 .  IMDB 是用户对电影评分数据集 ,  Yelp2013 和

Yelp2014 是用户对商家的评分数据集. 在数据预处理

阶段, 本研究采用 Stanford CoreNLP[21]实现评论文本中

词语的切分和句子的切分, 同时提取数据集中的用户

信息和产品信息, 预处理后的数据集统计如表 1. 其中

IMDB划分 10个类别, Yelp2013和 Yelp2014划分 5个
类别, 级别越高代表评价越好.

将每个数据集中 80% 作为训练集, 10% 作为验证

集, 剩余 10%作为测试集, 用 Accuracy和 RMSE作为

模型分类效果的评价指标. 采用文献[9]中用 SkipGram
模型[22]训练好的词向量作为初始化的词向量, 维度为

200, 此外, 用户和产品信息的维度也设定为 200维, 并
随机初始化, 随着模型一起训练. LSTM层的神经元维

度设为 200 维, 用 Adam[23]算法来优化超参数, 该算法

通过计算梯度的一阶矩估计和二阶矩估计, 能够为不

同的参数设计独立的自适应性学习率. 然后在验证集

上选择表现最好的超参数作为模型参数, 最后用测试

集测试模型在情感分类任务上的效果.
 

表 1     IMDB, Yelp2013和 Yelp2014数据集统计数据
 

数据集 类别 评论 用户 产品 评论/用户 评论/产品 句子/评论 词语/句子

IMDB 10 84 919 1310 1635 64.82 51.94 16.08 24.54
Yelp2013 5 78 966 1631 1633 48.42 48.36 10.89 17.38
Yelp2014 5 231 163 4818 4194 47.97 55.11 11.41 17.26

 
 

3.2   基准模型

本文模型将与以下基准模型进行实验对比.
(1) Majority将训练集中出现次数最多的情感分类

标签作为测试集的预测标签.
(2) Trigram以评论文本的一元语法、二元语法和

三元语法为特征, 以支持向量机 (SVM)[24]为分类器, 训
练模型.

(3) TextFeature[25]将提取的词语和字符的 N 元语

法、情感词典等作为特征, 训练 SVM分类器.

(4) UPF[26]从训练集中抽取 use-leniency特征和相

关产品特征, 作为 Trigram 方法和 TestFeature 方法的

特征.
(5) AvgWordvec用Word2Vec方法获得训练集和

验证集的词语向量表示, 然后以词向量的平均向量为

评论向量, 然后用这个向量为特征训练 SVM分类器.
(6) NSC+UPA 在层次化的文本分类模型中引入

了用户信息和产品信息来提高文档级别情感分类的

效果.
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3.3   模型性能对比

表 2列出了 HUPMA模型及基准模型的情感分类

结果, 我们将这些结果分为两组, 第一组是仅仅考虑文

本信息的模型, 第二组是同时考虑文本信息以及用户

和产品信息的模型. 为了验证分层多头注意力和用户

产品信息对本文模型的性能影响, 将用户信息和产品

信息去掉, 得到 HUPMA(不含 UP)的实验结果. HUPMA
(含 UP) 一行是融合用户信息和产品信息的分层多头

注意力的模型分类结果.
(1) 分层多头注意力的有效性

第 1组的实验采用的是不考虑用户和产品信息的

分类方法, 包括统计模型、传统的机器学习模型和神

经网络模型, 对比实验结果可看到, Majority效果很差,
因为它没有考虑任何文本信息、用户信息和产品信息,
仅仅用一种统计思想寻找频率最高的情感分类标签.
同样是基于机器学习的 SVM 分类器训练模型, 用基

于 N 元语法和情感词典的 TextFeature 比基于平均词

向量的 AvgWordvec在 IMDB、Yelp2013和 Yelp2014
三个数据集上的情感分类准确率分别高出了 9.8、3
和 4.2 个百分点, 说明采用了 N 元语法模型的词向量

能够利用上下文信息丰富语义特征, 比平均词向量效

果更好. NSC 模型和 NSC+LA 模型相比 TextFeature
在 IMDB 数据集上的情感分类准确率分别提高了

4.1和 8.5个百分点, 在 Yelp13数据集上的情感分类准

确率分别提高了 7.1、7.5 个百分点, 说明神经网络模

型比传统的机器学习模型在情感分类任务上的表现更

好, 尤其是加入了注意力机制后, 模型效果得到了进一

步提升. 不考虑用户信息和产品信息的情况下, 本文提

出的 HUPMA 模型 (不含 UP) 在 3 个数据集上的准确

率比基准模型均提高了一到两个百分点, 这也验证了

引入分层多头注意力思想在提取文本上下文信息的有

效性.
(2) 融合用户信息和产品信息的有效性

第 2组的实验采用的是考虑用户和产品信息的分

类方法, 结果表明, 加入了用户信息和产品信息的模型

相比于仅仅考虑评论文本信息的模型分类准确率更高,
Trigram 模型加入用户和产品信息后 ,  在 IMDB 和

Yelp2013 数据集上的分类准确率分别得到了 0.5、
0.1个百分点的提升, NSC+UPA模型相比 NSC+LA模

型在 3个数据集上的分类准确率分别得到了 4.6、1.9、
3.7 个百分点的提升, 通过对比可以发现, 在神经网络

结构中, 用户和产品信息的引入对模型的提升效果更

加明显. 与不考虑用户和产品信息的 HUPMA 模型相

比, HUPMA(含 UP) 模型在 IMDB 数据集上的准确率

提高了 4.3 个百分点 ,  而在 Yelp2013 和 Yelp2014
两个数据集上的准确率仅提高了 2.2 个百分点, 原因

是 IMDB数据集上的用户数据和产品数据相对比较丰

富. 这一结果验证了融入用户偏好和产品特征之后的

模型在情感分类上的有效性.
(3) 融合用户和产品信息的多头注意力模型的有

效性

同样是引入了用户和产品信息的分层的网络结构,
本文模型 HUPMA比 NSC+UPA模型在 3个数据集上

的情感分类准确率分别提升了 1.2、2、0.9 个百分点.
这一结果验证了融入用户偏好和产品特征之后的分层

多头注意力模型在情感分类上的有效性.
 

表 2     IMDB、Yelp2013和 Yelp2014数据集上的情感分类结果
 

模型
IMDB Yelp2013 Yelp2014

Acc RMSE Acc RMSE Acc RMSE

不考虑用户和产品

信息的模型

Majority 0.196 2.495 0.411 1.060 0.392 1.097
Trigram 0.399 1.783 0.569 0.814 0.577 0.804

TextFeature 0.402 1.793 0.556 0.845 0.572 0.800
AvgWordvec+SVM 0.304 1.985 0.526 0.898 0.530 0.893

NSC 0.443 1.465 0.627 0.701 0.637 0.686
NSC+LA 0.487 1.381 0.631 0.706 0.630 0.715

HUPMA(不含 UP) 0.502 1.288 0.648 0.664 0.654 0.665

考虑用户和产品

信息的模型

Trigram+UPF 0.404 1.764 0.570 0.803 0.576 0.789
TextFeature+UPF 0.402 1.774 0.561 1.822 0.579 0.791

NSC+UPA 0.533 1.281 0.650 0.692 0.667 0.654

HUPMA(含 UP) 0.545 1.253 0.670 0.659 0.676 0.641
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3.4   模型运行时间对比

为了验证本文模型 HUPMA 的运行时间, 在同等

运行环境下, 在 Yelp2013数据集上分别运行单头注意

力模型和多头注意力模型, 得到不同的模型单次迭代

的运行时间, 如表 3. 从表中可以看出, 多头注意力模型

的单次迭代运行时间和单头注意力模型的单次迭代运

行时间相差不大.
 

表 3     不同模型完成单次迭代的训练时间 (单位: s)
 

模型 运行时间

单头注意力模型 1118.7
多头注意力模型 1147.2

 
 

4   结论与展望

本文提出了一种融合用户信息和产品信息的分层

多头注意力的情感分类模型, 首先, 模型采用“词-句子-
文章”的层次化结构来表示一条评论文本, 为了从多个

视角选择有用的信息, 在词语层和句子层都引入多头

注意力的思想. 然后在每层注意力中融入了用户信息

和产品信息, 使模型在多个子空间上得到更全局的用

户偏好和产品特点对情感评分的影响. 实验结果表明,
在同等条件下, 本文模型在 IMDB和 Yelp数据集上的

准确率均优于基准模型. 在今后的工作中, 我们试图将

多头注意力引入基于 Aspect 的情感分类任务中, 从更

丰富的特征空间中识别评论文本中多个实体的情感

极性.
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