
 

 

基于层次化深度学习的医疗数据库离群
数据检测算法①
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摘　要: 对医疗数据库中存在的离散数据进行检测时, 由于缺少数据过滤等过程而导致检测执行时间较长、检测效

率低、离散点检测率低等问题, 为此提出基于层次化深度学习的医疗数据库离散数据检测算法. 首先, 采用动态网

格划分法划分空间中的稀疏区域和稠密区域, 降低数据检测的规模, 缩短检测执行时间; 然后, 通过层次化深度学习

过程融合专家知识和数据的属性取值分布信息, 实现医疗数据库中离散数据的检测. 实验结果表明, 该算法可以在

较短的时间内准确完成医疗数据库中离散数据的检测, 且相较于传统算法来说更具有应用优势.
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Abstract: When using the current algorithm to detect the discrete data in the medical database, problems such as long
execution time, low detection efficiency and low detection rate of discrete points are caused by the lack of data filtering
and other processes. Therefore, an algorithm for detecting discrete data in the medical database based on hierarchical deep
learning is proposed. Firstly, the dynamic grid method is used to divide the sparse and dense areas in the space, so as to
reduce the size of data detection and shorten the detection execution time. Then, the expert knowledge and data attribute
value distribution information are integrated through the hierarchical deep learning process, and realize the detection of
discrete data in medical database. Experimental results show that this algorithm can accurately complete the detection of
discrete data in the medical database in a relatively short time, and has more advantages in application compared with the
traditional algorithm.
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1   引言

数据库管理系统和信息技术在近年来得以快速发

展, 人们收集和产生数据的能力不断提高, 医疗数据库

中存在的数据量呈直线增长. 过去对数据的检测分析
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主要通过分析员完成, 在专家意见的基础上通过数据

分析在医疗数据库中获取和查询数据, 由分析员决定

数据分析的结果. 但由于数据库中的数据急剧膨胀, 数
据的复杂性和时效性也不断增强, 传统方法已经不能

满足人们的要求. 为了从医疗数据库中获取有用的信

息, 需要改进现有的数据检测技术.
在医疗数据库中存在一些与其他数据行为不同,

或是与其他数据差异较大的数据, 被称为离群数据. 离
群数据中通常存在有用的信息, 因此需要对医疗数据

库中存在的离群数据进行检测, 众多学者进行了相关

研究, 并取得了一定的成果.
Hauskrecht M 等[1]通过对数据离群点检测实现异

常患者管理, 该方法通过使用 EMR存储库来学习将患

者状态与病人管理操作相关联的统计模型, 使用电子

病历保存患者信息, 通过与以往病历的异常分析, 获取

异常患者行为, 但该方法的计算代价较大; Yu YW等[2]

提出了一种新的基于邻域轨迹离群点的分类方法, 对
研究对象真实数据集进行理论分析和实证研究, 验证

了本文方法在捕获不同类型数据的有效性, 但该方法

的离群点检测率不高, 且误差率较高; Jobe JM 等[3]提

出一种基于计算机的数据集群方法, 将 Rousseuw的最

小协方差行列式方法的重加权版本与最初基于多步聚

类的算法结合起来, 找出离群点, 实验结果表明, 该方

法稳健性较好, 但是离群点检测率较低, 计算代价大;
邹云峰等[4]提出基于局部密度的数据库离散数据检测

算法, 该算法将弱 k 近邻点和强 k 近邻点概念引入离

散数据检测中, 对邻近数据点在数据库中的离群相关

性进行分析, 根据分析结果区别对待数据点, 通过数据

点离群性预判方法完成医疗数据库离群数据的检测,
该算法检测离散数据的执行时间较长, 存在检测效率

低的问题. 李少波等[5]提出基于密度的数据库离群数据

检测算法, 该算法在离群数据检测过程中引入滑动时

间窗口, 通过滑动时间窗口划分数据, 计算数据的信息

熵, 根据计算结果对数据进行筛选和剪枝, 通过离群因

子对筛选后的数据进行判断, 完成数据库离散数据的

检测, 该算法计算得到的离群因子存在误差, 不能准确

的对医疗数据库中的数据进行判断, 存在离散点误差

率高的问题. 魏畅等[6]提出基于约简策略的数据库离散

数据检测算法, 该算法在马氏距离标准的基础上对数

据集进行简约处理, 通过数据流时间相关性和数据分

布密度准则构建决策模型, 通过决策模型对数据库中

存在的离散数据进行检测, 该算法构建的决策模型精

准度较低, 导致离散点检测率低. 尹娜等[7]提出了一种

基于混合式聚类算法的离群点挖掘在异常检测中的应

用方法, 该方法通过 k-中心点算法找出簇中心, 在此基

础上去除其中较隐秘的数据样本, 再结合基于密度的

聚类算法计算出离群数据的异常度, 从而判断出离群

点. 但是该算法在挖掘隐秘样本时出错率较高, 致使最

终的检测结果存在较大误差.
针对目前现有方法中存在的离群数据检测过程执

行时间较长、检测效率低、离群点检测率低的问题,
提出基于层次化深度学习的医疗数据库离群数据检测

算法. 在对空间中的稀疏区域和稠密区域进行划分再

合并, 实现数据过滤, 通过层次化深度学习过程融合专

家知识增强对离群数据的多层感知, 实现对离群数据

的检测, 达到降低算法计算代价、降低耗时、提高检

测率和准确率的目的.

2   动态网格划分与合并

医疗数据库中存在海量的数据, 在对其中的离群

点检测之前, 本文基于层次化深度学习的医疗数据库

离群数据检测算法首先使用动态网格划分方法对医疗

数据库中的数据进行筛选, 构建候选离群数据集, 以此

来达到缩小检测规模、减少检测执行时间的目的.
动态网格划分方法是根据医疗数据库中数据流的

密度特点对数据做网格分裂及合并处理, 按照密度大

小对数据库空间中的数据进行分类, 划分为稀疏区域

和稠密区域, 对稠密区域中存在的大量主体数据进行

分析, 存储有较大概率成为离群点的数据并构建候选

离群点集合[8,9].
将较小的权重赋予给历史数据, 降低历史数据对

网格划分的影响, 使当前数据在数据库中的分布情况

能够更好的通过网格进行反应[10].
Cell(C, S⃗ 1, S⃗ 2,nC ,OC , tla)

C k nC

C OC

tla
S⃗ 1 = [s1

1, · · · , s1
k] s1

k

设 为六元组, 用来表示网

格, 其中 代表的是 维数据空间中存在的超方体;  代

表的是落在超方体 中的数据点总数;  代表的是网

格中存在的候选离群点集合;  代表的是时间; 网格统

计信息 , 其中元素 的计算公式如下:

s1
k =
∑

C

θta−tc ri (1)

ri S⃗ 2 = [s2
1, · · · , s2

k]式中,  代表的是数据点. 网格统计信息 ,
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s2
k元素 的计算公式如下:

s2
k =
∑

C

θta−tcr2
i (2)

S⃗ 1 S⃗ 2 t网格统计信息 、 在 时刻满足下式:

S⃗ 1
t = θ

t−tla × S⃗ 1
tla (3)

S⃗ 2
t = θ

t−tla × S⃗ 2
tla (4)

tc

r⃗ C

设 代表的是当前时间. 根据上述性质, 增量更新

数据 在网格 中对应的统计信息如下:

nC = θ
tc−tla ×nC +1 (5)

s1 = θtc−tla × s1
i + ri (6)

s2 = θtc−tla × s2
i + r2

i (7)

tla = tc (8)

S⃗ 1 S⃗ 2

µi σi

在初始化处理时, 对数据的网格进行分割, 获得初

始网格, 根据网格统计信息 、 , 可以计算得到数据

在网格中对应的平均值 和标准偏差 :

µi =
S 1

i

nC
(9)

σi =

√
S 2

i −2µiS 1
i

nC
+µ2

i (10)

如果网格的密度达到设定的阈值时, 分割网格. 将

数据聚集并划分到对应的网格中是网格分裂合并的原

则[11]. 所以保存每个维度上网格对应的方差和均值, 选

择最大方差相应的维度, 在均值处做划分处理, 可以在

两个新生成的网格中划入数据.

Cell(C, S⃗ 1, S⃗ 2,nC ,OC , tla)

σ j =max(σ1,σ2, · · · ,σk)

S⃗ 1 S⃗ 2

Cell µ j

Cell1 Cell2

将 视为分割后的网格 ,

, 在该维度上分割网格, 针对其

余维度, 保持对应的 、 不发生变化[12]. 假设在正态

分布下 ,  对网格 在平均值 处进行分割 ,  获得

、 , 此时:

nC1 = nC2 =
nC

2
(11)

tla1 = tla2 = tla (12)

σ
C1
j =

√√√√∫ µ j

min j

x2 1√
2πσ j

e
−

(x−µ j)2

2σ2
j dx−

(
µ

Ci
j

)2
(13)

σ
C2
j =

√√√√∫ max j

µ j

x2 1√
2πσ j

e
−

(x−µ j)2

2σ2
j dx−

(
µ

C2
j

)2
(14)

min j j

max j j

式中,  代表的是第 维度上在网格中存在的最小值;
代表的是第 维度上在网格中存在的最大值.

Cell1(C1, S⃗ 1
C1
, S⃗ 2

C1
,nC1 ,OC1 , tla1)

Cell2(C2, S⃗ 1
C2
, S⃗ 2

C2
,nC2 ,OC2 , tla2)

Cell′(C, S⃗ 1, S⃗ 2,nC ,OC , tla) C′

对分割得到的网格 、

进行合并 ,  得到网格

, 在网格 中对应的统计信息

如下:

nC
′ = θtc−tla1 ×nC1 + θ

tc−tla2 ×nC2 (15)

S⃗ 1′ = θtc−tla1 × S⃗ 1
C1
+ θtc−tla2 × S⃗ 1

C2
(16)

S⃗ 2′ = θtc−tla1 × S⃗ 2
C1
+ θtc−tla2 × S⃗ 2

C2
(17)

tla′ = tc (18)

通过对网格进行划分再合并, 能够去除数据集中

的非离群数据, 保证剩余的数据均为离群数据, 从而实

现数据过滤, 有效降低算法计算代价和复杂度, 节约耗

时提高医疗数据库离群数据检测的效率.

3   医疗数据库离群数据层次深度学习检测

医疗数据库中, 针对数据类别的确定有多种方式,
可依据不同设备采集到的数据进行分类, 可依据不同

种类疾病进行数据分类, 还可依据不同身体部位进行

数据分类等, 只有依据同一分类方式获取得到的医疗

数据才具有实际意义. 因此, 本文提出了基于深度学习

的医疗数据分类和检测框架, 在每一分类层次上都能

够实现数据检测, 即采用层次化深度学习方法对医疗

数据库中存在的离群数据进行检测.
现有的离群数据检测算法一般都是根据专家经验

设定对象邻域半径, 结果随机性和主观性较大[13]. 本文

所提的基于层次化深度学习的医疗数据库离群数据检

测算法中, 深度学习是基于模拟人脑进行学习的一种

神经网络, 本文采用一种基于卷积神经网络的深度网

络结构进行离群数据检测; 层次化是指包含了专家知

识层次和数据属性取值分布信息层次两部分, 依据这

两者构建深度网络分类器, 有效感知离群数据, 提高离

群数据检测结果的准确率. 基于层次化深度学习的离

群数据检测结构框架如图 1所示.
根据图 1可知, 层次化深度学习检测框架中, 基于

专家知识和数据属性取值分布信息这两个层次分类,
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构建了深度网络分类器. 接下来主要通过对数据差异

度量来训练分类器, 从而实现离群数据检测, 具体过程

如下:

医疗
数据
输入

深度
网络
特征
提取

层
次
类
别

专家知识

数据属性取
值分布信息

深
度
网
络
分
类
器

数
据
差
异
度
量

离
群
数
据
检
测

 
图 1    层次化深度学习检测框架

 

HEOMB(x,y)

医疗数据库离群数据存在混合型属性值和数据型

属性值, 为了有效的对两者之间存在的差异进行度量,
主要通过度量邻域距离实现[13,14]. 设 代表

的是重叠度量值, 其计算公式如下:

HEOMB(x,y) =

√√√ k∑
i=1

dc ji (x,y)2 (19)

dc ji (x,y)式中, 参数 的计算公式如下:

dc ji (x,y)=


0, if c ji为符号型属性,且 f (x,c ji)= f (y,c ji)
1, if c ji为符号型属性,且 f (x,c ji) , f (y,c ji)
| f (x,c ji)− f (y,c ji)|, if c ji为数值型属性

(20)

εc j通过式 (22)确定邻域半径 :

εc j =


0, if c j为符号型属性

std(c j)
λ
, if c j为数值型属性

(21)

std(c j) c j

std(c j) c j

std(c j)

c j

式中,  代表的是属性 取值时对应的标准差, 可
以通过该标准差对属性均值的分散程度进行衡量[15].
如果标准差 的值较大时, 表明在属性 上大部分

数据的均值和取值之间存在的差异较大; 如果 的

值较小时, 表明在属性 上大部分数据的均值和取值之

间存在的差异较小[16,17].
λ

λ

代表的是专家设定的参数, 邻域半径的大小可以

通过参数 进行调整[18].
VDM(x,y)设 代表的是差异度量值, 其计算公式为:

VDM(x,y) =
∑

P

d f (x f ,y f ) (22)

x y

d f (x f ,y f ) x f y f

式中,  ,  为对象集中存在的对象; P 代表的是对象集

对应的特征集;  代表的是 、 之间存在的距离.

NVDM(xi, x j)

为了确定数据在数据库中的离群程度, 离群度量

数据型属性的取值[19,20]. 用 代表某存在对

xi yi NOF象 和 之间的邻域值差异度量值, 设 代表的是邻

域离群因子, 其计算公式如下:

NOF =
n∑

i, j=1

√
NVDM(xi, x j)−VDM(x,y) (23)

µ

NOF µ

设 代表的是预设的离群点判定阈值, 对比邻域离

群因子 与阈值 的大小. 如果满足如下条件, 则该

数据为离群数据, 否则为离群数据. 对所有的数据判断

完, 即完成了对医疗数据库中离群数据的检测.

NOF > µ (24)

4   实验分析与结果

为了验证基于层次化深度学习的医疗数据库离群

数据检测算法的整体有效性, 需要对其进行测试.
实验条件设置如表 1所示.

 

表 1     实验条件设置情况
 

参数 配置

实验平台 Matlab
CPU Intel Core i5-2400 CPU、4 GB内存、8.5 GB硬盘

开发环境 MyEclipse2014+JDK1.7
编程环境 Matlab R2015b
操作系统 Windows8

 
 

实验数据: 本文使用 UCI机器学习库中的 Annealing
和Wisconsin Breast Cancer 数据集 (网址: http://archive.
ics.uci.edu/ml/). 为增强实验说服力, 将本文所提的基于

层次化深度学习的医疗数据库离群数据检测算法 (算
法 1) 与文献[2](算法 2)、文献[3](算法 3)、文献[4]中
的基于局部密度的数据库离散数据检测算法 (算法

4)、文献[5]中的基于密度的数据库离群数据检测算法

(算法 5)、文献[6]中的基于约简策略的数据库离散数

据检测算法 (算法 6)、文献[7]中的基于混合式聚类算

法的离群点挖掘在异常检测中的应用方法 (算法 7) 进
行对比测试.

实验选取的评价指标及计算方式如下:
(1) 计算代价: 数据在实际应用中, 由于过滤不佳

或其他问题, 易导致错误率增加, 加大计算代价, 本实

验以计算代价为指标进行分析, 选取代价权值体现不

同算法的计算代价情况, 代价权值越高, 计算代价越大.
(2) 检测时间: 在迭代次数相同的条件下, 测试本

文算法和算法 4、算法 5、算法 6、算法 7等 5种不同

算法检测离群数据的执行时间, 执行时间越短证明检
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测效率越高.
(3) 离群点检测率: 为了进一步验证本文所提的基

于层次化深度学习的医疗数据库离群数据检测算法的

整体有效性, 将离群点检测率作为对比指标进行实验,
计算方法如下:

设 L 代表的是离群点检测率, 其计算公式如下:

L =
Nl

Nz
(25)

Nl Nz式中,  代表的是检测出正确的离群点总数;  代表的

是数据集中存在的离群点总数.
(4) 离群点误差率: 将离群点误差率作为对比指标,

对基于层次化深度学习的医疗数据库离群数据检测算

法、算法 2、算法 5、算法 6、算法 7进行测试.
设 W 代表的是离群点误差率, 其计算公式如下:

W =
M1−M2

S −M2
(26)

M1 M2

S

式中,  代表的是输出的离群点总数;  代表的是正

确离群点总数;  代表的是数据集总数.
4.1   计算代价对比

对本文基于层次化深度学习的医疗数据库离群数

据检测算法与算法 2、算法 3、算法 4进行对比, 结果

如图 2所示.
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迭代次数 (次)

代
价
权
值
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算法1

 
图 2    计算代价对比

 

分析图 2 可以看出, 本文基于层次化深度学习的

医疗数据库离群数据检测算法的计算代价明显较低,
代价权值不超过 1.5, 而算法 2、算法 3、算法 4 的代

价权值集中在 1.0~3.0 之间, 算法 2 最高, 代价权值多

在 2.5以上, 由此可以看出, 本文算法的计算代价小, 具
有一定的优势. 因为本文算法通过对网格进行划分再

合并, 去除了数据集中的非离群数据, 即进行了数据过

滤, 有效提高了数据质量, 降低了计算代价.

4.2   检测时间对比

在迭代次数相同的条件下, 5种不同算法检测离群

数据的执行时间测试结果如图 3所示.
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图 3    5种不同算法的执行时间对比

 

分析图 3可知, 随着迭代次数的不断增加, 不同算

法的在检测离群数据时的执行时间也在不断发生变化.
其中, 本文所提的基于层次化深度学习的医疗数据库

离散数据检测算法在多次迭代中的最多执行时间为

200 s, 其执行时间折线仅在迭代次数为 300 次时与基

于混合式聚类算法的离群点挖掘在异常检测中的应用

方法的执行时间折线相交, 证明该算法的执行时间明

显少于基于局部密度的数据库离散数据检测算法、基

于密度的数据库离群数据检测算法、基于约简策略的

数据库离散数据检测算法、基于混合式聚类算法的离

群点挖掘在异常检测中的应用方法的执行时间. 这是

主要因为基于层次化深度学习的医疗数据库离群数据

检测算法采用动态网格划分方法对数据进行筛选, 有
效缩小了数据检测的范围和规模, 因此节省了检测数

据所用的时间, 大大提高了检测效率.
4.3   离群点检测率对比

对基于层次化深度学习的医疗数据库离群数据检

测算法、算法 2、算法 3、算法 6、算法 7进行测试.
基于层次化深度学习的医疗数据库离群数据检测

算法、算法 2、算法 3、算法 6、算法 7的离群点检测

率计算结果如表 2所示.
 

表 2     5种不同算法的离群点检测率测试结果 (%)
 

算法
迭代次数 (次)

100 200 300 400 500
算法 1 97 96 98 99 98
算法 2 82 86 83 81 83
算法 3 79 78 74 75 73
算法 6 70 71 68 66 72
算法 7 85 89 76 73 88
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为了更直观、清晰地对比不同算法的离群点检测

率, 将表 2中的数据用折线图的形式表现, 如图 4所示.
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图 4    5种不同算法的离群点检测率对比

 

分析表 2 和图 4 中的数据可知, 在 5 次不同迭代

中, 本文所提的基于层次化深度学习的医疗数据库离

群数据检测算法的平均离群点检测率为 97.6%, 算法

4的平均离群点检测率为 83.0%, 算法 5的平均离群点

检测率为 75 .8%,  算法 6 的平均离群点检测率为

69.4%, 算法 7 的平均离群点检测率为 82.2%. 对比

5种不同算法的离群点检测率可知, 基于层次化深度学

习的医疗数据库离群数据检测算法的离群点检测率始

终高于另外 4 种算法, 进一步证明了本文所提算法的

有效性. 究其原因, 是因为本文算法基于多层次深度学

习进行离群数据检测, 融合了卷积神经网络和层次分

类两者的优势, 有效提高了算法的离群点检测率.
4.4   离群点误差率对比

基于层次化深度学习的医疗数据库离群数据检测

算法、算法 2、算法 5、算法 6、算法 7的离群点误差

率计算结果如表 3所示.
 

表 3     5种不同算法的离群点误差率计算结果
 

算法
迭代次数 (次)

100 200 300 400 500
算法 1 0.11 0.14 0.13 0.10 0.12
算法 2 0.31 0.25 0.27 0.33 0.28
算法 5 0.30 0.32 0.27 0.28 0.29
算法 6 0.36 0.33 0.37 0.39 0.30
算法 7 0.29 0.44 0.39 0.27 0.19

 
 

为了更直观地对比不同算法的离群点误差率, 将
表 3中的数据用折线图的形式表现, 如图 5所示.

分析表 3和图 5可知, 在五次不同迭代中, 本文所

提的基于层次化深度学习的医疗数据库离群数据检测

算法的平均离群点误差率为 0.12%; 算法 2 的平均离

群点误差率为 0.288%; 算法 5 的平均离群点误差率为

0.292%; 算法 6 的平均离群点误差率为 0.35%, 算法

7 平均离群点误差率为 0.316%. 对比 5 种不同算法的

平均离群点误差率可知, 基于层次化深度学习的医疗

数据库离群数据检测算法的离群点误差率始终低于另

外 4种算法, 证明了本文所提算法的有效性. 本文算法

融合专家知识和数据的属性取值分布信息, 从多个层

次感知离群数据信息, 从而降低了离群数据检测误差.
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图 5    5种不同算法的离群点误差率对比

 

综上所述, 本文所提的基于层次化深度学习的医

疗数据库离散数据检测算法的离群点检测率较高、离

群点误差率较低. 这主要是因为基于层次化深度学习

的医疗数据库离群数据检测算法在过滤离群数据时,
采用动态网格划分法降低数据检测的计算代价, 缩短

了检测执行时间, 而在计算邻域半径时, 融合专家知识

和数据的属性取值分布信息, 降低了检测误差, 大大提

高了基于层次化深度学习的医疗数据库离群数据检测

算法的有效性.

5   结语

医疗信息量的不断增长以及信息技术的飞速进步,
使医疗数据库中积累了大量数据. 如何在医疗数据库

中及时、高效、准确的获取信息, 是目前亟需解决的

问题之一. 针对当前医疗数据库离群数据检测算法存

在检测效率低、离群点检测率低和离群点误差率高的

问题, 本文提出基于层次化深度学习的医疗数据库离

群数据检测算法, 可以精准的在短时间内完成医疗数

据库中离群数据的检测, 解决了当前医疗数据库离群

数据检测算法中存在的问题, 具有计算代价小、检测

耗时短、离群点检测率高、离群点误差率低的优点,
为数据检测、挖掘技术的发展奠定了基础. 在未来的

研究阶段, 将深入对不同属性的离群数据进行精细检

测, 进一步提高检测效果.
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