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摘　要: 燃气负荷预测受到社会经济、天气因素、日期类型等多种复杂因素的影响, 而多因素的共同作用则必然会

导致燃气负荷序列变化趋势具有很大的随机性以及一定程度上的复杂性. 为了有效提高燃气负荷预测的精度, 本文

提出了一种新型的集成深度算法来对燃气负荷进行多步预测. 首先通过 EEMD算法将非平稳非线性的负荷序列分

解为若干个稳态且线性的本征模式分量及剩余项, 有效的避免了传统 EMD带来的模态混叠问题, 然后将负荷数据

的影响因素输入到 AutoEncoder中进行特征提取并做非线性降维处理, 再将 EEMD分解得到的每个子序列分别与

AutoEncoder 提取到的特征序列组成不同的训练矩阵 ,  最后针对不同的子序列对应的训练矩阵建立相应的

LSTM预测模型, 重构分量预测值得到最终预测结果. 为了验证所提出算法的有效性和预测性能, 使用上海燃气数

据来进行上述模型的仿真实验, 结果证明相较对比方法, 预测精度有了明显的提高.
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Abstract: Gas load forecasting is affected by various complex factors such as social economy, weather factors, date types,
and the combination of multiple factors, and it will inevitably lead to a large randomness and a certain degree of
complexity in the trend of gas load sequence changes. In order to effectively improve the accuracy of gas load forecasting,
a new integrated deep learning algorithms is proposed to predict the gas load in multiple steps. Firstly, the non-stationary
nonlinear load sequence is decomposed into several steady-state and linear IMF components and residuals by the set of
EEMD algorithm, which effectively avoids the modal aliasing problem caused by the traditional EMD. Then, each
subsequence obtained by EEMD decomposition is composed of a training matrix different from the feature sequence
extracted by AutoEncoder. After that, each subsequence obtained by EEMD decomposition is composed of a training
matrix different from the feature sequence extracted by AutoEncoder. Finally, the corresponding Long Short Term
Memory (LSTM) prediction model is established for the training matrices corresponding to different subsequences, and
the component prediction values are reconstructed to obtain the final prediction result. In order to verify the effectiveness
and prediction performance of the proposed algorithm, the Shanghai gas data was used to simulate the above model. The
results show that the prediction accuracy is significantly improved compared with the comparison method.
Key words: gas load forecasting; Long Short Term Memory (LSTM) network; ensemble empirical mode decomposition; 
integrated algorithm; AutoEncoder; time series analysis

 

计算机系统应用 ISSN 1003-3254, CODEN CSAOBN E-mail: csa@iscas.ac.cn
Computer Systems & Applications,2019,28(12):47−54 [doi: 10.15888/j.cnki.csa.007168] http://www.c-s-a.org.cn
©中国科学院软件研究所版权所有. Tel: +86-10-62661041

① 基金项目: 上海市科委项目 (115105024)
Foundation item: Shanghai Municipal Science and Technology Commission Project (115105024)
收稿时间: 2019-04-27; 修改时间: 2019-05-23; 采用时间: 2019-05-27; csa在线出版时间: 2019-12-10

Special Issue 专论•综述 47

http://www.c-s-a.org.cn/1003-3254/7168.html
http://www.c-s-a.org.cn/1003-3254/7168.html
mailto:cas@iscas.ac.cn
http://dx.doi.org/10.15888/j.cnki.csa.007168
http://www.c-s-a.org.cn


近年来, 天然气作为一种安全高效, 经济环保的绿

色能源, 现在已经被广泛地应用于国民生活和生产等

各个领域. 为了能够合理且高效的使用燃气资源, 这就

需要燃气运营企业对燃气负荷量有较为准确的预测.
因此, 如何根据历史负荷数据以及可能影响因素, 充分

地利用数学和计算机知识选择、建立合适的预测模型,
并不断提高燃气预测精度已经成为一项急需解决的技

术问题, 也是学术与工业领域重要的研究课题, 具有极

强的现实与工程意义.
在过去几十年来, 对负荷预测领域的研究总的来

说主要集中于使用人工神经网络[1], 支持向量机[2], 专
家系统[3], 模糊逻辑[4], 自回归移动平均[5]等基本方法.
紧接着研究方向纷纷从最初的使用单一的预测模型转

向后来的各种组合预测模型, 可以从各项研究案例中

看出, 负荷的预测精度的确得到了有效的提升.
而近年来, 随着深度学习技术的兴起, 学者们便逐

渐地开始尝试使用各种深度学习算法及其各种优化的

集成算法来进行预测. Cortez B等[6]使用 LSTM来对紧

急事件进行预测. Yang YT等[7]提出了一种新型的 CFCC-
LSTM 模型来对海平面温度进行预测, 该模型的结构

包括一个全连接的 LSTM 网络层和一个卷积层. 并且

通过实验验证了该模型的有效性. 根据以往的研究成

果来看, 同样地, 单一的深度学习模型并不能够很好的

解决问题, 因此, 专家们便开始对深度学习算法的各种

集成算法来展开研究. Qiu XH 等[8]提出了一种 EMD
和深度学习算法 DBN 的集成模型, 该方法既使用了

EMD 强大的信号分解能力, 又利用了 DBN 良好的特

征提取能力, 最终得到了期望的预测性能. 因此, 深度

学习算法的优势显而易见. 那么, 有针对性的使用不同

的深度学习算法并将其进行算法集成便是一个很好的

研究思路. Gensler A 等[9]通过组合不同的深度学习算

法来证明其在太阳能预测领域的预测性能确实优于标

准的MLP和其他的预测模型.
基于这种研究思路, 进一步提高燃气负荷预测的

精度, 本文提出了一个新颖的集成深度学习算法模型,
主要通过 EEMD, AutoEncoder 和 LSTM 网络的集成

来进行多步骤的燃气负荷预测. 该模型采用集合经验

模式分解算法, 加入随机的高斯白噪声, 改进传统经验

模式分解模态混叠的问题. 并且将燃气负荷的影响因

子首先通过 AutoEncoder 进行深层特征提取, 避免了

人工选择特征的盲目性和繁琐性, 便于后续模型进行

预测. 最终使用 LSTM 网络作为基本的模型来对燃气

负荷数据进行预测, 充分利用了 LSTM 循环神经网络

在时间序列数据方面的良好的预测性能. 本文首次通

过将 EEMD 算法, AutoEncoder 和 LSTM 神经网络集

成起来对燃气负荷数据进行多步预测, 使得 LSTM 模

型更能把握历史负荷数据的内在规律, 预测更加有针

对性, 更加精准.

1   集成深度学习算法

本文所采用的 EEAE-LSTM集成深度学习算法的

特点主要有: 使用 LSTM神经网络进行基本模型搭建,
利用记忆因子的设置来自适应的寻找数据序列在时间

尺度上的联系和特征; 在此基础上, 使用自动编码器原

理来对 LSTM网络的输入数据不断迭代训练找到数据

序列中在空间尺度上的深层次特征, 简化 LSTM 网络

的训练负担, 舍去噪声特征, 增加网络的预测精度; 由
于燃气负荷数据受多种因素的影响, 所以算法中的第

一步就要对数据进行 EEMD 分解, 找到不同因素影响

下的序列, 分别对其进行预测最后重构结果. 这样可以

避免数据整体预测的模糊性, 提高准确性.
1.1   LSTM 神经网络简介

ct

ct

LSTM[10–13]是一种特殊的循环神经网络, 其核心设

计就是在循环神经网络隐藏层的神经单元中增加一个

记忆因子 , 如图 1 所示. 它通过神经单元中的 4 种

“门”结构来控制在每个时间步 t 对记忆因子 的修改,
决定是否需要将信息继续传递下去. “门”结构的选择

记忆功能主要由 sigmoid 函数和点积操作来计算完成.
它主要包括“遗忘门”, “输入门”, “候选门”以及“输出

门”. 各种门结构的介绍和计算公式如下.
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图 1    LSTM神经单元结构在时间上展开的示意图

 

遗忘门: 它决定需要从信息流中丢弃多少信息. 通
过 sigmoid 函数实现得到一个 0~1之间的阈值. 当阈值
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越接近 1, 表示保留的信息就越多; 反之则表示丢弃的

信息越多. 如式 (1).

ft = sigmoid(WT
f ×ht−1+UT

f × it +b f ) (1)

it输入门: 它决定了当前时刻的输入 被添加到记忆

信息流中的信息量, 同样通过一个激活函数来实现. 如
式 (2).

it = sigmoid(WT
i ×ht−1+UT

i × it +bi) (2)

候选门: 它用来计算当前的输入与过去的记忆所

具有的信息总量. 计算公式如式 (3).

ct = ft × ct−1+ it × c′t (3)

c′t其中,  为当前时刻新增信息, 计算公式如式 (4).

c
′
t = tanh(WT

c ×ht−1+UT
c × it +bc) (4)

输出门: 它决定着将被继续传递到下一时刻神经

单元中的信息量. 计算如式 (5).

ht = ot × tanh(ct) (5)

ot其中,  是一个大小在 0 和 1 之间的权重值, 具体计算

如式 (6).

ot = sigmoid(WT
o ×ht−1+UT

o × it +bo) (6)

1.2   自动编码器与集合经验模式分解算法

1.2.1    自动编码器简介

自动编码器 (AutoEncoder)[14–17]是深度学习算法的

一种常见形式, 是最基本的特征学习方式. 传统的自动

编码器是一种无监督形式的单隐层神经网络结构, 由
输入层、隐藏层和输出层构成. 其核心设计就是它的

目标向量等于输入向量, 而在此基础上自动编码器会

通过不断地网络编码和解码过程对输入向量的内在特

征进行学习, 最终得到其深层表征方式. 其网络结构如

图 2所示.
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图 2    自动编码器结构图

x = {x1, x2, · · · , xn} xi ∈ [0,1] x

h = {h1,h2, · · · ,hm} hm ∈ [0,1]

h

在图 1中, 原始输入数据经过编码和解码处理, 若
重构的输出误差在限定范围内, 即可认定编码过程是

对输入样本数据的有效表达. 自动编码器可以将高维

数据转换为的低维表示. 对于输出层, 假设输入数据

, 且 , 自动编码器首先将 映

射到一个隐藏层 ,  利用隐藏层对其进行表示为

, 且 , 这个过程被称为编码.
它是整个自编码网络的核心, 能够反映具有嵌套结构

的高维数据集的本质规律, 并确定高维数据集的本质

维数. 隐藏层的输出 的具体形式为:

h = δ(w× x+b) (7)

δ其中,  为一个非线性映射, 如 sigmoid 函数.
h

x̃ x̃

x

x̃

隐含层的输出 被称为隐含的特征变量, 利用其隐

含的变量来重构 . 在这里, 输出层的 与输入层的输入

具有相同的结构, 这个过程被称为解码. 输出层的输

出 的具体形式为:

x̃ = δ(wT×h+ c) (8)

x̃ h

x

因此, 输出层的输出 可以看成是利用特征 对原

始数据 的预测. 从上述的过程可以看出, 解码的过程

是编码的逆过程.
x

h

x̃

x̃ x

同时, 自动编码器学习目的是将输入数据 通过转

换得到其隐藏层的表示 , 然后由隐藏层重构, 还原出

新的输入数据 . 而其训练目标就是使得重构后的数据

能够尽量还原输入数据 . 由此, 对于连续的数值型数

据来说, 构建自动编码器的损失函数则通常采用均方

误差来定义:

L (w,b,c) =
1
2

n∑
i=1

(xi− x̃i)2 (9)

w b c

利用梯度下降等最优化算法, 可以求解出模型的

最优参数 ,  和 .
1.2.2    集合经验模式分解算法简介

经验模态分解[18,19]是一种自适应的对数据序列或

信号的平稳化处理方法. 其关键是它能使复杂信号分

解为有限个 IMF, 而所分解出来的各 IMF 分量包含了

原信号的不同时间尺度的局部特征信号 .  当使用

EMD 算法进行时间序列分析时会产生模态混叠的问

题, 使得每一个 IMF分量包含不同时间尺度特征成分.
为了解决以上问题, 使用集合经验模态分解算法, 其中

加入了噪声辅助信号处理的方法. EEMD[20]算法具体

步骤如下:
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x(t)

w(t) X(t)

Step 1. 在原始数据序列 中加入随机产生的高

斯白噪声序列 , 得到一个复合数据序列 为:

Xi(t) = x(t)+wi(t) i = 1,2, · · · ,N (10)

N wi(t) i

Xi(t) i

其中,  为迭代次数,  为第 次加入的白噪声序列,
为第 次加入噪声后的复合序列;

X(t)Step 2. 对复合数据序列 进行 EMD 分解, 得到

各阶 IMF分量, 此时:

X(t) =
n∑

i=1

ci(t)+ rn(t) (11)

n ci(t) i

rn(t)

其中,  为分解后 IMF 的阶数,  为第 阶 IMF 分量,
为剩余分量;
Step 3.  迭代执行 Step 1, Step 2, 在每次迭代中, 白

噪声序列都是随机生成的, 最终得到多对 IMF分量;

cn(t)

rm(t)

Step 4. 利用高斯白噪声频谱的零均值原理, 消除

高斯白噪声作为时域分布参考结构带来的影响. 原始

数据序列对应的最终 IMF 分量 ,  以及剩余分量

可以分别表示为:

cn(t) =
1
N

N∑
i=1

ci.n(t) (12)

rm(t) =
1
N

N∑
i=1

ri.m(t) (13)

x(t)Step 5.  最终原始数据序列 可以分解为:

x(t) =
m∑

n=1

cn(t)+ rm(t) (14)

cn(t)

rm(t)

式 (14) 中,  为最终 EEMD 分解后各阶 IMF 分量,
为剩余分量.

1.3   集成深度学习算法

1.3.1    算法原理介绍

人工神经网络已经广泛应用于燃气负荷预测中,
而由于人工神经网络存在着网络结构难以确定, 易陷

入局部最小, 无法从时间尺度上把握到时间序列数据

的波动趋势. 文献[21]使用了自动编码器和 LSTM 网

络的组合, 将其成功应用与金融时间序列的分析研究

中, 而本文提出一种 EEAE-LSTM 集成深度学习算法

的燃气负荷数据预测方法. 其关键是能够从多种维度

去把握数据序列的特征, 结合这些维度下的特征来对

数据做出一个比较准确的预测.
首先, 本文考虑到燃气负荷数据是一种非线性非

稳态的序列型数据, 而且影响因素复杂多变, 如果直接

对其进行预测, 并不能够准确把握其固有特征, 因此,
算法中采用集成经验模式分解来将原始负荷数据自适

应地分解为不同频域下的 IMF 分量. 其中不同的 IMF
分量对应的则是不同数据序列在特定影响因素下的组

成分量, 代表了数据一个固有的震动模态, 可以使数据

特征在不同分辨率下显示出来.
其次, 本文针对传统神经网络无法捕捉到燃气数

据在时间域上的特征, 提出使用 LSTM 神经网络来进

行基本模型的构建, 充分利用了 LSTM 网络特有的记

忆结构对时间序列数据的友好性和适用性, 同时又解

决了一般循环神经网络长期依赖的问题. 并且网络结

构综合考虑了当前数据与前面数据的关系, 使用记忆

因子自适应的保留了有价值的信息, 进有选择的进行

信息传递. 体现了数据序列在时间尺度上的联系和内

在特征.
最后, 由于燃气数据受天气、气温、湿度、日期

类型等多种复杂因素的影响. 在预测时不得不考虑所

有可能影响因子, 而目前的人工选择特征却有不可避

免的盲目性和繁琐性. 因此, 本文考虑对多种可能影响

因素进行自动化特征提取. 而自动编码器可以对一些

无标注的数据不断地进行重构, 最终学习到数据的深

层特征表示. 自动编码的过程简便且高效, 可以较为理

想的提取到多个影响因子的深层次特征. 具体如算法 1.

算法 1. 自动编码算法

主要参数: Nstd=0.2; NE=100; batch_size=20; Time_steps=10; Dropout=10%
L=[l1,l2,··· ,lm] A=

[
DT,T T

max,T
T
min,T

T
avg,

WT,LT
]输入 :  负荷序列 ,  影响因子序列

输出: 训练完成的 EEAE-LSTM集成模型

1. 数据的 EEMD算法分解

L=[l1,l2,··· ,lm] w(t) Li
′(t)=L(t)+wi(t)(1) 在 中反复加入高斯白噪声 得到 ,

i=1, 2, …, N;

Li
′(t) Li

′(t)=
n∑

s=1
ci,s(t)+ri,n(t)(2)对 进行 EMD分解得到 , i=1, 2, …, N;

Li
′(t)

IMFs=
1
N

N∑
i=1

ci.s(t) IMFs+1=
1
N

N∑
i=1

ri,n(t)

(3) 对 N 次迭代后的 结果求平均可以得到 EEMD 分解后最终

的 IMF分量为 ,  .

2. 影响因子的自动编码器提取

(1)确定自动编码器网络结构;
(2)选择网络中激活函数及优化器等超参数;

A=
[
DT,T T

max,T
T
min,T

T
avg,W

T,LT
]

(3)将 输入到网络中进行编码和解码操作;
A=[a1,

a2,··· ,ak]

(4 )  自动编码器网络训练结束得到最终的特征因子序列

.

Ti Ti=IMFi
T+AT

3. 将步骤 1 和步骤 2 得到的结果组成不同 IMF 分量的训练矩阵

, ;
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4. LSTM神经网络的预测

(1)确定 LSTM网络结构及设置超参数;
(2)定义损失函数 Loss;

Ti(3)搭建 LSTM模型并将 作为输入数据进行训练;
Ti(4)将各个训练矩阵 所得到预测值进行重构得到最终的预测结果

1.3.2    集成深度学习算法框架

本文所提出的集成深度学习算法完整的算法框架

如图 3.
 

开始

各个预测结果重构

…

…

…

…

原始负荷

EEMD Stage 1: EEMD 分解

Stage 3: 负荷预测

IMF1 IMFn RES

训练矩阵1 训练矩阵 n 训练矩阵 n+1

LSTM1 LSTMn LSTMn+1

pre 1 pre n pre n+1

最终预测

结束

影响因子

AutoEncoder
提取特征

特征序列

Stage 2:

影响因子
特征提取

 
图 3    深度学习算法框架

 

基于 EEAE-LSTM集成深度学习算法的燃气负荷

预测步骤如下:
Step 1. 分析燃气负荷数据序列的波动趋势, 数据

特点, 相关影响因素以及数据是否完整、干净等, 对数

据中存在的异常数据进行预处理等.
Step 2. 使用集合经验模式分解算法将负荷序列分

解为多个 IMF分量和余项.
Step 3. 将燃气负荷数据的影响因素输入到自动编

码器 (AutoEncoder) 中进行特征提取并做非线性降维

处理.
Step 4. 将 EEMD 分解得到的每个子序列分别与

AE 提取到的特征序列组成不同的训练矩阵. 然后, 针
对不同的子序列对应的训练矩阵建立相应的 LSTM模

型, 分别进行预测, 最后对各个预测结果进行先行重构

得到最终预测结果.

2   仿真分析

2.1   数据描述

实验所需要的数据集为 2014~2017年上海市市北

每日居民生活用气数据, 共有 1261 条, 每条数据包含

日期类型, 最高温度, 最低温度, 平均温度, 天气类型,
历史负荷值等字段. 为了验证本文所提出方法的准确

性, 健壮性及泛化能力, 将该数据分为 4 个数据子集,
如表 1 所示, 且下述实验将分别在这 4 个子集上进行

模型的训练和测试.
 

表 1     实验数据子集划分
 

数据集 时间区间

DataSet1 2014.1.1~2014.12.31
DataSet2 2015.1.1~2015.12.31
DataSet3 2016.1.1~2016.06.19
DataSet4 2017.1.1~2017.12.27

 
 

2.2   EEMD 分解结果

针对燃气负荷数据的时序非线性, 非平稳性以及

一定的周期连续性, 采用 EEMD 算法可以有效的对原

始数据进行平稳化处理. 示例使用上海市市北 2017年
1 月 1 日~2017 年 12 月 27 日一年的生活用气进行

EEMD 分解算法, 将原始的燃气负荷数据分解结果如

图 4~图 12.
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图 4    原始负荷序列
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图 5    EEMD分解结果-IMF1
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图 6    EEMD分解结果-IMF2
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图 7    EEMD分解结果-IMF3

 

从图中可以看出 ,  原始的燃气负荷序列通过

EEMD 算法被分解为 7 个 IMF 分量和一个剩余项.
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IMF1~2 为高频分量, 负荷具有一定的随机性, 可能为

气候等随机影响因子, 规律难以捕捉. IMF3~4 为中频

分量, 负荷具有一定的周期性, 可能影响因素为用户工

作, 生活习惯等. IMF5~7为低频分量, 负荷具有明显的

周期性 ,  可能影响因素为温度 ,  历史负荷值等 .
Residual 为剩余项, 反映了负荷的总体变化趋势, 可能

影响因素为季节, 日期类型等. 通过 EEMD 分解, 可以

将燃气负荷数据中真实存在的不同尺度波动或趋势逐

级分解出来, 产生一系列具有不同特征时间尺度的数

据序列, 分别反映了各自时间尺度上的内在特征.
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图 8    EEMD分解结果-IMF4
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图 9    EEMD分解结果-IMF5
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图 10    EEMD分解结果-IMF6
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图 11    EEMD分解结果-IMF7
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图 12    EEMD分解结果-Residual

 

2.3   影响因子特征提取

通过将影响因子向量输入到自动编码器中, 可以

提取到其深层特征因子, 如图 13 所示. 明显可以看出,
特征因子序列有一定的规律性. 影响因子数值大概在

0.4~1.2之间以 5个单位值的周期来波动. 可见, 自动编

码器能够很好地捕捉到燃气负荷数据影响因子的深层

特征. 该特征因子序列用于下一步与各个 IMF 分量组

成 LSTM 预测模型的训练矩阵, 进而进行很好地预测

燃气日负荷值.
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图 13    自动编码器的影响因子特征提取结果

 

2.4   负荷预测

在负荷预测阶段, 将第一步中 EEMD 分解得到的

每个子序列分别与第二步中 AutoEncoder 提取到的特

征序列组成不同 IMF 分量的训练矩阵. 然后再针对不

同的 IMF 分量对应的训练矩阵建立相应的 LSTM 模

型, 分别进行预测, 最后对各个预测结果进行线性重构

得到最终的预测结果.
这部分给出了本文所提出方法 EEAE-LSTM以及

其他 3 个对比模型 LSTM, AE-LSTM, EEMD-LSTM
的燃气负荷预测结果.

如图 14 是在数据集 DataSet1 下的燃气负荷预测

曲线, 图 15是在数据集 DataSet1下的燃气负荷预测误

差图, 表 2 则具体给出了各个模型在不同数据子集下

的误差情况. 由于篇幅有限, 这部分只参考 DataSet1数
据子集作为展示研究成果的示例.
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图 14    DataSet1负荷预测结果

 

从实验结果可以得到, 该部分主要研究了不同模

型在不同的数据子集下的预测结果和误差情况. 然而
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为了燃气负荷预测方法的进一步研究, 在本文的这部

分部分则仅采用 DataSet1数据子集作为模型的对比和

分析的数据依据, 同样能够代表模型算法之间的差异

性和通用性.
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图 15    各个模型在 DataSet1下的MAPE误差图

 

从图 14和图 15以及表 2中可以看出:
(1)在MAPE (%)误差图中, AE-LSTM与 EEMD-

LSTM的误差接近, 分别为 1.852%, 1.738%, 但也均低

于单一的 LSTM 模型, 为 2.120%. 而本文所提出方法

EEAE-LSTM相对于 AE-LSTM, EEMD-LSTM, LSTM
的 MAPE 误差分别降低了 17.8%, 12.5% 以及 28.3%.
证明了其有效性, 在燃气负荷预测方面具有不错的预

测表现.
(2) 在详细的 MAPE, RMSE 误差表中, 相对于单

一的 LSTM模型, 其他集成模型的MAPE降低了 12.6%~

28.3%, 而 RMSE 则降低了 12.4%~21.3%. 从数据角度

分析, 深度学习的集成算法在预测精度方面确实要比

单一的深度学习模型要好.
(3) AE-LSTM 和 EEMD-LSTM 的预测表现接近,

说明不管是使用 AutoEncoder 还是 EEMD, 均能够很

好的在数据进入模型预测之前捕捉到原始负荷数据序

列的内在特征.
(4) 本文所提出的 EEAE-LSTM 多步预测算法的

预测表现确实要明显优于 AE-LSTM和 EEMD-LSTM,
说明所提出的方法在不同模型的集成方面的可行性以

及有效性. 主要是考虑到原始负荷序列的非平稳化的

特性, 先使用 EEMD 算法进行逐级分解, 找到在不同

时间尺度上, 负荷序列真实的变化趋势, 接着再使用自

动编码器对影响因子进行特征提取. 两种方法的有效

结合 ,  更能把握到数据的真实特性和深层次的特征

表示.
(5)分析表 2数据, 由于每个数据集的数据量不同,

所以仅选择从纵向对比各个算法的时间复杂度最为合

理. 表中可以看出通过不同算法的集成预测, 在时间复

杂度上显然要大于单一的 LSTM 神经网络, 而本文所

提出的的 EEAE-LSTM算法是所有对比模型中最大的.
因为多种模型的集成必将不可避免的导致模型复杂度

的增加, 从而增加模型预测的时间复杂度. 而对于燃气

负荷数据, 如何提高预测精度是目前状况下首要解决

的问题, 本文提出的集成深度学习算法是一种用效率

换性能的预测方法.
 

表 2     各个模型在不同数据集下的MAPE和 RMSE
 

Models
DataSet1 DataSet2 DataSet3 DataSet4

MAPE RMSE T (s) MAPE RMSE T (s) MAPE RMSE T (s) MAPE RMSE T (s)
LSTM 2.120 22 300 15.11 2.016 21 980 15.74 1.956 20 600 9.32 1.960 21 270 15.60

AE-LSTM 1.852 19 530 20.31 1.862 19 698 21.20 1.841 19 060 14.72 1.853 19 590 20.54
EEMD-LSTM 1.738 18 881 21.43 1.750 18 910 21.72 1.726 18 500 15.21 1.732 18 680 22.57
EEAE-LSTM 1.521 17 550 33.10 1.540 17 750 32.78 1.539 17 610 20.10 1.544 17 659 33.23

 
 

3   结论与展望

针对现有燃气负荷预测精度难以提升的情况, 本

文提出了一种新型的集成深度学习算法来对燃气负荷

进行多步预测. 该算法首次通过将 EEMD, AutoEncoder

和 LSTM神经网络集成起来对燃气负荷数据进行多步

预测, 分别从时间尺度和空间尺度把握了燃气数据的

内在特性, 使得预测更加有针对性, 更加精准. 讨论实

验结果, 并且证明了该方法在燃气负荷预测方面的预

测精度的确有所提高.
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