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摘　要: 近年来深度学习作为学术界与工业界共同关注的热点, 取得了飞跃式的发展, 在计算机视觉、语音识别等

领域取得了令人瞩目的成果. 深度学习分训练与推理两个阶段, 在实际应用中主要关注的是推理阶段. 深度学习推

理过程中伴随着巨大的计算量, 通过分布式系统提高其计算速度也得到了越来越多的关注. 然而, 构建分布式深度

学习推理系统面临着深度学习加速设备更新迭代快速、上层应用及计算任务复杂多样等挑战. 本文设计并实现的

系统信息管理框架, 用于收集并处理系统中的各类信息, 收集及处理的规则具有高度的可扩展性和灵活性, 并提供

通用的 RESTful API数据访问接口, 以支持分布式深度学习推理系统对各类硬件加速器的灵活兼容性以及对任务

调度策略的动态调整能力. 最后, 本文通过一个应用实例对该框架的功能进行验证并对实验结果进行分析.
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Abstract: In recent years, deep learning, as a hotspot of common concern in academia and industry, has made great
progress and achieved remarkable achievements in computer vision, speech recognition and other fields. It is divided into
two stages: training and inferencing. In practical application, the main concern is the inferencing stage. The process of
deep learning inferecing is accompanied by a huge amount of computation, and more and more attention has been paid to
using distributed system to improve its computing speed. However, the construction of distributed deep learning
inferencing system is faced with the challenges such as rapid updating and iteration of deep learning accelerators, complex
of applications and computing tasks. The information management mechanism proposed in this study is used to collect
and process all kinds of information in the distributed system, and the rules of collection and processing are highly
customizable and flexible. It also provides a universal RESTful API data access interface to support the flexible compati-
bility of various hardware and the dynamic adjustment ability of task scheduling strategy in the deep learning inferencing
system. Finally, we verified the function of the mechanism through an example and analysed the experimental results.
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1   引言

深度学习作为机器学习的一个分支, 近年来取得

了飞跃式的发展, 在众多领域如计算机视觉、语音识

别等都取得了令人瞩目的成果. 以 AlexNet将 ImageNet
数据集上的图像识别 top-5 准确率由 73.8% 提高至

84.7% 为标志, 深度学习中所使用的神经网络模型开

始朝着更深、更复杂的方向发展, 随后又出现了 VGG
和 ResNet等更加复杂的网络模型[1]. 然而, 伴随着使用

更加复杂的网络来实现准确率的提高, 传统的 CPU已

经远远满足不了其性能需求, 因此, 以 GPU 为代表的

具有高度数据并行性的计算设备逐渐被用于深度学习

计算的加速. 除 GPU 以外, 还有众多基于 FPGA[2–5]或

基于 ASIC[6,7]的深度学习加速器. 这些工作都大大提升

了单节点上深度学习推理计算的性能, 然而在面临海

量数据处理的应用场景, 单个节点的性能仍显不足. 一
直以来分布式系统都是提供计算力的重要途径, 因此

也被用作深度学习推理的加速平台, 并与深度学习加

速器相结合使用. 例如, 谷歌早在 2015年就部署了 TPU
集群专用于加速神经网络的推理过程[8]. 然而, 构建分

布式深度学习推理系统依然面临着如下挑战. 第一, 以
GPU为代表的深度学习加速器如今正处于快速发展阶

段, 不断涌现的新型硬件使得系统必须具有高度灵活

的硬件兼容性以适应其快速的更新迭代; 第二, 任务调

度对系统整体性能影响显著, 而不同深度学习应用之

间所呈现的计算和访存特征差别巨大, 因此系统必须

具有灵活调整任务调度策略的能力. 为应对分布式系

统软硬件环境的动态性以及各类深度学习应用特点的

多样性, 本文设计并实现了可扩展的系统信息管理框

架, 支持对系统信息收集策略和处理策略的定制化, 一
方面提高系统对各类深度学习加速器的兼容性, 另一

方面使得分布式深度学习推理系统具有根据软硬件环

境以及实际应用的特点动态调整调度策略的能力.

2   背景与动机

2.1   分布式系统下任务调度的研究现状

分布式系统中任务调度起着至关重要的作用, 选
择合适的调度算法有利于提高系统整体的资源利用率

和吞吐率, 从而提升系统性能. 因其重要性, 分布式系

统调度算法一直是分布式系统研究领域的一个热点问

题. 随着异构计算平台的产生和发展, 集群中硬件资源

越来越丰富多样, 各类芯片对于不同类型的计算在性

能、功耗上表现各不相同, 尤其是对于深度学习类应

用, 不同计算部件的处理能力相差巨大, 因此在面向大

规模数据集的深度学习推理的场景下, 考虑针对具体

的应用特点进行任务负载划分以及任务调度策略的设

计是非常有必要的. 此外, 从用于加速深度学习推理的

硬件的发展角度来看, 此次人工智能热潮中, 涌现了大

批的深度学习加速硬件及平台, 其中有代表性的有谷

歌的 TPU、寒武纪公司的智能芯片系列、微软公司的

基于 FPGA的深度学习加速平台 BrainWave[9]等. 深度

学习加速硬件的快速迭代迫使分布式系统应该对于新

型计算资源具有更好的兼容性, 然而现今的分布式计

算系统中一般对这些新型资源的支持都不够友好, 如
Hadoop 的资源管理器 Yarn 在默认情况下仅支持对

CPU、内存、硬盘等资源的管理[10]. 为了适应硬件的

快速迭代, 用于深度学习的分布式推理系统应该支持

对资源种类的易扩展性, 并且在任务调度时应根据系

统资源以及作业特点的变化动态调整任务调度策略.
近年来, 每年有上百篇与分布式系统下的任务调

度问题相关的论文发表 ,  然而据统计 ,   2005 年至

2015 年期间发表的 1050 篇论文中, 22% 从未被引用

过, 在所有引用中, 超过 60%仅来自其中 12%的文章[11].
这足以说明目前大部分的研究成果属于一次性工作.
并且如此大量的研究成果的发表也增加了后来研究者

的困难, 为此, 目前有大量的关于分布式系统任务调度

问题的综述性文章, 对该领域的研究脉络进行梳理, 以
期为研究人员提供理论基础. Lopes 等人中从工作负

载、资源、调度需求三个维度出发, 并进一步对每个

维度进行细分, 对分布式系统中的调度问题和解决方

案进行分类以及形式化描述[11], 来帮助研究人员方便

地对之前的研究成果加以利用 .  Gautam 等人针对

Hadoop 集群中的任务调度常见算法 (FIFO、Fari、
Capacity、Delay等)从多个方面进行了归类总结, 包括

是否支持任务优先级、资源共享是否公平、适用环境

为同构还是异构、任务分配策略为动态还是静态等,
分析各算法的优势和劣势[12].

诸如此类的综述性文章为以后的研究工作提供了

一定的理论基础, 但是对于最大规模的重复利用已有

成果, 仍远远不够. 究其原因, 系统规模扩大、软硬件

资源复杂、应用负载多样性等因素都为分布式系统下

的任务调度带来了更大的挑战, 设计合理的调度算法

必须将大量的因素考虑在内. 然而, 考虑大量因素所带
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来的大量重复的细节工作使得调度算法的设计难以进

行, 目前大多数算法都是针对少量具体的影响因素进

行设计或优化. 例如, Hammoud等人考虑了数据局部性

以及网络传输对任务的影响, 对 MapReduce 框架中的

Reduce任务调度进行优化, 将任务放置在更靠近数据所

在节点进行处理[13]. Arslan等人综合考虑了文件访问代

价以及 CPU负载等因素, 做为MapReduce框架中 Reduce
任务调度优化的依据[14]. 这类工作由于出发点本身的

局限性, 在设计时仅考虑具体的某一个或两个因素, 因
而难以适应集群软硬件环境以及工作负载的变化.

对现有的分布式系统下任务调度的相关工作进行

总结可以发现, 目前有大量工作都是面向特定场景对

调度算法进行优化; 另外有大量综述性的工作, 对调度

问题进行抽象及形式化表述, 以更好地为研究人员提

供理论上的依据; 但尚缺乏从如何简化调度器设计的

角度出发的工作, 考虑将大量与算法核心设计无关的

系统信息收集与处理的工作独立出来, 以提升分布式

系统中调度算法研究工作的效率和质量.
2.2   分布式系统下任务调度关键步骤描述

分布式系统中任务调度可以看作是在满足某些约

束条件的前提下, 将一个作业分解成为若干任务, 并将

这些分解后的任务分配给一组处理单元进行处理的过

程, 处理单元一般对应于一个能够完成任务处理的资

源组合, 例如 CPU、内存和网卡的组合, 一个物理机、

虚拟机、容器都可以看作是一个处理单元. 而调度策

略则决定了如何划分作业以及各个划分后的任务在哪

个处理单元于何时开始处理, 因此, 任务调度策略是整

个调度器的最关键部分. 在实际设计中, 调度器通常会

对多种信息进行综合分析 ,  包括系统中的软硬件资

源、作业执行需要满足的指标、任务执行的历史信息

等, 最终得到一个合理的调度策略. 分析的方法可以是

某种启发式算法, 如蚁群算法、遗传算法, 也可以是神

经网络等机器学习类算法. 上述过程如图 1所示, 为了

实现调度器的可用性和高效性, 需要解决两方面的挑战.
 

获取依赖信息
(系统资源、任务信息、日志···)

收集与处理系统信息

调度任务执行

CPU 负载 内存大小 硬盘性能

网络传
输带宽

数据分布加速卡

任务划分/任务调度策略

...

信息源

系统硬件 操作系统

应用程序 文件

分布式系
统软件

...

收集方法1

收集方法3

收集方法2

...

蚁群算法

遗传算法

神经网络

...

 

图 1    分布式系统任务调度主要过程示意图
 

(1) 生产信息的数据源以及信息本身的表示形式

均丰富多样且容易随时间发生变化, 例如, 在集群的使

用过程中, 随着机器的更新迭代, 系统中会加入各种各

样的新型硬件或者不同类型的操作系统及基于此的各

种软件系统, 调度器必须有获取并处理这些信息的能

力. 即使这些信息的收集及处理在调度算法设计中并

非核心问题, 但对调度器的实现以及实际的调度效果

有重要的影响, 是否具有对某种信息的获取能力, 以及

获取和处理的方法是否高效可靠, 则直接决定了所设

计的调度算法是否具有可行性.

(2) 采用启发式或者机器学习算法对大量系统信

息进行分析以寻求合理调度策略的过程具有极高的计

算复杂度, 并且实现难度较高, 不仅使得此类算法在实

际系统中的实现或者或者移植变得困难, 且可能成为

系统性能的瓶颈, 这大大限制了各种复杂分析算法在

调度器中的使用, 如何保证这部分计算逻辑的正确性

以及健壮性值得深入探究.

3   框架设计与实现

本文所描述的系统信息管理框架的核心设计思想
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是将系统信息收集与处理这两部功能的实现独立于调

度器, 调度器只需通过 RESTful API 接口进行数据访

问以获取所需信息, 信息的收集和分析处理分别由信

息收集器和信息处理器负责, 信息收集器以及信息处

理器均可独立优化且具有功能可扩展性, 从而保证系

统可用性和高效性. 如图 2所示, 收集器负责采集各种

数据源生产的信息, 具体的数据源可以是操作系统、

硬件设备、应用软件、日志文件或分布式系统软件等

等, 对于不同数据源, 收集器可以根据数据源以及数据

表示形式的不同进行设计和扩充, 以实现对不同类型

信息的支持.
 

工作节点

工作节点 工作节点 工作节点

工作节点

集群系统

日志
文件

硬件操作
系统

信息收集器

信息处理器 信息处理器 信息处理器

信息收集器

系统信息管理构架

运行实例
管理服务 注册服务

数据
服务

任务
调度器

主节点

···
···

 
图 2    系统信息管理框架功能框图

 

信息处理器则是对收集的基础数据做进一步加工

处理, 得到更具使用价值的信息. 例如, 将各节点 CPU
负载和节点间文件访问代价作为 MapReduce 框架中

renduce任务调度的依据, 则可以使用信息收集器从操

作系统获取各节点的网络带宽以及硬盘性能等相关信

息, 从 MapReduce 框架中获取数据块的分布信息, 信
息处理器使用这些信息计算出节点间数据访问的代价

并通过数据管理服务提供的数据写入接口保存数据,
调度器仅需通过数据读取接口获取数据, 并依此完成

任务调度, 使得大量复杂的信息获取和处理逻辑对调

度器透明化.
系统信息管理框架的核心服务模块包括 3 个, 分

别为:

(1) 注册服务, 负责完成信息收集器以及信息处理

器的注册.
(2) 管理服务, 负责管理各信息收集器和信息处理

器, 包括启动、停止、副本控制等.
(3) 数据服务, 负责完成数据的存储和读写, 收集

器和信息处理器产生数据之后通过数据服务中的写入

接口将数据写入存储系统, 信息处理器和调度器在需

要使用数据时则通过数据服务的数据读取接口获取数据.
接下来分别对这三者的设计与实现进行详细说明.

3.1   信息收集器与处理器的注册

注册服务的核心功能是维护框架中所有的信息收

集器与信息处理器的注册信息. 信息收集齐与处理器

本质上都是采用特定方法获取所需的数据并生产供系

统中其他模块所用的的数据, 可独立实现及优化, 具体

实现可以是任意完成数据采集或处理功能的可执行文

件. 例如, 一个信息收集器的功能是收集节点的内存使

用情况 ,  则其实现方式之一是使用 shel l 脚本读取

proc 文件系统中的数据来获取相关信息. 信息处理器

与此类似, 不同的是其数据输入通常为某信息收集器

或另一信息处理器的输出, 这些数据由数据服务维护

并提供访问接口. 数据来源体现在具体数据处理器或

收集器的程序设计中, 可以通过操作系统的接口、系

统健康监测程序的输出文件或数据数据服务提供的数

据访问接口等方式获取数据.
注册服务的功能如图 3 所示, 设计者通过命令行

客户端或者在程序中使用注册接口向框架内添加一个

收集器或处理器, 注册信息需包含数据对象, 以及获取

该数据的信息处理器或者信息收集器的信息, 可以是

某一个可执行文件的路径. 注册服务接收并处理注册

信息, 并存入存储系统. 注册完成后, 任何程序可以通

过注册服务提供的数据查询接口来获取当前系统中已

注册的数据及其获取方式. 当某类数据的信息处理器

或者信息收集器的设计者对其逻辑进行更改后, 通过

更新接口对注册信息进行更新.
3.2   信息收集器与处理器的运行管理

信息收集器与处理器管理服务的功能是控制收集

器与处理器的具体实力在各个节点的启动与停止, 决
定了具体的收集器或者处理器的工作模式, 包括何时

启动、何时停止以及收集或处理数据的时间间隔等,
这些信息在注册时已经指定.

运行管理服务的实现架构如图 4 所示, 管理服务
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采用的是 Master-Slave 架构, Master 端程序负责通知

运行与各个节点之上的 Slave 端程序进行运行实例的

启动或停止, 二者之间通过 RESTful API 进行通信.
Slave 端程序在接收到 Master 端程序所发送的信息收

集器/处理器的启动命令后, 对启动命令进行解析, 获取

该收集器/处理器所负责生产的数据的标识以及执行运

行实例的命令. 之后, 为运行实例分配运行槽, 运行槽

负责启动具体的运行实例并与其进行交互, 运行实例

从数据源获取数据, 最后运行槽对所获取的数据进行

包装并通过数据服务提供的数据写入接口对获取的数

据进行保存.
3.3   数据管理

注册服务的核心功能在于维护了数据在节点上的

获取方式, 在不同的节点上可能存在多个副本而产生

多个具体数据, 对这些具体数据必须进行有效的组织

与管理, 并提供相应的读写接口, 此即数据管理服务的

功能. 如图 5 所示, 数据服务负责存储具体的数据, 提
供数据的读写、更新等接口, 数据的使用者直接通过

数据读取接口获取数据, 数据的使用者包括数据处理

器和任务调度器等. 数据的生产者通过写入接口写入

数据, 数据服务接收到写入请求后, 对请求进行解析后

将获取的信息写入存储系统.
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图 3    注册服务功能示意图
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图 4    运行管理服务功能示意图
 

系统信息管理框架的核心功能及设计目标之一是

支持调度器灵活高效的获取所需数据以灵活调整其调

度策略. 而数据服务能否提供高效的数据访问机制则

决定了整个系统信息管理框架的可用性. 在设计中我

们采用了异步的数据访问机制来保证数据访问的高效

性. 所谓异步的数据访问机制, 是指将数据的收集与处

理和数据获取异步进行. 通常情况下, 当任务调度器需

要某些数据时, 会通过一定方式临时性地从系统中获

取基础信息, 再通过一系列的处理最终获取所需的数

据. 这样做的好处是可以保证数据的准确性和有效性

较高, 然而伴随着的是较长的数据获取时间, 尤其是在

所需的信息量非常大的情况下, 并且在分布式系统的

环境中, 还需要面临各种不确定性. 设计所采用的异步

数据访问机制中, 各运行槽的数据写入过程和调度器

的数据访问过程完全分离. 这虽然牺牲了一定的数据

准确性, 但提升了调度器数据访问的效率和稳定性.
3.4   原型系统实现与接口设计

在构建原型系统的过程中, 主要使用了 SpringBoot
框架. Spring 框架是一个开源的用于企业级应用开发

的编程框架, SpringBoot 是由 Pivotal 团队开发的用于
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简化 Spring 应用的初始搭建以及开发过程. 依赖于

SpringBoot 我们可以较快地实现各个服务模块的功能

并对外提供 RESTful API 接口, 接口设计如表 1 所示.
本次原型系统的设计中, 数据存储通过轻量级的关系

型数据库 mysql 实现, 具体的, 包含表 t_Data、t_DP.
表 t_Data用于存储数据, 包含 id、data_name、data_value
和 node_name等列, 其中 data_name为数据名称, data_
value 为数据的值, node_name 为产生该条数据的节点

名称, id 为 data_name 与 node_name 的组合作为主键;
表 t_DP 用于存储注册信息, 包含 data_name、cmd 和

time_max 等列, data_name 为所注册的信息收集器/处
理器所生产的数据名称, cmd 为执行该信息收集器/处
理器实例的命令, time_max为两次运行之间的时间间隔.
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任务调
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信息收
集器1

信息收
集器2

信息处
理器1

信息处
理器2

写入/更新
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name1 a node1
name1 b node2
name1 c node3
. . .
. . .

name7 x node1
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数据服务

写/更新
数据

服务接口
删除

请求处理

 
图 5    数据管理服务功能示意图

 

表 1     API接口设计
 

服务模块 API请求 请求主体 说明

注册服务

POST api/registry
{“dataName”: name,
“cmd”: cmd,
“max-Time”: maxTime}

创建一个信息收集器或者信息处理器 ,  产生的数据名称为

name, 通过cmd运行改信息收集器或者信息处理器, 运行间隔

为 max-Time秒

GET/api/registr - 获取当前所维护的所有信息收集器和信息处理器的信息

GET/api/registry/{dataName} -
获取负责生产名称为dataName的数据的信息收集器或者信息

处理器

PUT/api/registry
{“dataName”: name,
“cmd”: cmd,
“max-Time”: maxTime}

更新名称为name的数据的信息收集器或者信息处理器的运行

命令以及运行间隔

DELETE/api/registry/{dataName} - 删除一个信息收集器或者信息处理器

数据服务

POST api/data
{“dataName”: name,
“nodeName”: node,
“dataValue”: ”data”}

新增 name类型数据, 此数据来自于节点 node, 数据内容为 data

GET api/data/?dataName={dataName} - 获取 dataName类型所有数据

GET api/data/?dataName=
{dataName}&dataNode={node}

- 获取来自于 node节点的 dataName类型数据

PUT api/data
{“dataName”: name,
“nodeName”: node,
“dataValue”: ”data”}

更新 name类型下来自结点 node的数据, 数据内容更新为 data

DELET api/data/?dataName=
{dataName}&dataNode= {node}

- 删除来自结点 node的 dataName类型数据

DELET
api/data/?dataName={dataName}

- 删除所有 dataName类型数据

运行管理
POST api/mng

{“dataName”: name,
“cmd”: cmd,
“max-Time”: maxTime}

通知运行管理服务注册模块的信息已经更新 ,  新添加了

dataName型数据的收集器/处理器, 以及运行命令和运行间隔

DELETE api/mng/{dataName} 停止并删除 dataName数据的收集器/处理器的运行实例
 
 

4   应用实例

本节将通过一个具体实例介绍如何通过系统信息

管理框架来辅助调度器完成更合理的调度. 分两个主

要步骤: (1) 系统信息收集的可执行程序设计完成后,
通过注册模块提供的注册接口进行注册并生成数据访

问接口. (2) 通过设计不同的信息处理逻辑来对所获取

的数据进行加工, 并生成相应数据访问接口.
4.1   实验设置

为了说明本文所描述的系统信息管理框架对任务

调度器的支持, 本次实验中, 针对分布式系统中使用深
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度神经网络模型对含量图片进行分类处理的应用场景,
设计并实现了一个任务调度器, 其主要功能是对作业

负载进行静态划分, 即将待处理的数据集划分为多个

子集, 指定各个节点所需处理的数据子集. 实验中选取

的实际任务为, 在具有 1 个主节点和 4 个工作节点的

集群中使用基于 AlexNet 的物体分类程序对大批量图

片进行分类处理, 数据集为从 ImageNet中选取的包含

400 张图片的子集. 主节点及各个工作节点的配置为,
英特尔至强 W1505 型 CPU, 主频 2.53 GHz, 4 GB 内

存, 各个节点配有千兆网卡, 节点之间通过万兆交换机

互连. 图片存储于分布式存储系统 HDFS中.
调度器采用的负载划分算法的主要步骤为:

算法 1. 调度器负载划分算法

输入: 数据集合 D, 节点集合 N (Node1, …, Noden).
输出: D 的一个划分{D1, …, Dn}, Di 为节点 Nodei 负责处理的数据子

集, D=D1∪D2∪…∪Dn.

1. 得出数据在节点上的存储分布作为初始划分{D1, …, Dn};
2. 获取各个节点当前负载量{L1, …, Ln};
3. 获取每个节点的处理能力{C1, …, Cn};
4. 按节点 i 的处理能得出节点 i 的目标负载量

Lo
i =

Ci
n∑

k=1
Ck

×
n∑

j=1
L j

5. 将 N 划分为 3个子集
H={Ni |Lo

i <Li},E={Ni |Lo
i =Li},L={Ni |Lo

i >Li}
6. 若 H=Ø||L=Ø, 则算法结束, {D1, …, Dn}为划分结果, 否则进入步

骤 7;
7. 从 H 中选取一个节点 Nh, 从 L 中选取一个节点 N1

8. 分别计算 Nh 与 Nl 载的差值 Δh 与 Δl, 并将 Nh 的部分负载转移至

Nl 转移量为 min{Δh, Δl}; 将达到理想负载的节点转移至集合 E; 跳转

至步骤 6.

算法核心思想为, 步骤 1–2 先按照数据在节点上

的分布对数据做初始划分, 得到节点初始负载量, 各节

点负责所持有的本地数据进行处理; 由于各节点的数

据量以及处理能力的不匹配, 需要对数据进行重新划

分. 步骤 3–4 首先按照节点的计算能力占总计算能力

的比值得出各节点的理想负载量, 步骤 5 按照节点的

处理能力与理想负载量是否匹配将所有节点划分为

3个子集, H 集合内节点负载过高、L 集合内节点负载

过低、E 集合内结点负载程度较为理想. 步骤 6–8 循

环多次, 将高负载节点的负载划分至低负载节点, 直到

各节点之间达到负载均衡.
算法 1的关键之处在于对各个节点的处理能力以

及计算负载的评估, 直接决定了任务划分结果, 而节点

处理能力的评估方法应是随着系统的实际情况变化的,

例如向系统中添加具有加速器的节点则会影响性能评

估的方式, 原先的算法可能会丧失其有效性. 而对计算

负载的评估则应结合具体任务而定. 通过系统信息管

理框架中的信息收集器以及信息处理器的修改来完成

节点性能评估以及负载评估, 算法步骤 2 中仅需通过

固定的 API 接口获取评估结果, 从而在避免修改调度

算法的前提下完成调度策略的动态调整.
4.2   信息管理框架的应用

在不对调度算法做任何修改的前提下, 通过采用

不同的信息收集器及信息处理器来实现不同的节点性

能评估方法, 以适应实际需求. 实验中设计了 3种评估

方法, 分别如表 2所示.
对应于 3 种评估方法, 需分别实现相应的数据收

集器或者处理器, 并向系统完成注册. 在此, 我们以

CPU使用率作为评估指标为例进行说明.
4.2.1    信息收集器实现

信息收集器可以通过任意编程语言或工具进行实

现, 这里使用 Linux Shell 脚本进行实现, 关键代码如

图 6所示, 通过读取/proc文件系统的信息获取 CPU状

态, 进一步计算并输出 CPU 总体使用率. 脚本设计完

成并进行功能正确性验证后, 分发至各个节点的统一

路径下, 这里假设在/usr/Apps/bin 路径下, 则运行该脚

本的命令为/usr/Apps/bin/getCpuUsage.sh. 用于收集数

据的脚本部署完毕之后, 通过注册服务的注册接口完

成注册. 注册完成后, 管理模块运行各个节点之上的脚

本程序, 并将获取的数据通过数据服务的写入接口写

入数据表, 而其他任意程序则可通过该数据的访问接

口获取数据.
4.2.2    信息处理器实现

针对使用 CPU 负载为评估指标的节点性能评估

方法, 我们在本次实验依据式 (1)对节点的处理能力进

行计算 .  CpuFree 为处理器当前的总体空闲比率 ,
CpuReq 为程序对 CPU 的需求占 CPU 总体性能的比

率, 得出的性能结果为相对值, 1为最好.

Per f =


1, CpuFree ≥CpuReq

CpuFree
CpuReq

, CpuFree <CpuReq
(1)

在具体实现上, 流程如图 7所示, 首先通过数据管

理服务提供的 RESTful API风格的数据访问接口获取

当前各个节点的 CPU 负载, 再根据式 (1) 对节点的处

理性能进行评估, 最后将评估结果输出.
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表 2     评估方法
 

评估指标 说明

处理器配置 按照处理器配置进行节点性能评估, 本次实验中所使用的 4 个工作节点的 CPU配置相同, 如表 2所示.
CPU负载 使用 CPU当前负载作为节点性能评估的指标, 具体的性能评估使用式 (1).

历史运行记录 各个节点在进行完一次处理之后, 向日志文件写入当次处理的平均 fps, 使用最近一次运行的 fps作为节点性能评估指标.
 
 

 

#! /bin/bash

time=$(date "+%Y-%m-%d %H:%M:%S")

LAST_CPU_INFO=$(cat /proc/stat | grep -w cpu | awk '{print 

$2,$3,$4,$5,$6,$7,$8}')

LAST_SYS_IDLE=$(echo $LAST_CPU_INFO | awk '{print $4}')

LAST_TOTAL_CPU_T=$(echo $LAST_CPU_INFO | awk '{print 

$1+$2+$3+$4+$5+$6+$7}')

NEXT_CPU_INFO=$(cat /proc/stat | grep -w cpu | awk '{print 

$2,$3,$4,$5,$6,$7,$8}')

NEXT_SYS_IDLE=$(echo $NEXT_CPU_INFO | awk '{print $4}')

NEXT_TOTAL_CPU_T=$(echo $NEXT_CPU_INFO | awk '{print 

$1+$2+$3+$4+$5+$6+$7}')

SYSTEM_IDLE=`echo ${NEXT_SYS_IDLE} 

${LAST_SYS_IDLE} | awk '{print $1-$2}'`

TOTAL_TIME=`echo ${NEXT_TOTAL_CPU_T} 

${LAST_TOTAL_CPU_T} | awk '{print $1-$2}'`

CPU_USAGE=`echo ${SYSTEM_IDLE} ${TOTAL_TIME} | awk 

'{printf "%.2f", 100-$1/$2*100}'`

echo {CPU_USAGE}

 
图 6    获取 CPU使用率关键代码

 

通过 API 读取各节
点 CPU 使用率

通过 CPU 使用率对各
节点的处理性能进行

评估
输出评估结果

 
图 7    根据 CPU使用率进行性能评估主要步骤

 

需要指出的是, 评估方法的改变, 对应的只是相关

信息收集器与处理器的变化, 并不对算法的计算过程

造成任何影响 ,  算法实现中仅是通过数据访问的

API直接获取节点处理性能.
4.3   实验结果及分析

在采用 3种不同节点处理能力评估方法的情况下,
对作业负载进行不同的划分, 各个节点的任务处理时

间完成时间如图 8所示. 可以看出, 在不修改调度算法

的前提下, 通过改进节点性能评估方法而使得负载均

衡的程度发生了改变. 在本次实验中, 各个节点的处理

器配置相同, 但集群中运行的其他各类应用导致了各

个节点的负载情况不同, 因此如图 8(a)所示, 在采用按

照处理器配置也即在各个节点间平均分配负载时, 效

果并不理想.
如图 8(b) 所示是按照 CPU 负载来评估节点性能,

这种方法依赖于具体采用的计算公式, 需要合理分析

应用对处理器的需求, 例如应用中是否针对多处理器

进行了优化, 是否是计算密集型等. 通常采用这种方法,
需要综合考虑应用对处理器、内存、IO的敏感程度而

得出一个合理的性能评估公式. 在这次实验中, 我们的

目的并不是为了寻求一个非常合理的公式, 而是为了

说明通过我们提出的框架可以方便地对评估逻辑进行

修改, 从而使得设计、开发和验证的效率更高.
从如图 8(b) 所示的实验结果来看, 该评估方法采

用式 (1)进行节点性能评估的效果并不理想, 但如前所

述, 可通过重新设计该处理器的评估逻辑进行优化, 或
启用另一个数据处理器, 直接从各个节点的历史运行

信息中获取节点在运行该程序时的处理速度来评估节

点性能, 这种方法的运行结果如图 8(c)所示, 其较好的

效果得益于在本次实验中, 即使各个节点之间的运行

性能差异较大, 但节点各自的运行状态均比较稳定, 因
此程序历史运行信息对下一次运行的处理速率有较高

的指导意义. 这种方法在运行应用环境发生变化时很

可能会变得不再适用, 这种情况下我们仍旧可以通过

调整信息处理器的逻辑来适应新的变化.

5   结论与展望

本文介绍了面向分布式深度学习推理系统优化而

设计的系统信息管理子系统, 该子系统的设计目的是

为了将任务调度时需要的各类系统信息的收集工作从

调度器设计中独立出来, 一方面是为了简化任务调度

器的设计复杂性, 另一方面是为了提高调度器的灵活

性. 当前的主流分布式系统能够提供的系统信息有限,
留给任务调度器的发挥空间不足, 如果设计者希望在

调度中考虑复杂多变的系统信息, 这些信息的收集工

作本身就会制约设计者的工作. 本文所描述的系统系

统信息管理子系统支持灵活的功能扩展, 设计者可以

通过对信息收集器与处理器的定制化来获取所需的系

统信息. 同时在设计时, 通过 Restful API接口对外提供

服务, 保证了平台及语言无关性.
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图 8    不同节点性能评估方法下各节点的处理时间 (s)
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