
 

 

深度学习在电子病历抗菌药物使用方法
分类中的应用①

梁治钢,  王一敏

(甘肃省人民医院 网络中心, 兰州 730000)

摘　要: 本文主要研究深度学习在抗菌药物使用方法分类及数据挖掘应用, 在现有的疾病和电子病历抗菌药物使用

方法的文本数据挖掘过程中, 利用基于注意力机制的长短期记忆网络模型训练抗菌药物语料数据, 通过自我学习特

征的方式表示和理解问题, 避免人工特征的提取误差, 使分类的准确率最大值较传统数据挖掘方法提高至 89.97%,
从而更好地为不同疾病患者提供相应的抗菌药物治疗方案. 根据实验结果, 该方法在不需要人工制定特征规则的条

件下, 可以自主学习生成治疗方案知识库, 从而为医生治疗患者提供最佳的辅助决策支持.
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Application of Deep Learning in Classification of Antimicrobial Using Methods in Electronic
Medical Records
LIANG Zhi-Gang, WANG Yi-Min
(Network Center, Gansu Provincial Hospital, Lanzhou 730000, China)

Abstract: In this study, we mainly focus on the application of deep learning in the classification of antimicrobial drug
using methods and data mining. In the process of text data mining using existing methods of using antimicrobial drugs in
disease and electronic medical records, we use the Long Short-Term Memory model (LSTM) based on attention model to
train the data of antimicrobial drugs corpus, and express and understand the problems by means of self-learning features,
so as to avoid the error of extracting artificial features. The maximum classification accuracy is increased to 89.97%
compared with the traditional data mining method. As a result, it provides better antimicrobial treatment plans for patients
with different diseases. According to the experimental results, the proposed method can automatically learn and generate
treatment knowledge base without the need for manual rules, so as to provide the decision-making support for doctors to
treat patients.
Key words: deep learning; antibacterial drug; question classification; data mining; attention model

 

前言

随着计算机技术的飞速发展, 医院的信息化得到

了前所未有的发展, 医院综合实力得到明显的提升, 信

息化技术覆盖比较全面的医院发展优势更加显著. 大

量的医疗数据如何转换成有价值的信息已经变得越来

越重要, 数据的智能分析处理技术已经广泛应用到工

业和学术界, 在医疗领域虽然已经有不少的分析软件

在应用, 但是随着数据量的急剧增加和数据分析要求
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的提高, 传统的分析方法已经不能适应医院的发展, 处
理医院的大量数据时显得力不从心.

近些年来, 深度学习已经在图像处理、科研教学

等领域的应用上取得了优异的表现, 在文本处理方面,
Bengio 等学者提出一种使用神经网络模型学习产生词

向量的技术, 称之为词嵌入技术 (word embedding). 通
过该方法训练的过程中可以实现对文本中词之间的语

义信息进行考虑, 采用此方法的词向量可以有效解决

了传统词向量的一些弊端. 随着, 卷积神经网络以及循

环神经网络在文本中的应用, 文本分类任务也开始了

深度学习处理的方法, 并且和传统的方法相比有大幅

度的提升[1].
深度学习是机器学习领域中一系列试图使用多重

非线性变换对数据进行多层抽象的算法, 不仅学习输

入和输出之间的非线性映射, 还学习输入数据向量的

隐藏结构, 以用来对新的样本进行智能识别或预测, 深
度学习克服了以前机器学习方法的局限性, 随着医院

大量数据的产生和对数据的深层次利用率提高, 深度

学习技术在医学领域的应用也不断的增强, 目前深度

学习在医学影像领域已经得到了不错的发展和应用,
但是在抗菌药物的使用分析方面应用极少. 深度学习

模型在自然语言问题中具有本身自学习能力的优势,
为了能够自动学习电子病历中抗菌药物语义匹配关系,
在不依赖人工特征提取的情况下, 本文将深度学习的

相关技术融入抗菌药物数据挖掘分析问题中, 提出长

短时记忆神经网络与注意力机制相结合的方法, 将病

历数据向量化, 学习单病种和并发症文本中的语义特

征, 从而形成知识库并选择出最适合患者的药物治疗

方案.

1   深度学习

1.1   深度学习概念

深度学习 (deep learning) 是机器学习的一个分支,
深度学习通过学习深层非线性网络结构, 逐层训练特

征, 将样本在原空间的特征表示逐步变换到新特征空

间, 展现从样本集中学习数据集本质特征的强大能力.
相比于机器学习, 深度学习是唯一端到端的系统, 中间

不需要人为参与, 不需要先验知识. 深度学习的最大好

处是可以自动学习特征和抽象特征, 深度学习以机器

学习领域的一个分支呈现给人们, 它采用多层复杂结

构或者采用多重非线性变换构成的多个层进行数据处

理. 用深度学习进行医疗疾病诊断具有独特的优势, 它

可以充分挖掘海量医疗数据中隐藏的深层关系, 通过

对神经网络的学习获得更抽象的特征值, 提高疾病诊

断的正确率.
在自然语言处理领域用深度学习模型解决文本分

类问题受到人们的关注, 文献[2]提出基于句法树的长

短时记忆神经网络 (LSTM) 将标准的时序结构改为语

法树结构 ,  在文本分类上得到非常好的提升 ,  在
LSTM的基础上引入 attention 以此来捕获不同上下文

信息对给定情感的重要性, 文献[3]提出一种适用于前

馈神经网络的简化注意力模型, 证明 attention 机制能

够在文本较长的情况下, 有效解决信息丢失等长期依

赖问题, 文献[4]提出的层次化注意网络有 2 个层次的

注意机制在短语词和句子层次上应用, 使它能够在构

造文档表示时关注更重要的内容, 充分说明了 attention
机制能够给文本中的关键部分分配更多的注意力, 突
出其重要性.
1.2   分类流程

从患者电子病历中得到首程和病程记录数据, 里
面记录了患者的既往史、身体特征、检验检查结果、

抗菌药物使用等数据, 将这些数据作为输入数据. 系统

或子系统在特定约束条件下输入、输出时, 参数或状

态变化的一种抽象描述. 抗菌药物使用分类分为训练

过程和测试过程. 如图 1所示.
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图 1    抗菌药物使用分类流程

 

1.3   基于 LSTM-attention 网络的文本特征提取

从患者电子病历中得到首程和病程记录数据, 里
面记录了患者的既往史、身体特征、检验、检查、抗

菌药物使用等数据, 将这些数据作为输入数据. 文本特
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征提取过程分文本预处理、特征提取、文本表示等部

分, 最终目的是把文本转换成计算机可理解的格式.
(1) 文本预处理

文本预处理过程是在文本中提取关键词表示文本

的过程, 中文文本处理中主要包括文本分词和去停用

词两个阶段, 传统算法主要有基于字符串匹配的正向/
逆向/双向最大匹配, 基于理解的句法和语义分析消除;
基于统计的互信息/CRF 方法. 近年来随着深度学习的

应用, WordEmbedding+Bi-LSTM+CRF 方法逐渐成为

主流. 在对电子病历中的数据进行分析前, 需要对原始

的文本数据进行必要的文本预处理, 进行预处理时将

噪声数据进行去噪化处理, 也就是停止词阶段, 停止词

是文本中一些高频的代词连词介词等对文本分类无意

义的词, 在本文中抗菌药物中一些特定的关键字需要

进行特殊处理, 如单位、规格、剂量等, 为了保留关键

字的语义信息, 本文中把关键字跟一些专业术语分离,
关键字做了保留, 文本中所有的药品中的英文单词进

行了规范化处理, 全部采用了小写方式, 以免与药品化

学名或者符号冲突, 导致后面的数据处理和分析发生

错误和偏差.
分布式表示 (distributed representation), 其实

Hinton最早在 1986年就提出了, 基本思想是将每个词

表达成 n 维稠密、连续的实数向量, 与之相对的 one-
hot 编码向量空间只有一个维度是 1,  其余都是 0.
Bengio在 2003年便提出了神经网络语言模型 (Neural
Probabilistic Language Model, NNLM). 词向量被广泛

应用是 2013 年后, 在本文中采用了 Google Mikolov
于 2013 年发布的 Word2Vec 工具包, Word2Vec 主要

采用的是 CBOW 和 Skip-Gram两个模型的结构, 这两

个模型的直接目的就是得到高质量的词向量, 它们基

本类似于 NNLM, 不同的是模型去掉了非线性隐层, 预
测目标不同, CBOW 是上下文词预测当前词, Skip-
Gram则相反. 两种模型都包括输入层、投影层、输出

层, 其中 CBOW 模型利用词 Wd 的上下文 Wdn 去预测

给定词 Wd, 而 Skip-gram 模型恰好相反, 是在已知给定

词Wd的前提下预测该词的上下文 Wdn, 具体见式 (1):

Wdn =Wd−n, , · · · ,Wd−1,Wd+1, · · · ,Wd+n (1)

在本文中, 数据集内容主要由不定长的患者电子

病历中抗菌药物使用方法、时间、内容等组成, 这些

内容经过预处理和文本表示得到文本向量表示, 使文

本数据从高纬度高稀疏的神经网络难处理的方式, 变

成了类似图像、语音的的连续稠密数据. 电子病历文

本向量表示由基于 attention机制的 LSTM训练得到的

向量作为抗菌药物使用分类的文本特征. 通过池化层

连接以上病历中部分特征, 将其作为患者电子病历中

抗菌药物使用方法分类的总体特征, 之后用这些特征

向量去构建或调用 Softmax 分类模型, 最终输出即是

电子病历抗菌药物分类所属的效果.
(2) 模型的构建

目前采用编码器-解码器 (encode-eecode) 结构的

模型, LSTM属于一种编码-解码框架, 这种结构的模型

通常将输入序列编码成一个固定长度的向量表示, 对
于长度较短的输入序列而言, 该模型能够学习出对应

合理的向量表示. 但是, 这种模型存在的问题在于当输

入序列非常长时, 模型难以学到合理的向量表示, 当文

本较长时, 无论输入包含多少信息量, 最终所有语义完

全通过一个中间语义向量来表示, 词语自身的信息已

经消失. 编码过程中丢失很多细节信息, 解码过程中相

应的结果也会变差, 因此引入注意力机制 (attention),
该机制的基本思想是, 打破了传统编码器-解码器结构

在编解码时都依赖于内部一个固定长度向量的限制.
单纯的 LSTM 模型在解决文本分类任务时, 仅考虑了

上文信息, 没有用到下文信息, 丢失部分语义信息. 而
双向 LSTM前向传递层可以获取到输入序列的上文信

息, 后向传递层可以获取到输入序列的下文信息, 从而

丰富了语义信息. 如图 2 所示为基于注意力的双向 LSTM
神经网络 ,  该分类模型分为编码过程、注意力层和

Softmax分类器层.
 

语义学习层 重点词
关注层

词语学习层

LSTM

LSTM

LSTM

LSTM

LSTM
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图 2    词向量注意力机制双向 LSTM模型结构

 

(3) 编码过程

本文给出一个词向量表示的文本序列, 词向量用

2019 年 第 28 卷 第 8 期 http://www.c-s-a.org.cn 计 算 机 系 统 应 用

System Construction 系统建设 73

http://www.c-s-a.org.cn


Xij 表示, 表示第 j 个词向量在第 i 个文本中, 在这里把

像 Xi 这样的词向量称为节点. 为得到电子病历中抗菌

药物使用特征向量, 使用双向 LSTM 对句子进行注释,
计算公式如式 (2)所示.

−→
hit =

−−−−−−−−−−→
LS T M(Xit), t ∈ [1,T ] (2)

←−
hit =

←−−−−−−−−−−
LS T M(Xit), t ∈ [1,T ] (3)

−→
hit

←−
hit

←−
hit
−→
hit连接 和 得到节点 Xit 的注释, 如 hit =[ ,  ].

hit 总结了与节点 Xij 邻近的一些节点, 但注意力主要还

是在节点 Xit 上.
(4) 注意力机制

注意力 (attention) 机制的实现是通过保留 LSTM
编码器对输入序列的中间输出结果, 然后训练一个模

型来对这些输入进行选择性的学习并且在模型输出时

将输出序列与之进行关联. 虽然模型使用 attention 机

制之后会增加计算量, 但是性能水平能够得到提升. 另
外, 使用 attention 机制便于理解在模型输出过程中输

入序列中的信息是如何影响最后生成序列的. 注意力

机制主要分为 soft attention与 hard attention两种形式,
其中 soft attention 是指对每一个特征都分配一个注意

力权值, 认为是个概率分布; 而 hard attention 在选取特

征组合时, 并不是对所有的特征都生产权值, 可能只选

取一个或者多个[5].
我们从输出端, 即 decoder 部分, 从输出端到输入

端看公式.

S t = f (S t−1,Yt−1,Ct) (4)

其中, St 是指 decoder 在 t 时刻的状态输出, St−1 是指

decoder 在 t−1 时刻的状态输出, Yt−1 是 t−1 时刻的标

识, Ct 看下一个公式, f 是一个循环神经网络, hj 是指

第 j 个输入在 encoder里的输出, atj 是一个权重

Ct =
∑Tx

j=1
at jh j (5)

其中, hj 是指第 j 个输入在 encoder 里的输出, atj 是一

个权重

at j =
exp(et j)∑Tx

j=1
exp(et j)

(6)

式 (6) 跟 Softmax 是相似, 道理是一样的, 是为了

得到条件概率 P(a |e),  这个 a 的意义是当前这一步

decoder对齐第 j 个输入的程度.

et j = M(S t−1,h j) = V · tanh(W ·h j+U ·S t−1+b) (7)

式 (7) 中的 M 可以用一个神经网络来逼近, 它用

来计算 St−1, hj 这两者的关系分数, 如果分数大则说明

关注度较高, 注意力分布就会更加集中在这个输入词

上, 当前一步输出 St 应该对齐相应的输入, 主要取决于

前一步输出 St−1 和这一步输入的 encoder结果 hj.
(5) 文本分类

文本向量是文本的更高层次的表达, 它可以作为

抗菌药物文本数据分类的部分特征向量 ,  图 3 中的

Y 表示经Word2Vec映射后的功能向量, 它在经过标准

神经网络的训练学习得到向量 V 作为抗菌药物文本数

据分类的另一部分依据. 这里特征向量在分类中的权

重分别为 0.6 和 0.4, 则文本属于某一类效应的概率计

算公式如式 (8)所示:

P = S o f tmax(0.6×WcC+0.4×WcH+bc (8)
 

Yt−1 Yt

St−1 St

h1 hi hT

hThih1

X1 Xi Xt

… …

⊕

 
图 3    Attention机制编码解码

 

使用正确标签的负对数似然作为训练损失, 计算

公式如下:

L = −
∑

d
loga xd j (9)

R =
A

A+C
其中, j 是文本 d 的标签,  则表示文本 d 属于

效应 j 的概率.

2   数据分类和数据挖掘应用

2.1   基本数据

本文以医院信息系统电子病历中抗菌药物的数据

分析为实例, 对提出的基于深度学习抗菌药物文本数

据分析进行研究 (如表 1). 本实例的优化目标就是根据

电子病历中不同患者的诊断、个人体征、检查结果抗
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菌药物使用的方法来自动学习抗菌药物使用方法[6,7],

建立抗菌药物特征库以及自主学习的分类技术在该实

例应用. 对 2018年医院某一个月住院病人电子病历文

本抗菌药物的数据进行分析, 其中住院病人 6154 人,

使用抗菌药物的病人 2671人. 本文用Word2Vec 来训

练电子病历中的文本词向量, 去除多余标签, 语料大小

为 1363 MB, 为了防止维度太大导致数据训练复杂度

增加, 训练词向量的维数选择为 160 维.
 

表 1     训练集和测试集分类
 

数据集 单病种 内科 外科 重症 其他 合计

测试集 256 656 823 198 238 2171
训练集 59 133 208 46 54 500

 
 

2.2   本文 3 种方法在模型上的比较

为验证深度学习在本文提出问题分类上的有效性,

本文采用 3 种评价标准: 精确率、召回率和 F1 测量

值 ,  通过这三个指标来衡量算法的有效性 .  召回率

(R) 衡量的是实际属于某个类别的所有文本中被分类

器正确划分到该类别中的比率. 召回率越高说明分类

器在该类上漏掉的文本越少, 式 (10)为召回率数学公式:

R =
A

A+C
(10)

精确率是衡量划分到某个类别中的文本中属于此

类别的比率精确率越高说明分类器分类越准确 .  式
(11)为精确率的数学公式.

P =
A

A+B
(11)

F1 值是召回率和精确率的加权调和平均, 它平衡

了精确率和召回率. 式 (12)为 F1 值的计算公式.

F1 =
2PR
P+R

(12)

在实验中, 分别采用支持向量机 (SVM), 普通的卷

积神经网 (CNN), 长短期记忆人工神经网络 (LSTM),
基于注意力机制的长短期记忆人工神经网络 (LSTM-
attention) 等 4 种模型进行分类对比结果如表 2 所示,
根据实验结果, 5 类病症分类对比, 基于注意力机制的

长短期记忆人工神经网络都显示出比较优越的性能和

优势, 在对抗菌药物使用分类分析中, 单病种和其他两

类有着类似的结果, 由于这两大类抗菌药物的使用相

对比较单一, 所以分类的时候表现出优势, 外科类里由

于手术使用抗菌药物情况比较复杂, 所以分类稍显逊色.
 

表 2     4种学习方法文本分类比较
 

方法
单病种 内科 外科 重症 其他

R P F1 R P F1 R P F1 R P F1 R P F1
SVM 0.6925 0.7643 0.6924 0.6712 0.7413 0.6742 0.6332 0.6756 0.6478 0.6122 0.6645 0.6412 0.6912 0.7567 0.6865
CNN 0.7391 0.7895 0.7401 0.7121 0.7652 0.7135 0.6893 0.7226 0.7123 0.6764 0.6989 0.7067 0.7476 0.7823 0.7471
LSTM 0.7673 0.8591 0.7683 0.7398 0.8416 0.7433 0.7093 0.7865 0.7678 0.7161 0.7423 0.7431 0.7598 0.8533 0.7563

LSTM- attention 0.8207 0.8917 0.8117 0.7986 0.8776 0.7978 0.7434 0.8287 0.7923 0.7223 0.7945 0.7843 0.8311 0.8997 0.8021
 
 

2.3   数据挖掘规则算法

本文中利用深度学习算法来对电子病历中抗菌药

物进行分类以及求解患者使用抗菌药物的合理性、知

识库和规则特征库的建立、自学习能力, 表 3 中是各

个变量指标和名称[6].
数据挖掘的目标是求解某医院 2018 年一个月电

子病历抗菌药物的合理性使用情况, 希望通过分类学

习能发现最优解, 由于每个患者的生理情况不同, 抗菌

用药的使用也没有一个具体的标准, 只是根据电子病

历中相关药物信息进行分析探索性研究, 从病历中不

同的医疗数据获取最适合病人的知识. 在求解的过程

中, 将抗菌药物数据按照表 3 中的数据变量指标值进

行相应的判断, 表 4是具体判定标准.
2.4   验证结果

在实验过程中, 为了验证本文提出的算法的合理

性, 根据 2018 某月 2671 名患者抗菌药物病历进行仿

真求解, 优化结果主要是判断抗菌用药的辅助规则使

用及加入知识库情况, 最终求解的输出结果如表 5 所

示, 其中符合是在基本符合的基础上加权得到.

3   结束语

本文分析了问题分类的现状以及深度学习在文本

处理领域的成功应用, 在 LSTM 基础上引入注意力机

制, 以此来提取文本特征向量, 提取特征向量之后, 再

利用 Softmax 回归来解决文本多分类问题. 本文尝试

用深度学习的方法进行的是探索性研究, 对于患者的

抗菌药物数据利用深度学习框架进行尝试和创新, 为

电子病历中抗菌药物利用深入研究提供新的思路并借

助实验, 提出、混合长短时记忆网络和卷积神经网络
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的学习框架[8,9], 有助于建立医疗数据仓库并进行知识

发现的使用.
 

表 3     变量指标及名称
 

变量名 值范围 指标值 权值 变量解释

Age

<20岁 1 0.08 年龄

20岁<=age<30岁 2
30岁<=age<40岁 3

>=40 4

Ismale
1 男 1 0.04 性别

2 女 2

InputStatus

1 一般 1 0.06 入院情况

2 急诊 2
3 危急 3

Ismedical

1 无过敏 1 0.06 过敏药物

2 青霉素 2
3 其它药物 3

Inputdiagnosis
1 单病种 1 0.06 入院诊断

2 并发症 2

InHospital

<7 1 0.05 住院日

7天<= and <14天 2
14天<= and <21天 3

>21天 4

Mzvalue

1 局麻 1 0.07 麻醉方式

2 腰麻 2
3 硬膜外 3
4 全麻 4

Qkdj

1 I类切口 4 0.1 切口等级

2 II类切口 3
3 III类切口 2
4 无手术 1

Operatetime

<=60分钟 1 0.09 手术时长

60分<and<=120分 2
121分<and<=180分 3

>180分钟 4

Antidrug
预防用药 2 0.07 抗菌药物

非预防用药 1

Overtwo

单药品 1 0.08 抗菌联合用药

2种联合 2
3种联合 3

大于 4种联合 4

Yysj

术前 2小时到术后

24小时之间
1 0.05 用药时间

大于术前 2小时或者

术后 24小时后
2

Ypdj

非限制级 1 0.08 药品等级

限制级 2
特殊级 3

Wswsj
不送检 0 0.11 微生物送检

送检 1
 

表 4     数据挖掘判定标准
 

变量累计值 判定情况

>2.7 抗菌药物辅助决策第 1级, 加入知识库;

2.4-2.7 抗菌药物辅助决策第 2级, 加入知识库;

2.1-2.4 抗菌药物辅助决策第 3级, 不加入知识库;

<2.1 抗菌药物辅助决策第 4级, 不加入知识库.
 
 

表 5     实验结果
 

累计值 数量 是否加入规则库 符合 基本符合

>2.7 221 是 203 216
2.4-2.7 448 是 411 426
2.1-2.4 663 否 621 634
<2.1 1339 否 1260 1289
合计 2671 2495 2565

 
 

随着医院信息化的发展, HIS 系统已经向着智慧

医疗的方向在发展, 人工智能的一些技术也不断被应

用到了医疗领域. 由于患者个体生理各项指标的不确

定性以及医疗环境的特殊性, 抗菌药物智能辅助判断

需要慎重, 专业知识、用药习惯和临床经验以及合理

的自主学习算法起着至关重要的作用, 因此本研究在

对某类疾病的抗菌药物使用合理情况与否进行智能判

断时, 没有直接判断是否合理, 而是以既定指标的“符
合”或“不符合”标准进行分类[6].

测试结果表明深度学习在抗菌药物使用学习方法

在一定程度上可以帮助医生对抗菌药物的辅助使用及

诊断准确性问题, 对抗菌药物辅助知识库和规则库的

数据可以进行有效更新, 对其中的干扰数据进行了加

权修正, 为医生的辅助决策提供了良好的数据基础[10].
总之, 深度学习在抗菌药物的合理使用是一个复杂过

程, 实验结果得到的符合值同患者数量之间有差值, 为
了增强分类精度和模型的说服力, 需要采用更多的样

本数据集和改进算法使得模型和知识库更完善并符合

患者实际情况.
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