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摘　要: 维度灾难是机器学习任务中的常见问题, 特征选择算法能够从原始数据集中选取出最优特征子集, 降低特

征维度.提出一种混合式特征选择算法, 首先用卡方检验和过滤式方法选择重要特征子集并进行标准化缩放, 再用

序列后向选择算法 (SBS)与支持向量机 (SVM)包裹的 SBS-SVM算法选择最优特征子集, 实现分类性能最大化并

有效降低特征数量.实验中, 将包裹阶段的 SBS-SVM 与其他两种算法在 3 个经典数据集上进行测试, 结果表明,
SBS-SVM算法在分类性能和泛化能力方面均具有较好的表现.
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Abstract: Dimensional disaster is a common problem in machine learning tasks. The feature selection algorithm can
select the optimal feature subset from the original data set and reduce the feature dimension. A hybrid feature selection
algorithm is proposed. Firstly, the chi-square test and filtering method are used to select the important feature subsets and
normalize scale, and then SBS-SVM wrapped by SBS and SVM. The algorithm selects the optimal feature subset to
maximize the classification performance and effectively reduce the number of features. In the experiment, the SBS-SVM
in the parcel stage and the other two algorithms are tested on three classical data sets. The results show that the SBS-SVM
algorithm has better performance in classification performance and generalization ability.
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引言

在现实应用场景中, 样本的属性维度经常成千上

万, 而机器学习的各类方法中, 经常面对的问题之一是

距离的计算, 当维度过大的时候, 内积的计算都难以实

现. 高维数据中的冗余特征增加了计算的复杂度, 也增

加了机器学习的难度. 特征降维是缓解维度灾难的重

要途径, 其主要包括特征提取和特征选择[1]. 特征提取

通过将原始特征映射到低维空间, 并希望能在低维空

间中保持原始数据的相关信息; 而特征选择方法是在

评价准则的指导下, 从数据集的全体特征中选取出满

足评价指标的部分特征 (也称为最优特征子集) 的过

程. 根据特征子集的评估方法, 可以将特征选择分为过

滤式、封装式和嵌入式三种模型[2].
按照特征选择算法中的搜索策略分类, 可将其分

为穷举式、启发式与随机式[3]. Focus 算法[4]是典型的

穷举法, 其能够识别出所有的最优特征子集. 序列前向

选择与序列后向选择及其各类改进算法[5]属于启发式

方法, RFR[6]是一种基于序列前向选择的自底向上的特

征选择方法, 属于有监督学习算法. 随机式无需遍历所

有组合, 具有更好的时间复杂度, 文献[7]对粒子群优化

和蚁群优化算法在特征选择上的应用进行了总结.
将支持向量机 (Support Vector Machines, SVM)与

特征选择结合的研究中, SVM-RFE[8]是基于 SVM的回

归特征消去方法 ,  使用 RFE  (Recurs ive  Fea tu re
Elimination, 递归特征消除) 在特征排序过程选取出最

优特征子集. K-SVM-RFE[9]将 SVM-RFE 和特征聚类

算法结合, 用于去除无关基因. Tan 等人[10]将 SVM 加

入遗传算法, 并将其与特征选择算法进行封装, 基于分

类准确度迭代求解. 文献[11]提出基于特征子集区分度

衡量准则, 以 SVM 为分类工具, 通过计算特征子集对

分类的联合贡献来考虑特征的相关度.
文献[12]提出一种基于混合式特征选择算法, 主要

对特征过滤阶段的 CFS 算法进行改进, 未对过滤后的

精简子集优化处理以提高模型的训练速度. 文献[13]提
出的两级特征选择方法对原始特征集合中的噪声和无

关特征进行过滤, 通过 Fisher和信息增益同时计算, 最
后进行交叉选择精简子集, 该方法在特定场景下可以

有效提高分类准确率, 但增加了过滤阶段的时间开支.
本文提出一种混合式特征选择算法, 先用卡方检

验计算特征与类别的相关度, 再采用过滤式选择方法

得到相关度高的重要特征子集, 并对重要特征子集进

行标准化缩放, 之后在包裹了 SVM的序列后向选择算

法 (SBS-SVM)上进一步选出最优特征子集. 为了评估

算法的有效性, 本文将 SBS-SVM 算法与 SBS-NB 和

SBS-KNN的实验结果进行比较, 对不同算法选取出的

最优特征子集组合数量、最高准确度, 基于最优特征

子集训练的训练集与数据集的准确度与拟合度、维度

缩减率等进行了讨论.

1   混合式特征选择算法模型

过滤式特征选择方法可以根据特征与目标的相关

性对特征进行过滤, 其主要方法之一单变量特征选择

(univariate feature selection)分别计算变量的相关统计

指标, 并根据统计结果筛选出重要特征子集. 本文选择

卡方检验对特征与类别的相关性进行检验.
特征缩放 (feature scaling)可以提升分类算法和优

化算法的性能, 在进行包裹式特征选择之前, 需要将重

要特征子集进行特征缩放. 特征缩放的主要方法有归

一化和标准化, 其中, 标准化方法使得特征值呈正态分

布, 利于训练阶段的权重更新, 同时, 标准化方法还可

以保持异常值的信息, 进一步减少异常值对算法的影

响. 标准化的方法如式 (1):

x(i)
std =

x(i)−µx

σx
(1)

µx σx其中,  和 分别表示数据集某个特征列的均值和标

准差.
包裹式特征选择方法将学习器的分类准确度作为

最优特征子集的评价标准, 其输入是上一步骤得到的

重要特征子集. 在优选后的重要特征子集中, 采用序列后

向选择可以较为快速的获得最优特征子集. 考虑到误

差的评分与所采用的分类器及其精确度计算方式相关,
而支持向量机在高维特征空间中的模式识别优势明显,
故将支持向量机与序列后向选择方法进行包裹封装.

本文提出的混合式特征选择算法主要流程如图 1
所示.
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子集

 
Filter
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特征
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标准化 Wrapper

 
图 1    混合式特征选择算法流程

2   算法实现

2.1   序列后向选择算法

序列后向选择算法 (Sequential Backward Selection,
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n

k k < n

SBS) 是序列特征选择算法的一种典型应用, 其基于贪

婪搜索算法, 用于将原始的 维特征空间缩减到一个

维特征子空间, 其中 .
SBS 算法的基本思想是: 在分类性能衰减最小的

约束下, 通过逐步移除不相关的特征, 选取出与问题最

相关的特征子集, 从而提高分类学习算法的计算效率,
通过缩减不相关特征可以降低模型的泛化误差, 提高

模型的预测能力.
2.2   支持向量机

支持向量机是一种分类方法, 其基本模型是定义

在特征空间上的间隔最大的线性分类器. SVM 通过确

定一个分离超平面, 使得不同类别的样本分别处于超

平面的两侧, 并使得两个不同类别的支持向量到超平

面的距离之和最大, 其中, 支持向量到超平面的距离也

称为间隔 (或几何间隔). 间隔越大, 则算法所产生的超

平面的分类结果越鲁棒, 其泛化能力也越强.
T = {(x1,y1), (x2,y2), · · · , (xn,yn)}

xi ∈ X = Rn yi ∈ {−1,+1} i = 1.2, · · · ,N
wT x+b = 0

对于训练集 ,  其中

,  ,  , 其分离超平面为

.
xi x j

γ̂ j

γ̂

假设 是支持向量, 则其他样本点 到分离超平面

的函数间隔 必然大于或等于支持向量到分离超平面

的函数间隔 . SVM 的基本思路是求解一个几何间隔

最大而又能正确分离样本点的分离超平面, 其可表示

为一个约束最优化问题:

min
w,b

1
2
∥w∥2, s.t. y j(wTx j+b)−1 ⩾ 0 (2)

(x j,y j)

γ̂ j ⩾ 1

(x j,y j) ξ j ⩾ 0

γ̂ j+ ξ j ⩾ 1 C > 0 C

在多数数据集上会存在噪音 (离群点), 这将造成

线性不可分的问题, 其本质就是样本点 无法满足

函数间隔 的约束条件, 给分离超平面的构建增加

了难度, 甚至无法构建超平面. 解决问题的方法是通过

对每个样本点 添加一个松弛变量 ,  使得

, 并设置一个惩罚因子 ,  是常数, 其值

越大对误分类的惩罚越大, 对噪声的容忍度越低. 松弛

变量的引入将增强模型的容错能力. 加入松弛变量后

的目标函数和约束条件为:
min
w,b,ξ

1
2
∥w∥2+C

N∑
j=1

ξ j

s.t. y j(wTx j+b)+ ξ j−1 ⩾ 0, ξ j ⩾ 0, i = 1.2, · · · ,N

(3)

序列最小优化 (Sequential Minimal Optimization,
SMO) 算法[14]将一个复杂的优化问题转化为一个比较

α∗

b

简单的两变量优化问题, 运用 SMO可以快速求解 和

. 由此可得:

分离超平面为

N∑
i=1

α∗i yi(x · xi)+b = 0 (4)

分类决策函数为

f (x) = sign

 N∑
i=1

α∗i yi(x · xi)+b

 (5)

2.3   混合式特征选择算法

输入: 数据集 Ds
特征集 X
分类算法 SMO

k停止条件控制参数

输出: 最优特征子集 X−

算法步骤:
R f1. 用卡方检验方法计算特征与类别的相关性

R f Xn2. 根据 选择 n 个重要特征集合

Xn S Xn3. 对 进行标准化, 得到标准化特征子集

S Xn X−4. 用 SBS-SVM对 进行特征优选, 得到最优特征子集

S XnSBS-SVM 算法中, 从 中逐一减少特征数, 并

用 SMO算法根据当前特征集进行分类, 评估其分类性

能, 最后得到一个或多个最优特征子集, 并在实验阶段

讨论各最优特征子集的实际分类性能.

SBS-SVM算法

d=|S Xn|1. 　
X−=S Xn2. 　
errd=∞3. 　

d>k4. 　while 
comb(X−,d−1)5. 　　for c in 

res=S MO(Ds,c)6. 　　　

err∗=1−Accuracy(res)7. 　　　

(err∗<errd)8. 　　　if   then
errd=err∗9. 　　　　

X−d =c10. 　　　　

11. 　　　end if
12. 　　end for

X−=X−d13. 　　

d=d−114. 　　

15. 　end while

X−算法第 5–12 行对候选最优特征子集 按照指定

的特征子集数量进行排列组合, 并对每一个特征子集

组合求误差 (性能损失).
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3   实验

实验的数据集选择 Wine, Iris 和 Breast Cancer
Wiscons in   (WDBC) 等 3 个 UCI 的常用数据集 .
Wine 数据集通过化学成分分析推断出葡萄酒的起源,
其包含 178 个样本, 每个样本有 13 个特征值, 特征值

的数据类型是整数或实数, 都是连续变量, 所有样本分

为 3类. Iris数据集通过鸢尾花的 4个特征预测花卉的

种类, 共有 3 种类型, 样本数为 150 个. WDBC 是有关

乳腺癌的数据集, 包含 569个样本, 30个用于诊断的特

征, 诊断结果为 2种类型.
为了对比算法的效果 ,  本文将 SVM、KNN (K

Nearest Neighbor, K最近邻)和 NB (Naive Bayes, 朴素

贝叶斯)3 种分类算法封装到序列后向选择算法中, 对
算法在全体特征、最优特征子集上的分类准确率、拟

合程度等进行比较. 实验中, SBS-SVM 算法的核函数

采用线性核函数, SBS-KNN 算法中 K 的值取 3, SBS-
NB 算法的先验概率为正态分布. 数据集中 70% 的样

本划分为训练集, 30%的样本划分为测试集.
本文的实验环境: Intel(R) Core(TM) i5-6500 CPU

3.20 GHz, 8 GB 内存, Windows7 操作系统, 算法采用

Python3.6实现.
3.1   评价指标

本研究采用的评价指标有三个 :  分类准确率、

F1得分和维度缩减率.
分类准确率的定义如式 (6):

accuracy(y,y′) =
1

nsamples

nsamples−1∑
i=0

1(yi
′ = yi) (6)

yi
′ i yi 1(x)

yi
′ = yi x 1(x)

其中,  是第 个样本的预测值,  是真实值,  是指示

函数, 当 时, 即 值为真, 则 的值为 1, 否则为 0.
F1得分的定义如式 (7):

F1 =
2×P×R

P+R
=

2×T P
2×T P+FP+FN

(7)

P R T P FP

FN

其中,  是查准率,  是召回率,  是真正例,  是假正

例,  是假反例. 对于多分类问题的 F1 得分计算, 本
研究采用 micro-F1, 其定义如式 (8):

micorF1 =
2×microP×microR

microP+microR
(8)

维度缩减率的定义如式 (9):

Dr = 1− (S F/AF) (9)

S F AF其中,  是最优特征子集中的特征数,  是全体特征

Dr数.  的取值范围为[0, 1], 其值越大, 表示维度缩减的

效果越好.
3.2   特征过滤实验

特征过滤实验中, 先用卡方检验方法计算各特征

与类别的相关度, 再选择相关度较高的特征构成重要

特征子集. 如何确定重要特征子集的数量是一个需要

考虑的问题, 表 2中, 缩减率最小的值为 0.385, 根据这

个结果, 考虑将重要特征子集的数量设置为全体特征

数的 70%. 表 1为按 70%优选后的重要特征子集.
 

表 1     卡方检验优选后的重要特征子集
 

数据集 重要特征子集 特征数

Iris 1, 3, 4 3
Wine 1, 2, 4, 5, 6, 7, 9, 10, 12, 13 10

WDBC
1, 2, 3, 4, 6, 7, 8, 11, 13, 14, 16, 17,
21, 22, 23, 24, 25, 26, 27, 28, 29

21

 
 

3.3   算法在重要特征子集上的实验

为了较为全面的评价 SBS-SVM算法效果, 本文对

三个数据集的重要特征子集进行排列组合, 并将其与

SBS-KNN和 SBS-NB两种分类算法进行对比测试, 结
果如图 2, 图 3, 图 4所示.
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1.05

1 2 3

SBS-SVM

SBS-KNN

SBS-NB

特征数

准
确
率

 
图 2    在 Iris数据集上的最高准确率

 

图 2中, SBS-SVM算法在特征数为 1、2、3的三

种情况下都能获得最大准确率为 1 的效果, 而 SBS-
KNN 和 SBS-NB 两种算法都只能在两类特征组合中

取得 1 的准确率. 因为 Iris 数据集的特征数较少, 三种

算法的效果对比并不明显.
在 Wine 数据集上的实验结果中, SBS-SVM 共

有 5种最优特征子集的组合可以获得 1的准确率, SBS-
KNN 算法可以获得 3 种组合的最高准确率, 而 SBS-
NB算法最高只能获得 0.968的准确率. 实验结果如图 3
所示.

在 WDBC 数据集上的实验结果中, SBS-SVM 共

有 6 种最优特征子集的组合可以获得 1 的准确率 ,
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SBS-NB 算法可以获得 4 种组合的最高准确率 1, 而
SBS-KNN算法只在 1种组合上得到 1的准确率. 实验

结果如图 4所示.
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图 3    在Wine特征子集组合上的最高准确率
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图 4    在WDBC特征子集组合上的最高准确率

 

从以上实验结果对比可以看成, SBS-SVM能够在

各种数据集及其特征子集组合上取得较高的分类准确

率, 尤其是特征数较多的数据集, 其效果更加明显.
3.4   算法在最优特征子集上的实验

为了进一步验证基于 SBS-SVM算法的有效性, 将
上一节中识别出的最优特征子集组合进行进一步的测

试. 实验通过将最优特征子集用于重新训练原训练集,
并用原测试集进行测试, 模型评估采用 F1 得分, 实验

结果如图 5、图 6所示.
图 5中, 在特征数为 8的特征子集组合上, 算法在

训练集上和测试集上都能获得较高的 F1得分, 其值分

别为 0.952和 0.946, 且两者之间的差距最小, 意味着该

特征子集组合具有较好的泛化能力.
图 6中, 在特征数为 12的特征子集组合上, 算法在

训练集上和测试集上的 F1得分分别为 0.980和 0.971.
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图 5    在Wine最优特征子集上的实验

 

0.6

0.7

0.8

0.9

1

12 11 10 9 8 7

训练集 测试集

特征数

F
1
得
分

 
图 6    在WDBC最优特征子集上的实验

 

表 2 中, 将三种算法在 WDBC 和 Wine 两个数据

集上进行测试, 选取在训练集和测试集上 F1得分较高

且两个值较为接近的最优特征子集进行比较, 并计算

其维度缩减率 Dr. 可以看出, SBS-SVM算法能够在训

练集合测试集上都取得较高的 F1得分, 且两者之间的

差较小, 避免了过拟合的问题. 在 WDBC 数据集上,
SBS-SVM 与 SBS-KNN 的 Dr 值略小于 SBS-NB, 在
Wine数据集上, SBS-SVM与 SBS-KNN的 Dr 值相同,
略高于 SBS-NB. 从维度缩减率看, 两个数据集的最优

特征子集在不同算法中的表现差异较小.
 

Dr表 2     综合拟合度及 F1得分选择的特征数与 值对比
 

数据集
SBS-SVM SBS-KNN SBS-NB

训练集 测试集 SF Dr 训练集 测试集 SF Dr 训练集 测试集 SF Dr
WDBC 0.980 0.971 12 0.667 0.975 0.942 12 0.7 0.965 0.959 11 0.800
Wine 0.952 0.946 7 0.385 0.963 0.965 7 0.462 0.954 0.933 8 0.385

 
 

3.5   SBS-SVM 中松弛变量的影响实验

SBS-SVM算法中, 松弛变量的选择对实验结果也

会有一定的影响, 本部分实验在两个数据集上对松弛

变量的变化与 F1 得分的关系进行讨论. 在 Wine 数据
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集中选择的特征数为 7, 在 WDBC 数据集中选择的特

征数为 12.
如图 7 所示, 松弛变量的取值对训练集和测试集

都有一定的影响, 但总体影响不大, 在Wine数据集中,
训练集 F1得分最大值和最小值的差为 0.01, 测试集的

F1得分最大值和最小值的差为 0.0175, 在WDBC数据

集上的差别也很小, 在训练集和测试集上的 F1得分最

大值和最小值之差分别为 0.008和 0.019. 所以, 本研究

中所提出的特征选择算法对松弛变量不敏感.
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图 7    松弛变量实验

4   结束语

本文将特征选择分为两个步骤, 首先对特征进行

过滤式选择, 得到重要特征子集; 之后, 对数据进行标

准化缩放; 在包裹式特征选择阶段, 将序列后向选择算

法与支持向量机进行封装, 提出一种 SBS-SVM特征选

择算法 ,  将其与 SBS-KNN 和 SBS-NB 两种算法在

Wine 等 3 个数据集上进行实验, 比较了算法所选择的

不同特征子集的最高准确率, 并根据特征子集在训练

集和测试集上的 F1 得分和拟合度进行最优特征子集

选择. 实验结果表明, SBS-SVM算法在 F1得分和拟合

度上都具有较好的效果, 但其所选择的最优特征子集

在维度缩减率指标上与其他两种算法区分度不明显.
在今后的研究中, 针对无标签数据普遍存在的问题, 进
行无监督的特征降维将是值得关注的研究领域.
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