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摘　要: 随着大型图像集的出现以及计算机硬件尤其是 GPU的快速发展, 卷积神经网络 (CNN)已经成为人工智能

领域的一种成功算法, 在各种机器学习任务中表现出色. 但 CNN的计算复杂度远高于传统算法,嵌入式设备上有限

资源的限制成为制造高效嵌入式计算的挑战性问题. 在本文中, 我们提出了一种基于嵌入式设备的高效卷积神经网

络用于电力设备检测, 根据处理速度评估这种高效的神经网络. 结果表明, 该算法能够满足嵌入式设备实时视频处

理的要求.
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Abstract: With the emergence of large image sets and the rapid development of computer hardware especially GPU,
Convolutional Neural Network (CNN) has become a successful algorithm in the region of artificial intelligence and
exhibit remarkable performance in various machine learning tasks. But the computation complexity of CNN is much
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speed. The results show that the proposed algorithm can meet the requirement of real-time video processing on embedded
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红外热像仪很早就应用于电力设备的检修上, 但

是, 目前电力系统中最主要的状态检测方式是由技术

人员手持热像仪现场诊断或者采集图片分析. 对于规

模庞大的变电站, 仅靠人工诊断任务繁重、效率低, 并

且具有一定的安全风险. 据统计, 电力系统故障事故中

高达 90% 是由于电力设备故障引起, 而发生故障的电

力设备中将在故障早期阶段呈现出异常的过热症状[1],

因此为保证电力系统安全运行, 对电力设备的状态检

修、故障诊断提出了更高的要求. 红外成像技术是通

过探测器检测目标物体表面发射出来红外辐射, 将它

转化成与之相应的电信号, 再通过专门的电信号处理

系统, 获得物体表面的温度分布, 因此红外成像技术十

分适用于电力设备因异常过热症状所导致故障状态

检测.

计算机系统应用 ISSN 1003-3254, CODEN CSAOBN E-mail: csa@iscas.ac.cn
Computer Systems & Applications,2019,28(5):238−243 [doi: 10.15888/j.cnki.csa.006917] http://www.c-s-a.org.cn
©中国科学院软件研究所版权所有. Tel: +86-10-62661041

①  收稿时间: 2018-12-07; 修改时间: 2018-12-25; 采用时间: 2019-01-03; csa在线出版时间: 2019-05-01

238 研究开发 Research and Development

http://www.c-s-a.org.cn/1003-3254/6917.html
http://www.c-s-a.org.cn/1003-3254/6917.html
mailto:cas@iscas.ac.cn
http://dx.doi.org/10.15888/j.cnki.csa.006917
http://www.c-s-a.org.cn


随着深度学习和新型传感器于信息技术的融合得

到广泛研究和认可, 并应用于实际场景中[2], 因此, 可以

通过巡检机器人搭载低功耗嵌入式设备来实现实时视

频处理的无人电力设备智能巡检, 降低作业人员的安

全风险, 代替繁重的人工巡检, 以提高巡检的自动化智

能化. 低功耗的嵌入式设备可以搭载实时视频框架来

实现监控、巡检等任务, 但是嵌入式设备有限的硬件

资源使得无人离线巡检、监控等任务难以推广. 在本

文中, 我们基于深度可分离卷积设计一个高效的卷积

模块, 并改进主流的目标检测算法, 可在嵌入式设备上

实现实时电力设备目标检测.
本文分为四个章节, 第 1 节描述现有的红外图像

目标检测算法和深度学习模型压缩优化; 第 2 节描述

适用于单个嵌入式设备的高效卷积神经网络设计; 第
3章节为实验评估; 第 4章节给出了结论和展望.

1   红外图像目标检测

要实现视频实时电力设备检测的首要步骤就是将

视频流解码成帧, 运用目标检测算法从图像中检测出

电力设备.
传统的方法是从红外图像中找出感兴趣的区域,

中区域中提取信息进行分析匹配. 使用传统方法关键

在于, 获得感兴趣的区域的质量决定了能否较好的获

得电力设备状态的信息. Huda 等[3]使用简单的阈值分

割来获得感兴趣区域. Jaffery等[4]对红外图像采用数学

形态学处理和阈值分割的方法来获得感兴趣区域. 门
洪等[5]先对红外图像采用变换结合的方法来增强图片,
增强后的图片采用 CA 算法进行边缘提取并使用二值

化处理, 最后和 OTSU 算法分割后的红外图像进行融

合. Korman等[6]提出 FAsT-Match(Fast Affine Template
Matching), 在二维放射变换下减小 SAD 误差, 达到近

似全局最优的快速仿射变换匹配算法. 可以看出, 目前

的电力设备红外图像检测的算法较少, 传统的方法需

要人工提取和设计每个设备的特征, 将这些特征应用

到分类器来获得匹配结果, 但是人工提取和设计特征

消耗大量的时间和经历, 且传统算法不很好的将目标

和背景区分出来.
深度学习能够克服传统方法的缺陷, 通过逐层的

特征变换, 将蕴含于数据中的信息映射到新的特征空

间上, 让计算机自动的学习到高层的特征[7], 随着数据

量的增加而增强学习的效果, 获得更高的匹配精度, 这

些特征并且拥有较好的鲁棒性.
R-CNN(Region CNN)[8]最先使用深度学习进行目

标检测. R-CNN 提取某些区域, 对这些区域提取特征,
相比较传统目标检测算法使用人工设计的特征 ,  R-
CNN 使用海量数据来训练卷积神经网络, 并使用卷积

神经网络来提取特征. SPP-Net[9]提出金字塔池化, 接在

最后一个卷积层, 实现网络模型输入任意图片并且输

出固定大小. Fast-R-CNN[10]训练方式简单, 基于多任务

的损失函数设计 ,  不需要再设计 SVMs. Faster-R-
CNN[11]使用 RPN 候选框提取网络, 之后是用 Fast-R-
CNN进行目标检测, 训练时 RPN和 Fast-R-CNN共享

卷积层权重降低时间消耗并提高候选框的质量 .
YOLO(You Only Look Once)[12]对目标检测使用回归方

式, 采用一个单对单的卷积神经网络模型来实现端对

端 (End-to-End)的目标检测, YOLO9000[13]可以识别超

过 9000中目标类别.
深度神经网络复杂、训练大、计算量、参数量大,

模型的部署需要非常强大的硬件设备, 嵌入式设备由

于硬件限制只能部署浅层神经网络, 目标检测精度受

到限制. 要实现工程化, 需要研究深度网络模型的压

缩、降低内存占用、降低功耗、减少计算量和参数量.
剪枝 (Pruning) 是对网络连接的裁剪, 只保留重要性高

的连接, 对模型的参数进行量化 (Quantization) 以减少

模型的体积, 还可以使用哈夫曼编码 (Huffman Coding)
压缩模型[14]. 卷积神经网络计算大部分集中在卷积操

作, 因此压缩模型、提高效率需要设计新型的网络结

构, 谷歌公司提出的 MobileNet[15]根据 Sifre[16]提出深

度可分离卷积 (Depthwise Separable Convolutions)将常

规的卷积分解, 对每个通道单独计算后再进行线性组

合, 显著降低了模型的计算量和参数量.

2   目标检测模型设计

在这一部分内容介绍设计高效的深度神经网络,
基于深度可分离卷积与组逐点群卷积和目标检测算法

部署在 Jeston TX1 上, 以实现离线红外热像仪实时电

力设备检测.
2.1   深度可分解卷积

常规的卷积神经网络大部分计算都集中在卷积操

作上, 因此减少网络模型的复杂都、减少模型的计算

量和减少模型大小的关键是设计高效的卷积层. 深度

可分离卷积[16](Depthwise Separable Convolutions), 它是
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分解卷积的一种形式, 它将常规卷积分解为 Depthwise
卷积和称为 Pointwise 卷积的 1×1 卷积. Depthwise 卷
积将单个滤波器应用于每个输入通道中. 随后 Pointwise
卷积使用 1×1 卷积来组合 Depthwise 卷积. 常规卷积

在一个步骤将过滤并将输入合并成一组新的输出. 而
深度可分离卷积将常规卷积分成两层, 一层用于过滤,
另一层用于合并. 这种分解的卷积层在减少模型的计

算量和模型大小效果显著.

f × f ×m f × f ×n

k× k×m×n

常规的卷积层输入一个特征图 (Feature Map)F 的

大小为 生成一个 的特征图 G .  其中

f 是输入的特征图的宽度和高度, m 是输入通道数, n是
输出通道数. 常规的卷积层通过卷积核 K 参数化, K 的

大小为 , k 为空间维度.
假设 Padding和 Stride为 1, 常规卷积的计算公式

为:

Gk,l,n =
∑

i, j,m
Ki, j,m,n×Fk+i−1,l+ j−1,m (1)

所以常规的卷积计算消耗为:

k× k×m×n× f × f (2)

常规卷积操作具有通过卷积核过滤特征并结合特

征来生成新的效果. 深度可分离卷积将常规卷积分成

两个步骤来减少计算量和压缩模型体积. 深度可分离

卷积由 Depthwise 卷积和 Pointwise 卷积这两层组成,
depthwise卷积对每个输入通道使用单个 Filter, 随后使

用 1×1 卷积也就是 Pointwise 卷积来创建一个深度层

输出的线性组合 .  对这两个层都使用 batchnorm 和

ReLU.
Depthwise卷积对每个输入通道使用单个 Filter计

算公式为:
∧
G k,l,m =

∑
i, j

∧
Ki, j×Fk+i−1,l+ j−1,m (3)

所以 Depthwise卷积的计算量为:

k× k×m× f × f (4)

Depthwise 卷积相对于常规卷积只过滤输入通道

不会将它们组合起来成一个新的特征. 因此, 为了得到

这些新特征, 需要使用 Pointwise卷积也就是 1×1卷积

将 Depthwise卷积的输出再进行结合.
所以深度可分离卷积的计算量为 Depthwise 卷积

计算量与 Pointwise卷积计算量之和:

k× k×m× f × f +m×n× f × f (5)

所以深度可分离卷积与常规卷积的计算量之比为:

k× k×m× f × f +m×n× f × f
k× k×m×n× f × f

=
1
n
+

1
k× k

(6)

2.2   卷积模块设计

本文基于 Depthwise卷积与 Pointwise Group卷积

和 Channel Shuffle[17]的基础上设计一个高效的卷积模

块. 图 1(a) 表示常规的卷积操作, 常规的卷积层后面

接 BatchNorm[18]和 ReLU, 图 1(b)表示 Depthwise卷积

与 Pointwise 卷积的使用方式, 一般在 Depthwise 卷积

与 Pointwise卷积后面连接 BatchNorm和 ReLU.

图 1(c) 是本文设计的卷积模块.Depthwise 卷积没

有改变通道数的能力 ,  上一层通道数量少 ,  则

Depthwise卷积只能在低维空间中提取特征, 效果不显

著. 为了改善这个问题, 在每个 Depthwise 层前加一个

Pointwise卷积用来提升维度, 获得更多的特征.
 

3×3 Conv

BatchNorm

ReLU

3×3 DWConv

BatchNorm

ReLU

1×1 GConv

Linear

1×1 GConv

Channel Shuffle

3×3 DWConv

BatchNorm

ReLU

1×1 Conv

BatchNorm

ReLU

(b)

(c)

BatchNorm

ReLU

(a)

 
图 1    卷积模块对比

 

如表 1所示, MobileNets在 Pointwise卷积也就是

1×1 卷积中花费 94.86% 的计算时间也包含了整个网

络 74.59%的参数.
Pointwise卷积耗时且容易造成有限的通道之间充

满约束损失精度, 使用 Pointwise Group卷积, 也就是带
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组的卷积核为 1×1 的卷积来建立通道稀疏连接. 在多

层 Pointweise 卷积堆叠, 模型的信息流被分割在各个

组内, 引入 Channel Shuffle[17], 使各组间信息能相互交

流, 并且降低卷积运算的跨通道计算量和错误率. 第二

个 Pointwise Group 卷积用来降维, 激活函数在高位空

间能够有效增加非线性, 而在低维空间会破坏特征[19],
于是如图 1(c) 第二个 Pointwise Group 卷积后接一个

Linear Bottleneck. 卷积神经网络大部分计算都集中在

卷积操作上, 设计出来的卷积模块包含一个 Depthwise
卷积与两个 1×1 卷积, 因此该卷积模块与常规的卷积

计算量之比为:

k× k×m× f × f +2×m×n× f × f
k× k×m×n× f × f

=
2
n
+

1
k× k

(7)
 

表 1     MobileNets各网络层类型的资源
 

Type Mult-Adds(%) Parameters(%)
1×1 Conv 94.86 74.59

3×3 DW Conv 3.06 1.06
3×3 Conv 1.19 0.02

Fully Connected 0.18 24.33
 
 

2.3   目标检测

如今先进的目标检测算法都会生成一系列假设的

候选框, 从这些候选框中提取特征, 最后将这些特征输

入到分类器中来判断候选框分目标类别. 对于资源有

限的嵌入式设备来说, 这些目标检测的方法计算量大,
耗时长, 对于单个嵌入式设备难以实现实时检测.

SSD(Single Shot MultiBox Detector)[20]取消中间的

候选框和像素特征的重采样过程, 保证速度的同时保

证了检测的精度. SSD输出一系列离散化的候选框, 候
选框生成在不同层上的特征图且长宽比不同, 经过卷

积神经网络的前馈操作, SSD 生成一系列固定大小的

候选框, 使用小卷积 Filter来预测候选框位置中的目标

类别和偏移即候选框中包含目标种类的概率, 最后通

过极大值抑制方法得到最终的预测结果.
为了使 SSD适用于嵌入式设备, 我们对 SSD进行

改进. 如图 2 所示 SSD 以 VGG-16 网络为基础, 第
6层和第 7层由全连接层改为卷积层, 后接三个卷积层

与平均池化层作为特征提取层. 我们改进的 SSD 使用

Mobilenet取代 VGG-16作为 SSD的基础网络结构, 并
且保留 Conv7, 并将第 7至第 10层标准的卷积层换成

2 . 2 节所提出的卷积模块 ,  并且不断调整 S SD
网络的参数, 调整迭代次数和学习率等超参数, 以获得

最优的检测精度.
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图 2    改进 SSD与 SSD结构对比
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3   实验分析

3.1   数据集

实验数据集由变电站采集而来 ,  包含红外图像

11835张. 为了增加训练样本的数量以及数据样本的多

样性, 对采集到红外图像数据集进行增强, 将数据集中

的图像水平和竖直方向分别平移 0, +1, +2, +4, +6, +8,
−1, −2, −4, −8个像素, 图像内正时针、逆时针旋转 0º,
15º, 30º, 45º, 用人工标注方法对数据集进行标注, 将数

据集分为训练集、验证集、测试集三部分.
3.2   硬件环境

Jetson TX1 拥有先进嵌入式计算机视觉系统, 表
2 列出了 Jeston TX1 的硬件资源. 本文的实验将使用

单个 TX1 进行开发, 部署本文设计的改进的轻量级

SSD算法.
 

表 2     Jetson TX1 硬件资源
 

GPU CPU Memory Storage
NVIDIA Maxwell 64-bit A57 4 GB 64-bit 16 GB
256 CUDA cores CPUs LPDDDR4 eMMC

 
 

3.3   结果分析

本次实验通过读取红外热像仪的视频流解码成帧,
在 Jeston TX1 平台运行视频目标检测算法, 对各类目

标检测算法的速度方面进行比较, 电力设备的检测例

子如图 3所示.
 

表 3     目标检测算法速度 ms/帧
 

模型名称
实验次数

1 2 3 平均

Tiny YOLO 25.85 23.52 23.82 24.40
YOLOv2 90.07 92.31 90.57 90.98
SSD 102.93 106.96 105.07 104.99

MobileNet-SSD 17.63 17.25 18.13 17.67
改进 SSD 18.20 17.74 16.80 17.58

 
 

表 3 显示用我们改进的 SSD 算法与 Tiny YOLO
YOLOv2、SSD、SSD与MoblieNets结合的目标检测

算法在 Jeston TX1平台上读取红外热像仪进行电力设

备检测单帧图像耗时的比较. YOLOv2 和 SSD 都是目

前主流的目标检测算法, 由于计算量大耗时多, 不适用

于单个 Jes ton  TX1 上部署模型 .  T iny  YOLO 在

YOLO 的基础上, 删除了中间的网络层来达到加速的

目的, 代价是网络层数少, 损失精度大. MobileNets-
SSD改进了卷积模块, 降低了计算花费和参数量. 而我

们改进的 SSD 算法, 设计了高效的卷积模块, 保留了

网络的深度的同时显著的提升了速度并且提高各组间

信息的交流降低卷积运算的跨通道计算量.
 

(a) 组合式避雷器检测 (b) 复合氧化物避雷器检测 (c) 组合式避雷器检测 

图 3    检测结果　
 

4   结论与展望

小型高效的深度神经网络模型对于检测、识别等

计算机视觉任务具有重要意义, 消费类产品很多都是

基于嵌入式的终端产品, 计算资源有限, 对于实时视频

检测任务来说是一个巨大的挑战. 我们基于深度可分

离卷积设计了高效的卷积模块, 并改良了主流的目标

检测算法. 实验证明, 在 TX1 上我们的模型能满足电

力设备实时检测的要求, 保持网络深度的同时显著的

提高了运行速度. 接下来的研究工作是如何提高模型

的精度.
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