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摘　要: 提出一种基于 Q-learning算法的建筑能耗预测方法. 通过将建筑能耗预测问题建模为一个标准的马尔科夫

决策过程, 利用深度置信网对建筑能耗进行状态建模, 结合 Q-learning算法, 实现对建筑能耗的实时预测. 通过美国

巴尔的摩燃气和电力公司公开的建筑能耗数据进行测试实验 ,  结果表明 ,  基于本文所提出的模型 ,  利用 Q-
learning算法可以实现对建筑能耗的有效预测, 并在此基础上, 基于深度置信网的 Q-learning算法具有更高的预测

精度. 此外, 实验部分还进一步验证了算法中相关参数对实验性能的影响.
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Abstract: This study proposed a building energy consumption prediction method based on Q-learning algorithm. By
modeling the building energy consumption prediction problem as a standard Markov decision process, combining with the
deep belief network to model the state, we use Q-learning algorithm to achieve the real-time prediction of the building
energy consumption. Based on the building energy consumption data published by Baltimore Gas and Electric Power
Company of the United States, the proposed model were tested and the results show that the Q-learning algorithm can be
used to predict the building energy consumption successfully. Moreover, deep belief network can improve the prediction
accuracy effectively. In addition, some experimental results further verify the influence of related parameters on
experimental performance.
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1   引言

建筑作为能耗占比最大的领域, 虽然自身拥有巨

大的节能潜力, 但是, 随着经济的高度发展, 建筑面临

的高能耗低能效的问题也日益严峻. 近年来, 我国在建
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筑节能领域取得了明显进展, 但从能耗预测的角度看,
建筑能耗预测仍然存在很多不足之处[1]. 构建建筑能耗

预测模型是预测建筑未来时刻能耗、在线控制能耗以

及获取能耗运行最优策略的前提和核心[2–4]. 但是, 建
筑具有面积大、能耗大和能耗复杂等特点, 并且建筑

自身是一个包含多种系统, 设备相互连接的复杂非线

性系统. 因此, 研发精度高、适应性强的能耗预测模型

并非是件容易的事. 从建筑自身来说, 其能耗受到多种

外界因素的影响, 例如外界气候、建筑物自身结构、

内部设备运行特点、人员分布动态特征等, 这些因素

使得建筑物能耗变得更加复杂, 也加剧了能耗预测的

难度. 近年来, 国内外许多业界学者和专家的主要关注

点在于如何在提高建筑能耗预测的准确性并简化能耗

预测模型的同时, 实现在线控制及优化建筑能耗. 建筑

的完整生命周期包括很多环节 ,  如设计、建造、运

行、维护等, 其中每个环节运用的节能方法或者技术

都能够对实现节能的目标产生重要影响, 因此, 能耗预

测在建筑节能中就显得势在必行. 与此同时, 建筑在自

身运行中产生的一大批真实能耗数据被搁置或者直接

丢弃, 并没有真正实现任何价值, 对节能而言, 又是一

种资源浪费.
强化学习在智能建筑领域, 尤其是在建筑节能问题

上已经引起国内外相关学者的广泛关注. Dalamagkidis
等人提出设计一种线性强化学习控制器, 可监督控制

建筑热舒适度、空气质量、光照需求度、噪音等, 与
传统 Fuzzy-PD 相比, 其效果更优[5]; Yu 等人提出了一

种用强化学习在线调整低能耗建筑系统的监督模糊控

制器的无模型方法, 其中用 Q-learning 算法监控建筑

物的能源系统[6]; Bielskis 等人利用强化学习方法构建

室内照明控制器, 通过强化学习方法自适应调节照明

系统, 进而节约能源消耗[7]; Li等人提出一种多网格 Q-
learning方法, 通过近似建筑环境模型求解近似节能优

化策略, 并将初始策略用于精确建筑模型, 在线学习最

优控制策略, 加快算法求解实际问题中的收敛速度[8];
Liu 等人提出基于强化学习 Q-learning 算法监督控制

建筑热质量, 进而节约能源消耗[9]; Yang等人提出基于

强化学习方法的建筑能耗控制方法, 该控制方法运用

表格式 Q 学习和批量式 Q 学习在 Matlab 平台上实现

建筑能耗控制, 实验结果表明, 该方法较其他方法多节

约百分之十的能耗[10]; Zamora-Martínez等人给出一种

利用位置环境在线预测建筑物能耗的方法, 该方法从

一个完全随机的模型或者一个无偏的先验知识获得模

型参数, 并运用自动化技术使得房屋适应未来的温度

条件, 达到节能的效果[11]; Nijhuis等人提出一种基于公

开可用的数据开发住宅负载模型, 该模型运用强化学

习中蒙特卡罗算法, 基于时间使用规律对家庭居住房

屋进行建模, 该模型中主要影响能耗的相关因素为天

气变量、领域特征和人员行为数据, 通过对 100 多个

家庭每周的用电量进行验证, 实验结果表明, 该方法的

预测性能较其他类似方法更精确 [ 1 2 ] ;  L ies je  Van
Gelder等人基于强化学习中蒙特卡罗方法提出一种整

合影响建筑能耗诸多不确定因素的概率分析和设计方

法, 该方法可以合并原模型, 取代原始模型, 并检查潜

在情景的优化结果[13].
本文利用 DBN 将建筑能耗初始状态映射至高维

特征空间, 结合强化学习中 Q-learning算法, 将输出的状

态特征向量作为 Q-learning算法的输入, 实现对建筑能

耗的预测. 实验表明, 运用强化学习进行能耗预测是可

行的, 并且改进后的能耗预测方法精度更高, 这充分说明

了强化学习在建筑能耗预测领域具有很大的研究潜力.

2   相关理论

2.1   马尔可夫决策过程

t

t+1

能成功保留所有相关信息的状态信号就是具有马

尔科夫性 (Markov Property) 的, 而只要具有马尔可夫

性的强化学习问题就被称为马尔可夫决策过程 (Markov
Decision Process, MDP). 马尔可夫性可作如下定义: 假
设强化学习问题中, 状态和奖赏值的数量都是有穷的,
在问题中, 学习器 (Agent)与环境交互, 在 时刻执行动

作后, 会在 时刻获得一个反馈, 在最普通的情况中,
这个反馈可能是基于前面发生的一切, 因此, 这种环境

动态性可以通过概率分布来定义, 如公式 (1)所示:

Pr{xt+1 = x′,rt+1 = r |xt,ut,rt, · · · ,r1, x0,u0 } (1)

t+1

t

然而, 如果状态信号也是有马尔可夫性的, 那么

Agent 在 时获得的环境反馈就只取决于 Agent 在
时刻的状态和动作. 在此情况下, 这种环境动态性可以

通过公式 (2)来定义:

Pr{xt+1 = x′,rt+1 = r |xt,ut } (2)

x′ r xt,ut,rt, xt−1,

ut−1, · · · ,r1, x0,u0

即当且仅当对所有的 ,  , 以及历史 
, 有公式 (1)与公式 (2)相等, 则状态是

具有马尔可夫性的, 即 Agent 在下一时刻获得的反馈

只与上一时刻的状态和动作相关, 这种情况下, 环境和

问题作为一个整体也是具有马尔可夫性的.
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M = (X,U,R,T ) X

U R R(x,u)

x u T

T (x,u, x′) x u

x′

MDP 可以用来对强化学习问题进行建模, 其通常

被定义为一个四元组,  , 其中 表示状态

集合 ;   表示动作集 ;   表示奖赏函数 ,   是指

Agent 在状态 时采取动作 所获得的回报值;  是状态

转移函数,  是指 Agent在状态 下采取动作 后

转移到状态 的概率.

h̄ : X→ U

u = h̄(x)

x u h̃ : X×U → [0,1]

P(u|x) = h̃(x,u)

x u

h x ∈ X u ∈ U

x u h(x,u)

k xk h

xk h uk k+1

R(xk,uk, xk+1)

强化学习的最终目标是要学习到一个能够获得最

大期望累计奖赏的最优策略, 并利用该策略进行决策.
然而, 由于最终计算获得的最优策略可能是一个动作,
也可能是某个动作被选择的概率, 因此, 策略被分为确

定策略 (deterministic policy) 和随机策略 (random
policy)两种. 其中, 确定策略 表示 Agent在某

一状态下执行某一动作, 例如 表示 Agent 在状

态 下执行动作 ; 随机策略 表示 Agent
在某一状态下执行某一动作的概率, 例如

表示 Agent在状态 下执行动作 的概率. 在本文中, 策
略直接用 表示, 策略是每个状态 和动作 在

状态 下执行动作 的概率 的映射. 假设当前时刻

为 , 当前状态为 , 策略为 , 而 Agent 依据当前状态

和策略 执行动作 后, 在 时刻, Agent 通过环境

反馈, 获得的立即奖赏为 . Agent在强化学

习问题中, 不断地重复上述过程, 并且与环境不断交互,
学习到最优策略, 并达到获取最大期望累计奖赏的目的.

Vk(x) Qk(x,u) Vk(x)

x h

Qk(x,u) (x,u)

h Vk(x) Qk(x,u)

对 Agent 在给定一个状态或者状态动作对时, 为
了评估该状态或者状态动作对的好坏程度, 在强化学

习中给出值函数的定义. 几乎所有强化学习算法都是

通过值函数对策略进行评估, 而值函数有状态值函数

和动作值函数 两种 .  其中 ,   表示

Agen t 在当前状态 下遵循策略 的期望回报 ;  而
表示 Agent在当前状态动作对 下遵循策略

所能获得的期望回报.  和 是相应 Bellman
公式的不动点解, 如公式 (3)和公式 (4)所示:

Vh(x) =
∑

u∈U
h(x,u)

∑
x′∈X

T (x,u, x′)

[R(x,u, x′)+γVh(x′)]
(3)

Qh(x,u) =
∑

x′∈X
T (x,u, x′)[R(x,u, x′)

+γ
∑

u′∈U
h(x′,u′)Qh(x′,u′)]

(4)

γ h∗

V∗(x) Q∗(x,u)

其中,  是折扣因子. 最优策略 表示能够获得最大期

望累计奖赏的最优策略, 而最优策略所相应的最优值

函数和最优动作值函数 和 如公式 (5)和 (6)
所示:

V∗(x) =max
u∈U

∑
x′∈X

T (x,u, x′)[R(x,u, x′)+γV∗(x′)] (5)

Q∗(x,u) =
∑

x′∈X
T (x,u, x′)[R(x,u, x′)

+γmax
u′∈U

Q∗(x′,u′)]
(6)

上述两个公式也被称作最优 Bellman公式.
2.2   Q-learning 算法

Q(s,a)← Q(s,a)+α[r+γQmax(s′,a′)−Q(s,a)]

Q-learning 是一种经典的离策略算法, 其更新准

则 :   ,  即
Q-learning 是利用基于行为策略所选择的实际动作来

更新目标策略 Q 值的. Q-learning 算法具体流程如算

法 1所示[14].

算法 1. Q-learning算法

Q(s,a)1. 随机初始化

2. Repeat(for each episode)
s3. 初始化

4. Repeat(for each step of episode)
Q s a5. 利用从 中得到的策略在 中选择

a r s′6. 采取动作 , 得到 , 
Q(s,a)←Q(s,a)+α[r+γmax Q(s′,a′)−Q(s,a)]7. 
s←s′8. 

s9. 直到 是终止状态

Q10. 直到 最优

3   基于 Q-learning算法的建筑能耗预测方法

3.1   建筑能耗状态表示

DBN 可以应用在多种领域的问题中, 例如执行非

线性维数减少、图像识别、视频序列和动作捕捉数据

等问题. 此外, DBN 可以根据不同的抽象层将学习任

务分解成相应的子问题.

v h

DBN由很多限制玻尔兹曼机堆叠在一起, DBN是

一个时滞神经网络, 主要分为可视层 和隐层 , 每一层

之间存在相关链接, 但每一层内的单元之间不存在相

互链接. 隐层每个单元的作用主要在于获取可视层单

元的输入数据所具有的高阶数据的特征, 因此, 由可视

层和隐层链接配置的能量被定义为:

E(v,h) = −
∑
i, j

vih jWi j−
∑

i

viai−
∑

j

hib j (7)

i j wi j i

j vi v j

i j ai b j∑
i, j

vih jWi j

其中,  表示可视层节点,  表示隐层节点,  表示第 个

可视单元与第 个隐层单元之间的权重. 此外,  和 表示

第 个可视单元与第 个隐层单元的状态,  和 表示可

视层与隐层的偏置向量.  表示隐层和可视单元
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∑
i

viai
∑
j

hib j

p(v,h)

之间的输出与它们的相关权重的乘积和;  和

分别表示可视层和隐层的输出. RBM定义了一个联合

的概率 , 覆盖了隐层和可视层.

p(v,h) =
e−E(v,h)

Z
(8)

Z =
∑

v,he−E(v,h)

v

p(v) =
∑

h p(v,h)

其中,  表示归一化常数. 为了确定一个由

状态 表示的数据点的概率 ,  通常使用边缘概率

对隐藏层的状态进行求和. 对于可见层

或者隐藏层任意给定点的输入都可以用上述方程计算

概率. 为了确定模型中的条件概率, 这些值被进一步用

于执行推理. 为了使模型的可能性最大化, 必须要计算

出关于权重对数的梯度. 式 (7)中第一项的梯度在一些

代数运算之后可以写成:

∂ log(
∑

h exp(−E(v,h)))
∂Wi j

= vi · p(h j = 1 |v ) (9)

在 RBM 中隐藏层和可视层被激活的概率可以用

下面的公式来表示:

p(h j = 1 |v )=σ(b j+
∑

i

viW ji) (10)

p(v j = 1 |h )=σ(a j+
∑

j

hiW ji) (11)

σ(·)其中,  表示 sigmoid函数. 此外, 为了学习一个 RBM,
在训练数据中, 权重向量更新公式如下:

∆Wi j =
∂ log(p(v,h))
∂Wi j

= ⟨vih j⟩0−⟨vih j⟩∞ (12)

⟨vih j⟩0 ⟨vih j⟩∞其中,  表示样本数据分布的期望,  表示模

型分布下的期望.

x l hk

总的来说, 一个深度信念网络是由一个任意的数

字给出的. 其中, 可视层 (输入向量) 和 层隐层 的之

间的联合分布的定义如公式 (13)所示:

p(x,h1, · · · ,hk) =
l−2∏
k=0

p(hk
∣∣∣hk+1 )p(hl−1,hl) (13)

p(hk
∣∣∣hk+1 ) k

p(hl−1,hl)

其中,  指可视层在 RBM第 层的隐层单元的

条件分布概率;  指在顶层的 RBM 中可视层

和隐层的联合分布概率.

v(i) h1( j) h2(k) h3(l)

如图 1所示, 一个 DBN包含 1个可视层和 3个隐

层, 其中,  层是可视层;  ,  和 是隐层. 可
视层的每个单元代表真实值 ,  隐层的每个单元代表

2 进制的神经元. DBN 可以通过贪心无监督的方法进

行训练, 通过从下到上的顺序分别训练其中的每一个

RBM, 使用隐层的输出作为下一个 RBM的输入, 直到

最后一个 RBM被训练结束. 此外, DBN通过在模型的

底层修改初始状态以此推断出最顶层的隐藏层, 从而

将从环境中获取的初始状态映射到二值状态空间.
 

……

……

……

…… 可视层

隐层

RBM

Wij

h3 (l)

h2 (k)

h1 (j)

v (i)

 
图 1    DBN框架图

 

3.2   环境建模

[1,5]

X U X
U ∈ [1,5] [1,5]

从历史数据可知, 每个时刻测量的能耗值在区间

. 将连续三个时刻的历史能耗作为 DBN 的输入,
用于表示当前的状态, 并利用 DBN对当前状态进行特

征提取. 经过 DBN 特征提取后, 将最终计算出的输出

的状态表示值作为强化学习 Q-learning 算法的输入,
即状态集 . 在 Q-learning算法中, 动作 与状态 是对

应的, 即 , 通过在区间 上选择最优动作, 达
到预测下一时刻能耗值的目的.

Et+1

et+1 E =
∣∣∣Et+1− et+1

∣∣∣假设预测的下一时刻的能耗值用 表示, 实际的

能耗值用 , 则两者之间的误差为 . 奖
赏被建模为一个负值的变量, 相当于预测结果的惩罚

值, 如公式 (14)所示:

r = −E (14)

r

r

即当预测的能耗值与实际能耗值越接近, 获得的 值就

越大, 反之, 获得的 值就越小.
3.3   基于 Q-learning 算法的建筑能耗预测算法

DBN 将从环境中获取的初始状态映射到一个二

值状态空间, 并且将获得的状态作为 Q-learning 算法

的输入, 基于 Q-learning 算法的建筑能耗预测算法具

体流程如算法 2所示.

算法 2. 基于 Q-learning算法的建筑能耗预测算法

X1. 初始化 DBN, 输入状态集

2. For each RBM in DBN
3. Repeat

x∈X4. For each 
RBMvisible=x5. 令 RBM可见层

6. 执行 RBM, 训练出 RBM的参数

7. 更新 RBM的权重及各个节点的偏置, 固定 RBM的参数
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8. End for
9. Until converge

x∈X10. For each 
RBMvisible=x11. 令 RBM可见层

RBMhidden12. 推断出

RBMhidden13. 将 作为下一个 RBM的可见层

14. End for
15. End for

X16. 将最后计算出的 作为 Q-learning算法的状态集

Q(s,a) s∈X17. 随机初始化 ; 
18. Repeat(for each episode)

s19. 初始化

20. Repeat(for each step of episode)
Q s α21. 利用从 中得到的策略在 中选择

α r s′22. 采取动作 , 得到 , 
Q(s,a)←Q(s,a)+α[r+γmax Q(s′,a′)−Q(s,a)]23. 
s←s′24. 

25. 直到是终止状态

26. 直到最优

4   实验及结果分析

4.1   实验设置

α = 0.4
γ = 0.99

为了验证本文所提出的建筑能耗预测方法的有效

性, 本章节采用的实验数据是美国巴尔的摩燃气和电

力公司记载的建筑能耗数据, 具体时间为 2007年 1月
至 2017年 12月. 本节以其中 General Service(< 60 kW)
部分数据为实验数据集 ,  如图 2 所示 ,  子图 1 表示

2017 年 9 月共 30 天的能耗数据 ,  子图 2 展示的是

2017 年 9 月 23 日至 9 月 29 日共一周 7 天的能耗数

据, 图 2 中数据采集的步长为 1 次/1 h. 在所有实验中,
数据集分为两部分, 一部分用于模型的训练, 一部分用

来评估该能耗预测方法的性能, 学习速率 , 折扣

因子 .
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图 2    能耗实际值

4.2   实验结果分析

图 3 和图 4 主要展示了 Q-learning、基于 DBN
的 Q-learning 算法对一个星期的建筑能耗预测值与实

际值的对比图, 横坐标表示时间, 纵坐标表示建筑能耗.
在实验过程中, 每个算法都被独立执行 20 次, 图中的

数据即 20 次实验的平均值. 从两幅图中可以看出, 两
种算法都可以预测出未来一周的建筑能耗值. 因此, 用
DBN 构建能耗动态模型, 并采用 Q-learning 算法进行

建筑能耗预测的方法是可行的. 此外, 从图中可以清晰

地看出, 改进的基于 DBN的 Q-learning算法的能耗预

测准确性较经典 Q-learning 算法更高, 主要原因是通

过 DBN构造高维特征向量, 进一步提高函数逼近器的

泛化能力, 提高算法预测的准确性.
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图 3    Q-learning算法能耗预测值与实际值对比
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图 4    基于 DBN的 Q-learning算法能耗预测值与

实际值对比
 

表 1 主要表示了 DBN 隐藏层神经元个数不同时,
不同算法对能耗预测的性能分析. 表格中的数据表示

建筑能耗实际值与预测值的均方根误差, 表格中的数

据是算法被独立执行 20次的平均值. 从表 1还可以看

出相同算法在不同隐藏层神经元的个数下, 算法的性

能也不一致, 当隐藏层神经元个数为 5, 10, 20, 50,
100时, 建筑能耗的预测值与实际值的均方根误差分别
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为 0.325, 0.225, 0.122, 0.127, 0.138. 由此可以看出, 神
经元个数越少, 预测的准确性越差, 而神经元个数越多

时, 预测的准确性越好, 但是当神经元数量足够多时,
预测的准确性几乎保持一致, 甚至准确性变差. 由此可

见, 为了提高建筑能耗预测的准确性, 选择合适的隐藏

层神经元个数是有必要的, 由表 1 可知, 本文中, 隐藏

层神经元个数取 20.
 

表 1     神经元个数对基于 DBN的 Q-learning算法

预测性能的影响
 

神经元数量 5 10 20 50 100
RMSE value 0.325 0.225 0.122 0.127 0.138

 
 

表 2主要表示了不同 α 值以及在不同数据步长对

基于 DBN的 Q-learning算法预测性能的影响分析. 表
格的第一行表示 α 的不同取值, 表格的第一列表示数

据的步长, 即每个数据之间的时间间隔分别为 1 h, 1
day, 1 week和 1 month. 表格中的数据表示建筑能耗实

际值与预测值的均方根误差 ,  都是算法被独立执行

20 次的平均值. 由表 2 可以清晰地知道, 当数据步长

为 1 h 时, 尽管 α 的取值在不断变化, 建筑能耗的预测

值与实际值的均方根误差总是比较稳定, 预测的准确

性较高; 当数据步长为 1 week 时, α 取值越大, 建筑能

耗的预测值和实际值的均方根误差越小, 预测的准确

性相对较低; 而当数据步长为 1 week 和 1 month 时,
α 取值越大, 建筑能耗的预测值和实际值的均方根误差

越大, 预测的准确性更低. 同样的, 当 α(α≥0.4) 取值一

致时, 数据的步长越小, 建筑能耗的预测值和实际值的

均方根误差越小, 预测的准确性越高; 数据的步长越大,
建筑能耗的预测值和实际值的均方根误差越大, 预测

的准确性越低. 综上所述, 为了最大化能耗预测的准确

性, 这里我们选取数据步长为 1 h, α 取值我们选取 0.4.
 

α表 2     不同 值及不同数据步长对基于 DBN的

Q-learning算法预测性能的影响
 

数据步长
α 值

0.2 0.3 0.4 0.5 0.6 0.7
1 h 0.136 0.132 0.122 0.119 0.129 0.135
1 day 1.233 1.156 0.985 0.912 0.685 0.843
1 week 1.312 1.114 1.109 1.112 1.698 1.723
1 month 1.205 2.209 2.352 2.417 2.423 2.436

 
 

5   结束语

本文提出一种基于 Q-learning 算法的建筑能耗预

测模型. 该模型通过深度置信网自动提取特征, 并利用

贪心无监督的方法自下而上地训练深度置信网中的每

一个 RBM. 所提出的模型将隐层的输出作为下一个

RBM 的输入, 实现对能耗状态的预处理, 并以此构建

高维状态向量. 此外, 该模型将能耗预测问题建模为一

个标准的马尔可夫决策过程, 将深度置信网的输出状

态向量作为 Q-learning算法的输入, 利用 Q-learning实
现对能耗的实时预测. 为了验证模型的有效性, 本文采

用美国巴尔的摩燃气和电力公司记载的建筑能耗数据

进行测试实验, 实验结果表明, 所提出的模型可以有效

地预测建筑能耗, 并且基于 DBN的 Q-learning算法较

传统的 Q-learning 算法有较高的预测精度. 此外, 本文

还进一步分析了相关参数对算法性能的影响.
本文主要对单一固定建筑能耗进行预测, 下一步,

将考虑对多样变化的建筑能耗进行预测和迁移研究,
同时不断完善模型, 更好地实现建筑能耗预测, 进一步

达到建筑节能的目的.
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