
  

基于最大相关熵准则的鲁棒度量学习算法①
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摘　要: 度量亦称距离函数, 是度量空间中满足特定条件的特殊函数, 一般用来反映数据间存在的一些重要距离关

系. 而距离对于各种分类聚类问题影响很大, 因此度量学习对于这类机器学习问题有重要影响. 受到现实存在的各

种噪声影响, 已有的各种度量学习算法在处理各种分类问题时, 往往出现分类准确率较低以及分类准确率波动大的

问题. 针对该问题, 本文提出一种基于最大相关熵准则的鲁棒度量学习算法. 最大相关熵准则的核心在于高斯核函

数, 本文将其引入到度量学习中, 通过构建以高斯核函数为核心的损失函数, 利用梯度下降法进行优化, 反复测试调

整参数, 最后得到输出的度量矩阵. 通过这样的方法学习到的度量矩阵将有更好的鲁棒性, 在处理受噪声影响的各

种分类问题时, 将有效地提高分类准确率. 本文将在一些常用机器学习数据集 (UCI) 还有人脸数据集上进行验证

实验.
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各种机器学习算法[1–3]的效果与输入空间给定的

度量[4]息息相关. 例如 K-means、KNN、SVM 等算法

需要已知的度量来反映数据间的相互关系. 比如人脸

分类的问题, 假设要计算不同人脸之间的相似度或距

离, 用于聚类或分类, 这时就需要构建一个距离函数去

强化合适的特征如发色和脸型等; 而如果目标是识别

姿势, 那么就需要构建一个捕获姿势相似度的距离函

数. 为了处理各种各样的特征相似度, 可以在特定的任

务通过选择合适的特征并手动构建距离函数. 然而这

种方法会需要很大的人工投入, 也可能对数据的改变

非常不鲁棒[5]. 度量学习作为一个理想的替代, 可以根

据不同的任务来自主学习出针对某个特定任务的距离

度量函数.
度量学习是机器学习领域的一个基本问题. 它对

许多真实世界的应用程序至关重要. 度量学习方法广

泛应用于人脸识别[6]、物体识别、音乐的相似性、人

体姿势估计、信息检索、语音识别、手写体识别等领

域. 目前已经有许多用于距离度量学习的算法被提出

来了. 它们通常分为两类: 无监督度量学习和有监督度

量学习[7,8]. 无监督的距离度量学习, 亦称为流形学习[9],
其中经典的算法有等距映射 ISOMAP[10], 局部线性嵌

入 Local Linear Embedding (LLE)以及拉普拉斯特征映

射 (Laplacian Eigenmap, LE)[11]等等. 而有监督距离度

量学习方面, 其中一部分有监督距离度量学习充分利

用数据的标签信息来学习距离度量, 比如 Information-
theoretic metric learning(ITML)[12], Mahalanobis Metric
Learning for Clustering (MMC)和Maximally Collapsing
Metric Learning (MCML)[13], 还有的有监督距离度量学

习会同时考虑数据的标签信息和数据点之间的几何关

系 ,  比如 Neighbourhood  Components  Analys i s
(NCA)[14], Large-Margin Nearest Neighbors (LMNN)[15],
Relevant Component Analysis (RCA)[16], Local Linear
Discriminative Analysis (Local LDA)[17]. 另外还有曾经

提出过在线学习算法的 Regularized Distance Metric
Learning (RDML) [18]. 本文主要关注有监督的距离度量

学习.
虽然在有监督的度量学习领域已经有上述这么多

的研究成果, 但是很少的方法可以有效地处理噪声环

境. 这些已有的算法鲁棒性受到现实中各种噪声环境

的影响, 分类准确率往往不尽人意, 这时就需要一种具

有良好鲁棒性的度量学习算法来对抗噪声影响. 本文

结合信息论 [ 1 9 ]中的最大相关熵准则 (Max imum

Correntropy Criterion, 以下简称 MCC)[20], 提出了一种

基于最大相关熵准则的距离度量学习算法. 最大相关

熵准则在信息论中用来处理受到各种噪声影响的信号

分析, 可以有效地提高信号分析的鲁棒性. 本文旨在通

过将最大相关熵准则的核心高斯核函数引入到度量学

习中, 通过学习得到具有良好鲁棒性的距离度量矩阵,
再使用学习到的距离度量矩阵解决一些受到各种噪声

影响的分类问题 .  本文将在机器学习常用数据集

UCI还有人脸数据集 YALEB上进行验证实验. 实验结

果表明, 通过基于最大相关熵准则的度量学习方法学

习到的距离度量矩阵拥有良好的鲁棒性, 可以有效提

高噪声环境下的各种数据集的分类准确率.

1   相关理论

1.1   度量学习

χ ∀−→xi ,
−→x j,
−→xk ∈ χ在向量空间 上的任意向量 ,  如果

满足:
D

(−→xi ,
−→x j

)
+D

(−→x j,
−→xk

)
⩾ D

(−→xi ,
−→xk

)
(1) 

D
(−→xi ,
−→x j

)
⩾ 0(2) 

D
(−→xi ,
−→x j

)
= D

(−→x j,
−→xi

)
(3) 

D
(−→xi ,
−→x j

)
= 0 −→xi =

−→x j(4)  等价

χ D : χ×χ→ℜ+0那么向量空间 上的映射 就被称为

度量 (metric). 严格来说, 如果一个映射只满足前三个

特性而不满足第四个, 就被称为半度量 (pseudometric).
但是, 为了简化接下来的问题, 通常就把半度量认为等

同于度量, 只在必须要指出不同的时候点明.
χ ∀−→xi ,

−→x j ∈ χ对向量空间 上的任意向量 , 它们的欧氏

距离是:

D
(−→xi ,
−→x j

)
=

∥∥∥−→xi −−→x j
∥∥∥2

2 (1)

−→xi L−→xi如果给它们都做一个线性变化将 变为 , 那么

这个平方距离就会变为:

DL
(−→xi ,
−→x j

)
=

∥∥∥∥L
(−→xi −−→x j

)∥∥∥∥2

2
(2)

将这个公式展开之后会有:

DL
(−→xi ,
−→x j

)
=

(−→xi −−→x j
)T

LTL
(−→xi −−→x j

)
(3)

设定:

M = LTL (4)

通过这样的变化得到的 M 一定是一个正的半正

定矩阵[21], 也就是不含有负的特征值. 将公式 (4) 带入
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公式 (3)之后得到基于这样的 M 的平方距离:

DM
(−→xi ,
−→x j

)
=

(−→xi −−→x j
)T

M
(−→xi −−→x j

)
(5)

这种形式的半度量被称为马氏度量. 通常, 这个名

词被用来描述高斯分布的二次形式, 其中矩阵 M 是协

方差矩阵的转置. 但是这里, M 用来指代任何正的半正

定矩阵. 公式中的距离可以被看作欧氏距离的一般化.
实际上, 如果把 M 设置为单位阵 I, 那么马氏距离也就

变为了欧氏距离.
于是, 在求解马氏距离度量时, 可以从两方面来求

解, 分别是矩阵 L 以及矩阵 M. 如果直接求解 L, 那么

对于 L 没有额外的限制, 但是如果直接求解 M, 需要注

意 M 一定是正的半正定矩阵. 其中, M 或者 L 也被称

为度量矩阵, 度量学习就是对 M 或者 L 进行学习.
1.2   相关熵

在实际计算机视觉情境中, 物体识别、人脸识别

等常常会受到各种噪声的干扰, 主要是因为噪声造成

不可预测的自然偏差. 这也就意味着当这样的偏差或

者噪声存在于样本中时, 会对计算机预测它们的分类

造成严重干扰. 这些偏差无法忽视, 需要特别处理.
在信息论中, 相关熵的概念被提出用于处理受到

噪声干扰的场景. 相关熵实际上和用于预估数据分布

的二次熵有关. 比如:两个随机变量 A 和 B 之间的局部

相似度度量为:

Vσ (A,B) = E [kσ (A−B)] (6)

kσ (·)

{(
A j,B j

)}m

j=1

在这里,  是一个核函数, E 是一个求期望运算.
它利用核方法将输入空间向高维空间做非线性映射.
不同于传统的核方法, 它只与样本对有关. 实际应用中,
函数 A 和函数 B 的联合概率密度函数通常是未知的,

只有有限的数据 可以使用. 因此, 相关熵可

以被估算为:

Vm,σ (A,B) =
1
m

m∑
j=1

kσ
(
A j−B j

)
(7)

kσ (·) g (x) ≜ exp
(
− x2

2σ2

)
这里,  是高斯核函数 .

基于公式 (7), 可以进一步扩展基于样本对的相关

熵准则 .   L i u 等 [ 2 0 ]进一步提出相关熵推导度量

(correntropy induced metric), 也就是 CIM. 这里的

CIM 和本文的度量学习并不是同一个概念. 本文关注

的是进一步推导出来的最大相关熵准则.
对于任意两个同维向量 A=(a1 ,  a2 ,  …   ,  am) 和

e j = a j−b j

B=(b1, b2, … , bm), 相减得到 E=A–B=(e1, e2, … , em). 其
中 .

CIM (A,B) =

g (0)− 1
m

m∑
j=1

g
(
e j

)
1
2

=

g (0)− 1
m

m∑
j=1

g
(
a j−b j

)
1
2

(8)

e j其中,  的相关熵即

max
θ

1
m

m∑
j=1

g
(
e j

)
(9)

被称为最大相关熵准则 (Maximum Correntropy
Criterion, 缩写为 MCC). 相关熵的核心在于高斯核

函数.

2   本文方法

大部分的度量学习目标都是学习到一个合适的马

氏距离, 学习到的马氏距离可以进一步用于机器学习

中的聚类和分类等基本问题, 可以有效提高 K-means、
KNN、SVM等算法效果. 但是已有的各种度量学习方

法没有针对现实存在的各种噪声进行深入研究, 而噪

声往往会造成不可预测的自然偏差, 这些偏差无法忽

视, 需要采用一定的方法来消除它们带来的不良影响.
在信息论中, 最大相关熵准则用来处理受到各种

噪声影响的信号分析. 如果可以将它引入到度量学习

中, 那么理论上是可以学习到一个具有良好鲁棒性的

度量矩阵. 本文尝试将最大相关熵准则引入到度量学

习中, 主要在于利用它的核心, 也就是高斯核函数,构建

度量学习的目标损失函数, 然后采用梯度下降法, 学习

到一个鲁棒度量矩阵.
2.1   损失函数

假设向量 A, B 是给的样本对的特征向量.

X = A−B (10)

Y = 1 Y = −1

公式 (10) 表示向量 X 是样本对的特征向量的差,
如果有 k 个样本, 那么就会有 k×(k–1)/2 个样本对, 用
m 来表示样本对的数量, 用 n 表示样本的特征数. 与之

对应的 Y 表示原来的两个样本是否是同一类, 如果是

同一类,  ,如果不是同一类,  .
在将最大相关熵准则引入度量学习之后,优化目标

函数为
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max
L

1
n

m∑
t=1

yt

n∑
i=1

g
(−→
Li · −→xt

T
) (11)

为保证稳定性[21, 22], 同时防止过拟合, 加入稀疏项

(目标矩阵的 F范式的平方)后得到优化目标函数为:

max
L

1
n

m∑
t=1

yt

n∑
i=1

g
(−→
Li · −→xt

T
)
−λ∥L∥2F

 (12)

或者用求最小化目标函数来表示为:

min
L

−1
n

m∑
t=1

yt

n∑
i=1

g
(−→
Li · −→xt

T
)
+λ∥L∥2F

 (13)

−→
Li其中,  是目标学习度量矩阵 L 的第 i 行.

(xt,yt) xt

yt = 1

yt = −1

是处理后的样本集,  是两个个体之差异. 当

两个个体是同类时 ,   ;  当两个个体是异类时 ,

.

g (x) =
1
√

2πσ
exp

(
− x2

2σ2

)
(14)

2.2   优化方法

梯度下降法在求解机器学习算法的模型参数, 即

无约束优化问题时, 梯度下降 (Gradient Descent) 是最

常采用的方法之一. 在机器学习算法中,在最小化损失

函数时, 可以通过梯度下降法来一步步的迭代求解, 得

到最小化的损失函数和模型参数值.

f (θ)

− f (θ)

梯度下降法和梯度上升法是可以互相转化的. 比

如我们需要求解损失函数 的最小值, 这时我们需要

用梯度下降法来迭代求解. 但是实际上, 我们可以反过

来求解损失函数 的最大值, 这时梯度上升法就派

上用场了. 但是这里, 我们采用的是梯度下降法, 同时

采用的损失函数也是公式 (13).

梯度下降法的算法过程:

θi(1) 确定当前位置的损失函数的梯度, 对于 ,其梯

度表达式如下:

∂ f (θ1, θ2, · · · , θn)/∂θi (15)

a∗∂ f (θ1, θ2, · · · , θn)/∂θi

(2) 用步长 a 乘以损失函数的梯度, 得到当前位置

下降的距离, 即 .

θi

ε ε θi (i = 1,

2, · · · ,n)

(3) 确定是否所有的 , 其梯度下降的距离都小于

,  如果小于 则算法终止 ,  当前所有的  

即为最终结果. 否则就进入步骤 (4).

θ θi(4)更新所有的 , 对于 , 其更新表达式如下. 更新

完毕后继续转入步骤 (1).

θi = θi−a∗∂ f (θ1, θ2, · · · , θn)/∂θi (16)

在将梯度下降法用于损失函数的处理中,为了合理

的使用梯度下降法, 采用 min形式的目标函数.
将高斯核函数 (14) 代入公式 (13) 中最后得到的

损失函数是:

min
L

−1
n

m∑
t=1

yt

n∑
i=1

exp

−
(−→
Li · −→xt

T
)2

2σ2

+λ∥L∥2F
 (17)

对这个损失函数求梯度, 也就是对目标度量矩阵

的每一行求偏导, 得到:

1
√

2πσ3

1
n

m∑
t=1

−→xt

(−→
Li · −→xt

T
)
yt exp

−
(−→
Li · −→xt

T
)2

2σ2

+2λ
−→
Li (18)

2.3   模型具有良好鲁棒性原因分析

相关熵的核心在于高斯核函数, 高斯函数的形状

如图 1所示.
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图 1    高斯函数

 

x1 x2变量 和 的高斯核函数是这样的:

Kσ (x1, x2) =
1
√

2πσ
exp

(
−∥x1− x2∥2

2σ2

)
(19)

D2 = ∥x1− x2∥2不妨设定 .

σ从图 1中, 可以明显看出 可以控制损失函数对距

离的敏感程度, 是一个重要参数.
x1

x2 x2 D2 = ∥x1− x2∥2

exp
(
− D2

2σ2

)
分析相关熵拥有良好的鲁棒性的原因: 假如 和

是同类, 但是 有噪声, 那么 是远大于

0的, 我们在梯度更新公式 (16)中可以看到, 求导后包

含 项的, 由于 D2 是远大于 0 的, 那么这一项

是趋于 0的, 从图 1中也可以看出. 因此带有噪声的个
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体对于梯度更新影响是很小的, 因此最大相关熵准则

拥有良好的鲁棒性.
2.4   算法设计

算法 1. 基于最大相关熵准则的鲁棒度量学习算法

(x1,y1),(x2,y2),··· ,(xk ,yk) ε

λ

输入: 样本 ,学习速率 r, 收敛条件 , 正则化项系

数 .
输出: L

(x j−xk ,yt) yt=1

yt=−1

1) 样本转化为样本对 , 当样本对中两个样本是同类时,  ;
当两个样本是异类时,  .
2) 初始化 L 为单位阵 I, 依据公式 (15)计算初始损失函数值 loss.
3) 选择学习速率 r 开始梯度下降, 得到新的目标度量矩阵 L_new 和

损失函数 loss1.
4) 再次梯度下降, 得到新的目标度量矩阵和损失函数 loss2.

|loss1−loss2|/ |loss2−loss|<ε5) 重复 2)、3)步骤, 直到满足   .
6) 最后得到的 L_new 也就是需要的最后输出 L.

3   实验结果与分析

3.1   参数设置

λ σ

ε

通过公式可以看出, 实验有 4 个主要参数,分别是

正则化项系数 , 控制对距离的敏感程度高斯参数 , 学
习速度 r, 收敛判断条件 .

λ σ

ε

作为正则项系数, 可以控制模型的复杂程度.  作

为高斯核参数, 可以控制损失函数对距离变化的敏感

程度, 学习速度 r 可以调整模型的拟合时间, 好的速度

可以使模型快速拟合, 又不至于过拟合或者陷入死循

环, 收敛判定条件 可以给定合适的拟合临界点, 使得

拟合的模型更好的收敛, 更好的完成分类任务.
λ σ

ε

最开始判定的正则项系数 与高斯参数 范围是

[10–6,103]之间, 采用 10的指数阶变化; 学习速度 r 变化

范围在[10–5,1]之间, 同样采用 10 的指数阶变化; 收敛

条件 取损失函数的当前迭代变化的绝对值除以总的

变化的绝对值, 范围在[10–5,10–2]之间, 也采用 10 的指

数阶变化.

ε

λ σ

ε λ σ

λ σ

由于有 4 个主要参数需要调整, 实验中先调整变

化范围小的 r 和 , 然后将其固定, 再调整变化范围大

的 和 . 经过在 car evaluation database、teaching
assistant evaluation database, balance scale weight &
distance database, glass identification evaluation
database这四个数据集上的多次反复试验, 通过取定不

同的 r 和 , 测试变化范围内的 和 .发现最佳分类准

确率往往在这 4 个核心参数设置在如下变化范围内:
正则项系数 与高斯参数 范围是[10^–4,10^2]之间采

用 10 的指数阶变化 ;  学习速度 r 基本可以设定为

10^–4; 收敛条件取损失函数的相对变化, 基本可以设

定为 10^–3. 经过实验确定了参数范围后, 将可以极大

地降低 metric 学习时间, 同时学习到鲁棒性更好的

metric.
3.2   对比实验简介及对应参数设置

与本文中所提出的基于最大相关熵准则的度量学

习算法做对比实验的是 ITML、LMNN和 RDML三种

算法.
ITML 是 Davis JV 等人在文献[12]中提出的与信

息论相关的度量学习算法. 算法的思想是在距离函数

约束条件下将两个多元高斯之间的差分相对熵 (KL散

度) 最小化, 从而形成待解问题. 然后将这个问题转化

为一个特定的 Bregman 优化问题来表达求解. 实验中

需要设置的参数是松弛系数. 实验时设置松弛系数按

10的指数阶变化, 然后通过验证集选出最佳松弛系数,
最后应用到测试集中. 由于 ITML 每次实验得到的结

果并不固定,因此每组做 10次实验, 然后取平均值.
LMNN 是 Weinberger KQ 等人在文献[15]中提出

的经典度量学习算法. 算法的核心思想在于, Metric是
以 k 个最近邻总是属于同一个类, 而不同类的例子是

大幅分开为目标来进行训练的. 另外此方法在处理多

分类的问题时不需要修改或扩展. 实验中该方法的参

数直接通过验证集学习到, 然后应用到测试集中. 由于

LMNN 每次实验得到的结果也不固定, 同样每组做

10次实验, 然后取平均值.
RDML 是 Jin R 等在文献[18]中提出的度量学习

算法. 算法提出在适当的约束下, 正则化距离度量学习

可以独立于维度, 使其适合处理高维数据. 在实验中需

要设置的参数是正则项系数. 实验时设置正则项系数

按 10的指数阶变化, 然后通过验证集选出最佳正则项

系数, 最后应用到测试集中.
3.3   UCI 标准数据集上的实验结果

数据预处理: 为了模拟实际噪声影响, 本文在实验

中给实验数据集全部加了高斯噪声.具体的加噪方法

是: 先选择需要加噪的样本和特征维度, 求取对应特征

维度的平均值 mean 和方差 std, 利用Matlab中的随机

函数 normrnd ,  给这些样本的对应维度的特征加上

[0,std]之间的噪声. 加噪样本数量比例是 50%, 加噪特

征比例是 50%. 在专用的机器学习数据集 UCI 上选取

了 4个数据集 car evaluation database, teaching assistant
evaluation database, balance scale weight & distance
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database, glass identification evaluation database (下载地

址: http://archive.ics.uci.edu/ml/index.php), 在这四个数

据集上分别进行实验. 其中 car evaluation database是汽

车评价数据集, 有 6个特征, 分别是购买价格、维修价

格、车门数量、座位数、后备箱大小以及安全性. 汽
车种类共有 4类, 一共 1728个样本. Teaching assistant
evaluation database是助教评价数据集, 一共 5个特征,
分别是助教母语、课程指导员、课程、是否夏季课程

以及班级大小. 该数据集一共分 3类, 一共 151个样本.
Balance scale weight & distance database是天平倾向数

据集, 有 4 个特征, 分别是左边重量、左边距中心距

离、右边重量、右边距中心距离. 天平倾向种类一共

3 类, 共 625 个样本. Glass identification evaluation
database是玻璃杯评价数据集, 一共 10个特征. 玻璃杯

种类一共分 7类, 一共 214个样本.
进行对比实验的是上文中提到的度量学习中领先

的三种各具特色的方法 ITML,LMNN,RDML. 将这三

种方法与本文提出的算法应用到上述 4个标准数据集中,
分别学习到合适的度量矩阵, 最后使用简单的 KNN分

类中, 比较实验结果. 实验结果如表 1、2、3、4所示.
 

表 1     在 car evaluation database上的实验结果
 

实验一 实验二 实验三 实验四 实验五 平均值

LMNN 0.7284 0.5608 0.7727 0.4290 0.4273 0.5836
RDML 0.7468 0.5757 0.7445 0.5225 0.5191 0.6217
ITML 0.7156 0.5734 0.7444 0.5183 0.5177 0.6139

Our algorithm 0.7491 0.6069 0.8451 0.5214 0.5145 0.6474
 
 

表 2     在 teaching assistant evaluation database上的实验结果
 

实验一 实验二 实验三 实验四 实验五 平均值

LMNN 0.4500 0.3789 0.4013 0.4355 0.4342 0.4200
RDML 0.4342 0.3947 0.3421 0.3816 0.4211 0.3947
ITML 0.4395 0.4026 0.3447 0.4105 0.4211 0.4037

Our algorithm 0.5514 0.5327 0.4860 0.4860 0.4474 0.5007
 

表 3     在 balance scale weight & distance database上的实验结果
 

实验一 实验二 实验三 实验四 实验五 平均值

LMNN 0.7601 0.7204 0.6243 0.6125 0.6294 0.6693
RDML 0.5815 0.6805 0.6709 0.6294 0.6294 0.6383
ITML 0.7482 0.6904 0.5754 0.6157 0.6281 0.6516

Our algorithm 0.7827 0.7252 0.6997 0.6613 0.6326 0.7003
 

表 4     在 glass identification evaluation database 上的实验结果
 

实验一 实验二 实验三 实验四 实验五 平均值

LMNN 0.4358 0.3972 0.4596 0.4945 0.4055 0.4386
RDML 0.4954 0.4587 0.4404 0.5229 0.3945 0.4624
ITML 0.4945 0.4587 0.4606 0.5165 0.3991 0.4659

Our algorithm 0.5046 0.5321 0.4862 0.5321 0.4587 0.5027

如表 1、2、3、4所示, 在 car evaluation database,
teaching assistant evaluation database, balance scale
weight & distance database,  glass  identification
evaluation database这四个数据集上的实验结果证明本

文提出的基于最大相关熵准则的度量学习算法相比已

有的度量学习算法 LMNN\RDML\ITML 在处理有噪

声的数据集时分类准确率更高 .  虽然在表 1 的 car
evaluation database 上的实验出现偶尔的 RDML 的领

先情况, 然而任何方法都不能保证在所有的数据集上

都有效, 出现较小的波动是很正常的事情. 可能这个数

据集更适合 RDML 或者本次随机加噪的结果刚好对

RDML的影响较小, 使得 RDML的分类准确率没有下

降很多. 实验中更需要关注的是多次实验的平均结果,
很明显的是在平均结果方面, 本文算法都对另外三种

算法保持领先优势.
表 1、2、3、4 已经证明了本文提出的算法在处

理受到高斯噪声的影响的标准数据集分类问题时, 可
以有效地提高分类准确率. 接下来, 详细地拓展实验,
在 glass identification evaluation database上进行 2组进

阶实验, 观察比较随着噪声的变化, 不同的度量学习算

法对比本文提出的算法, 分类准确率的变化趋势.
进阶试验 1, 固定加噪样本数量比例为 50%, 在不

同加噪特征比例上进行试验, 不同比例均进行 3 次实

验, 然后取平均值, 实验结果如图 2所示.
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图 2    分类准确率随加噪特征百分比变化图

 

从图 2 中可以看出, 随着加噪特征百分比的增多,
本文的算法通常都领先其他算法, 而且随着加噪特征

百分比的增多, 识别准确率的变化不像其他算法那样

有较大的波动, 识别准确率依然保持稳定, 说明本文算

法的鲁棒性良好.
进阶试验 2, 固定加噪特征比例为 50%, 在不同加

噪样本数量比例上进行实验, 同样的不同比例均进行

2018 年 第 27 卷 第 10 期 http://www.c-s-a.org.cn 计 算 机 系 统 应 用

Software Technique·Algorithm 软件技术•算法 151

http://archive.ics.uci.edu/ml/index.php
http://archive.ics.uci.edu/ml/index.php
http://archive.ics.uci.edu/ml/index.php
http://archive.ics.uci.edu/ml/index.php
http://archive.ics.uci.edu/ml/index.php
http://archive.ics.uci.edu/ml/index.php
http://www.c-s-a.org.cn


3次实验, 然后取平均值.实验结果如图 3所示.
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图 3    分类准确率随着加噪样本数量百分比变化图

 

从图 3 中可以看出, 随着加噪样本数量百分比的

增多, 本文的算法的分类准确率逐渐开始领先其他算

法, 并且随着夹杂噪声的样本数量的增加, 分类准确率

并不会产生较大的波动, 变化较为平稳. 这说明本文的

算法对噪声的鲁棒性是更好的.
3.4   人脸数据集 YALEB 实验

在上述 UCI的 4个标准数据集上验证算法有效性

之后, 接下来将在标准人脸数据库上验证. 实验选定

YALEB数据集 (下载地址: http://vision.ucsd.edu/~leekc/
ExtYaleDatabase/ExtYaleB.html 或者 http://download.
csdn.net/download/fantacy08/8077733). 数据集由耶鲁

大学提供, 该数据集经常用于人脸检测和人脸识别. 数
据集一共包含 38 个人, 每个人有不同光照条件下的

64张人脸图片, 每张图片经过裁剪后是 32×32的图片.
下载的人脸图片需要进行一定的预处理, 本文的处理

方法分为两步. 其一是加噪部分, 仍然和上述 4个小数

据集的加噪方法一样, 加噪样本数量百分比和加噪特

征百分比都选择 50%; 其二是降维部分 ,  本文选择

PCA 降维处理, 提取前 100 个特征用于接下来的分类

实验.
 

表 5     在 YaleB上的实验结果
 

实验一 实验二 实验三 实验四 平均值

LMNN 0.7833 0.7752 0.7963 0.7970 0.7880
RDML 0.8048 0.7883 0.7974 0.8156 0.8015
ITML 0.8214 0.8247 0.8189 0.8278 0.8232

Our algorithm 0.8255 0.8246 0.8205 0.8296 0.8251

从表 5 中也可以看出, 本文提出的算法相比已有

的 LMNN, RDML, ITML, 在处理这样的加噪人脸时,
分类准确率同样得到了提高. 并且实验结果比较稳定,
基本不会因受到噪声的干扰而产生较大的波动. 说明

了本文算法的鲁棒性经过实验验证是成功的. 虽然在

表 5 中的实验二出现偶尔的 ITML 领先的情况, 实验

中要考虑到 ITML 每次实验的结果不固定 ,  通常是

10次实验的平均值, 因此可能出现选中的 10次实验的

分类准确率都较高, 进而引起平均准确率的提升. 另外

单次的实验无法反映一般性, 多次实验的平均值是更

为重要的判断依据. 从表 5 中可以明显看出 4 次实验

的平均值中, 本文的算法保持领先优势.
接下来, 与上述 glass 数据集一样, 进行拓展试验,

观察人脸分类准确率随着加噪特征百分比的变化趋势.
实验结果如图 4所示.
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图 4    人脸分类准确率随人脸加噪特征百分比变化图

 

从图 4 可以看出, 本文提出的算法在处理加噪人

脸图像时, 分类准确率往往保持领先, 同时对比另外三

种度量学习方法, 分类准确率变化很稳定, 不会大幅度

变化, 鲁棒性良好.这说明本文算法不仅在处理 UCI上
的一些小型数据集有很好的效果, 对于大型的人脸数

据集同样有良好的效果.

4   总结

本文引入信息论中的最大相关熵准则, 提出了基

于最大相关熵准则的鲁棒度量学习算法. 经过实验验

证, 该方法在处理噪声环境中的分类问题时, 有优秀的

表现, 是一个可行的算法. 之后, 我们计划将MCC引入

深度学习, 也可以将 MCC 与深度学习, 度量学习三者

结合起来, 期望得到效果更好的鲁棒度量学习方法或

者深度学习框架.
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