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基于 Spark 的矩阵分解与最近邻融合的推荐算法① 
王振军 1, 黄瑞章 1,2 
1(贵州大学 计算机科学与技术学院, 贵阳 550025) 
2(贵州省公共大数据重点实验室, 贵阳 550025) 

摘 要: 随着当前移动互联网的快速发展, 人们所面临的信息过载问题变得尤为严重, 大数据场景下对特定用户

的个性化推荐面临着巨大挑战. 为了进一步提高推荐的时效性、准确度以及缓解面临的大数据量. 提出了一种矩

阵分解推荐算法在大数据环境下的优化算法模型. 该模型通过在传统矩阵分解推荐算法的基础上融合了用户以

及物品的相似性计算, 在训练目标函数的过程中, 即融入用户以及物品的前 k 个 近邻居的相似性计算, 增强了

算法的推荐准确度. 利用 Spark 在内存计算以及迭代计算上的优势, 设计了一种 Spark 框架下的矩阵分解与 近

邻融合的推荐算法. 通过在经典数据集—MovieLens 数据集上的实验结果表明, 该算法与传统的矩阵分解推荐算

法相比, 可以很好的缓解数据稀疏性, 提高推荐算法的准确度, 并且在计算效率方面也优于现有的矩阵分解推荐

算法.  
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Abstract: With the current rapid development of mobile Internet, the information overload problem that people face is 

particularly serious, which makes it a big challenge to do particular users’ personalized recommendation in the big data 

scenario. In order to further improve the timeliness, accuracy of recommendation and ease the problem led by large 

amount of data, we propose a optimized matrix decomposition recommendation algorithm under the environment of big 

data in this paper. This algorithm integrates users and the similarity computation of items on the basis of the traditional 

matrix decomposition algorithm. In the process of training objective function, we enhance the recommendation accuracy 

by taking in account of users and k nearest neighbors’ similarity computation of items. Taking Spark’s advantage on 

memory computing and iterative computing, we design an algorithm using matrix decomposition and nearest neighbor 

fusion under the Spark framework. Experiments conducted on the classical MovieLens dataset show that our proposed 

algorithm can deal with data sparseness well, improve recommendation accuracy to some extent, and has a better 

computational efficiency in the comparison with traditional matrix decomposition recommendation algorithms. 
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协 同 过 滤 技 术 (Collaborative Filtering 

Recommendation, CF)[1]基于用户或者物品的相似性来 

 

 

产生推荐, 是当前推荐系统领域 成功的技术之一, 

随着数据挖掘相关技术的迅速发展, 基于隐语义模型 
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(Latent Factor Model, LFM)的推荐算法[2]是一类更加

精确高效的协同过滤技术. 自Netflix Prize大赛[3]以来, 

LFM 算法中很重要的一部分当属矩阵分解范畴, 该方

法在文献[4]中首次提到, 它与其他算法结合的混合推

荐算法 终获得了 Netflix 推荐算法大赛大奖.  

  近些年来, 矩阵分解在学术研究以及商业应用中

越来越受到研究人员的青睐 . 文献 [5] 提出了

SVD(singular value decomposition(SVD))模型方法, 其

推荐效果优于传统的基于邻域的推荐算法, 其中心思

想是把用户-物品的评分矩阵进行因子分解, 很多方法[6,7]

通常会忽略了矩阵中高度的缺失值导致的数据稀疏性

问题, 传统的 SVD 在矩阵稀疏的时候作用是不明确的, 

而且, 粗暴的处理一些相对已知的条目非常容易产生

过度拟合. 文献[8]提出了一种基于矩阵分解与用户近

邻模型的推荐算法, 该算法很好的实现了矩阵分解与

用户近邻模型的融合, 在一定程度上提高了推荐准确

度, 但是忽略了物品之间的相似性对推荐准确度的影

响, 并且该算法存在模型的过拟合问题. 文献[9]提出

了基于 MapReduce 的矩阵分解算法, 该算法解决了大

规模评分矩阵在多节点间的高效共享问题, 实现了多

次迭代计算的并行处理, 但是在基于 Mapreduce 的编

程框架下, 迭代过程中过多的节点间通信以及 I/O 读

写影响了算法的执行效率.  

本文围绕解决上述问题展开研究, 并在已有研究

的基础上, 结合经典的矩阵分解推荐模型, 融合 近

邻模型的相似性计算, 提出了基于 Spark 的矩阵分解

与 近邻融合的推荐算法. 首先通过评分矩阵计算用

户以及物品之间的相似性, 然后分别应用用户以及物

品的前 k 个近邻融合矩阵分解模型来达到预测特定用

户评分的目的. 实验表明, 该算法能够有效的提高推

荐算法准确度以及计算效率.  

 

1  基础知识 
1.1 矩阵分解 

  假设用户-物品评分矩阵为 R, 矩阵中每一个元素

表示用户 u对物品 i的评分, 则由矩阵奇异值分解原理

可知, 矩阵 R 可以分解为几个矩阵相乘的形式, 矩阵

分解的目标就是把用户和物品评分矩阵映射到同一个

维数为 f 的潜在因子空间, 这样用户和项目之间的关

系就可以通过因子空间中的内积来建模, 如下公式:  
T

m nR P Q   

其中: m 表示用户数量, n 表示物品数量; f mP  表

示用户的隐语义属性参数(行), f nQ  表示物品的

隐语义属性参数(行). 那么, 对于用户 u 对物品 i 的评

分的预测值 ˆ ˆ( , ) uiR u i r ,可以通过如下公式计算:  

ûi uf if
f

r p q   

其中: ( , )ufp P U F , ( , )ifq Q i f . 那么矩阵分解的目

标就是计算得到每个用户的因子向量 pu, 每个物品对

应的因子向量 qi, 使得预测用户 u 对物品 i 的预测评分

ûir 能够尽可能地接近真实评分 rui. 当给定的矩阵不完

全时, 此模型容易导致过拟合, 因此, 当前的很多研

究都建议对存在的评分项进行建模, 采用正则化参数

避免过拟合问题, 目标函数定义如下:  

 2 22

,
( , )

min ( )T
ui u i u i

q p
u i K

r p q p q
  

     

其中: λ参数用来正则化模型, 成为正则化系数; K表示

训练集中存在的评分项. 求解上面的模型, 目前常用

的方法有两种: 随机梯度下降法(Stochastic Gradient 

Descent, SGD)和交替 小二乘法 (Alternating Least 

Squares, ALS).  

1.2 最近邻模型 

  近邻模型[10]是协同过滤推荐算法中比较常用的算

法模型, 基本上可以分为基于用户的近邻模型以及基于

物品的近邻模型. 其中心思想是计算选取用户或者物品

的前 k 个 近邻居来模拟主体的行为从而预测用户对物

品的评分. 这种方法不关注用户物品之间的相互关系, 

而只关注用户之间以及物品之间的相似度就能计算出某

用户对某物品的兴趣评分, 从而给出推荐类目.  

1.3 Spark 平台 

  Spark[11]由美国加州大学的伯克利分校的 AMP 实

验室首次提出的类 Hadoop MapReduce 的基于内存计

算的大数据并行计算框架. Spark不同于MapReduce的

是 job 的中间结果不需要再写入本地的 HDFS, 而是直

接在内存中完成, 可以更好的适用于机器学习以及数

据挖掘的多次迭代的计算, 近些年来, Spark 已经被广

泛应用到学术研究以及商业计算中.  

  Spark 主要的创新点是提出了弹性分布式数据

集[12](Resilient Distributed Dataset, RDD). RDD 本质上

是一种只读的分布式共享内存模型 , 它具备像

MapReduce 等数据流模型的容错特性, 并且允许开发

人员在大型集群上执行内存的计算. 弹性表现在若一

个RDD分片丢失, Spark可以根据日志信息重构它; 分
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布式表现在可以用操作本地集合的方式来操作分布式

数据集. 此外, RDD 可以被缓存在内存中, 在之后的

计算过程中可以直接从内存中读入, 省去了大量的磁

盘存取开销, 适合需要迭代计算寻优的矩阵分解算法. 

图 1 展示了 Spark 的基本工作流程, 每一个 Spark 应

用程序主要由 SaprkContext 和 Executor 两部分完成, 

Executor 负责执行任务, 运行 Executor 的机器称为

Worker 节点, SparkContext 由用户程序启动, 通过资源

调度模块和 Executor 通信. 这种运行模式有利于进行

不同应用程序之间的资源调度隔离以及共享.  

图 1  Spark 的基本工作流程 
 

2  基于Spark的矩阵分解算法优化 
2.1 问题分析 

  在前面介绍矩阵分解算法, 在求解隐语义向量的

过程中, P 和 Q 矩阵中会丢失用户或者物品的某些信

息, 如用户之间的相似性以及物品之间的相似性, 通

过模型训练后得到的 P 和 Q 矩阵求得的用户或物品之

间相似性(皮尔森相关系数)与由用户评分矩阵求得的

相似性存在出入. 于是, 我们提出一种新的目标函数, 

即融入用户和物品之间的相似性进行模型训练, 这样, 

就可以保持训练前后, 它们之间相似性的一致性.  

2.2 优化方案 

  本文称这种融合模型推荐算法为 Matrix 

Factori(MF-KNN), 下面是具体步骤.  

1) 通过用户-物品的历史评分数据得到用户-物品

评分矩阵, 经过对比研究, 这里, 我们采用皮尔森相

似距离计算用户-用户, 物品-物品之间的相似度:  
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2) 设计损失函数时, 为使模型训练前后的用户以

及物品之间的相似性保持一致, 我们将上面计算得到

的相似度数据融入目标函数中, 再迭代求解 小化目

标函数, 后得到 终的 P 和 Q 矩阵.  
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  上述公式中, ( , )i j I 训练集中存在的评分项, Ij

表示用户集合, Ii表示物品集合, KNN(ui)表示用户 ui的

前 K 个 近邻居集合, KNN(mj)表示物品 mj的前 K 个

近邻居集合 , 
i pu usim 代表用户之间的相似度 , 

i pm msim 代表物品之间的相似度, k 表示某一个特征(或

隐含因子).  

为求解上述目标函数, 我们采用 Spark 计算方式

来求解特征矩阵 U 和 M, 与上一节中提到求解传统矩

阵分解模型的方法类似, 这里我们采用 小二乘法

(ALS), 首先固定 U 求解 M, 然后固定 M 求解 U, 这样

迭代求解. 具体如下: 
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    以上, 每次迭代求取 ui, 同理, 对于 mj, 有: 

SparkContext Cluster Manager

Task Task

Cache

Worker Node

Executor

Worker Node

Task Task

CacheExecutor

Driver Program
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  我们这样设计是因为考虑融合相似性信息进损失

函数中, 如果全面考虑计算 U 和 M 中用户或者物品的

相似性, 然后与由评分矩阵计算的到的相似性进行对

比时, 偏导数的求解很复杂, 而且计算量过大, 于是

设计为计算用户或者物品的K近邻这种方法简单处理. 

可以很好的中和 K 近邻模型的相似性进损失函数, 以

期望在矩阵分解后, 能减少用户或者物品信息的丢失, 

进而提高算法在评分预测场景下的准确度.  

2.3 Spark 框架下的矩阵分解最最近邻融合的并行化

算法 

  输入: 用户评分矩阵 Ratings 

  输出: 矩阵分解模型 

   #Ratings 为用户评分矩阵, U 与 M 为用户及物品个

数, F 为隐语义属性个数 

1) partitions = N 

2) sc = SparkContext() 

3) 读入数据生成 Rating:RDD,#Rating 是序列

<User,Item,rating> 

4) 随机生成 ms 和 us 矩阵 

W = matrix(rand(m,F)) 

U = matrix(rand(u,F)) 

Rb = sc.broadcast(R) 

Mb = sc.broadcast(M) 

Ub = sc.broadcast(U) 

5) #相似性计算获得 近邻居 

user_sims = Rb.map(lambda \ 

x:calcSim(x[0],x[1])).map(lambda \ 

x:keyOnFirstUser(x[0],x[1]))groupByKay().ma

p(lambda x:nearestNeighbors(x[0],x[1],20)) 

item_sims = Rb.map(lambda\ 

x:calcSim(x[0],x[1])).map(lambda\ 

x:keyOnFirstItem(x[0],x[1]))groupByKay()\ 

 .map(lambda 

x:nearestNeighbors(x[0],x[1],20)) 

6) #按照设定的迭代值进行迭代 

for i in range(ITERATIONS): 

  #固定 U, 并行化更新 M 

  M = sc.parallelize(range(m),partisons)\ 

.map(lambda \ 

x:update(x,Mb.value[x,:],Ub.value,Rb.val

ue)) \ 

.collect() 

M = matrix(np.array(M)[:,:,0]) 

Mb = sc.broadcast(M) 

#固定 M, 并行化更新 U 

U = sc.parallelize(range(u),partition) \ 

.map(lambda 

x:update(x,Ub.value[x,:],Mb.value,Rb.val

ue.T)).collect() 

U = matrix(np.array(U)[:,:,0]) 

Ub = sc.broadcast(U) 

error = rmse(R,M,U) 

  sc.stop() 

    如上述算法所示: 基于 Spark 的矩阵分解与 近

邻融合算法的寻优方式和矩阵分解类似, 算法主要是

模型不断迭代寻优的过程, 其中固定 U 更新 M, 然后

固定 M 更新 U, 依次循环迭代, 直到在训练集上计算

得到 rmse 值达到近似收敛, 即模型达到了 优, 后

求得的 Ub 和 Mb 分别为用户和物品的特征矩阵.  

 

3  实验分析 
3.1 实验环境 

  基于上述研究, 本实验采用 3 台搭载 CentOS 6.5

操作系统的服务器, 在部署了Hadoop2.6.0基础上部署

了 Spark-1.5.0 分布式集群, 利用 Pycharm 作为开发工

具.  

3.2 数据集 

  为了验证算法效果, 本实验采用国际经典数据集

—MovieLens 数据集, 数据集包括了 943 个用户对大

约 1500 部电影的评分数据, 数据条数为 100000. 用户

对电影的评分数值为从 1 到 5. 其中, 1 表示 低, 5 表

示 高, 0 代表未评论.  

  实验过程将原始数据集以 8:2 的比例划分为训练

集和测试集.  

3.3 评测标准 

  本实验将采用推荐系统领域 常用的均方根误差

(Root Mean Squared Error, RMSE)作为评测标准. 通过
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计算预测的用户评分与实际的用户评分之间的误差来

反映评分预测的准确性, RMSE 越小, 评分预测准确度

就越高.  

  对于测试集中的每一个用户 u 和物品 i, 令 T 表示

用户 u 对物品 i 的评分集合, rui是用户 u 对物品 i 的实

际评分, 而 ûir 是推荐算法给出的预测评分, RMSE 的

定义公式如下:  

 2

,
ˆui uiu i T

r r
RMSE

T






 

3.4 实验结果与分析 

  本文通过实验对比 MF-KNN 算法在评分预测问

题中的性能. 在该算法中, 重要的模型参数有 3 个: 隐

含特征个数 F, 近邻模型邻居 k 的个数以及正则化参

数 lambda. 通过多轮试验发现, 隐含特征个数以及近

邻模型邻居 k 的个数对算法性能影响 大. 算法参数

选择: 正则化参数 lambda 通过交叉验证决定.  

  本文统一采用 lambda=0.005 进行实验, 在训练集

上迭代次数选用 40 次. 控制邻域范围 k, 通过实验证

明 k 值越大, 算法精度越高, 因此需要在算法精度与

计算代价之间取得平衡.  

  实验 1 我们首先在 Spark 环境下分别对优化后的

矩阵分解与 近邻融合的推荐算法(MF-KNN)、传统的

矩阵分解推荐算法 (MF)以及基于物品的邻域模型

(ItemNgbr)进行对比实验, 计算两者的评分预测准确

度指标 RMSE 值.  

  对于上组实验中的的每种模型, 选用 优化的参

数, 对于基于物品的邻域模型, 我们选取邻居大小为

50, 而对于矩阵分解与 近邻融合的模型, 我们分别

选取用户以及物品邻居大小集合为 20. 实验结果如图

2 所示, 可以得出矩阵分解模型可以很好的优于基于

邻域的模型, 进而得出, 矩阵分解与 近邻融合模型

可以在很大程度提高矩阵分解的推荐准确度, 另外, 

从图中可以看出, 随着 F 值的增加, RMSE 值下降速度

明显变缓, 这也从侧面表明了算法每次计算得出的结

果都是 显著的特征向量.  

    其次, 我们进一步考虑 近邻居 k 的个数对算法

性能的影响. 实验 2 我们采用固定 F=50, 等差增加 k

值, 观测算法迭代耗费时间以及预测误差的变化. 

 
图2  不同F值各模型在MovieLens数据集下的RMSE

值 

    

表 1  随着 近邻居 k 的增加所获得的预测误差 

F 值 k 值 迭代耗费时间(s) RMSE 

F=50 

10 49.36 0.9212 

20 62.29 0.9072 

30 85.36 0.9053 

40 106.52 0.9020 

  表 1 可以得出, 当固定隐特征数量 F=50, 迭代收

敛的耗费时间随 近邻居 k 值的增加而上升, 当达到

k=20 时, RMSE 值变化幅度微小. 主要是因为, 在融合

近邻居相似度信息的时候, 前 k 个 近邻居可以基

本代表整个主体行为信息. 因此, 针对于不同的应用

场景, 经过多次实验, 才可以获得本场景下 佳近邻

模型的 k 值.  

  后, 为验证算法的计算效率, 实验 3 在 Spark 环

境下和非分布式环境下分别计算本文提出的基于

Spark 的矩阵分解与 近邻融合的推荐算法运行时间, 

比较其在相同用户数量, 相同硬件条件下的计算效率. 

图 3 表明基于 Spark 的矩阵分解与 近邻融合的推荐

算法对于同等规模的数据集, Spark 框架下的计算方式

要比非分布式的计算方式节约更多的运行时间, 并且

随着 Spark 节点数量的增加, 此算法在 Spark 框架下的

耗时增长更趋于平滑, 这体现了 Spark 基于内存计算

的实时性优势. 当用户数=200 时, 一个 Saprk 节点与

非分布式的计算时间相比耗时要多一些 , 这说明 , 

Spark 开始计算时, 要启动整个计算框架分片, 要耗费

一定时间.  
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图 3  不同用户数量并行化运行时间的比较 

 

综上可以得出, 基于 Spark 的矩阵分解与 近邻

融合的推荐算法无论是在推荐准确度还是在计算效率

方面都要优于当前大部分的推荐算法.  

 

4  结语 
  近几年, 矩阵分解推荐算法是推荐系统领域中

的一个非常热门的研究课题. 本文针对传统矩阵分解

推荐算法面临的推荐准确度以及计算效率方面的问题, 

结合传统的 近邻算法以及当前新兴并行化计算框架, 

提出了基于 Spark 的矩阵分解与 近邻融合的推荐算

法. 该算法充分利用显性反馈数据, 提高了推荐准确

度的同时, 也很大程度上提高了传统矩阵分解算法的

计算效率.  

  后, 本文设定的主要应用场景为只有显式反馈, 

虽然这种场景比较普遍, 但在现实生活中, 显式反馈

与隐式反馈并存, 如何整合这两种资源以提高推荐质

量有待进一步研究.  
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