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基于辅助特征的Web 服务QoS 预测① 
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摘 要: 随着互联网以及Web服务技术的快速发展, 相同功能的Web服务数量越来越多. 在构建面向服务的应用

时, 服务质量(QoS)作为 Web 服务的非功能特性开始被越来越多的用户所重视. 为了向用户推荐高质量的服务, 

首先我们需要对服务质量进行预测. 现今有很多关于 Web 服务 QoS 预测的工作, 这些研究大都关注在建模方法

的优化上, 忽视了辅助特征对于QoS预测的影响. 着重分析辅助特征对于QoS预测的影响, 例如服务类别和用户

地理位置. 为了实现此目标, 基于因子分解机(Factorization Machines)设计并构建了一个统一的 QoS 预测架构, 该

架构可以灵活、方便地考虑进多个辅助特征. 结合服务类别和用户地理位置这两类辅助特征, 提出了一种 QoS 预

测方法, 并通过在真实数据上的实验证明了我们的方法的优越性.  
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Abstract: With the rapid growth of Internet and Web service technology, the number of Web services having the same 

function is getting more and more. When constructing service-oriented applications, Quality of Service(QoS) as the 

non-functional properties of services is attracting more and more attention from users. To recommend high quality 

services to users, first we need to predict the quality of services. Now there are many research works on Web service 

QoS prediction, but most of these works focus on the optimization of modeling methods, which ignore the impact of 

auxiliary features. This paper emphatically analyzes auxiliary features’ impact on QoS prediction such as service 

category and user location. To achieve this goal, in this paper designs and builds up a unified QoS prediction framework 

based on Factorization Machines, which can incorporate multiple auxiliary features easily and conveniently. Combined 

with service category and user location, this paper develops a QoS prediction method, which is proved to be 

advantageous via experiments on real-life data sets. 
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1 引言 
Web 服务是一种松耦合的能够通过标准通信协议

来支持网络中异构平台之间互操作的软件系统[1]. 得

益于其跨语言、跨平台的特点, Web 服务被企业和个人

开发者广泛用于构建面向服务的应用. 当开发者(用户)

需要开发面向服务的应用时,首先, 他们需要根据需求 

 

 

设计出业务流程,然后只需要通过 Web 服务搜索引擎

寻找到符合功能需求的服务进行复用, 以此来构建整

个业务流程, 这样大大缩短了开发周期且节省了资源. 

然而, 当开发者面对大量具有相同或者相似功能的

Web 服务时, 如何选择最佳的 Web 服务用于构建 Web

应用便成了一个难题.  

 

① 基金项目:国家自然科学基金(91218302,91318301) 

收稿时间:2016-01-26;收到修改稿时间:2016-03-08   [doi:10.15888/j.cnki.csa.005364] 



2016 年 第 25 卷 第 10 期                       http://www.c-s-a.org.cn                      计 算 机 系 统 应 用 

 Software Technique·Algorithm 软件技术·算法 155 

服务质量(Quality of service, QoS)是一系列用户

可以感知的属性集合, 包括响应时间、可用性、吞吐

率等, 它被广泛用来表示 Web 服务的非功能特性. 许

多研究者提出 QoS 属性应该作为衡量面向服务的应用

是否构建成功的关键因素之一[2,3]. 近些年,许多基于

QoS 的方法不断被研究者们提出并且成功应用于 Web

服务选择、发现、组合、推荐、路由等多个研究领域
[4-8]. 这些方法的成功应用都建立在一个共同前提的基

础之上, 即它们都需要准确的 QoS 属性值作为基础. 

然而, 现实世界中这个前提却经常受到挑战:  

  1) 真实的网络环境中让终端用户探索所有的

Web 服务是非常耗时的, 同时也耗费了 Web 服务提供

商的大量资源.  

  2) 大多数的Web服务提供商都是商业公司, 让用

户通过调用 Web 服务来获得 QoS 的相关信息, 这种方

式对于终端用户来说是非常耗费金钱的.  

  3) 由于真实的网络环境往往是不稳定的并且

Web 服务的服务质量和调用时间密切相关, 因此想要

一直收集 QoS 属性记录是不切实际的.  

  因此,为了满足上述面向服务研究领域的基本需

求, 如何准确地预测 QoS 值是一个亟待解决的问题.  

    协同过滤(Collaborative Filtering, CF)技术是推荐

系统领域中常用的一种推荐方法, 其核心思想是通过

用户的历史偏好记录发掘出相似的用户或者物品(邻

居), 然后通过相似邻居的偏好得分的加权平均作为目

标用户对物品的评分. 研究者们已经提出了多种协同

过滤算法, 一般来讲可以将协同过滤算法分为两种类

别: 基于内存的协同过滤和基于模型的协同过滤. 基

于内存的协同过滤算法也被称为基于邻域的方法,即

通过相似度较高的一部分邻居用户或者物品来帮助预

测偏好值, 它又可以细分为基于用户的方法[9]和基于

物品的方法[10]. 对于基于用户的方法是向活跃用户推

荐和他相似用户喜欢的物品, 对于基于物品的方法是

向活跃用户推荐和他喜欢物品相似的其他物品. 基于

模型的协同过滤算法一般利用机器学习或者数据挖掘

方法训练得到一个预测模型, 然后用这个预测模型来

预测用户对目标物品的偏好值,常用的基于模型的协

同过滤算法包括贝叶斯模型、潜在因子模型、主题模

型等.  

  受推荐系统中广泛采用的协同过滤技术的启发, 

很多研究者也采用协同过滤的方法来进行 QoS 属性值

的预测, 并且取得了不错的效果[11-13]. 然而, 先前的

这些方法模型都存在着一个局限: 它们并不能方便、

有效地利用到其它特征对于 QoS 预测所起到的作用. 

这是因为经典的基于内存的协同过滤或者基于矩阵分

解的协同过滤, 其中只有两种类型的特征, 一种特征

是 User, 一种特征是 Service, 并不能处理多特征的情

况, 而合适的辅助信息(比如用户所在的地理位置、

Web 服务的类别)对于 QoS 的预测是能够起到帮助作

用的. 虽然有一些针对用户地理位置信息或者时间信

息进行利用的模型[14-18],但是这些模型都是针对特定

情形的应用而开发的, 对于其他挖掘到的特征并不能

够利用上, 拓展性和通用性较差.  

  Factorization Machines(FM)[24]是推荐系统领域里

近几年比较受欢迎的一种通用预测模型, 它能够充分

利用辅助特征对于预测任务的帮助, 并且具有很好的

特征拓展性. 在本文中, 我们借助 FM 来解决 QoS 预

测问题, 并且在实验中通过加入有效的辅助特征(用户

所在的地理位置、Web 服务的类别)来改善预测效果.  

  总的来说, 本文的贡献如下:  

  1) 本文基于 Factorization Machines 模型设计并实

现了一个统一的 Web 服务 QoS 预测系统架构, 它能够

灵活、方便地考虑进多个特征, 充分地利用辅助特征

在 QoS 预测当中所起到的作用.  

  2) 通过真实的实验数据分析发现用户的地理位

置(L)和服务的类别(C)会影响到 Web 服务质量, 我们

将这两个维度的信息作为辅助特征加入 FM 模型当中

提出了 FM-L,FM-C,FM-LC 方法, 能够改善 QoS 属性

预测效果.  

   

2 相关工作 
  随着QoS属性作为Web服务的非功能特性越来越

得到重视, 近些年, 许多不同的基于 QoS 预测的 Web

服务推荐方法相继被研究者提出, 比如基于语义的, 

基于链接预测的, 和基于协同过滤的, 其中协同过滤

技术由于其简单有效性获得了最多的关注. Shao 等提

出通过基于用户的协同过滤算法来解决 QoS 预测问

题[19]. Zheng 等在此基础之上提出了基于用户和基于

物品的混合协同过滤方案[20], 进一步改善了 QoS 预测

的准确度. 随后, Zheng 等认为按照皮尔逊相关系数计

算相似度并不是一种合适的方法, 因为皮尔逊相关系

数并不能区分开拥有相同相似度但是物品交集个数不
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同的情况, 因此提出了一种带有权重的皮尔逊相关系

数方法[18]. 与以上基于内存的协同过滤方法不同, Wei

等使用基于模型的协同过滤中的 SVD 矩阵分解方法

来进行 QoS 预测[13], 并且加入了用户的相似邻居和服

务的相似邻居作为正则项, 通过相似邻居在矩阵分解

中的约束作用改善预测效果. 随后, Zheng 等提出了另

外一种集成用户邻居到矩阵分解当中的方法[21], 其具

体做法是在将用户服务对应的 QoS 记录矩阵分解为用

户潜在因子矩阵和服务潜在因子矩阵乘积的基础之上, 

加上用户相似邻居对应的矩阵分解值, 并采用调和参

数的方式将二者融合. 不过, 之前的这些方法都存在

着一个问题: 不论是基于内存的协同过滤还是基于矩

阵分解的协同过滤, 它们只能够利用到User和 Service

这两种特征, 对于其他的特征并不能直接利用上, 虽

然有人提出了一些面向特定应用情形的方法[16,17,22,23], 

能够间接利用上其他特征来帮助 QoS 预测, 但是这些

方法要么是拓展性不好, 对于新挖掘到的特征并不适

用, 要么是计算时间复杂度随特征数目呈指数增长而

不可取.  

  Factorization Machines 模型曾被同时用在 KDD 

CUP 2012 中完成推荐和点击率预估任务, 并且都取得

了非常优异的成绩, 是一个灵活、通用、拓展性很强

的分类预测模型[24]. 当前一些比较成功的其他协同过

滤算法比如 MF,SVD++,PITF,FPMC, 这些模型算法实

际上可以看做是 FM 的子集[24]. FM 模型能够支持多维

特征, 在线性模型的基础上增加了特征之间的组合交

互关系, 并且对于特征之间的组合交互关系采用矩阵

分解的方法来求解, 这样既发挥了特征在分类预测问

题中起到的作用, 又通过矩阵分解的方法利用到了相

似邻居的群体智慧. 正是由于这种优势, 本文借助 FM

模型来解决 Web 服务 QoS 预测问题, 通过加入辅助特

征来改善 QoS 预测效果.  

   

3 辅助特征对Web服务质量的影响 
   Web 服务质量并不是由单一因素决定的, 它可

能会受到诸多因素的影响, 比如网络状况、网络运营

商、Web 服务提供商、用户所在地理位置、Web 服务

类别等, 都可能会影响到用户调用 Web 服务时的服务

质量. 在本文中, 由于我们获取到的数据中的辅助特

征只有有 Web 服务类别和用户所在地理位置, 因此我

们考虑Web 服务类别和用户所在地理位置这两个维度

的辅助特征对于 QoS 属性的影响. 如图 1 所示, 是本

文所用的真实的 QoS 记录中不同类别的服务对应的平

均响应时间, 可以看到不同类别的服务之间平均的响

应时间差异(方差)是比较大的. 如图 2 所示, 是本文所

用数据集 QoS 记录中不同地理位置(以城市为粒度)的

用户调用 Web 服务时对应的平均响应时间, 可以看到

不同地理位置的用户发送服务请求时对应的平均响应

时间差异(方差)也非常大. 这些统计数据形象地说明

了辅助特征会影响到 Web 服务质量, 因此, 这就有必

要设计出一个能够方便、灵活地考虑进辅助特征的

Web 服务 QoS 预测系统.  

 
图 1  不同类别服务的平均响应时间(单位: 秒) 

 
图 2  不同城市的服务请求平均响应时间(单位: 秒) 

 

4 基于辅助特征的Web服务QoS预测 
  在本文中我们利用辅助特征在 QoS 预测当中所起

到的帮助作用, 并结合历史 QoS 记录进行 QoS 预测. 

假设 n 个用户{u1,u2,u3,…,un}组成的用户集为 U, m 个

Web 服务{s1,s2,s3,…,sm}组成的服务集为 S, 则构成了

一个 n m 的用户-服务 QoS 矩阵 R(如表 1 所示), 矩阵

中的元素 Rij 表示的是 Web 服务 j 被用户 i 调用时的

QoS 属性值. 注意到在矩阵 R 中会有很多缺失的 QoS

属性值(表1中灰色部分), 我们的目标就是通过构建出

一个统一的架构, 充分发挥辅助特征的作用, 更加准

确地对这些缺失的属性值进行预测. 与文献[16]一样, 
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我们以 Web 服务响应时间作为具体的 QoS 属性例子, 

但是我们设计的Web服务QoS预测系统同样也可以预

测其他 QoS 属性, 比如吞吐量、可用性等等.  

表 1  用户-服务 QoS 矩阵 

 
4.1 系统架构 

与以往的 QoS 预测系统只关注历史的用户服务

QoS 记录不同, 本系统还将用户相关以及 Web 服务相

关的其他属性作为辅助特征考虑进来, 整体的系统架

构如图 3 所示.  

 
图 3  基于辅助特征的 Web 服务 QoS 预测系统架构图 

 

首先, 用户服务调用监控记录存放的是用户每次

调用一个 Web 服务时对应的 QoS 属性值(比如响应时

间、吞吐量、可用性等等)情况, 用户服务属性文件存

放的是与用户相关的属性数据以及与服务相关的属性

数据. 对于用户服务属性文件, 我们可以从中抽取发

掘出有利于 QoS 预测的特征属性, 具体而言根据特征

的情况可分为基础特征抽取和复杂特征抽取. 基础特

征抽取主要是针对一些比较简单、不用经过复杂处理

就能够用来协助 QoS 预测的特征, 比如服务的类别可

以直接作为特征使用. 复杂特征抽取针对的是一些并

不能直接利用上的特征, 这些特征需要进行进一步的

特征处理才能发挥作用, 比如用户的 IP 信息, 直接作

为特征对于 QoS 预测并不能起到帮助作用, 相反可能

会起到副作用, 但是如果将用户的 IP 信息映射成用户

的地理位置信息获取到用户所在的国家或者城市就能

够起到帮助作用, 因为网络服务的质量显然是会受到

用户所在位置的影响的. 之后, 将用户服务属性文件

与用户服务调用监控记录进行合并, 按照特征编码生

成训练数据集, 根据选定的模型进行训练并用于 QoS

预测, 在本系统中, 采用了Factorization Machines模型

作为预测模型, 关于 FM的详细介绍将在 4.2节中阐述. 

当缺失的 QoS 属性值预测完毕之后, 便可以用于 Web

服务推荐.  

4.2 预测模型 

Factorization Machines 是一个通用的预测模型[24], 

它能够处理任意实值特征向量, 并且能够方便、灵活

地加入辅助特征. FM 的另外一个特点是即便是在数据

极度稀疏的情况下, 也能够以线性时间学习到各个特

征之间两两组合时对应的交互关系 , 这也是为什么

FM 在大规模稀疏性数据上依然能够表现出色的原因. 

与经典的协同过滤模型中用户和物品的交互关系是通

过一个评分矩阵来表示的不同, 在 FM 中用户和物品

之间的交互关系是通过一个特征向量来表示的, 用户

对物品的评分可以看作是特征向量对应的得分. 具体

地,对于Web服务QoS预测问题中的数据, 可以表示成

元组(x,y)组成的集合 S, 其中 x=(x1,…,xn) Rn 是一个 n

维特征向量, y 是特征向量 x 对应的 QoS 属性值. 当不

考虑辅助特征时, 特征向量 x 就是一个用户-服务对, 

其表达方式如下:  

 
其中, 只有第 i 个元素和第 j 个元素为 1, 表示活跃用

户 i 调用了服务 j. 当需要将辅助特征考虑进来时, 可

以将上述特征向量 x 的表达形式进行拓展:  

 
其中 Z(u)是用户相关的属性, Z(s)是服务相关的属性, 

在本文中, 我们使用到的用户相关属性是通过用户的

IP 信息获取到的用户地理位置信息(城市编号), 使用
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到的服务相关属性是服务的类别信息(类别编号). 通

过加入合适的辅助特征, FM 不仅能够发挥该特征对于

QoS 预测的作用, 而且能够捕获到各个特征之间的组

合交互关系.  

本文所采用的 FM 模型的组合特征维度 d=2, 即

只考虑两两特征之间组合时的交互关系. 这样, FM 模

型就可以表示成以下形式:  

 
其中, w0,wj R 是模型参数, w0 表示全局偏差, wj 表示

特征 xj的权重,wi,j’ R是特征 xj与 xj’之间的交互关系参

数, 定义 wi,j’=<vj vj’>= , vj是特征 xj的 k 维

因式化向量, 将特征之间的交互关系 wi,j’通过因式分

解的方式计算(矩阵分解), 这样使得 FM即使在数据非

常稀疏的情况下依然能够学习到特征之间的交互关系

参数. 对于一个含有 n 维特征并且因式化向量为 k 维

的 FM 来 说 , 需 要 学 习 的 模 型 参 数 是

={w0,w1,…,wn,v11,v12,…,v1k,…,vnk}. FM 的模型参数

学习方法主要由三种: 随机梯度下降(SGD)、交替最小

平方(ALS)和蒙克卡罗采样(MCMC).  

在文献[24]中已经证明, FM(方程(1))能够在线性

时间 O(k*n)内完成特征之间组合时的交互关系计算, 

因为方程(1)可以转化成以下的等价形式(k 是常数):  

 

在上一节中, 我们通过真实的 QoS 数据的统计分

析知道用户的地理位置和服务的类别会影响到用户调

用服务时的响应时间, 而 FM 模型能够将这类上下文

信息作为辅助特征考虑进目标函数的构造当中, 充分

利用辅助特征对于预测任务的帮助. 受此启发, 我们

基于 FM 模型提出了以下 QoS 预测方法:  

 FM-L: 将用户的地理位置信息考虑进来 

的 FM 模型.  

 FM-C: 将服务类别信息考虑进来的 FM 

模型.   

 FM-LC: 同时考虑用户的地理位置信息 

和服务类别信息的 FM 模型.  

具体地, 对于 FM-L 方法, 是在 FM 模型的基础上加入

了和用户相关的辅助特征 Z(u),Z(u)是通过对用户的 IP

地址进行分析得到的用户地理位置信息, 这里取用户

所在地的城市编号. FM-C 方法是在 FM 模型的基础上

加入了和服务相关的辅助特征 Z(i), Z(i)通过服务的类

别编号表示. FM-LC 方法则是同时考虑了用户的地理

位置 Z(u)和服务类别 Z(i)的 FM 模型.  

 

5  实验 
5.1 数据说明 

我 们 使 用 的 实 验 数 据 来 自 于 百 度

ApiStore(apistore.baidu.com), 百度 ApiStore 是一个为

开发者提供 API 服务资源的服务网站. 我们获取到的

数据集中包含了 5 个类别的 143 个 API 服务, 10363 个

用户(以 IP标识), 一共 4391770条服务调用记录. 对于

同一用户对同一 API 服务的多次调用, 我们计算用户

调用 API 时的平均响应时间, 最终得到了 11239 条用

户服务平均响应时间记录. 对于以 IP 标识的用户, 我

们采用百度 LBS开放服务“IP 定位API”将 IP 信息转换

成地理位置信息并获得用户所在的城市编号, 10363个

用户用户分别分布在 310 个不同的城市. 具体的实验

数据细节如表 2 所示.  

表 2  实验数据细节描述 

用户数 10363 

服务数 143 

用户-服务平均响应时

间记录数 

11239 

平均响应时间 204.72ms 

最短响应时间 9ms 

最长响应时间 10248ms 

用户城市分布数 310 

服务类别数 5 

数据稀疏度 99.24% 

5.2 评估方法 

  我们使用流行的平均绝对误差(MAE)和均方根误

差(RMSE)作为预测准确性的衡量标准. MAE 的定义

形式如下:  

我们使用流行的平均绝对误差(MAE)和均方根误

差(RMSE)作为预测准确性的衡量标准. MAE 的定义

形式如下:  

 
其中, Rij是用户 i调用API服务 j时的平均响应时间, R

^

ij 是预测的响应时间, N 是预测值的个数. MAE 对于每

个个体的偏差都给与相同的权重. RMSE 的定义形式
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如下:  

 
RMSE 会放大相对较大的偏差的权重, 因此它对

于较大的偏差比较敏感. 

5.3 效果对比 

  为了证明我们的方法的效果, 我们将我们的方法

和以下众所周知的方法进行了比较. 包括:  

UPCC[9]: 基于用户的协同过滤算法.   

IPCC[10]: 基于物品的协同过滤算法.   

Funk-SVD[25]: 基本的 SVD 矩阵分解方法.  

Bias-SVD[25]: 同时融合了偏置项和 Funk-SVD 的

方法.  

以及本文提出的方法:  

FM-C: 包含服务类别信息的 FM 方法.  

FM-L: 包含用户地理位置信息的 FM 方法.  

FM-LC: 同时包含服务类别和用户地理位置信息

的 FM 方法.  

需要指出的是 FM 模型在不添加辅助特征时是与

Funk-SVD 和 Biased-SVD 是等价的.  

   实验采用 5 折交叉验证, 将数据集中 80%的数据作

为训练集, 剩下 20%的数据作为测试集[26], 实验的对

比效果如表 3 所示.  

表 3  实验效果对比 

实验方法 MAE RMSE 

UPCC 97.25 330.23 

IPCC 99.24 343.30 

Funk-SVD 80.52 275.49 

Biased-SVD 79.04 271.55 

FM-C 72.66 256.37 

FM-L 68.48 240.03 

FM-LC 65.43 229.21 

  从表 3 中的实验效果对比, 可以发现, 基于模型

的协同过滤方法普遍要比基于内存的协同过滤方法效

果好. 对于基于矩阵分解的协同过滤方法 Funk-SVD

和 Biased-SVD, 它们的实验效果差不多, 这是因为真

实环境的实验数据非常稀疏, 并不能够学习到很好的

偏置项参数. 通过实验可以发现, 不论是加入 Web 服

务的类别信息还是用户的地理位置信息都能够改善

QoS 的预测效果, 尤其是用户的地理位置信息, 通过

加入用户的地理位置信息的 FM-L 方法相比于矩阵分

解方法(Funk-SVD、Biased-SVD)能够使得 MAE 降低

14%左右, 使得 RMSE 降低 12%左右. 当同时考虑进

用户的地理位置信息和服务类别信息时, FM-LC 方法

相比于矩阵分解方法能够在 MAE 上降低 18%左右, 

在 RMSE 上降低 16%左右, 这也得益于 FM 模型能够

充分学习到各个特征之间的组合关系. 这种效果的提

升是能够解释得通的,因为现实生活中的用户是分布

在不同地理位置的, 用户与目标服务器之间的距离越

近, 当然网络信号的传输时间就越短, 在我们的系统

中我们对这种距离的度量是通过用户和Web服务之间

的交互关系参数来表示的, 同样地, 不同类别的服务

的平均响应时间也存在着较大差异, 像OCR这类图像

识别服务本身就需要大量的计算处理时间, 而天气查

询类服务所需要的计算时间开销则较小从而使得服务

响应时间较短. 通过上述实验对比, 我们充分说明了

可以通过引入合适的辅助特征来改善 QoS 预测效果.  

   

6  结论和未来工作 
  在本文中, 我们首先讨论了以往的一些 Web 服务

QoS 预测方法的局限, 即它们不能够很好的利用到辅

助特征进行 QoS 预测, 即使存在一些利用辅助信息的

方法, 但是这些方法都是针对特定情形的应用而开发

的, 其拓展性较差且不能够利用到新发掘的特征. 所

以, 本文设计并实现了一个统一的 Web 服务 QoS 预测

系统架构, 对于辅助特性能够灵活、方便地考虑进来

并加以利用. 并且通过数据统计分析, 我们发现用户

的地理位置和服务的类别这两种辅助特征对 QoS 属性

的影响较大, 因此将这两种辅助特征考虑进来. 在具

体的问题求解时 , 采用了能够支持辅助特征的

Factorization Machines 作为预测模型, 将用户的地理

位置和服务的类别作为辅助特征融合进来, 提出了新

的预测方法 FM-L,FM-C,FM-LC,并和常用的 QoS 预测

方法进行了实验效果对比, 最终我们提出的方法取得

了更好的预测效果. 同时, 我们也需要指出, 并不是

加入任何辅助特征都能够起到改善 QoS 预测效果的作

用, 这需要根据特征选择的方法[27]筛选出有效的特征, 

比如本文中我们发现 QoS 响应时间在服务类别和用户

地理位置这两个维度上的方差很大, 这两个维度的特

征是能够起到增益作用的. 尽管如此, 本文所提出的

方法为我们利用辅助特征进行 QoS 属性预测提供了可
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能和便利. 本文所设计的系统的计算复杂度主要来源

于 FM 模型对于特征参数以及组合特征参数的学习, 

其所需的时间复杂度为 O(k*n)[24],k 是因式化向量的维

度(常数), n 是引入的特征的个数,整体的计算时间复杂

度与特征的个数呈线性关系, 具有较低的计算复杂度. 

未来, 我们将会探索更多对于 QoS 预测有帮助的辅助

特征, 比如用户对于 Web 服务的评论反馈信息以及服

务提供商相关信息等, 具体而言, 可以针对用户对服

务的响应时间的正向和负向评论给出一个综合评分作

为评论反馈特征, 对于服务提供商可以将其认证的级

别(比如个人、企业)作为辅助特征. 除此之外, 我们还

会探索将我们的方法用于其他 QoS 属性预测的实验效

果, 比如吞吐量、可用性等.  
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