
 

 

基于注意力机制多任务的肺结节癌变风险判断①
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摘　要: 对于 CT影像中检测出的肺部结节, 需要自动判断其是否有癌变风险. 不同于大多数现有的研究方法只区

分结节良恶性, 本文提出了一个基于注意力机制的多任务学习模型, 将与结节良恶性相关的语义特征属性一并判断

输出, 通过判断 9 个结节特征 (对比度、分叶征、毛刺征、球形度、边缘、纹理、钙化程度、大小以及恶性程

度)的同时实现内在特征的共享, 以达到提高各子任务性能的目的. 选择视觉转换器 (ViT)模型作为多任务共享特

征提取层, 整体模型采用动态加权平均方法来对各子任务的 Loss函数进行优化. 在 LUNA16数据集上的实验表明,

该学习框架可以提升肺结节癌变风险判断的性能, 且同时对其他语义特征的判断也能提升结果的可解释性.
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Abstract: For pulmonary nodules detected in computed tomography (CT) images, it is necessary to automatically
determine whether they are at the risk of canceration. This study proposes a multitask learning model based on the

attention mechanism. Different from most existing research methods which only distinguish between the benignity and

malignancy of nodules, the proposed model also assesses and outputs the semantic features related to the benignity and

malignancy of nodules. The assessment of nine nodule features (subtlety, lobulation, spiculation, sphericity, margin,

texture, calcification, diameter, and malignancy) and the sharing of internal characteristics are conducted at the same time

to improve the performance of each subtask. The vision transformer (ViT) model is selected as the multitask shared

feature extraction layer, and the whole model uses the dynamic weighted average method to optimize the Loss function of

each subtask. Experiments on the LUNA16 dataset show that the proposed learning framework can improve the risk

assessment of pulmonary nodule canceration and that the assessment of other semantic features can also enhance the

interpretability of the results.
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肺癌是全球范围内发病率和死亡率增长最快的恶

性肿瘤之一, 病死率在恶性肿瘤中居首位[1]. 高病死率

的原因之一就是肺癌患者早期症状不明显, 然而等到

发病明显时, 再检查就已经是中晚期, 难以有效的治疗.
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Orlacchio等人[2] 指出, 如果可以早期诊断, 进行肺癌切

除手术后, 患者 5 年生存率可达到 40%~80%. 因此若

能在肺癌早期阶段进行正确诊断和治疗, 将显著改善

患者预后, 降低肺癌病死率, 早期肺癌没有明确转移,
可以得到几乎根治的效果.

肺癌的确诊需要进行穿刺或者活检, 但是这两项

检查需要进行手术操作, 对医生要求比较高, 且耗时耗

费, 一般只有通过影像检查确定癌症风险和恶性结节

位置之后才会视情况进行病理诊断确认. 计算机断层

扫描技术 (computed tomography, CT)是目前临床上肺

癌诊断最常用的影像检查手段.
想要尽早的发现癌症风险, 则需要经常性的进行

检查, 低剂量螺旋 CT扫描 (LDCT)在显著减低辐射剂

量的同时可保证较好的图像质量, 使得肺癌筛查也可

以成为日常体检的项目之一, 也就能及时进行早期肺

癌诊断[3].
其实际应用价值, 使得国内外的 9 部肺癌筛查指

南/共识都推荐高危人群定时采用 LDCT 进行筛查[4],
但是目前 LDCT肺癌筛查还未大规模普及应用是因为

尚存在两个问题: 放射诊断医师的培养数量远跟不上

需要分析的 CT影像的增长量, 且人工分析的工作量也

十分巨大, 时间和经济上的成本居高不下; 放射诊断医

师人工观察 CT 图像给出的结果也还存在假阴性和假

阳性而导致的漏诊、延误. 因此一种能够根据 CT图像

自动得出肺结节癌变良恶性风险的计算机辅助诊断系

统 (CAD)就显得十分必要.
近年来的研究中, 根据算法可以分为两类: 基于影

像语义特征的方法和基于深度学习的方法.
前一种方法是通过机器学习算法来提取肺结节明

确的影像组学特征, 如纹理特征、灰度特征、形态学

特征等, 然后根据这些语义特征来得出肺结节的良恶

性的分类结果. 比较有代表性的有: Suzuki等人[5] 提出

的训练多个神经网络, 采用 3个灰度特征、2个边缘特

征、1 个形状特征和临床信息用于良恶性肺结节的分

类方法; 张佳嘉等人[6] 也是用同一数据集训练出多个

分支网络, 先提取出医生诊断时所用的肺结节语义特

征信息, 然后用于完成肺结节良恶性诊断任务. 这种方

法的优点在于能够给出病理诊断的依据, 可解释性上

更强一些.
后一种方法是直接应用深度学习等方法, 不去关

心放射科医师的诊断依据, 充分利用 CT图像的全部特

征信息, 直接得出良恶性判断的结果. 比较有代表性的

有: Ardila等人[7] 提出了一种端到端的肺结节检测和肺

癌风险预测模型, 利用 3D CNN网络, 可以对同一病患

的多张不同时期的 CT影像进行对比处理, 检测出肺结

节区域后结合 CT全局信息给出一个恶性肿瘤得分, 取
得了很好的效果; Hua 等人[8] 提出了两种深度学习架

构, 来对肺结节的良恶性直接进行分类, 规避了对语义

特征进行细化的需要, 也取得了不错的分类性能.
在对比过两种方法的优缺点之后, 本文提出了一

种基于多头注意力机制的多任务学习方法, 既采用深

度学习网络来充分提取 CT图像特征, 又利用硬参数共

享的多任务模式来得出结节良恶性以及相关语义特征,
避免了两阶段判断网络受到第一步分析识别各语义特

征任务性能影响的情况, 同时还能利用关联语义特征

提升对于良恶性判断的性能.
方法流程如图 1所示, 从原 CT图像中根据检测出

的结节坐标, 将需要判断的结节截取出来, 然后进行图

像处理输入到基于多头注意力机制的多任务学习网络

中, 进而得出良恶性程度等语义属性的判断结果.
 

图像处理CT 结节截取

基于多头注意
力机制的多任
务学习网络

内部结构

钙化程度

恶性程度

...

 
图 1    整体流程图 

1   多任务框架

多任务学习 (multitask learning, MTL)的概念最早

由 Caruana[9] 在 1997 年提出, 他构造了一个前馈神经

网络, 提出了一种通过训练单一的多层的感知器来执

行多个任务的机制, 在辅助医疗诊断和自动驾驶等领

域得到了成功应用.
选择多任务学习是因为单任务只关注一个目标而

可能忽略了更多有用的信息. 具体来说, 这些信息来自

于相关任务的训练信号. 通过在相关任务之间共享表

示, 我们可以使我们的模型能够更好地对原始任务进

行泛化[10]. 多任务学习的目的是在一并解决多个相关
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任务的同时实现内在特征的共享. 已经证明, 这种共享

可以提高部分或所有任务的性能[11].
目前基于深度神经网络的多任务学习中常用的模

式有两种: 硬参数共享与软参数共享, 相对软参数共享

模式来讲, 硬参数共享模式不需要对每个任务都构建

和训练单独的模型, 且可以降低过拟合的风险[12], 因此

本文选择硬参数共享的多任务模式. 

1.1   肺结节各属性特征

LIDC-IDRI[13] 是由美国国家癌症研究所发起收集

的肺结节公开数据集, 用于高危人群早期肺癌的检测

诊断. 除了影像数据还包含了 4位胸部放射科医师的诊

断结果 XML文件. 医师针对每个结节给出 9个医学语

义特征 (对比度、分叶征、毛刺征、球形度、边缘、

纹理、内部结构、钙化程度和恶性程度) 的具体分级

(1–5级, 钙化程度为 1–6级), 等级越高, 语义特征越明显.
LUNA16[14] 是该数据集的子集, 删除了 LIDC-IDRI

中切片厚度大于 2.5 mm和肺结节小于 3 mm的 CT影

像. 相对于原数据集, LUNA16数据集能够更好的对计

算机辅助诊断系统的性能进行评估. 其中包含 888 张

肺部 LDCT扫描数据, 以及 1 186个肺结节的坐标位置

和直径大小.
结合 LIDC-IDRI数据集中 4位胸部放射科医师的

诊断结果, 就可以得到 LUNA16 数据集中全部肺结节

的语义特征, 我们取 4 位医师的诊断结果的算术平均

作为最终各语义特征的分级数值. 

1.2   各属性特征与癌变风险相关关系

在构造多任务模型之前, 我们要先探讨其他语义

特征与结节良恶性之间的相关关系, 以此来估计添加

到多任务学习中的特征是否会对良恶性判断产生正向

影响, 对此我们采用余弦相似度来衡量每一个语义特

征 Y 与结节良恶性等级 X 的关系, 计算公式如下:

c(X,Y) =
X ·Y
|X| |Y | =

∑n

i=1
XiYi√∑n

i=1
X2

i

√∑n

i=1
Y2

i

(1)

计算结果如图 2 所示, 通过其他 8 个语义特征和

结节大小与良恶性的相似系数, 可以发现: 除内部结构

这一特征外, 其他语义特征与结节良恶性之间都存在

较强的相关性, 因此我们选择这些语义特征作为多任

务学习中的辅助任务. 

1.3   多任务损失函数权重优化方法--动态加权平均

对于多任务的 loss, 最简单的方式是直接将这两个

任务的 loss直接相加, 得到整体的 loss. 这种 loss计算

方式的不合理之处是显而易见的, 不同任务 loss 的量

级很有可能不一样, loss直接相加的方式有可能会导致

多任务的学习被某个任务所主导或学偏. 当模型倾向

于去拟合某个任务时, 其他任务的效果往往可能受到

负面影响, 效果会相对变差. 因此需要对每个任务的

loss进行加权[15].
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图 2    与良恶性相关关系

 

通过上一步得出的 8 个语义特征以及良恶性, 每
个结节有 9 个标签来对应 9 个特征的平均等级评分,
每个子任务都有其损失函数, 如式 (2) 所示, 将这些子

任务的损失函数加权求和便是整个网络的损失函数:

Ltotal(X,Y1:9) =
9∑

i=1

λiLi(X,Yi) (2)

Li(X,Yi) Yi其中,  是以 X 为输入,  为输出的第 i 个子任务

的损失函数, 具体到语义特征属性的等级预测任务, 可
以表示为式 (3):

1
2n

n∑
i=1

∥∥∥yi− y′i
∥∥∥2

2 (3)

yi y′i其中, n 为结节数量,  是第 i 个结节的真实值,  是网

络输出的预测值.
多任务学习中, 不同子任务的收敛速度, 训练难度

都是不同的, 不能让简单任务主导整个训练, 导致各

个子任务的表现差距过大, 对于大多数多任务网络而

言 ,  训练过程中的最大难题是为每一个子任务找到

合适的权重, 让每个子任务的重要性得到平衡, 解决这

些问题的办法有几类 ,  有代表性的有 :  梯度归一化

(GradNorm)[16], 使不同的任务 loss量级接近; 动态任务

优先级 (dynamic task prioritization)[17], 利用不确定性赋

权值, 根据任务难易程度进行赋权值等.
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本文采用的权重设计机制为动态加权平均 (dynamic
weight average)[18], 通过考虑每个任务损失的变化率来

调整任务权重. 受梯度归一化方法的启发, 动态加权平

均方法对每个子任务首先计算前一个 epoch 对应损失

的比值, 然后除以一个固定的值 T 进行 exp映射后, 计
算各个损失所占比. 如式 (4)所示, 首先计算一个 epoch
后的损失变化:

ωi(t−1) =
Li(t−1)
Li(t−2)

(4)

ωi(t−1)然后, 将 带入式 (5), 得到对应子任务 i 的权重:

λi(t) =
9exp(ωi(t−1)/T )
Σi exp(ωi(t−1)/T )

(5)

λ

其中, T 的大小代表了任务间的松散程度, 如果该值足

够大, 那么 便会趋向于 1, 代表各任务的权重相同. 得
到各任务权重之后, 就按照整体损失函数对共享网络

结构进行优化调整. 

2   基于多头注意力机制的多任务学习框架

Transformer是 Vaswani等人[19] 于 2017年提出的

一种模型架构. 它开创性的思想, 颠覆了以往序列建模

和 RNN划等号的思路, 之后被广泛应用于自然语言处

理的各个领域 ,  BERT、GPT 等模型也都是基于

Transformer 的模型, 在自然语言处理各个任务中都取

得了突破性的成果.
因其在自然语言处理领域的巨大成功, 开始有研

究者尝试将 Transformer 引入到计算机视觉领域, 其
中由 Dosovitskiy 等人[20] 提出的 Vision Transformer
(ViT) 模型很好的保留了 Transformer 的原始框架, 在
图像分类任务上可以获得与当前最优卷积网络相媲美

的结果.
并且因为 Transformer 中所应用的多头注意力机

制, 将模型分为多个头, 形成多个子空间, 可以让模型

去关注不同方面的特征/信息, 正适用于多任务学习中

对不同的子任务关注不同的特性 ,  因此本文采用

ViT模型作为多任务学习框架的共享特征提取层. 

2.1   多任务学习分类框架

本文的多任务学习方法框架, 如图 3所示.
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图 3    模型框架图
 

(1) 根据检测出的结节坐标, 从 CT 原图上取出小

块 ,  然后采用了一种保留 3 维信息的 CT 图像转换

ViT 切片数据的方法, 将 3 维数据通过切片拼接转为

符合特征提取网络输入所需的二维图片形式, 来完成

第一部分的图像处理任务.
(2) 将训练集数据输入基于 ViT 模型的多头注意

力机制特征提取网络中, 提取出的特征向量作为后续

不同的分类任务网络的输入.

ViT 模型为了将一个标准 Transformer 直接应用

到图像上, 尽可能少的修改, 选择将图像分割成小块,
并将这些块转化为线性嵌入序列, 然后在图像 patch的
嵌入中加入位置嵌入, 通过不同的策略在全局范围内

保留空间/位置信息. 之后因为是分类任务, 只需要输

入 Transformer的 Encoder层就可以了, 而无需像自然

语言处理的翻译任务中还需要加 Decoder层.
本文中, 通过第一步图像处理的方法, 将 3 维 CT
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图像的每一个截面切片作为一个 patch, 进行线性序列

化后, 嵌入位置序列信息, 作为 Transformer的输入, 更
能够保留和获取空间/位置信息.

(3) 采用多个分类任务共享特征提取网络的硬参

数共享模式, 将 ViT 模型提取出的特征向量分别输入

不同的MLP网络, 对结节的多个属性进行良恶性的判

断. 使用动态加权平均 (DWA)的损失函数权重计算优

化方法, 保证多个分类任务的 loss同步降低, 反向调整

特征提取网络以获取跟任务更为相关的特征, 动态整

体优化各分类网络的准确性. 模型在共享层就要学到

一个通用的嵌入式表达使得每个任务都表现较好, 从
而降低过拟合的风险, 以达到通过多任务学习, 提升该

模型的泛化效果. 

2.2   保留 3 维信息的 CT 图像转换 ViT 切片数据的方法

本文选用基于 ViT 模型的多头注意力机制特征提

取网络, 因为 Transformer模型的特性, 加载在更大样本

上预训练好的模型参数, 然后再根据具体的任务迁移到

目标数据集进行调整, 可以获得更好的结果, 并且所需

的计算资源大大减少. 然而 ViT模型现有的预训练参数

都是用二维图像数据训练得出的, 因此想要应用于 3维
的 CT数据上, 需要对 CT数据进行变形调整.

受到 ViT 对二维图像进行切片取 patch 方法的启

发, 本文采用的方法是, 对 3 维的 CT 数据进行截面切

片, 形成的切片大小可以对应 ViT 模型的 patch 大小,
然后将一整套切片图片拼接成一副二维图像, 就可以

应用现有的 ViT 预训练模型进行迁移学习. 这样即最

大程度上保留了 CT数据的 3维信息, 还可以保证 ViT
模型进行裁剪图像时, 取到的每一片 patch 都是原 CT
图像的一个完整的截面图像.

图 4为拼接后的二维图像以及经过 ViT的多头注

意力机制处理后的注意力热力图, 可以看到注意力集

中于结节区域. 

3   实验分析

本文对 LUNA16 数据集上进行五折交叉验证实

验, 结节各特征属性值按照第 1节所述的, 取 4个医师

给定值的算数平均, 用两种方式分类: (1) 评级小于

3 的归为负样本, 评级大于 3 的归为负样本, 评级等于

3 (4 名医师全部认为该结节评级不确定) 的归为不确

定样本, 进行三分类; (2)评级小于 2.75的归为负样本,
评级大于 3.25 的归为正样本, 排除掉最不确定的情况

进行二分类.

 
图 4    注意力热力图

 

分别以上述两种分类方式进行单任务和多任务的

实验, 三分类的结节良恶性判断准确率远小于二分类

的准确率, 此结果表明人类医师无法准确判断识别的

结节, 使用本文提出的判断语义特征的多任务学习框

架同样无法识别判断.
下面仅就二分类的实验结果进行具体说明. 

3.1   单任务网络实验

首先用最基础的 MVC 模型, 通过第 1 节选定的

9个语义特征的值来判断结节良恶性类别, 准确率达到

了 93%, 符合我们对于语义特征与良恶性具有相关关

系的分析.
我们使用 ViT模型分别对每一个语义特征单独训

练, 部分结果如表 1所示.
 

表 1     单任务网络分类结果
 

语义特征 准确率 灵敏度 特异性

对比度 0.713 0.683 0.732
分叶征 0.841 0.832 0.847
毛刺征 0.837 0.853 0.827
钙化程度 0.839 0.819 0.852
恶性程度 0.814 0.803 0.821

 
 

可以发现单任务对各语义特征判断的效果并不是

很好, 如果用各个单任务网络得出的属性值再来对良

恶性进行分类, 则相当于对原输入数据增加 20%–30%
的噪声干扰, 最终的准确率甚至会低于单任务直接对

良恶性判断的结果. 

3.2   多任务网络实验

如表 2 所示, 在使用多任务网络对全部语义特征

一起训练时, 因其内在特征的共享, 使得各任务或多或

少的有了性能上的提升.
虽然对于结节良恶性分类的准确率最高只有 87.3%,

未达到 SOTA, 但是本文提出的框架除良恶性判断之

外, 还可以一步同时输出结节的 9 个语义特征属性值,
提供了良恶性判断的依据与标准, 更具有实际应用价值.
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表 2     多任务网络分类结果
 

语义特征 准确率 灵敏度 特异性

对比度 0.747 0.765 0.736
分叶征 0.877 0.883 0.874
毛刺征 0.883 0.882 0.890
钙化程度 0.859 0.854 0.863
恶性程度 0.873 0.872 0.875

 
  

4   结论与展望

在本文中, 我们提出了一种基于注意力机制的多

任务学习框架, 该方法可以同时对 CT影像中肺结节的

良恶性等 9 类语义特征进行判断. 我们在 LUNA16 数

据集上的 1 186 个 CT 结节进行了试验评估, 实验结果

表明该方法对肺结节癌变风险的似然性预测是有效的.
虽然准确率没有达到目前 3D预测模型的精度, 但是本

文的方法同时给出了其他语义特征的预测值, 能够对

良恶性的判断, 下一步需要进行的研究工作是: (1) 交
叉验证每一项语义特征对良恶性结果的影响; (2)进一

步提升包括良恶性在内的各特征属性的预测准确率.
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