
  

 

基于 NPCA-SOFM 算法的电力物资细分模型①
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摘　要: 为了有效提高电力物资细分科学性以及需求预测合理性, 文章以物资需求特性为突破口, 构建了基于

NPCA-SOFM算法的电力物资细分模型. 首先, 为消除指标标准化造成的指标变异和信息丢失影响, 采用非线性主

成份分析法 (NPCA) 进行降维处理; 然后, 运用 SOFM 神经网络算法对降维后的主成份进行聚类分析; 最后, 通过

算例分析验证文中方法的有效性, 结果表明相较于 PCA-SOFM和单独采用 SOFM算法, NPCA-SOFM神经网络算

法聚类性能更具优势, 且降维效果更明显, 可为电力物资集约化管理和企业运营决策提供参考意义.
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Abstract: In order to improve the scientificity of power material subdivision and the rationality of demand forecasting,
this paper constructs the power material subdivision model based on NPCA-SOFM algorithm with the material demand
characteristic as the breakthrough point. Firstly, the non-linear principal component analysis (NPCA) is used to reduce the
dimensionality of the index and the loss of information caused by the standardization of indicators. Afterwards, we use the
SOFM neural network algorithm to cluster the principal components after dimension reduction. Finally, the validity of the
method is verified with an example. The results show that the clustering performance of NPCA-SOFM neural network
algorithm is superior to PCA-SOFM and SOFM algorithm alone, and the dimension reduction effect is more obvious,
which can provide reference value for intensive management of electric material and enterprise operation decision.
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随着坚强智能电网和三集五大战略的深入推行,

电网企业正在全网范围内积极开展统一物资管理体系[1]、

物资集约化管理及物资合理库存控制等工作, 努力实

现电力企业集约高效管理和资源优化配置, 其中电力

物资细分是推进物资集约化管理进程中的重要问题[2].

由于电力物资具有品种繁多、规格多样、数量巨大、

用途广泛等特点, 造成集约化管理难度加大, 进而影响

物资需求预测和物资库存管理, 严重影响了电网物资

供应链管理效率. 另外, 电力物资细分的合理性直接影

响物资需求预测的准确性, 进而影响物资集约化管理

效率, 并且传统的物资分类方法不能兼顾到其预测问

题[3]. 现有的理论研究比较侧重于物资分类方法的改进

以及库存控制策略, 但是结合需求特性进行物资细分

的研究还比较少, 尽管电网企业已经对电力物资进行
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了大中小类的划分, 其分类的依据是物资的性能参数

和用途, 但是尚未完善面向物资需求特性和库存管理

的物资分类方法. 因此, 需要构建一套基于需求特性

的、完备的及高效的电力物资细分模型方案.
电力物资细分就是基于特定需求对电力物资按属

性规律进行分类的过程, 进而提高企业物资管理效率

和经济效益. 目前国内外关于电力物资细分已经进行

了较多研究工作[4-7], 文献[4]探讨了传统 ABC 分类法

在针对需求量较少且单价较高的慢速流动物资时分配

不合理缺点, 以关键设备为出发点, 构建了 AHP 和蒙

特卡洛模拟两阶段法对不同物资进行 ABC分类, 提高

了物资分类的操作性; 文献[5]选取物资单价、订货成

本、需求量和提前期作为输入属性, 构建了神经网络

模型对物资进行聚类分析, 并将物资按照重要性划分

为高中低三类; 文献[6]高新华针对智能电网综合评价

问题, 提出了一种将主成份分析和聚类分析相结合的

综合评价方法, 将众多评价指标按数据的相关性转换

成较高层次的综合指标, 有效的避免了人工赋权的主

观性干扰, 降低了问题的复杂度; 文献[7]洪芳华针对物

资管理存在标准化程度低和库存成本高等问题, 提出

了一种基于需求特性分析的物资分类方法, 并且对不

同类别物资设计各个子类的库存管理策略矩阵, 该方

法对于物资种类较多时分类效率比较低.
鉴于以上研究现状, 本文以物资需求特性为突破口,

基于国网某省电力公司物资出入库等数据, 构建了基

于 NPCA-SOFM 神经网络算法的电力物资细分模型,
采用非线性主成份分析法消除量纲及指标变异造成的

信息丢失影响, 将多指标转化为少数综合指标, 然后,
采用 SOFM 神经网络算法对电力物资进行细分, 该算

法能够自动识别样本信息并自组织性的完成聚类, 受
外界干扰性较小, 针对多属性大样本情况性能更具优

势, 最后, 通过算例应用, 验证了本文所提方法的有效性.

1   电力物资细分指标体系粗选

物资细分是推进电力物资集约化管理和提高电力

生产的关键环节, 由于电力行业物资具有种类繁多、

规格多样、覆盖面广和价格差异大等特点, 且当前的

物资分类方法缺乏统一的标准, 现有的物资分类方法

有基于物资属性划分、基于财务口径划分、按照用途

划分、按照采购方式划分、按照供应复杂度划分等等,
导致电力物资细分研究不能直接采用传统的 RFM 模

型 (消费间隔 R、消费频率 F、消费金额M), 本文在此

基础上, 以电力物资需求特性为突破口, 通过专家调研

法和头脑风暴法粗选出了影响电力物资需求量的 8个
细分指标, 相应的指标体系见表 1.
 

表 1     电力物资细分粗选指标
 

编号 指标名称 编号 指标名称

1 物资金额(jezb) 5 领用次数(lycs)

2 缺货成本(qhcb) 6 领用数量(lysl)

3 订货周期(dhzq) 7 应急采购比(yjcgb)

4 抢修占比(qxzb) 8 抢修金额(qxje)
 
 

2   基于 NPCA-SOFM 算法的电力物资细分

模型构建

为了更加高效的提高电力物资库存合理性和物资

管理效率, 不断提升电力物资分类的科学性和电力物

资需求预测精度, 本文构建了基于 NPCA-SOFM 的电

力物资细分模型[8], 在物资细分指标粗选的基础上, 首
先, 为了弥补主成份分析法降维效果不理想的不足, 采
用非线性主成份分析法 NPCA 对指标进行降维处理,
将原始指标转换为少数综合指标, 且尽可能多保留原

始数据的特征信息; 然后, 构建 SOFM神经网络模型对

电力物资进行细分, 并将综合指标作为神经网络的输

入, 其自组织性和竞争性使得算法学习过程完全依据

样本本身特征, 降低外界环境的影响, 最大限度的提高

了算法性能[9]. 模型的总体思路如图 1.
2.1   基于 NPCA 的电力物资细分指标确定

为了从多维度甄选物资细分指标, 所选取的评价

指标往往比较多, 从而导致物资细分变得非常复杂, 传
统的主成份分析法 PCA 通过降维思想将多指标转化

为少数综合指标, 降低了问题的求解难度, 但是 PCA
在降维中存在许多不足之处: 一是在为了消除量纲影

响而进行标准化时, 会造成指标变异程度上的差异以

及信息丢失, 从而使得特征值提取性下降; 二是由于主

成份实际上是一种线性降维技术, 所得的主成份是原

始指标的线性组合, 不能反映各指标之间以及主成份

与各指标间的非线性关系. 为了有效弥补主成份分析

的不足, 提高算法的有效性, 本文采用非线性主成份分

析法 (non- l inear  pr incipal  component  analys is ,
NPCA) 确定物资细分指标, 在前文构建的物资评价指

标体系的基础上, 采用非线性主成份法对原始指标进

行降维处理, 不仅可消除量纲变异的影响, 而且可提高

主成份提取的有效性. 其主要分析步骤如下:
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图 1    物资细分模型总体思路
 

X =
(
xi j
)
n∗p

(1) 设有 n 个样本, 每个样本有 p 项指标, 得到原

始数据,  对原始数据进行均值化处理:

yi j =
xi j

x̃ j
(i = 1,2, · · · ,n; j = 1,2, · · · , p) (1)

x̃ j = (1/n)∗
n∑

k=1
Xki Y =

(
yi j
)
n∗p其中,  , 得到均值化数据 .

(2) 对均值化数据做中心化对数变换:

zi j = lgyi j−
1
p

n∑
t=1

lgyit (2)

(3) 计算对数中心化数据的协方差矩阵:

si j =
1
n

n∑
t=1

(
zki− z̄ j

) (
zk j− z̄ j

)
(3)

z̄i =
1
n

n∑
zki, z̄ j =

1
n

n∑
zk j (4)

λ1 ≥ λ2 ≥ · · ·λp

αi j =
(
α1 j,α2 j, · · · ,αip

)
(4) 计算协方差矩阵的特征值 λ i 和特征向量 l i .

S 的 p 个特征值记为:  , 标准化特征向量

为 , 则第 m 个样本指标的第 i 个

主成份为:

Fki =

n∑
j=1

αi j lgyki (5)

i = 1,2, · · · , p; j = 1,2, · · · , p;k = 1,2, · · · ,n其中,  , 很显然,
Fki 是 yki 的非线性组合.

(5) 计算主成份贡献率及累计贡献率. 一般选取累

计贡献率大于 80%的特征值对应的主成份 m, 这 m 个

主成份就综合体现了所有指标的大部分信息.

主成份贡献率:

λi/

n∑
k=1

λk (6)

主成份累计贡献率:
i∑

k=1

λk/

n∑
k=1

λk (7)

(6) 计算各主成份得分 Zij, 将其作为电力物资细分

的综合指标.
Zi j = Vi j ∗ li (8)

2.2   基于 SOFM 神经网络算法的电力物资细分模型

自组织映射神经网络 (Self organization feature
map, SOFM) 由芬兰赫尔辛基大学教授 Kohonen 于

1981 年提出. 由于基于需求特性的物资细分指标复杂

多变和数量较多, 且各指标之间往往又由许多隐含层

次因素交互作用影响, 因此, 本文构建了 SOFM神经网

络算法对物资进行聚类分析, 将前文得到的少数综合

指标作为神经网络输入, 通过算法的自组织性和竞争

学习过程自动完成聚类过程, 聚类过程完全依据样本

本身的属性特征, 受外界干扰较小, 相比于传统的聚类

算法, 其具有更优秀的聚类性能[10]. 模型的主要思路如

下:
(1) 构建包括输入层和竞争层的神经网络, 网络拓

扑结构为矩形网格结构, 竞争层包括 n×m 个神经元.
(2) 网络初始化及邻域半径的确定. 将神经网络的

输入节点和竞争层神经元之间实现全连接, 有 N 个相
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应的权值向量, 对所有的权值向量{Wij}赋予[0, 1]区间

内的随机数, 并且对所有的权值向量进行归一化处理,
确定初始邻域半径 Ng(0), 学习率 η(0)(0<η(0)<1), 一般

情况下, 邻域半径应该覆盖所有邻域距离的 2/3. 权值

向量应满足:
n∑

i=1

Wi j = 1 (9)

Xk = (X1,X2, · · · ,Xn)

(3) 样本输入. 在学习过程中, 当样本进行输入时, 竞
争层神经元进行响应, 从而调整权值向量优化神经网络.
样本输入就是从训练集中随机的抽取一个输入模式并且

对其进行归一化处理进行输入, 得到 ,
n 为输入神经元数目.

X̄k =
X
|X| =

x1/

√√√ n∑
j=1

X2
j , · · · , xn/

√√√ n∑
j=1

X2
j


T

(10)

(4) 寻找获胜神经元. 样本输入后, 竞争层神经元

受到刺激调整最终会选择权值向量最相似的向量对象

的神经元成为获胜神经元, 两个模式向量的相似程度

通常用二者的欧式距离来进行判断, 计算公式为:

d j =

n∑
i=1

(
Xk

i −Wi j
)2

(11)

选择距离最小时对应的节点 Nj
*为竞争获胜神经元:

d j∗ = min
j∈{1,2,··· ,m}

{
d j
}

(12)

(5) 定义优胜邻域. 优胜邻域是以获胜神经元为中

心, 设定一定距离的半径的一个区域, 在网络的学习过

程中, 随着迭代次数的增加, 权值向量不断自组织和调

整, 优胜邻域不断缩小为零, 模式趋于稳定. Nj
*表示获

胜神经元的邻域, 其应满足:

N j∗ =
{
m, d j < d

}
(13)

(6) 权值调整. 当样本输入后, 获胜神经元及其优

胜邻域范围内的神经元会以自组织形式不断调整权值

向量, 从而使得权值向量更加接近输入样本的模式向

量, 经过反复的训练之后, 各个神经元就会形成固有的

特征, 从而达到对样本进行聚类的效果[11]. 权值向量调

整方式如下:

Wi j (k+1) =Wi j (k)+η
[

̂xi (k)−Wi j (k)
]
;

0 ≤ η ≤ 1
(14)

(7) 检查结束. 随着时间的推移以及迭代次数的增

加, 学习率会不断的减小, 使得输入样本自组织性的被

聚类, 判断结束的标准为学习率逐渐减小为定值或者

神经元平均领域距离趋于定值.
2.3   模型评估

C1,C2, · · · ,Ck

o ∈Ci (1 ≤ i ≤ k)

轮廓系数 (Silhoutte coefficient)通过考察类之间的

分离情况和紧凑情况来评估聚类效果. 对于 n 个对象

的数据集 D, 假设 D 被划分成 k 个簇 . 对
于每个对象 o∈D, 计算 o 与其所属类其他对象的平均

距离 a(o), 以及 o 与其他类的最小平均距离 b(o). 假设

, 则:

a (o) =

∑
o′∈Ci,o,o′

dist (o,o′)

|Ci| −1
(15)

而

b (o) = min
C j;1≤ j≤k, j,i


∑

o′∈C j

dist (o,o′)

|Ci|

 (16)

对象 o 的轮廓系数为:

s (o) =
b (o)−a (o)

max {a (o) ,b (o)} (17)

a(o) 的值反映 o 所属类的紧凑性, 该值越小越紧

凑, b(o) 的值反映 o 与其它类的分离程度, b(o) 的值越

大, o 与其它类越分离. 因此, 当 o 的轮廓系数接近 1时,
则表示 o 所属的类是紧凑的, 并且远离其它类, 模型聚

类效果越明显.

3   算例分析

为了验证模型的有效性和适用性, 本文采集了某

公司 2013年至 2016年 300多万条物资出入库数据进

行分析研究. 目标数据集包括 1571 个物资小类, 并由

选取的八个关键指标为评价指标, 采用 RStudio 软件

进行数据分析, 对建立的电力物资细分模型进行验证

分析.
3.1   非线性主成份分析指标确定

为了更加合理的消除各指标的量纲差异, 在保证

系统信息量的前提下, 采用非线性主成份对变量进行

降维处理, 为物资细分指标的确定提供依据. 选取了

1571 种物资数据作为研究样本, 物资指标体系选取

8个关键指标, 并对数据进行对数中心化、标准化预处

理, 结合 R软件进行非线性主成份分析, 主成份的选择

依据主成份累计方差贡献率大于 80%, 通过计算可知,
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各主成份方差贡献率见表 2.
表 2     各主成份方差贡献度

 

主成份 标准差 方差占比 累积值

Comp.1 1.6958 0.3595 0.3595
Comp.2 1.3710 0.2350 0.5944
Comp.3 0.9797 0.1200 0.7144
Comp.4 0.9007 0.1014 0.8158
Comp.5 0.8350 0.0872 0.9030
Comp.6 0.6778 0.0574 0.9604
Comp.7 0.4654 0.0271 0.9875
Comp.8 0.3167 0.0125 1.0000

 
 

由上表可以看出, 主成份一、主成份二、主成份

三和主成份四的累计方差贡献率达到 81.6%(大于

80%), 故只需选取主成份一、主成份二、主成份三和

主成份四, 即可代表原来的 8个指标的大部分信息, 各

主成份因子载荷矩阵见表 3.
由表 3 各主成份因子载荷矩阵可以看出, 第一主

成份在物资金额、缺货成本和领用次数三个指标上载

荷较高, 则认为第一主成份代表了物资的重要性程度;
第二主成份在抢修金额和抢修数量占比两个指标上载

荷较高, 则认为第二主成份代表了物资的紧急性; 第三

主成份在缺货成本和应急采购占比两个指标上载荷较

高, 则认为第三主成份代表了物资的稀缺性; 第四主成

份在缺货成本和领用数量两个指标上载荷较高, 则认

为第四主成份代表了流通性. 通过因子载荷矩阵可求

得各物资在四个主成份的综合得分, 并将其作为下一

步神经网络模型的输入, 即输入变量为: 重要性、紧急

性、稀缺性和流通性.
 

表 3     各主成份因子载荷矩阵
 

Comp.1 Comp.2 Comp.3 Comp.4 Comp.5 Comp.6 Comp.7 Comp.8
jezb_new 0.43 -0.35 0.00 0.00 -0.15 0.53 0.61 0.00
qhcb_new 0.12 0.33 -0.62 0.63 -0.28 0.12 0.00 0.00
dhzq_new 0.24 -0.41 0.34 0.43 -0.41 -0.55 0.00 0.00
qxzb_new 0.20 0.55 0.41 0.21 0.29 -0.17 0.36 0.45
lycs_new 0.53 -0.13 0.00 -0.12 0.00 0.24 -0.60 0.51
lysl_new 0.28 0.32 -0.19 -0.60 -0.56 -0.30 0.16 0.00
yjcgb_new 0.34 -0.24 -0.48 0.00 0.56 -0.46 0.22 0.00
qxje_new 0.47 0.35 0.24 0.00 0.12 0.00 -0.25 -0.72

 
 

3.2   SOFM 神经网络学习及训练过程

基于非线性主成份分析法选择的 4 个主成份, 采
用 SOFM 神经网络算法对电力物资进行细分, 通过调

整参数及结果分析, 将 SOFM神经网络参数设置为: 竞
争层为 2*2的二维空间平面, 为矩形网格结构, 学习率

线性变动区间为[0.05, 0.01], 邻域半径为 0.5, 最大迭代

次数为 100次. 此时, 模型的聚类结果见表 4.
 

表 4     电力物资聚类结果
 

聚类类别
聚类中心

数量 占比(%)
重要性 紧急性 稀缺性 流通性

物资类1 -1.406 -0.715 -0.662 0.253 493 31.4
物资类2 -0.976 -2.498 2.111 -1.692 111 7.1
物资类3 3.264 -0.929 -1.039 -0.339 158 10.1
物资类4 0.366 0.932 0.369 0.147 809 51.5

 
 

s = 1
n

n∑
o=1

s (o) = 0.87平均轮廓系数:  .

由表 4 可知, 1571 种电力物资依据重要性、紧急

性、稀缺性和流通性四个属性, 被分为了四类, 物资类

1 包含 493 中小类物资, 物资类 2 包含 111 种小类物

资 ,  物资类 3 包含 158 种小类物资 ,  物资类 4 包含

809种小类物资; 另由平均轮廓系数为 0.87可知, 模型

的聚类效果良好.
 

0 10 20 30 40 50 60 70 80 90 100
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图 2    SOFM神经网络收敛曲线

 

由图 2 可知, 在自组织映射神经网络学习过程中,

竞争层各神经元间的平均距离随着迭代次数的增加不

断减小, 并逐渐收敛为一个定值, 当迭代次数达到第

四十代左右的时候, 竞争层神经元间平均距离收敛为

0.0205, 此时, 模型趋于稳定状态.
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图 3    物资特征分布图

 

图 3 反映了各神经元在各属性上的重要程度, 可
以清晰的看出:

第一类物资属于流通性比较强的物资, 需求频次

和需求量都比较大; 第二类物资属于比较稀缺的物资,
缺货成本比较高; 第三类物资侧重于重要性和流通性,
这类物资价值比较大、需求频次较高; 第四类物资属

于紧急程度高且流通性比较快的物资.
在实际应用中, 企业可以结合各类物资的具体属

性特征, 设计不同的物资需求预测方法, 提高预测精度,
另外, 也可针对不同物资制定差异化的物资管理策略,
提高企业的运营效率.
3.3   模型评估

将采用本文方法得到的结果与使用 PCA-SOFM
神经网络和单独使用 SOFM神经网络所得到的结果作

对比分析见表 5.
 

表 5     三种方法聚类效果对比分析
 

方法 SOFM输入变量个数 平均轮廓系数 模型评价

NPCA-SOFM 4 0.87 最优

PCA-SOFM 6 0.63 较好

SOFM 8 0.54 一般
 
 

由表 5 可知, 采用三种方法进行聚类的平均轮廓

系数分别为 0.87、0.63 和 0.54, 可看出本文所采用的

NPCA-SOFM 神经网络模型聚类效果要优于 PCA-
SOFM 模型和单独使用 SOFM 模型; 且 NPCA 算法使

得 SOFM 神经网络输入变量个数更少, 降维效果更具

优势, 较好的提高了聚类性能. 因此, 本文所设计的基

于 NPCA-SOFM 算法的电力物资细分模型是合理的,
且具有明显的性能优势.

4   结语

文章结合 NPCA 和 SOFM 两种算法优缺点, 设计

了基于 NPCA-SOFM算法的电力物资细分模型, 首先,
采用非线性主成份分析法 NPCA将物资细分粗选指标

转换为四个综合指标: 重要性、紧急性、稀缺性和流

通性, 降低问题的复杂度; 然后, 构建基于 SOFM 神经

网络算法的物资细分模型, 通过算例分析对比分析, 表
明 NPCA-SOFM 神经网络算法性能更优, 并将电力物

资细分为四大类, 为企业物资差异化需求预测和个性

化库存管理提供参考意义, 促进企业物资集约化管理

和运营效益的提升. 此外, 本文主要研究了基于电力物资

需求特性的物资细分模型, 但是基于该分类的差异化

需求预测方法及合理库存方案还有待进一步认真研究.
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