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一种基于频繁概念集的文本聚类方法① 
A Text Clustering Method Based on Frequent Concept-Sets 

 
肖 杰 黄汉永 张 驹 (中南大学 信息科学与工程学院 湖南 长沙 410083) 

摘 要： 针对传统文本表示模型的不足以及文本向量的“高维诅咒”问题，本文提出一种基于频繁概念集的文

本聚类方法(CFC)。该方法利用 HowNet 将文本中的关键词映射为概念，然后使用 Apriori 算法找出

概念文本集中的频繁特征项，我们称之为频繁概念，最后利用 CFC 算法实现文本聚类。实验表明，较

传统的基于频繁特征项的同类方法，该方法能获得更好的聚类效果。 
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1 引言 

文本聚类分析是组织文档的一种有效方式。许多

传统聚类技术虽然也应用于文本聚类，但很难满足文

本聚类的特殊需求：数据的高维度，可理解的类别标

签，聚类个数预先不可知，文本间潜在的语义关系，

允许簇重叠。 
文本聚类的首要工作是文本表示。传统文本聚类

算法大多采用基于关键词的文本表示模型，该模型只

考虑词的频率信息，忽略了词与词之间的语义信息，

影响了聚类质量。同时，文本聚类是一种典型的基于

高维空间的数据挖掘任务，直接在这种高维空间进行

聚类，将导致聚类性能和聚类质量大大下降。此外，

将结果簇个数作为算法的输入参数，以及对文档集进

行硬划分的做法也是不合理的。 
针对以上问题，本文提出一种基于频繁概念集

的文本聚类方法(Clustering based on Frequent 
Concept-Sets，CFC)。CFC 算法使用 HowNet 将

关键词映射为同义词集合所代表的概念 [1]，然后采

用 Apriori 算法挖掘出频繁特征项集，我们称之为

频繁概念集。基于这些频繁概念集，利用一种新的

聚类方法实现对原始文本集的聚类。通过融合本体

知识和频繁特征项，该算法有效降低了特征空间的

维数，提高了聚类准确性。实验表明，CFC 算法较

传统基于频繁特征项的同类方法能获得更好的聚类

效果。 
 

① 收稿时间:2008-10-15 

 
 
2 概念映射 

传统文本聚类方法采用基于关键词的文本表示模

型表示文本，文本之间的相似度计算基于关键词。然

而，由于自然语言的复杂性，同一词意可通过多个不

同的词形来表达，传统的文本表示模型无法发现隐藏

在文本中的这种语义信息。 
假设文本集 D ={ 1 2,d d }， 1d ={计算机 微机}，

2d ={电脑 computer}。由于文本 1d , 2d 没有共享任何

关键词，如果采用基于关键词的方法进行聚类，同主

题的两个文本将被分到不同的簇中，从而降低了聚类

准确度。如果把关键词{计算机,微机,电脑,computer}
映射为同一概念"电脑"，就可以使同主题的文本划分

到同一簇中。 
可见，基于概念的聚类不仅能发现隐藏的语义信

息，还能降低特征空间的维数。进行概念映射前，本

文先进行特征词筛选，降低特征空间的维数，获取主

题区分能力较强的关键词。 
2.1 特征词筛选 

算法首先对文本进行分词，去除停用词，获得一

个特征空间缩减的文本集。由于文本集中主题词比例

较小，大多数词出现频率很低，这些低频词不仅增加

了计算复杂度，还淹没了主题，因此，本文利用词语

的频率信息对特征词进行筛选。我们选择前个最大的

词作下一步的概念映射，其中为文本集中非重复词的

个数，根据经验，取 0.1 时聚类质量不会受到太大影 
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响[2]。该步骤去除了大部分噪声词，保留了主题区分

能力较强的词，大大降低了特征空间的维数。 
2.2 概念映射 

文献[3,4]采用 WordNet 本体来改善聚类质量，但

WordNet 不能直接用于中文文本聚类，本文采用

HowNet 来获取词语所代表的概念。在 HowNet 中，

每个词都用义项 DEF 来定义，本文假定 DEF 义项为该

词语的概念。由于一个词可能对应多个义项，概念映射

就是要准确地获取词语在 HowNet 中所代表的概念。 
对于文本中的单义词并且在 HowNet 中存在的

词，直接获取该词语的一个相应概念。对于有多个义

项的词，本文认为该词的某个义项在原文中出现次数

越多，对词的支持度就越大，从而被认为是该词的真

实义项，也即该词的实际概念。对于未登录词，将词

本身作为概念。 
经过概念映射，原文本中频率较低而与文本同主

题的关键词的重要程度得到了提升，整个文本的主题

更加突出。通过概念映射，文本的关键词集合转化为

概念集合。 
 
3 CFC算法 

“高维诅咒”是文本挖掘面临的普遍问题，基于

频繁项集的聚类技术试图解决这个问题。最早的频繁

集聚类算法是由 Wang 等人提出的 FTC 算法，该算法

产生平面簇；Beil 等人提出层次状聚类算法 HFTC 算

法，但聚类结果依赖项集的选择顺序。Benjamin[5]

提出一种基于频繁项集的层次聚类算法 FIHC 算法，

该算法先把包含某个频繁词集的文本全部归入该簇，

再使用一个打分函数去除簇之间的重叠，较前期算法

具有更好的聚类质量。 
但以上聚类算法都是基于频繁关键词集的，没

有考虑文本间的语义关系。此外，在初始簇分离过

程中，对具有相同文本集而不同频繁项个数构成的

初始簇，FIHC 算法往往将这些文本集划分到频繁项

数目较少的初始簇中，这与基于频繁项集聚类算法

中关于频繁项数目越多，对簇的描述能力越强的原

则是相背的。CFC 算法和传统的同类算法一样，也

是基于频繁项集的，不同的是该算法中的项指的是

概念，而不是传统意义上的关键词。算法克服了传

统同类方法存在的缺点，并实现了文本集的软聚类，

提高了聚类质量。 

3.1 基本定义 
定义 1(频繁概念集).将文本集 cD 看成数据库， cD

中的文本看成数据库中的事务， cD 中所有概念的集合

就是数据库中项的集合。设 C 为概念的集合，X 是 C
的非空子集， ( )percent X 表示包含集合 X 的文本占总

文本的比例，如果 ( )percent X >min_sup ，则 X 称为一

个频繁概念集。 
其中,min_sup 为频繁概念集的最小支持度，其值

可由用户指定，也可让算法在抽样文本集上进行多次

预运行获取一个最合适的值。 
定义 2(簇重叠).设 AT 为与支持簇 A 的文本的集

合， BT 为支持簇 B 的文本的集合，且 A BT T ，如果

A BT T   ，簇 A 与簇 B 存在重叠现象，称为簇重叠。 
定义 3(文本对簇的支持度).设有簇 C 和文本 d，

如果文本 d 包含了簇中的所有频繁概念，则称文本 d
支持簇 C，文本支持的簇的个数称为文本对簇的支持

度，用 _cluster sup表示。 
定义 4(k 阶簇).包含 k 个频繁概念的簇 
定义 5(非重叠度).设 ikC 为第 i 个簇，其阶为 k，

ikjC 为文本集第 j 趟归属处理后支持该簇的文本个数，

N 为文本集 D 中的文本总数，
1

m

ikj
i

N C


  称为非重叠

度，其中 m 为初始簇的个数。 
从定义 5 可知， 的取值范围为(0,1]， 越大，

重叠度越低。对于 FIHC[4]算法，其最终 值为 1，即

不存在簇重叠现象。 
3.2 初始簇构建与软分离 

利用 Apriori 算法可以挖掘出基于概念的频繁项

集，也即频繁概念集。把每个频繁概念集看成一个初

始簇，所有包含了该频繁概念集的文本被划到该初始

簇中。由于初始簇中的每个文本都包含了该频繁概念

集，可以把该概念集看成对该簇的类别描述。 
由于一个文本可能包含多个频繁概念集，初始簇

之间将出现簇重叠现象，本文利用新的算法决定文本

的归属簇。同时，由于多主题文本的存在， 新算法试

图实现初始簇的软分离，即多主题文本可考虑归到多

个相关簇。此外，用户可选择性地指定结果簇的个数，

未指定时算法将自动生成结果簇。 
本文算法主要包括两部分：第一部分基于以下两

个原则实现部分文本的唯一簇归属。 
(1) 支持 k 阶频繁概念集的文本同时也支持该频

繁集的所有子集 
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(2) 由于初始簇是由其频繁概念的集合来描述

的，我们认为一个簇中的频繁概念越多，对簇的描述

能力就越强 
算法从最大同阶初始簇开始处理，对于同阶重叠

初始簇中的非重叠文本，将它们从所有的低阶初始簇

中删除，实现部分文本的唯一簇归属。 
第二部分对其余重叠文本进行簇归属处理，实现

簇的软分离。算法循环处理每一个重叠的文本，将其

归到一个或多个簇中。每趟循环执行之前，计算簇的

非重叠度 ，并与一个非重叠度阈值 进行比较，如

果 > ，则算法结束，否则对重叠文本实施簇归属。

 值可由用户指定，也可取默认值，实验表明当

 =58%时获得最佳聚类效果。如果用户指定了结果簇

个数，在每趟循环执行之前，将当前得到的非空簇个

数与用户指定的结果簇个数进行比较，如果相等则算

法结束。在对重叠文本实施簇归属时，算法仍从最大

同阶簇开始处理。根据上述原则(2)，总是将重叠的文

本优先归到最大 k 阶簇。对于同阶的重叠簇，则计算

各个簇内频繁概念的权值和，将重叠的文本归到权值

和最大的簇中。若存在多个并列最大权值簇，则将重

叠文本归到各个簇。 
CFC 算法通过设置重叠度阈值 ，实现了初始簇

的软分离，而 的大小则决定了初始簇的分离程度，

即结果簇的重叠程度。 
3.3 CFC 算法 

设 max 为所有初始簇的阶的最大值，对于 k 阶

簇， k { }1,2,...,max ； ikT 为支持第 i 个簇的文本集合，

阶为 k； ksT 表示所有支持 k 阶簇的文本中支持度为 s
的文本集合；可选参数 noc 表示结果簇的个数。 

算法 1 CFC 算法描述： 
输入：初始簇，阈值 ，可选参数 noc 
输出：经过软分离的结果簇 
步骤： 
① 令 k=max，序列 j=1 
② 对所有小于 k 阶的初始簇，从支持该簇的所有

文本中删除那些出现在集合 1ikT 中的文本 
③ max=max-1，如果 max>1，则执行②，否

则重置 max，令 k=max，执行⑥ 
④ 计算当前非空的簇的个数 n，如果 n=noc，

则转到步骤⑧，否则计算簇的非重叠度  ，如果

 < ，则 j=j+1，执行步骤⑥，否则转到步骤⑧ 

⑤ k=max 
⑥ 对 ( 2)ksT s  中的文本 jd ，计算 jd 支持的簇中

各频繁概念在中的权值和，将重叠文本 jd 归到权值和

最大的簇，若存在多个并列最大簇，则将 jd 归到各个

最大簇，并将 jd 依次从它支持的其它簇对应的文本集

合中删除。如果 ksT  ，则执行步骤④，否则转到步

骤⑦ 
⑦ max=max-1，如果 max>1，则返回步骤⑤，

否则转到步骤⑧ 
⑧ 选择 ksT  的簇作为结果簇，算法结束。 

 
4 实验和结果分析 
4.1 评测数据 

实验使用 2 个中文语料作为评测数据。第一个语

料选自 Sougou 实验室的文本分类语料，该语料库来

源于 Sohu 新闻网站保存的大量经过手工整理与分类

的新闻语料与对应的分类信息。其分类体系包括几十

个分类节点，网页规模约为十万篇文档。我们从精简

版语料中随机选择 1000 篇文本作为评测数据，它们

分别来自 IT，健康，体育，教育，军事 5 个类别，每

个类别 200 篇文本，并将该语料标记为 Sougou-TC。 
另一个语料是从互联网上搜集的 1440 篇文本。根

据网上的原始分类体系，将这些文本采用手工形式粗略

地划分为55 个主题，其中最大的主题包括80 篇文本，

最小的包括4 篇文本，并将该语料记为CFC-55。 
4.2 评测方法 

本文采用常用的评价指标 F 值[6]评价聚类质量，

这是一种标准的外部评测方法，可用于评测平面和层

次聚类结果。它将每个聚类结果簇视为一个查询的结

果，每个预定义类别视为一个查询的相关文档集合。

对于每个人工类和结果簇，准确率、召回率和 F 值的

计算如下： 
 

         (1) 
 
                           (2) 

 
                       (3) 

 
其中， ijn 表示簇 jC 中包含预定义类别 iK 中的文本个

数。对每一个预定义类别 iK ，找出一个最能描述它的

( , )
| |

i j
i j

i

n
R eca ll K C

K


( , )
| |

ij
i j

j

n
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
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





    计 算 机 系 统 应 用                                                                 2009 年 第 5 期  

 84 研究开发 Research and Development 

结果簇，即使 ( , )i jF K C 最大的 jC 。对一个聚类结果 C，

通过取它对所有预定义类别的最大 F 值的加权平均来

衡量其聚类质量，该指标称为聚类结果 C 的总体 F 值，

记为 ( )F C ：                                    
        

(4) 
 
其中，K 表示所有预定义类别，C 表示所有结果簇；| |iK

表示类 iK 中文档数目， | |D 表示数据集 D 中全体文档

数目， ( )F C 取值范围是[0,1]， ( )F C 值越大表明聚类

效果越好。 
4.3 评测结果 

为了评测 CFC 算法的聚类质量，我们选取 BKM
和 FIHC 两种聚类方法与本文算法进行横向比较。首

先为 3 种算法指定聚类结果簇的个数，使其与各语料

的预定义类别数相同。然后将三种方法在同一数据集

上分别执行 10 次，取平均 F 值进行比较。BKM 算法

随机选择初始聚类中心，CFC 算法的非重叠度阈值取

0.6。为公平起见，FIHC 和 CFC 算法取相同的最小支

持度，在这里取三种支持度 2%,5%和 8%。 
表 1 列出了 3 种聚类方法在两种语料上不同支持

度下聚类结果的 F 值。 
表 1 BKM，FIHC 和 CFC 方法的 F 值对比 

F值  
语料名称 

 
最小支持度 BKM FIHC CFC 

2% 0.352 0.476 0.501 
5% 0.401 0.508 0.513 

 
Sougou-TC 

8% 0.375 0.512 0.498 
2% 0.395 0.493 0.524 
5% 0.408 0.547 0.517 

 
CFC-55 

8% 0.422 0.584 0.601 
从表 1 中可以看出，本文算法在两种数据集上取

不同的最小支持度时，较其它两种聚类方法的聚类质

量都有明显的改善。我们认为这种改善来自两个方面，

一是 CFC 算法是一种基于概念的聚类方法，另一方面

CFC 算法允许结果簇的重叠。因此，CFC 算法是一种

聚类效果较好，实用性较强的聚类方法。 
接下来测试 CFC 算法对参数的敏感度。在不指定

结果簇个数的情况下，计算了 10 个不同非重叠度阈

值下获得的 F 值，测试结果如图 1 所示。当 =1 时，

CFC 算法实现的是一种硬聚类，每个文本被归到唯一

的簇中，结果簇没有重叠。由图 1 可以看出，当 的

值小于 0.6 时，聚类质量受 的影响很小。 
 
 
 
 
 
 
 
 

 
图 1 非重叠度阈值对 CFC 算法 F 值的影响 

 
5 结论 

本文通过分析文本聚类的特殊需求和前期算法的

不足，提出一种基于频繁概念集的聚类方法。该方法

将结果簇个数作为可选的输入参数，提高了算法的灵

活性。通过参数控制实现了初始簇的软分离，使聚类

结果更具合理性。算法融合了语义本体和频繁项集聚

类思想，可以进一步降低特征空间的维度，有效改善

传统以词为特征的聚类算法的质量,不足之处是对知

识库具有较大依赖性。 
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