
 

 

基于深度学习的 SIFT 图像检索算法①
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摘　要: 深度学习作为一个新的机器学习方向, 被应用到计算机视觉领域上成效显著. 为了解决分布式的尺度不变

特征转换 (Scale-Invariant Feature Transform, SIFT)算法效率低和图像特征提取粗糙问题, 提出一种基于深度学习

的 SIFT 图像检索算法. 算法思想: 在 Spark 平台上, 利用深度卷积神经网络 (Convolutional Neural Network,
CNN)模型进行 SIFT特征抽取, 再利用支持向量机 (Support Vector Machine, SVM)对图像库进行无监督聚类, 然后

再利用自适应的图像特征度量来对检索结果进行重排序, 以改善用户体验. 在 Corel图像集上的实验结果显示, 与
传统 SIFT算法相比, 基于深度学习的 SIFT图像检索算法的查准率和查全率大约提升了 30个百分点, 检索效率得

到了提高, 检索结果图像排序也得到了优化.
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SIFT Image Retrieval Algorithm Based on Deep Learning
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Abstract: Deep learning is a new filed in machine learning research, and to apply it to computer vision achieves effective
result. To solve the problem that the traditional Scale-Invariant Feature Transform algorithm (SIFT) has low efficiency
and extracts image features roughly, A SIFT image retrieval algorithm based on deep learning is proposed. The algorithm
idea is that on the Spark platform, a deep Convolutional Neural Network (CNN) model is used for SIFT feature
extraction, and Support Vector Machine (SVM) is utilized for unsupervised clustering of image library, then the adaptive
image feature measures are used to re-sort the search results to improve the user experience. The experiment results on the
Corel image set show that compared with the traditional SIFT algorithm, the precision and recall rate of the SIFT image
retrieval algorithm based on deep learning is increased by about 30 percentage points and the retrieval efficiency is
improved, the resulting image order is also optimized.
Key words: Convolutional Neural Network (CNN); deep learning; image retrieval; resort

 

随着大数据时代的到来, 庞大数据集的图像检索

已经广泛应用于计算机视觉[1] 和人工智能[2] 等先进领

域. 如何从这个大数据库的数字资源中快速检索到用

户需要的图像信息和提高图像检索效率, 就成为了计

算机视觉一个亟待解决的问题.
在图像库中, 查找具有包含指定内容或特征图像

的这个过程, 定义为图像检索. 其中图像之间的相似度

值高低对一个图像检索算法的性能起着至关重要的作
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用. 目前的图像检索方法分为早期的监督图像检索和

无监督图像检索方法. 监督图像检索方法中使用的图

像是人工标记的, 而无监督图像检索所使用的是基于

深度特征的. 在计算机视觉领域, 起初的图像检索是根

据图像的低级特征 (人工特征) 来检索, 比如 SIFT[3]、

Bow[4] 和 VLAD[5], 作为特征提取的主流算法, 取得了

一定的成效, 但其效果仍然不能令人满意. 传统图像检

索效果不佳的原因是低级特征无法表达图像的内容,
所以图像检索的深度特征逐渐取代低级特征, 目前神

经网络提取深度特征能力得到广大科研人员的认可.
随着机器学习的迅猛发展, 图像检索领域运用了

卷积神经网络模型, 代表性的模型有 Alex Net [6] 和
VGG-Net[7] 等. CNN 模型大多数都被用来确定每一目

标的位置和类别. 比如 CNN 学习 SIFT 特征[8] 和深度

特征, 利用学习来的图像特征来做目标检测, 成功应用

于艺术品的图像分类. 但是, CNN 算法存在一些弊端,
例如边缘和位置信息容易被忽视. 对此, 文献 [9] 提出

了对卷积层的卷积特征提取与加权的解决思路, 从而

使得包含边缘和位置信息的元素被赋予更大的权重.
同时 CNN 算法还存在不能适用于不同尺寸的图像问

题, 文献 [10]对此改进 CNN算法即在卷积层和全连接

层中加了 SPP (Spatial Pyramid Pooling) 层, 这样在不

同规格尺寸的图像下进行学习以及生成多种尺度大小

的特征. 其实最主要的问题在于, 当深度学习生成的高

维图像特征较多时, 就会造成维灾难问题. 同时社交媒

体时代的快速发展, 网络图像数量的爆炸式增长大, 给
大规模图像检索带了巨大挑战. 若使用常规的检索算

法, 检索效率会受到极大限制.
针对传统图像检索的检索效率低、图像内容无法

准确表达和高维图像特征的维灾难等问题和借鉴深度

学习网络的优点, 提出一种基于深度学习的 SIFT图像

检索算法, 对 CNN 的卷积层的选择框构造图像金字

塔、池化层融合了 SIFT算法, 来保证图像的位置特征

不丢失, 再利用 Spark[11] 大数据平台的 SVM对图像库

进行无监督聚类, 然后再利用自适应的图像特征度量

来对检索结果进行重排序, 以改善用户体验.

1   基本概念

1.1   CNN
卷积神经网络 (CNN)包含以下几种层:
卷积层 (convolutional layer), 由多个卷积单元构

成, 但只能提取低级的特征.

矩阵卷积: 计算图像的特征, 其中有两种方法: 全

卷积和有效值卷积.

全卷层的计算如式 (1)所示为:

z(u,v) =
∞∑

i=−∞

∞∑
j=−∞

Xi, j.Ku−i,v− j (1)

Xi, j Ku−i,v− j其中,  是图像特征,  卷积核, z(u, v)是图像卷

积特征.

Krot

1800

假设 X 是 m×m 阶, K 是 n×n 阶矩阵,  是由 K

旋转 得到, 有效值卷积的计算如式 (2)、式 (3)为:

z(u,v) =
∞∑

i=−∞

∞∑
j=−∞

Xi+u, j+v.Krot i, j.X(i, j) (2)

X(i, j) =
{

1,0 ≤ i, j ≤ n
0,others (3)

Xi, j其中, X(i, j)为 1表示 有效卷积特征, 若为 0则表示

无效卷积特征.

池化层 (pooling layer), 在上面的几层特征提取和

运算后, 会产生维度很大的特征, 将特征切成几个区域,

取其最大值或平均值, 得到新的、维度较小的特征, 其

计算如式 (4):{
new_height = (input_height− f ilter_height)/S +1
new_width = (input_width− f ilter_width)/S +1

(4)

其中, input_height, input_width 分别是池化特征矩阵的

高度和宽度, filter_height, filter_width 分别是自定义的

过滤矩阵的高度和宽度, new_height, new_width 分别是

新特征矩阵的高度和宽度.

注意: 池化层的输出深度与输入的深度相同. 另外

池化操作是分别应用到每一个深度切片层, 如图 1所示.
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图 1    池化过程演示

 

全连接层 (fully-connected layer), 把全部的局部特

征联系在一起, 然后生成全局特征, 最终用来计算最后

每一类的得分, 如图 2所示.

2020 年 第 29 卷 第 9 期 http://www.c-s-a.org.cn 计 算 机 系 统 应 用

Software Technique•Algorithm 软件技术•算法 165

http://www.c-s-a.org.cn


X1 X2 X3

Y1 Y2 
图 2    全连接示意

 

(X1,X2,X3)∗

 W11, W12
W21, W22
W31, W32

 = (Y1,Y2)

X1 X2 X3 Y1 Y2 W11, W12
W21, W22
W31, W32


其中, ( , , ) 是输入神经元, 而 ( , )是输出神经

元, 两层之间的连接就是卷积核:  .

1.2   相似性度量

相似性度量极大关乎一个算法的性能, 其方法一

般分为特征度量、CNN特征度量和距离度量.
1.2.1    图像特征度量

图像特征度量是指通过图像的颜色、位置和形状

等特征来衡量它们的相似性.

(c1,c2,c3)

颜色特征: 即图像区域的平均色代表. 为了方便颜

色相似度的计算, 将色度坐标 (色调 h, 饱和度 s, 亮度

v)统一转换为柱坐标系下的欧式空间坐标 表

示, 如式 (5)所示.

c1 = s∗ cos(h), c2 = s∗ sin(h), c3 = v (5)

(x̄, ȳ)

(x,y)

位置特征: 图像的主目标位置坐标 , 用其重心

坐标 的归一化表示, 如式 (6)所示.

(x̄, ȳ) =
( x
W
,

y
H

)
(6)

式 (6)中, W 和 H 分别代表图像的宽度和高度.
ρ

ρ

形状特征: 主要包括形状大小 和偏心率 e. e 是图

像最适椭圆的短、长轴之比;  是目标面积占图像总面

积的百分比.

Fi = (ci1,ci2,ci3, x̄i, ȳi,ρi,ei)

σ1

σ2 σ3

综合考虑颜色、位置和形状等多个特征, 图像 i 的
特征用矢量表示为 . 采用高

斯函数计算图像相似度, 在计算图像 i 和图像 j 之间的

特征相似度中分别需要用到颜色特征方差 、位置特

征方差 、形状特征方差 .
颜色相似度计算如式 (7)所示.

D1 = exp

 (ci1− c j1)2+ (ci2− c j2)2+ (ci3− c j3)2

3σ2
1

 (7)

位置相似度计算如式 (8)所示.

D2 = exp

− (x̄i− x̄ j)2+ (ȳi− ȳ j)2

2σ2
2

 (8)

形状相似度计算如式 (9)所示.

D3 = exp

−wρ(ρi−ρ j)2+we(ei− e j)2

σ2
3

 (9)

wρ we

wρ+we = 1

式 (9) 中,  和 分别为形状大小和偏心率的加权系

数,  .
上述图像归一化的图像特征 D 越接近 1, 两个图

像越相似, D 越接近 0, 两个图像越不相似.

w1 w2 w3

w1+w2+w3 = 1

综合多个特征的图像相似度是各特征间相似度的

加权平均, 设 、 和 分别表示颜色特征、位置特

征和形状特征的加权系数,  , 两幅图像

i 与 j 之间的多特征相似度计算如式 (10)所示.

Dobject(i, j) = w1D1+w2D2+w3D3 (10)

j , i

利用用户对返回结果集的反馈, 提出一种自适应

的特征权值调整, 依据返回结果集的主特征来增强该

特征, 在每次检索时, 每次检索后加强结果图像的主特

征的加权系数, 从而可以使特征相关程度较大的图像

排在较前的位置, 以改善与用户交互体验. 即当用户检

索完, 若所选择图像和查询图像间相似度最高的特征

为特征 i, 则增大特征 i 的加权系数来加强该特征, 同时

减小其它特征 j( ) 的加权系数以减弱其它特征, 权
值调整具体计算如式 (11)所示.

w′i =
wi+

1
N

1+
1
N

, w′j =
w j

1+
1
N

, j , i (11)

式 (11)中, N 为图像库中图像的总数.
而传统的距离度量方法因为要满足距离的条件,

所以会在原来的模型上加以另外的限制条件, 增加了

模型的复杂度. 同时对于很多传统的距离度量方法, 因
为有距离的概念, 在样本扰动一点, 其距离相差不大,
难以区分不同类的图像[12].

文献 [13] 图像检索领域的双线性相似性度量

(Bilinear Similary Measure, BSM), 克服了距离度量的

缺陷. 它是由成对的相似性函数 S 是算法学习得到的,
S函数公式如式 (12)所示.

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2020 年 第 29 卷 第 9 期

166 软件技术•算法 Software Technique•Algorithm

http://www.c-s-a.org.cn


S w(pi, p j) = pT
i W p j,W ∈ Rdxd (12)

其中, pi、pj 是两个样本图片的特征向量, W 是本文要

学习的矩阵.

2   基于深度学习的 SIFT图像检索算法

SIFT 算法主要应用于图像检索工作, 大致流程:
先按照某种规则生成尺度空间, 在尺度空间检测图像

位置来剔除尺度和旋转变化大的兴趣点, 然后选取稳

定的兴趣点作为关键点同时也为分配一个方向或多个

方向, 最后利用关键点的邻域向量来度量图像的相似

程度. SIFT 算法优势在于图像缩放、旋转和亮度变化

保持不变性.
2.1   SIFT 算法

SIFT算法的处理过程一般分为以下几步:
第 1步. 生成尺度空间.
第 2步. 在尺度空间检测并精确定位极值点.
第 3步. 设定关键点方向参数, 并生成其的描述子.
第 4步. 最后通过 SIFT特征向量来计算图片之间

的相似度.
下面以一个实例 SIFT算法, 设有两幅大小不一的

红花 a和红花 b图像, 如图 3所示.
 

红
花
a

红
花
b

原图 极值点梯度图 描述子图 直方图
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图 3    SIFT算法的图解过程

 

开始先进行 SIFT特征提取, 在尺度空间中检测出

描述子, 然后将不同方向的描述子映射相对应方向的

局部子直方图, 最后计算直方图的相似度. 若相似度系

数越接近 0, 则表示两幅图像越相似.
根据上述 SIFT算法的图像相似度的计算过程, 分

析了 SIFT 算法的缺陷: (1) 大数据时代下的图像库数

量爆炸式增长, SIFT算法的检索效率也随之急剧下降;
(2) SIFT 特征比较粗糙和单一. 为此, 本文提出基于深

度学习的 SIFT 图像检索算法 (SIFT Image Retrieval
Algorithm based on Deep Learning).
2.2   本文算法

本文算法通过 CNN和 SIFT特征相似度度量来提

高相似度的精度, 并采用基于内存计算的并行计算框

架 Spark和 SVM 算法对原始图像库进行分类来缩小检

索范围, 从而大大提升算法的效率并自适应改善图像

检索结果的排序, 其处理过程总共 5步, 流程图如图 4.
 

特征
提取

特征
分类

训练并优
化 CNN

网络

相似度
计算

重排序

 
图 4    本文算法流程图

 

第 1步: 统一提取原始图像库的 CNN、SIFT特征;
第 2步: 通过 Spark的MLlib库中的 SVM来训练

图像特征这些数据分类, 同时计算出每个图像库类别

的均值 CNN、SIFT特征;

ave(C,N) =
1
n

n∑
i=1

(C,N) (13)

其中, C, N 分别是图像 CNN特征、SIFT特征.
第 3 步: 建立训练、测试数据集并训练优化 CNN

网络 (如图 5 所示): 依次是卷积层、池化层、激活

层、全连接层、全连接层、分类层; 其中, 为便于建模,
对图像进行分块 (如图 6 所示), 输入图像为 32×32,
70% 数据为训练集, 15% 数据校验集, 15% 数据测试

集, 通过动量法动态调整学习率的训练、校验和测试,
卷积层、池化层、激活层和全连接层的参数都得到优

化调整, 最终本文神经网络实现了分类的最优化效果.
本文的目标函数如式 (14)所示:

Fi, j = Fi, j−α
∂

∂Fi. j
P(a,b) (14)

Fi, j其中,  是图像特征, a 是学习率, P(a, b) 为均方差损

失函数, 用以训练本文神经网络模型.
 

输入
图像

卷积 池化 激活 全连接 分类

32×32 3×5×5 3×4×4 ReLU 
图 5    本文卷积神经网络框架

 

原图左一 原图左二 原图左三

左一
CNN 特征

左二
CNN 特征

左三
CNN 特征

原图右一 原图右二 原图右三

右一
CNN 特征

右二
CNN 特征

右三
CNN 特征

 
图 6    图像分块的原图和 CNN特征
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第 4步: 检索图像时, 先设定图像相似度度量的阈

值, 然后比较进行待查询图像特征与每一类库索引特

征的相似性度量来确定类别库, 再从类库中产生一些

符合查询条件的候选结果 ,  结果排序则是根据图像

SIFT和 CNN特征相似度的值.

Ri =

{
1, S i, j ≤ t
0, others (15)

S i, j其中, t 为阈值,  为图像 i, j 之间的相似度量, R 为

1时, 表示相似; R 为 0, 则表示不相似.
第 5 步: 在用户从结果集中挑选出最满意的图像

之后, 再按式 (8) 对图像各特征的加权系数进行调整,
以便用户下一次更好的体验.

在本文算法检索过程中, 先对原始图像库图像特

征处理并建立训练数据, 再利用改进的 CNN网络对图

像特征库进行训练, 然后在 Spark平台下由 SVM算法

进行分类, 将图像特征库训练成若干类图像特征库. 选
出代表类特征库的索引. 检索的过程中, 最先把图像提

取特征与各类库特征索引比较来确实图像所在大概某

个或某几个类库, 这样大大缩小了查找范围, 有效提高

图像检索效率, 如图 7所示.
 

原始图像库
训练完的

CNN 特征库
各类图像

库的索引特征 
图 7    基于 Spark平台训练图像库

 

本文算法中选用的是 Spark 平台, Spark 计算效

率高, 主要是因为采用了基于内存计算的并行计算框

架, 可以处理大数据以及自带一些经典的机器学习算

法, 弥补了随着图像库数据增长导致检索效率下降的

劣势.
本文算法检索时, 先将原始的图像库进行图像 CNN、

SIFT 特征提取, 然后利用 Spark 平台 MLlib 库中的

SVM 算法对图像特征进行分类. 分类之后, 取每个类

图像库的均值图像特征作为索引, 用户检索时, 需提交

要查询的图像, 交由图像特征提取机制进行特征提取,
递交给搜索机制, 让其根据特征相似度度量的返回查

询结果, 同时图像各视觉特征的加权系数会随用户的

检索行为而改变 (即图像相似性度量的原理), 从而达

到自适应的效果. 若提交的图片不在标准库中, 则算法

利用离线方式对图像 CNN特征进行学习, 优化结果集;
当再次提交时, 系统就会返回用户满意的结果. 本文算

法流程如图 8所示.
 

索引结果

查询

提交

返回结果

标准图像库

图像特征库

原始图像库

图像特征提取

本文 CNN 训练 

建立训练、测
试图像数据集

搜

索

机

制

用

户

 
图 8    本文算法流程图

 

3   实验过程与分析

实验硬件环境: 3.5 GHz主频的 CPU、内存 8 GB,
软件开发环境: 开发工具 PyCharm、开发语言 Python,
并基于 Spark 平台对原图像库进行分类; 实验数据:
10 000 幅 corel 图像库[14] 中的图像, 总共分为 10 个类

别, 每类 1000 幅, 分别为花、巴士、水果、大象、建

筑、骏马、恐龙、人脸、天空和雪山.

3.1   实验设计

3 个对照实验, 主要验证本文算法比传统 SIFT 算

法的性能更佳并且对用户更加友好. 实验 1 比较算法

查准率; 实验 2 验证在检索海量数据集时本文算法的

时间复杂度比传统 SIFT算法低; 实验 3验证本文算法

检索出的图像结果集排序更合理.

3.2   图像检索性能评价性能

为了评价本文算法的性能, 采用图像检索领域最

基本的评价指标: 査全率和均值查准率 mAP (mean

Average Precision).
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recall =

relevant Correctly Retrieved
all Relevant

=
A

A+B

mAP =
1
m

m∑
i=1

A
R

(16)

式 (16) 中, A 为检索返回图像相关的数量, B 为目标图

像相关, 但未检索到的数量; m 为检索的次数, R 为与

目标图像相关的数量.

3.3   实验结果与分析

实验 1. 是本文算法与传统 SIFT 算法、VLAD 算

法和 BOW 算法对图像库中 3 类 (花、巴士、水果-本

文挑选了 3个具有代表性的类别)的查准率, 见表 1.
 

表 1     传统算法与本文算法对某类图像库的查准率对比
 

图像类别 传统SIFT VLAD算法 BOW算法 本文算法

花 0.5747 0.6432 0.7468 0.8606
巴士 0.5897 0.6596 0.7545 0.8987
牛 0.5536 0.6378 0.7269 0.9053

平均值 0.5727 0.6469 0.7427 0.8882
 
 

从表 1和表 2可知, 与传统 SIFT算法、VLAD算

法和 BOW 算法相比, 本文算法对各类图像的平均查

准率和平均查全率均得到提高, 尤其对于传统的 SIFT

算法, 查准率提高了约 30个百分点及查全率提高了约

20 个百分点. 因为本文算法提取的图像特征提取更加

精准, 所以本文图像的查准率和查全率优势明显.
 

表 2     传统算法与本文算法对某类图像库的查全率对比
 

图像类别 传统SIFT VLAD算法 BOW算法 本文算法

花 0.3654 0.1356 0.2564 0.5756
巴士 0.3859 0.1564 0.2789 0.5854
牛 0.3497 0.1268 0.2493 0.5565

平均值 0.3670 0.1396 0.2615 0.5725
 
 

实验 2. 本文算法与传统算法、VLAD 算法和

BOW 算法在不同数量级的图像库时的时间复杂度进

行对比, 结果详见图 9.

从图 9 可以看出, 随着图像数目规模增大, 传统

SIFT算法检索耗时呈指数增长, 而 BOW算法、VLAD

算法和本文算法检索耗时增长相对平缓, 但从中可以

得出本文算法的检索效率较高. 因为本文算法借助大

数据 Spark平台的高效计算和 SVM的高效分类, 所以

图像库数量激增到 5000 的时候, 本文算法优势比较

明显.

0 3000 6000 9000

Images number

0

200

400

600

800

1000

1200

1400

1600

1800

T
im

e 
co

st
 (

m
s)

SIFT
DLSIFT
BOW
VLAD

 
图 9    本文算法与传统 SIFT算法运行时间对比

 

实验 3. 本文算法与传统 SIFT 算法的检索结果集

图像排序的对比, 结果详见图 10.
图 10为检索黄色花朵图像时的返回结果集, 图 10(c)

的传统 SIFT 算法页面检索结果中图像的欧式距离较

小的排在首面, 唯一的排序因素造成排序结果较不理

想, 即会影响到用户的友好体验; 由于本文采用了图像

的自适应特征度量, 所以图 10(b)的本文算法检索图像

排序则依据图像 CNN学习特征和 SIFT特征的相似度

大小来排序, 从而检索图像的结果集排序更加合理, 最
终用户的体验得到改善.
 

(a) 检索图像

(b) 本文算法检索结果排序

(c) 传统 SIFT 算法检索结果排序 
图 10    两种算法检索结果排序
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4   结语

本文提出了一种基于深度学习的 SIFT 图像检索

算法, 该算法适用于大容量的图像数据库检索, 也方便

用户对检索结果集筛选, 然后利用 Spark 平台 MLlib
库中的 SVM 算法对图像特征进行分类. 分类之后, 取
每个类图像库的均值图像 CNN特征作为索引, 缩小图

像检索范围, 再利用特征度量自适应地重构加权系数,
不但适用于大规模数据集时的图像的检索, 而且检索

结果集图像排序更符合用户要求. 实验表明本文算法

有效地解决了数据集的暴增带来的图像检索效率低下

和检索结果图像集的不合理图像先后次序等问题, 从
而极大地改善用户体验.
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