
 

 

基于改进 CNN 的宫颈细胞自动分类算法①
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摘　要: 本文采用深度学习算法中的卷积神经网络对细胞图像进行识别, 实现对宫颈细胞图像的自动分类. 首先对

宫颈细胞进行预处理, 通过细胞核裁剪解决图像输入尺寸不一的问题, 对图像进行翻转平移, 对数据集进行扩充, 并

解决样本量不均衡的问题; 接着选取 VGG-16网络进行改进, 使用改进后的 VGG-16网络进行特征提取, 以及细胞

分类; 并采用迁移学习的方法加载预训练网络参数, 进而加快参数收敛速度, 提高分类准确率; 最终通过对网络的训

练, 得到了较好的分类结果, 将分类结果与人工提取特征设计分类器的方法相比, 分类的准确率有所提高, 二分类的

准确率达 97.3%, 七分类的准确率达 89%. 实验结果表明: 卷积神经网络对宫颈细胞图像进行自动分类, 分类准确率

相比较人工提取特征分类器效果较好, 且分类结果不受分割图像准确率的影响.
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Abstract: In this study, the convolutional neural network under the deep learning framework is applied to the field of

cervical cell identification to achieve automatic classification of cervical cell images. Firstly, the cervical cells are

pretreated, and the problem of different image input sizes is solved by nuclear cutting, the image is flipped and translated,

the data set is expanded, and the sample size imbalance is solved. Then the VGG-16 network is selected for improvement.

The improved VGG-16 network is used for feature extraction and cell classification. The migration learning method is

used for network pre-training, which speeds up the network convergence speed and improves the classification accuracy.

Finally, through the training of the network, it achieves better result. According to the classification results, the

classification accuracy is improved compared with the manual extraction feature design classifier. The accuracy of two

categories classification is 97.3%, and the accuracy of the seven categories classification is 89%. The experimental results

show that the convolutional neural network automatically classifies the cervical cell images, and the classification

accuracy is better than that of the artificial extraction feature classifier, and the classification results are not affected by the

segmentation image accuracy.
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在人工智能技术日趋成熟的今天, 人们将人工智

能技术越来越多的应用在各个领域. AI+医疗是当下最

火热的人工智能应用场景之一, 并且 AI 在乳腺癌, 糖
尿病等预防和治疗方面, 创造了诸多突破和成就. 宫颈

癌发病率高, 且病变周期长, 早期发现治疗效果好[1,2],
目前临床检测仍为人工筛选, 耗时, 昂贵且准确率低[3].
前期筛查是对癌变进行预防和控制的关键途径[4,5]. 我
国宫颈癌早期普查工作量十分繁重, 然而病理医生数

量却严重不足. 因此, 采用 AI 技术进行宫颈细胞病理

辅助诊断在癌前病变诊断中具有重要意义[6].
2009 年, Pan SJ 等[7]提出了一种元启发式算法进

行宫颈细胞分类, 将遗传算法与 KNN 相结合, 从宫颈

细胞图像中构建了 20个特征, 使用遗传算法进行最优

特征子集的选取, 使 KNN 算法进行分类, 并证明了有

效性. 2014 年, Chankong 等[8]提出一种宫颈癌细胞自

动分割和分类的方法, 利用 FCM聚类技术将单细胞图

像分割为细胞核, 细胞质, 并进行特征提取, 利用人工

神经网络进行分类, 并与其他分类器结果进行比较, 证
明了人工神经网络的分类效果与其他分类器相比, 精
度较高. 2015 年, Kaaviya 等[9]提出了一种新的分类方

法对宫颈细胞进行分类. 为了提高宫颈细胞分类结果,
采用集成方法, 集成了 3个分类器的决策, 并使用五折

交叉验证进行评估.
2010 年, 暨南大学的范金坪[10]提出基于矢量量化

的 C-V 模型进行彩色宫颈图像分割, 利用遗传算法进

行特征选择, BP神经网络算法进行原始特征子集以及

最优特征子集分类, 验证特征选择的有效性. 2018 年,
四川大学的缪欣等[11]提出了基于神经网络集成模型的

宫颈细胞分类算法, 集成神经网络相对于单个神经网

络误识别率明显下降. 2018年, 胡卉等[12]提出了基于卷

积神经网络对宫颈细胞进行分类. 验证了卷积神经网

络用于宫颈细胞分类的可行性.
基于以往研究学者对宫颈细胞识别方法的研究,

可以总结出传统的算法都是先经过细胞分割, 其次从

分割后的图像中人工提取细胞图像的特征, 然后设计

算法进行特征降维等操作, 最后选取合适的分类器进

行识别[13–15]. 此类方法通常要求在分割阶段有较高的

分割准确率, 否则会对后续的特征提取产生影响, 其次

选择特征提取需要人工来决定, 这就使得研究人员首

先具备一定的病理知识, 尽管如此, 人工选取的特征也

不一定具有代表性, 这就导致识别效果不好. 基于此,
本文因此采用深度学习算法中的 DCNN 来进行特征

提取[16], 以及细胞识别分类的研究[17,18]. DCNN将卷积

计算同 BP神经网络相结合的神经网络, 具有特征自动

特取以及分类识别的功能[19]. 卷积的引入使其能够感

知图像局部细节[20,21], 提取数据的局部特征, 其权值共

享的特性减少了网络参数运算量[22], 且无需考虑图像

中特征出现的位置, 因此, 其在图像识别领域具有显著

的优势[23]. 基于此, 本文将采用深度卷积神经网络模型

进行宫颈细胞图像识别, 以解决特征提取不完善的问

题, 从而提高宫颈细胞图像识别的准确率以及效率, 实
现智能化识别.

1   研究方法

针对宫颈细胞自动分类的研究过程, 主要分为图

像集的预处理, 模型的选取, 模型的训练以及模型的测

试. 在图像集的预处理阶段, 对图像进行灰度化, 去噪

增强等操作[24], 接着对处理后的图强提取 ROI区域, 并
根据神经网络的输入要求统一尺寸.

在模型选取阶段, 本文采用深度卷积神经网络对

宫颈图像进行分类, 卷积神经网络是一种具有不同功

能网络层的深度学习算法, 其分为输入层, 特征提取层,
以及分类结果输出层[25].

输入层一般是带有分类标签的图像数据, 需要根

据不同网络的要求来统一尺寸[26]. 在这一层一般是要

对输入的图像数据进行预处理, 使之适应网络计算要

求. 常用的预处理分为: 去均值, 归一化, PCA降维.
特征提取层包含卷积层, 激励层, 池化层. 卷积层

采用类似滑动滤波器一样的滑动窗口对图像进行特征

提取, 每个神经元的输入与前一层的局部接受域相连,
并提取该局部的特征, 且局部权重共享[27]. 权值共享减

少了网络参数运算量, 降低了模型的复杂性, 且无需考

虑图像中特征出现的位置. 激励层的主要作用是将卷

积层的输出结果做一个非线性的映射 ,  一般采用

ReLU 函数作为激励层的激活函数, 它具有收敛速度

快, 且梯度计算简单的特点. 池化层处于两个相连的卷

积层中间, 用于压缩传输数据与参数, 减小分类过程中

出现过拟合[28]. 池化的方法一般分为平均池化和最大

池化, 本文采用最大池化的方法进行压缩传输图像. 池
化层在卷积神经网络中的作用是用来识别经过位移,
缩放变换以及其他形式扭曲且不发生性质变化的

图像[29].
分类结果输出层即特征映射层, 由图像特征与图

像类别变迁的映射关系, 本文采用 Sigmoid 函数作为

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2020 年 第 29 卷 第 6 期

138 软件技术•算法 Software Technique•Algorithm

http://www.c-s-a.org.cn


输出层的激活函数. Sigmoid 函数的输出范围在 (0,1)
之间, 具有指数函数的平滑性, 在分类输出结果中, 越
接近于 1, 说明该类的可能性越大. Sigmoid 函数使得

特征映射具有位移不变性[30].
本文选取 VGG16 网络作为基础模型来进行改进,

VGG 卷积神经网络是 2014 年被提出的, 其在图像分

类以及图像检测中表现很好, 并在 2014年 ILSVRC比赛

中取得了很好的成绩, 其准确率达到了 92.3%. 在 VGG
模型中, VGG-16 表现良好, 且应用较多, 它是一个具

有 16层深度的模型, 模型结构如图 1所示.
 

输入 平铺 全连接 Softmax

输出

特征提取层 全连接层

卷积+ReLU 池化

 

图 1    CNN模型图
 

在模型训练阶段, 由于宫颈细胞图像的数量较少,
为了提高分类准确率, 本文采用迁移学习的方法对网

络进行预训练, 采用 ImageNet 数据集训练模型, 将得

到的模型参数作为宫颈细胞分类模型的初始化参数,

由于 ImageNet 是一个具有 1000 类的数据集, 而宫颈

细胞的分类只有 7 类, 所以将原始模型的特征映射层

Softmax 层进行修改, 并对全连接层参数进行调整, 以
加快收敛速度, 提高准确率. 模型如图 2所示.

 

Image net 数据集
卷积+ReLU

卷积+ReLU

池化

池化

输出

输出

预训练网络  

W1 W2 Wn
参数迁移

……

Her lev 数据集

参数微调

 

图 2    网络训练过程
 

在模型测试阶段, 对于训练好的模型, 将测试集输

入模型, 得出分类准确率.

2   实验过程

2.1   数据集介绍

本文采用的宫颈细胞数据集为公开的 HerLev 图

像集, 该图像集是通过数码相机和显微镜在赫列夫大

学医院制作的. 图像分辨率是 0.201 μm/像素. Herlev的

数据集共包含 917 幅图像, 每幅图像包含一个子宫颈

细胞, 分为 7 类, 这 7 个类属于两大类别: 类 1~3 为正

常, 类 4~7 为异常类, 每一类的数据情况如表 1 所示.

其中每个类别的确定由两名细胞技术人员和一名医生

共同诊断, 这样以最大限度地提高诊断的准确性, 避免

个人主观带来的误差.

图 3为宫颈细胞数据集中部分细胞的例子, 图 3(a)–

图 3(g)为正常细胞到异常细胞, 可以看出, 异常细胞相

比较正常细胞细胞核明显增大, 且颜色变深, 核质比明

显变大可见, 但是相邻种类的细胞变化较小, 比如图 3(e)
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与图 3(f) 外观相似, 这对于 CNN 来说, 要想分辨两类,
是有相当大的难度.
 

表 1     HerLev数据集介绍
 

细胞种类 图像数量 总数

正常

Normal superficiel 74
242Normal intermediate 70

Normal columnar 98

异常

Light dysplastic 182

675
Moderate dysplastic 146
Severe dysplastic 197
Carcinoma in situ 150
总数 917 917

 
 
 

(a) Normal

superficiel

(b) Normal

intermediate

(c) Normal

columnar

(d) Light

dysplastic

(e) Moderate

dysplastic

(f) Severe

dysplastic

(g) Carcino

ma in situ 
图 3    宫颈细胞图像

 

2.2   数据预处理

(1)提取 ROI区域

由于网络需要统一大小的图片输入尺寸 ,  而
HerLev数据中的尺寸大小不一, 且长宽比差均很大. 若
依照传统方法改变图像尺寸, 会导致图像内部特征改

变, 从而影响分类效果且分类模型不具有普适性, 因此

本文采取提取 ROI 区域的方式进行适应网络尺寸. 宫
颈细胞不同类别的差距主要来自于细胞核的差异, 医
生在判别细胞异常与否也是通过对细胞核的分析来确

定, 因此本文从原始图像中裁剪出固定大小的细胞核

区域作为网络输入图像. 具体做法为以细胞核质心为

中心, 裁剪出 128×128大小的图像, 如图 4所示.
(2)图像集扩充

由于网络训练需要大量的数据集, 且每一类的样

本量要均衡. 宫颈数据集共 917 张, 分为 7 类, 最少的

一类有 70 张, 最多的一类有 198 张. 需要扩充数据集

的量, 并且解决不同类别样本量不均衡的问题. 由于宫

颈细胞具有旋转不变性, 本文通过平移旋转的方式对

数据集进行扩充 ,  将正常细胞数据量扩充为之前的

20 倍, 异常细胞扩充为之前的 10 倍, 并按照网络的输

入要求进行边缘填充. 扩充操作如图 5所示.

 
图 4    ROI区域选取

 

 

_1_0 _1_1374 _1_1782 _1_1839 _1_2280

_1_4026 _1_4818 _1_4848 _1_5178 _1_6311  

_1_6537 _1_6957 _1_7064 _1_7089 _1_7635

 
图 5    图像集扩充

 

2.3   网络设计

由于宫颈细胞数据量较小, 直接训练网络花费时

间较长且效果不理想, 本文采用迁移学习的方法, 使用

ImageNet 进行网络预训练. 迁移学习指的是采用现有

的或者已有的知识去解释或者学习另一相关领域的知

识, 其目标是完成知识在相关领域之间的迁移. 迁移学

习基本原理如图 6所示.
 

Source domain

Knowledge

Learning task

Learning task

Transfer

learning

Target domain 
图 6    迁移学习过程

 

对于卷积神经网络而言, 一般在如下情况下益采

用迁移学习的方法. (1) 新的数据集较小且与旧数据集

差距大; (2) 新数据集较大且与旧数据集相似. 本文情

况符合第一种, 即宫颈细胞的数据集较小, 因此在网络

的训练过程中, 可以先利用其他大型数据集对网络进

行预训练, 以获得网络的初始化参数. 迁移学习使用预

训练深度神经网络作为学习新任务的起点, 由之前的

随机初始化变为预训练网络参数作为初始化, 只需要

对网络进行较少的训练, 或者只用微调剩余网络层, 这
样很大程度上降低了网络训练的时长. 因此, 迁移学习
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不仅增强了网络对小数据集的学习能力, 还可以加快

网络的收敛速度.
由于本文使用的预训练网络模型为 VGG16 模型,

所以改进的网络参数大部分与 VGG16 网络参数一致,
VGG16 由 13 个卷积层, 5 个池化层, 2 个全连接层以

及 1 个 Softmax 层. 本文设计的网络卷积层同 VGG16
网络卷积层相同, 卷积层参数如表 2所示.
 

表 2     VGG16卷积层参数
 

网络层 卷积核大小 输出特征通道数 权重参数量 移动步长

输入层 224×224×3 0
Conv1 3×3 224×224×64 (3×3×3)×64 1
Conv2 3×3 224×224×64 (3×3×64)×64 1
Pool1 2×2 112×112×64 0 2
Conv3 3×3 112×112×128 (3×3×64)×128 1
Conv4 3×3 112×112×128 (3×3×128)×128 1
Pool2 2×2 56×56×128 0 2
Conv5 3×3 56×56×256 (3×3×128)×256 1
Conv6 3×3 56×56×256 (3×3×256)×256 1
Conv7 3×3 56×56×256 (3×3×256)×256 1
Pool3 2×2 28×28×256 0 2
Conv8 3×3 28×28×512 (3×3×256)×512 1
Conv9 3×3 28×28×512 (3×3×512)×512 1
Conv10 3×3 28×28×512 (3×3×512)×512 1
Pool4 2×2 14×14×512 0 2
Conv11 3×3 14×14×512 (3×3×512)×512 1
Conv12 3×3 14×14×512 (3×3×512)×512 1
Conv13 3×3 14×14×512 (3×3×512)×512 1
Pool5 2×2 7×7×512 0 2

 
 

由于越靠近最终的 Softmax 分类层, 网络的特征

跟原始数据集越相关, 所以在迁移网络参数的时候, 只
复用卷积层的参数, 并根据具体应用数据集进行更改

全连接层以及 Softmax层参数.
在 VGG16 网络中全连接层神经元个数分别为

4096-4096-1000, 全连接层 FC1 的权重参数量为 7×7×
512×4096=102 760 448, FC2 的权重参数量为 4096×
4096=16 777 216, Softmax 层的权重参数量为 4096×
1000=4096 000. 参数量以及相应的计算量显然是非常

大的, 这是因为 ImageNet 数据集中总共有 14 197 122
幅图像, 总共分为 21 841个类别. 相比较宫颈细胞分类

是一个非常大的数据集, 所以全连接层的神经元个数

相对较多, 如果采用原始 VGG16的全连接层神经元个

数来实现宫颈细胞的分类, 参数量过大, 容易造成过拟

合, 只对训练集产生较好的分类效果, 因此为了适应本

文的应用, 需要对网络进行修改, 本文在相同学习率,
相同迭代次数的情况下, 改变全连接层神经元个数, 分
别取 2048, 1024, 512, 256 作为全连接层参数值. 通过

对比测试集准确率来选择最优的全连接层参数设置.
结果如图 7所示.
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图 7    全连接层参数选择

 

经过实验发现, 减少全连接层神经元个数不仅加

快了网络的收敛速度, 并且在一定程度上提高了宫颈

细胞的分类准确率. 本文通过实验对比, 发现全连接层

参数为 1024-256时, 分类准确率最高. 因此, 将 VGG16
的全连接层神经元个数改为 1024-256.

Softmax 层的参数取决于数据集的类别数, 原始

VGG16网络是用来处理 1000类的数据, 而本文主要用

于宫颈细胞二分类和七分类, 故进行二分类时将 Softmax
层神经元个数改为 2, 进行七分类时将 Softmax层改为 7.

由于只改变了全连接层的参数, 所以卷积层参数

计算量是相等的, 所以更改后的 VGG16网络参数计算

量只跟全连接层相关, 如表 3所示.
 

表 3     参数计算量对比
 

网络层 原始参数 原始计算量 本文参数 本文计算量

FC1 4096 102 760 448 1024 25 690 112
FC2 4096 16 777 216 256 262 144

Softmax 1000 4096 000 2 (7) 512 (1792)
 
 

2.4   网络优化

为了提高模型的泛化能力, 加快收敛速度, 本文在

已有的模型损失函数中加入正则化, 公式如下:

θ= argmin
θ

1
N

N∑
i=1

(
L
(∧
yi,y
)
+λR (ω)

)
(1)

R(ω)式中,  为正则化项, w 为模型系数组成的向量, 一
般有 L1正则化和 L2正则化.

(1) L1正则化

L1 正则化是指正则化项为模型系数 w 的 L1 范

数, 如式 (2)所示. 由于正则项在零点不可微, 因此权重

因子趋近于零, 这就使一些对分类结果贡献较低的特
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征所对应的系数为 0. 所以使用 L1 正则化可以对模型

进行特征选择.

RL1(ω) = ∥ω∥1 (2)

(2) L2正则化

L2 正则化是指正则化项为模型系数 w 的 L2 范

数, 如式 (3) 所示. L2 正则化中模型系数为二次方, 因
此与 L1 不同, L2 使系数的取值趋于平滑. 由于引入

L2 正则化使的 loss 最小时, 模型参数也是最小的, 从
而降低了模型的复杂度, 降低了模型出现过拟合的可

能性.

RL2(ω) = ∥ω∥22 (3)

2.5   分类评价

对于卷积神经网络对宫颈细胞分类的有效性进行

评价是非常有必要的, 在分类任务中常用的评价指标

有以下几项: 准确率 (Accuracy, Acc), 精确率 (Precision,
P), 召回率 (Recall, R) 和 F1-score. 以 TP, FN, FP,
TN 分别表示分类过程中的值, 以二分类为例, 具体如

表 4所示.
 

表 4     混淆矩阵
 

值 相关类 (正类) 无关类 (负类)
分类器检索

为正类

TP (True Positives,
正类分类为正类)

FP (False Positives,
负类分类为正类)

分类器检索

为负类

FN (False Negatives,
正类分类为负类)

TN (True Negatives,
负类分类为负类)

 
 

准确率的定义对于给定的测试数据集, 分类器正

确分类的样本数与总样本数 N总之比, 即测试集中分类

正确的宫颈细胞个数占总测试集的百分比.

Acc =
T P+T N

N总
(4)

精确率指的是正类分类正确的个数与分类器检索

到的正类总数之比. 该值体现了分类器是否分类正确.

P =
T P

T P+FP
(5)

召回率指的是正类分类正确的个数与实际正类别

总数之比. 该值体现了分类器分类是否完全, 所以召回

率也叫做查全率.

R =
T P

T P+FN
(6)

F1-score 指的是精确值和召回率的调和均值, 一

般情况下, 要求精确率和召回率都要比较高, 但是实际

情况中, 精确率高的时候, 召回率就低, F1 值就是评价

精确率和召回率的调和参数

F1− score =
2∗P∗R
P+R

(7)

在医学领域, 准确率是诊断疾病的重要评价指标,
但是相比较于准确率, 误识别率更是所要关注的, 即将

异常细胞分类为正常细胞的概率.

FPR =
FP

FP+FN
(8)

上述介绍了二分类过程中各个评价指标值的计算

方法, 在多分类中采用混淆矩阵的表示方法来计算各

个指标的值. 可以将多分类的计算看作是当前类和其他

类, 从而转换成二分类进行计算. 多分类的准确率如下:

pi =
T Pi

T Pi+
∑n

k=1
(k , i)

(9)

3   结果分析

本文通过对 HerLev 数据集的预处理将图像集扩

充至 11 590张, 将扩充后的数据集以 6:2:2的比列划分

为训练集, 验证集, 测试集. 其中训练集为 6954 张, 验
证集和测试集分别为 2318. 采用 VGG-16 卷积神经网

络卷积层对宫颈图像进行特征提取, 采用全连接层进

行宫颈图像分类. 训练过程中, 设置 mini-batch 为 32,
训练集共 6954 张, 故一个 epoch 的迭代次数 iteration
值至少为 218 次, epoch 值设置为 1000. 学习率 Lr 初
始值为 0.0001, 然后随着迭代次数的增加, 减小学习率.
学习率按照如下公式进行递减:

Lr = 0.95epoch_num× lr0 (10)

lr0式中,  为学习率初始值, Lr 为不同 epoch对应的学习

率值.
对宫颈细胞图像分别进行七分类和二分类, 二分

类结果如表 5所示.
由表 5可以看出: 二分类的准确率较高, 且正常细

胞与异常细胞的准确率大致相同, 召回率异常细胞比

正常细胞更高, 这说明网络对异常细胞的分类更为准

确, 即有较少的异常案例被分类为正常细胞. 这也为神

经网络能够进行细胞检测提供了依据, 但是在临床上,
对异常细胞的检测要更高, 异常细胞的召回率要尽量

接近 1, 所以卷积神经网络识别宫颈细胞目前只能作为
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辅助决策手段, 不能完全代替医生. 宫颈细胞的二分类

混淆矩阵如图 8所示.
 

表 5     宫颈细胞二分类结果
 

分类 P R F1-score FPR Support
正常 0.974 0.960 0.974 0.040   968
异常 0.972 0.982 0.982 0.018 1350
Acc 0.973 0.971 0.978 0.029 2318
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图 8    二分类混淆矩阵

 

由图 8可以看出: 正常细胞中有 38张误分类为异

常细胞, 异常细胞中有 25 张图片被分类为正常细胞,
相对于测试集图片的数量, 分类错误的图像是很少的,
尤其是异常细胞的图像, 这也说明卷积神经网络在宫

颈细胞分类中的优越性, 但是仍需医生进行二次筛选,
以达到误识别率最低, 所以需要对正常宫颈细胞以及

异常宫颈细胞进行更细致的划分, 以达到最佳辅助决

策的效果.
宫颈细胞八分类的混淆矩阵结果如图 9 所示, 通

过对混淆矩阵计算得到七分类各个评价指标的结果,
如表 6所示.

通过图 9 以及表 6 可以看出: 前两类的分类准确

率相对其他类较高, 分别为 0.966和 0.964且未将这两

类正常细胞错误分类为异常细胞, 两类细胞的召回率

分别为 0.966 和 0.964, 也是这 7 类细胞中最高的. 而
第 4,  5 ,  6 类异常细胞的分类准确率较低 ,  分别为

0.834,0.836 和 0.798, 但是, 错误分类多存在于相邻两

类之间, 因此可以可以人工对第 4 类细胞进行筛选从

而将异常细胞的误判率降到最低.
将本文卷积神经网络分类的方法, 同其他人工提

取数据特征再通过设计分类器分类的算法相比较, 得
出的结果如表 7所示.
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图 9    七分类混淆矩阵

 
 

表 6     宫颈细胞七分类结果
 

分类 P R F1-score FPR Support
Normal superficiel 0.966 0.966 0.966 0.034   296
Normal intermediate 0.964 0.964 0.964 0.036   280
Normal columnar 0.916 0.893 0.904 0.107   392
Light dysplastic 0.834 0.912 0.871 0.088   364

Moderate dysplastic 0.836 0.788 0.811 0.212   292
Severe dysplastic 0.798 0.812 0.805 0.188   394
Carcinoma in situ 0.909 0.867 0.887 0.133   300

Acc 0.890 0.886 0.887 0.114 2318
 
 
 

表 7     不同方法分类对比结果
 

方法 二分类 七分类

AdaBoost 0.960 0.431
Bagging 0.953 0.609

DecisionTree 0.935 0.551
ExtraTree 0.899 0.565
GaussianNB 0.920 0.554

GradientBoosting 0.938 0.623
KNeighbors 0.924 0.522
RandomForest 0.953 0.630

Ridge 0.920 0.605
XGBoost 0.942 0.638
本文方法 0.973 0.890

 
 

从对比结果可以看出, 本文方法在细胞二分类的

准确率相对较高, 高出目前最好的提升树分类器算法

XGBoost, AdaBoost, Bagging等, 这些算法均为目前机

器学习领域最为常用的分类算法, 在数据的分类表现

优异. 这是因为采用数据特征对细胞进行分类, 其结果

会受图像分割准确率的影响, 且分类特征为人工选取,
不具有代表性, 而本文通过卷积神经网络自动提取细

胞图像的分类特征, 不受人工主观影响, 所以本文方法

在二分类的准确率相对较高. 在七分类的准确率对比
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结果中可以看出: 本文方法的提升较大, 这是因为原始

数据集中每个类别的数据量不均衡, 在数据分类中解

决这类数据偏斜的问题, 往往需要对数据进行过采样,
欠采样或者调整预测概率的阈值, 这样模型变得复杂,
且不易得到稳定的分类模型. 本文在数据集预处理阶

段, 基于细胞图像翻转不变性, 对图像进行平移翻转操

作扩充了数据集, 解决了样本量不平衡的问题, 但是召

回率仍相对较低, 这也是之后仍需改进的地方.

4   结论与展望

本文通过卷积神经网络对宫颈细胞图像进行自动

分类, 在预处理阶段通过图像裁剪, 图像集扩充解决了

样本分布不平衡的问题, 并使用迁移学习初始化网络

参数, 加快收敛, 最后对网络进行优化, 加入 L1正则化

进行特征的筛选, 简化网络, 并加入 L2 正则化来避免

过拟合. 实验结果表明: 使用卷积神经网络对细胞图像

进行分类可以得到较好的准确率, 分类准确率相比较

人工提取特征分类器效果较好, 且分类结果不受分割

图像准确率的影响, 模型分类效率高, 在一定程度上帮

助医生进行医疗决策, 减少用人成本, 提高诊断准确率.
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