
 

 

课程推荐预测模型优化方案及数据离散化算法①
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摘　要: 本研究基于 k-NN算法建立了课程推荐预测模型. 由于原始样本数据的局部不均衡和数据叠交性, 预测模

型在不进行任何参数调整和数据优化的情况下, 模型预测评分并不理想. 针对上述问题, 本研究设计了一套预测模

型参数优化方案和样本数据优化方案, 包括最优 k 值选择算法设计、距离公式优化、数据离散化算法设计. 本研究

提出的“数据离散化算法”驱使 kd树的分类空间排序按照我们期望的特征向量的权重排序, 该算法对提升模型预测

评分起到了积极作用. 上述优化方案和算法设计使课程推荐预测模型的评分从 0.67提升到 0.85, 预测结果的准确

度提高了 27个百分点, 学生对课程推荐的满意度得到显著提升.
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Optimization Scheme of Course Recommendation Prediction Model and
Data Discretization Algorithm
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Abstract: In this study, the course recommendation prediction model based on k-NN algorithm has been built. Due to the
original sample data of the local imbalance and data overlapped, the prediction score of the prediction model is not ideal
without any parameter adjustment and data optimization. Aiming at the above problems, this study designed a set of
parameter optimization scheme and sample data discretization algorithm of the prediction mode, including the best k value
selection algorithm, distance formula optimization, and data discretization algorithm design. In the study, the design of the
“data discretization algorithm” drives kd tree classification feature space order sorted by the weight of the characteristic
vector that we expect, this algorithm plays a positive role in improving model prediction score. Therefore, all of that
increases the grade of the model from 0.67 to 0.85, and the accuracy of prediction results is increased by 27 percentage
points, and students' satisfaction with course recommendation is significantly improved.
Key words: k-NN algorithm; selection of optimal k value; distance formula optimization; data discretization
algorithm; prediction model score

 

在大学选课系统的“课程推荐预测”模块中, 系统

需要根据学生的选课要求预测出最适合他的课程, 并
给出课程推荐建议. 本研究的目标是通过对预测模型

的参数优化和算法改进, 尽可能地提高模型评分即预

测准确率, 给出课程推荐的最优解.

机器学习的预测算法众多, 根据样本数据特征值
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的特性, 本研究选择 k 近邻算法 (k-Nearest Neighbors

algorithm, k-NN)拟合模型进行预测. k-NN算法主要靠

周围有限的邻近样本, 而不是靠判别类域的方法来确

定目标点的所属类别. 由于本研究中原始样本数据具

有局部不均衡和数据叠交性, 因此对于这种类域的交

叉或重叠较多的样本集来说, k-NN算法较其他算法更

为适合. 但是在不进行任何参数调整和算法改进的情

况下, 推荐课程的预测结果不能够覆盖学生对所选课

程的要求, 模型预测结果不够准确. 为了更好地解决这

些问题, 获得推荐和预测结果的最优解, 本研究从 k-

NN 算法类的选择入手, 逐步探讨参数的调整方案, 在

分析了 kd树搜索最近邻算法之后, 依据样本数据特点

研究和设计了“数据离散化算法”[1–3].

1   k-NN 算法基本原理和研究采用的机器学

习方式

在模式识别中, k-NN算法是一种用于分类和回归

的预测方法. 在这两种情况下, 输入由特征空间中 k 个

最邻近的训练实例组成. 输出则取决于 k-NN是用于分

类还是回归: 在 k-NN 分类中, 搜索出和目标点最近邻

的 k 个样本点, 按多数投票原则选出最多的分类作为

目标点标签. 在 k-NN 做回归时, 一般是用最邻近的

k 个样本的分类标签的平均值作为预测结果.

本研究使用 Python 语言机器学习工具包 scikit-

learn 中的 KNeighborsClassifier 类建立课程推荐预测

模型, 我们将围绕预测模型参数优化和数据离散化展

开研究工作.

2   预测模型优化方案和数据离散化算法设计

表 1 列出了 KNeighborsClassifier 类的主要参数.

其中 n_neighbors 是近邻值, 即 k 值, 默认是 5, 分类器

会选取 5个与新数据点最接近的样本. Weights是分类

器在进行预测时用来计算样本权重的函数. 如果该参

数为“uniform”, 则表示每个邻域中的所有样本的权重

都是相等的. 如果该参数为“distance”, 则样本的权重值

与它距新数据点的距离成倒数关系. algorith决定了 k-

NN 最近邻的核心算法 ,  该参数可以是 “ a u t o ”、

“brute”、“ball_tree”和“kd_tree”, 分别代表自动选取算

法、暴力搜索、球树算法和 kd 树算法. metric 参数表

示距离度量公式, 可以是曼哈顿距离或欧氏距离[4–7].
 

表 1     KNeighborsClassifier主要参数
 

参数名称 类型 含义

n_neighbors int optional (default = 5) Number of neighbors to use by default for kneighbors queries.

Weights str or callable optional (default = ‘uniform’) weight function used in prediction.

Algorithm —— {‘auto’, ‘ball_tree’, ‘kd_tree’, ‘brute’}, optional.Algorithm used to compute the nearest neighbors.

leaf_size int optional (default = 30) Leaf size passed to BallTree or KDTree.

P integer optional (default = 2)

Metric string or callable default ‘minkowski’

metric_params dict optional (default = None). Additional keyword arguments for the metric function.

n_jobs int or None optional (default=None)
 
 

2.1   最优 k 值选择算法

本研究首先对 k-NN的重要指标 k 值进行优化. 在
优化之前, 我们采用交叉验证方法对拟合模型进行准

确性评估. 图 1 是使用测试集对训练样本模型的评分

结果, 可以看到, 在没有任何参数调整和算法设计的情

况下, 拟合模型评分仅为 0.67, 即预测结果有 67% 的

准确率, 可以说模型的测评结果非常不理想.
k 值 (即 n_neighbors)的选择高度依赖于样本数据.

一般来说如果 k 值较大, 则可以达到抑制噪声的作用.
当然 k 值过大会使分类边界不那么明显, 模型过于简

化, 预测标签会产生多个结果均可的情况. 比如我们设

定 k 值为 30, 那么 KNeighborsClassifier分类器会选取

30 个与新数据最接近的训练样本点, 并按照最多投票

原则, 选取它们中的最多分类标签作为预测标签. 相反,
如果 k 值过小, 分类线会竭尽全力的包含到每一个该

类的点, 即使是噪点, 也会被包含, 预测模型变得复杂,
容易产生过拟合现象. 当 k 为 1时, 就只有一个最邻近

的样本点被选中, 它的标签即为目标新数据的预测标

签. 一旦该样本点是个噪点, 那么预测结果就是错误的,
预测模型失去意义.
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KNeighborsClassifier 

               (algorithm=’ auto’, leaf_size=30, metric=’ minkowski’,

               metric_params=None, n_jobs=None, n_neighbors=5, p=2,

               weights=’ uniform’)

拟合模型评分:  0.671 717 171 717 1717

推荐课程编号为: [3]

推荐课程编号名称为: Python 程序设计 
图 1    默认参数下的拟合模型测评结果

 

本研究对 k 值的选择不采取固定取值的方式, 而
是通过一个自定义函数完成 k 值的自动选取, 该函数

的功能是在 k 值的一定选取范围内对预测模型进行交

叉验证, 根据测评结果选出模型评分最高的 k 值. 图 2
为选取最优 k 值的活动图. 算法首先给出一个 k 的取

值范围, 根据原始数据量设置为 1到 50. 使用交叉验证

方法建立训练集和测试集, 依次使用每个 k 值建立拟

合模型, 比较它们的模型评分, 将模型评分最高的 k 值

记录下来, 用该 k 值拟合的模型获取分类标签结果. 实
验数据可以证明 k 值的选择尤为重要.
 

根据模型获取训
练集的分类标签

训练测试集获得模型

获取模型评分

建立训练集和测试集
没有超出范围

取出下一个 k 值

max 为当前评

记录当前 k 值

超
出
范
围

评分
低于
max

评分高于
max

给出 k 阈值

交叉验证选取 k 值

 
图 2    选取最优 k 值算法活动图

 

2.2   距离公式优化

预测模型的参数 Weights 的默认值是“uniform”,

表示邻域中的具有投票权利的各样本点的权重都是相

等的. 这显然是不合理的. 目标新数据的标签应尽量依

据距离它最近邻的样本点的标签给出, 并且这些投票

样本点的标签对最终结果的贡献应该和它们与目标新

数据的距离有关. 本研究将该参数调整为“distance”, 表

示投票样本点的权重和其距新数据点的距离相关 (倒

数关系), 即距离越近的投票样本点影响力越大.
本研究中 k-NN 最近邻使用的算法是 kd_tree,

kd_tree 中距离公式的选择至关重要. 预测模型默认采

用“闵可夫斯基”距离公式:

dist (A,B) =

 n∑
i=1

|ai−bi|p


1
p

(1)

当式 (1) 中的 p 为 2 时, 即为欧几里得距离, 当
p 为 1时, 即为曼哈顿距离.

如果距离度量采用欧式距离 (euclidean), 分类器会

计算样本点和新数据点之间的绝对距离. 本研究中样

本数据每个特征取值范围较小, 均是 0 到 5 区域内的

整数, 那么新数据点距离每个特征的欧式距离值就非

常相近, 分类界线不明显, 欧式距离无法完成更好地分

类作用, 分类边界模糊的情况仍旧没有得到改善. 式 (2)
是曼哈顿距离公式:

dist(A,B) =
n∑

i=1

|ai−bi| (2)

曼哈顿距离计算的是目标数据点和各个对应特征

之间距离的总和.
我们从原始数据中随机抽取 300条数据对上述两

种距离公式进行比较. 图 3(只显示部分样本数据)中分

别计算了目标数据点和每个样本数据的欧式距离和曼

哈顿距离, 欧式距离的样本方差为 1.4, 曼哈顿距离的

样本方差为 3.4. 可以看出使用欧式距离度量的训练集

样本点分布较密集, 样本点之间的差距不大, 不利于分

类. 曼哈顿距离会分散样本点分布, 分类时的界线识别

会略好于欧式距离. 实验数据验证了采用曼哈顿距离

的预测模型评分略高于采用欧式距离的评分[8–10].
2.3   数据离散化算法设计

k-NN 邻近算法的核心规则在 brute、kd_tree 和
ball_tree 三种算法中进行选择. 本研究中, 特征的维度

不会超过 20 个, 因此我们采用更高效、速度更快的

kd_tree搜索最邻近值.
 

 
图 3    样本点两种距离度量比较
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kd_tree搜索最邻近算法首先会找出方差最大的特

征向量, 然后将其作为当前分割维度, 按中位数分割该

维度空间, 在当前维度上小于中位数的数据集作为左

子树的数据集, 大于等于中位数的数据集作为右子树

的数据集, 依次重复递归直到建立一棵 kd 树, 从而可

以搜索最近邻的点[11,12].

可以看出 ,  特征向量的权重依据它们各自的数

据方差. 本研究中的 6 个特征向量取值范围均为 0~5.

从收集的样本数据来看, “对课程通过率重视程度”和

“对课程趣味性的重视程度”两个特征相比其他特征

向量, 其数据更集中在 3~5 之间, 数据更密集, 方差更

小. 如果按照 kd 树算法的空间分割依据, 这两个特征

向量会最后被分割, 也就是它们的权重排序是最后两

位. 但实际上, 我们希望上述两个特征向量的权重排序

分别为第 4 位和第 5 位. 因此我们设计了“数据离散

化算法”, 以期达到“人为”修改 6 个特征向量方差的

目标, 从而让模型按我们希望的特征权重排序进行分

类. 如果采用传统的标准化数据的方法, 可以将 6个特

征向量数据统一映射到[0,1]区间上, 但是它不能改变

特征向量的权重 ,  其特征向量方差的排序仍旧没有

改变.

本研究建立了“数据离散化算法”的核心公式:

X∗ =

√√√
X

Xmax−λ
 n∑

i=1

Xi

/n
 (3)

每个特征向量的所有样本数据均通过该公式进行

预处理. 在式 (3)中, X 是原始数据, X*是离散化后的数

据. 原始数据 X 乘以一个倍数后发生离散, 该倍数等于

样本数据最大值减去样本数据均值乘以系数 λ. λ 系数

为人工给出的期望权重值, 取值范围在[0,1]之间, 其作

用是降低数据分布密集在[3,5]之间的两个特征的均值.

经过该离散化公式的处理, 原样本数据各个特征向量

的方差排序变为了我们希望的排序顺序. 但是如果考

虑到分布区间内数据点的纯度对改变特征权重排序的

影响, 我们需要进一步引入信息熵并研究其对数据离

散化的作用[13–15].

3   实验分析

本研究使用 Python 语言工具包 sc ik i t - l ea rn

v0.21.3对采集的 Excel格式的近千条样本数据拟合预

测模型 ,  按 3:1 的比例抽取训练集 t ra in 和测试集

test 数据, 通过交叉验证方法评测预测模型, 给出模型

准确率评分. 代码编辑和输出结果在 jupyter notebook

环境下完成.
3.1   最优 k 值选择实验

本研究首先设计了最优化 k 值的算法, 功能通过

自定义函数 selectK() 实现. 图 4 是函数的代码及模型

测评结果, 可以看到当 k=7 时, 模型评分最高, 未进行

任何优化前的模型评分为 0.67, 现在为 0.76, 提高了约

13个百分点.
 

 
图 4    选取最优 k 值实验及测评结果

 

3.2   距离公式优化实验

经过分析后, 距离度量公式采用曼哈顿距离, 即

p=1, weights改为“distance”, 从图 5可以看出调整距离

公式参数后, 模型评分从 0.76变为 0.79, 提高了约 4个

百分点. 使用曼哈顿距离度量提高了 kd树搜索算法在

建树过程中分割特征空间时的辨识度, 一定程度地提

高了预测分类的准确度. 但是它对模型测评分提升效

果并不明显. 从实验结果可以看出, 样本数据的特征维

度在 20以内、样本数据量较大时, 采用欧式距离还是

曼哈顿距离对最终模型预测结果的影响力没有参数

k 值最优化的影响力大.
3.3   数据离散化算法实验

到目前为止模型的评分并没有超过 0.8, 在模型优

化工作之后, 我们的重点转到对样本数据的离散化上.

表 2是数据离散化前后的各个特征向量方差及其排序

对比. 可以看到我们最为关心的两个分布较密集的特

征, 其方差排序由之前的第 6位和第 5位, 变为现在的

第 4 位和第 5 位, 特征向量的权重排序也因此而变为

了我们希望的权重排序.
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KNeighborsClassifier 

              (algorithm=’ auto’, leaf_size=30, metric=’ minkowski’,

              metric_params=None, n_jobs=None, n_neighbors=3, p=1,

              weights=’ distance’)

拟合模型评分为： 0.794 117 647 058 8235 
图 5    采用曼哈顿距离公式实验测评结果

图 6 是数据离散化后的模型测评得分, 以及对新

数据点[2,4,5,2,0,2]进行预测的结果. 可以看到此时的

预测模型得分为 0.85, 即预测准确率为 85%. 而且模型

给出了正确的课程预测结果, 推荐课程准确.
 

表 2     数据离散化实验前后方差和特征权重对比
 

喜欢艺术类

课程程度

喜欢编程类

课程程度

具有的计算机

基础程度

对课程通过率的

重视程度

对作业量的

重视程度

对课程趣味性

重视程度

原始数据各特征向量方差 1.707 0272 1.715 4936 1.702 08 1.682 632 1.686 309 1.685 806 46
原始数据各特征

向量权重排序
2 1 3 6 4 5

数据离散化后各特征

向量方差
1.707 0272 1.715 4936 1.702 08 1.701 395 1.683 37 1.700 050 73

数据离散化后各特征

向量权重排序
2 1 3 4 6 5

 
 

 

 
图 6    数据离散化实验结果

 

表 3 是本研究在模型未优化时和经过最优化

k 值、距离公式优化、数据离散化几个过程的预测模

型测评分对比. 可以看到 k 值的自动选取函数对预测

准确率的提升贡献最大. 其次是数据的离散化处理使

模型测评准确率提高了 7.4%. 那么可以看到距离公式

的优化对提高模型准确率只贡献了不到 4 个百分点,

这个和样本数据的特征维度个数有关. 在经过了预测

模型参数优化和数据离散化过程后, 模型预测准确率

由 0.67提高到了最后的 0.85, 效果非常显著.
 

表 3     各个优化过程模型测评分对比
 

模型未优化
最优化

k 值
距离公式优化 数据离散化

模型评分 0.6717 0.7647 0.7941 0.8529
提高百分比 (%) —— 13.8 3.8 7.4

4   结论与展望

为了在学生选课时给他们推荐更适合他们的课程,
本研究建立了课程推荐预测模型. 在对样本数据的特

点进行详细分析之后, 本研究设计了一套预测模型优

化方案和数据离散化算法, 使预测模型的准确率评分

提高了约 26.8%.

本研究在进行过程中发现了一些问题和需要进一

步探讨的内容. 首先, 距离公式参数调整对提高模型准

确率效果不显著, 随着数据量和特征的增加, 距离公式

的影响权重需做进一步的研究. 第二, 实验证明了数据

离散化对模型优化的显著效果, 但是还有一些问题需

要做进一步的思考. 例如两个分布较密集的特征向量

其区间明显被分割为[0,2]和[3,5]两个分布. 相对于区

间[3,5]的数据来说, 区间[0,2]的数据点是否可以看做

异常点被“抛弃”? 区间数据的纯度对数据有什么影响?
如何改进“数据离散化”公式, 用一个新的算法自动给

出合理的 λ 值, 而不是人工给出 λ 值. 第三, 样本数据

本身是否合理是本研究进行过程中最困扰研究者的一

个问题. 从实验结果能够看到, 在做出了预测模型优化

和离散化数据处理之后, 模型的评分仍没有达到 0.9以
上, 更不要说接近 1 的高模型评分. 究其原因, 原始样

本数据在特征向量设计上存在优先级不明确、课程的

特征属性相互叠交的情况, 一条含糊不清的特征数据,
可能对应 1 到 2 个标签结果, 并且这两个结果均合理.
如何让样本数据更可用是下一步要进行的研究.
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