
 

 

基于人工蜂群优化的数据流聚类算法①

贾东立,  申　飞,  崔新宇

(河北工程大学 信息与电气工程学院, 邯郸 056038)
通讯作者: 申　飞, E-mail: 505036157@qq.com

摘　要: 在传统分段式数据流聚类算法中, 在线部分中的微簇阈值半径 T 取值不精确以及离线部分对微聚类的处

理相对简单, 导致了聚类质量不高. 针对这一缺点, 在现有动态滑动窗口模型基础上, 提出了一种针对离线部分处理

的基于人工蜂群优化的数据流聚类算法. 该算法包括两部分: (1)在线部分根据数据在窗口内停留的时间长短来动

态调整窗口的大小和改进微簇阈值半径 T的取值, 逐步得到微簇集. (2)离线部分利用改进的蜂群算法不断动态调

整来求出最优聚类结果. 实验结果证明, 本文算法不但有较高的聚类质量, 而且有较好的延展性和稳定性.
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Abstract: In the traditional segmented data stream clustering algorithm, the inaccuracy of micro-cluster threshold radius T
in the online part as well as the oversimplifying of the dealing process with the micro-cluster by the offline part leads to a
low clustering quality. In order to break through such limitation, a data stream clustering algorithm on the basis of
artificial bee colony optimization for offline part processing is proposed based on the existing dynamic sliding window
model. This algorithm consists of two parts: (1) The online part dynamically adjusts the size of the window and improves
the value of the micro-cluster threshold radius T according to the length of time that the data stays in the window so as to
get micro clustering step by step. (2) The offline part uses the improved bee colony algorithm to continuously adjust
dynamically to find the optimal clustering result. The experimental results show that this algorithm not only bears a high
clustering quality, but also has fairly good ductility and stability.
Key words: data stream clustering; dynamic sliding window; artificial bee colony algorithm; micro cluster threshold
radius

 

随着计算机技术的发展, 数据挖掘技术在现实生

活中的作用也越来越大. 与此同时, 类似各类传感器、

股票交易、境污染监控、通信传输等各个领域中的数

据量有了爆发式的增长. 这种海量的数据有维度高、

实时性强、变化快和延伸性好的特点. 如果按照传统

的聚类方法, 先收集数据再进行聚类处理已不适合于

大规模的数据. 传统的聚类算法适用于对有限的数据

进行聚类分析, 而面对源源不断的数据难以进行存贮
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处理, 并且也具有很高的时间复杂度[1]. 可见, 数据流聚

类分析是当下和未来数据挖掘中的一个研究热点.
关于数据流聚类算法理论, 先后出现了传统的BIRCH

算法、STREAM算法、CluStream算法、HPStream算法、

DenStream算法和 D-Stream算法, 而 2003年 Aggarwal
C等提出的以界标窗口聚类分析算法为代表的 CluStream
算法[2]成为数据流聚类算法研究过程中的重要转折点,
标志着增量式处理方式的聚类算法自此出现. 虽然该

算法在很多实际工程中都得到了应用, 但对变速的数

据流处理却有一定的劣势. 2015 年陈顺生等对基于对

数据时间点以及速度的占比因素的考虑, 提出了一种

动态可调滑动窗口数据流聚类算法 DWSWC[3]. 该算法

发现并记录了数据流流速与窗口大小之间的关系, 同
时为了减少窗口变化的次数, 引入调节因子参数和变

异数据流聚类结构, 提高了数据特征属性对聚类结果

的影响. 但该算法过于注重在线微聚类结果, 离线处理

较为简单, 降低了聚类质量. 2018 年 Fahy C 等提出一

种基于密度聚类的蚁群数据流聚类算法[4], 将聚类定义

为特征空间由低密度区域分割的高密度区域. 人工蚂

蚁根据局部密度和局部相似度, 通过概率选取和丢弃

微簇来对簇进行分类, 提高了聚类质量和可扩展性. 2011
年肖裕权等提出一种基于群体协作的粒子群优化算法

的数据流聚类算法 CluPSO[5]. 通过指数直方图和粒子

群算法对用户数据进行聚类分析, 减少了数据信息的

缺失, 提高了聚类的准确性. 但是忽略了阈值 T对于整

体聚类效果的影响.
类似于粒子群算法的智能优化算法可以在离线部

分发挥该类算法的优势, 通过动态迭代来优化聚类结

果. 因此本文提出了一种基于人工蜂群优化的数据流

聚类算法. 通过在线部分动态滑动窗口和改进的初始

化阈值半径 T, 将连续数据生成聚类效果更好的微簇;
在离线部分中采用改进的人工蜂群算法来改善聚类性

能. 整体上提高了聚类质量.

1   相关概念

1.1   动态滑动窗口模型

滑动窗口模型是指在不同的时刻, 根据窗口的滑

动来处理不同的数据, 滑动窗口处理最后一个数据的

时刻则是当前的最新时刻. 一般来说, 可以通过时间范

围和窗口内的数据量来定义窗口大小. 滑动窗口自左

向右的数据流传输方向, 如图 1所示.
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图 1    滑动窗口模型

 

本文算法根据数据流速度不断变化的实际情况引

入了一种动态滑动窗口[6]来满足内存最大的使用率以

及数据的最大贡献率. 通过将数据进入滑动窗口的时

间以及流出滑动窗口的时间添加到微聚类特征中, 来
提高时间属性对聚类产生的影响.

∆w ∆w

滑动窗口由静态固定大小 W 和动态可调节大小

两部分组成, 其中 W始终是固定不变的,  是用来

动态调节滑动窗口 W大小的.

δRT =

RL−RE

在数据流速度为匀速时 ,  滑动窗口大小保持为

W不变. 而在实际数据流传输的过程中, 每个数据项进

入滑动窗口的实际时间为 RE, 离开滑动窗口的时间

是 RL .  即数据在数据流窗口内停留的时间为

. 因此, 有 3种情况:

vt v RW =W −∆w

(1) 在数据传送速度较慢时, 实际的数据流速度

小于匀速数据流 , 即 .
vt

v RW =W

(2)在数据流的传送过程中实际速度 与均匀速度

相差无几, 即 .
vt

v RW =W +∆w

(3)在数据流的传送过程中实际的速度 大于均匀

速度 , 即 .
1.2   微簇特征向量

CF = [F,Q,n,RW,RE,RL]

Fi =

n∑
k=1

Xi
k Qi =

n∑
k=1

(Xi
k)

2

借鉴层次聚类中的聚类特征, 将数据流中的各个

数据属性添加到微簇中 .  定义微簇在数据样本中为

,  其中 F 代表的是一阶矩 ,
Q 代表的是二阶矩 ;  n 代表该微簇内数据的总量 ;
RW代表的是当前时刻的窗口大小; RE代表数据进入

滑动窗口的时间; RL 代表数据离开滑动窗口的时间.

对于 F和 Q有 ,  , 表示在第 i维

的一阶矩与二阶矩.
聚类过程中采用的距离公式如式 (1), 式 (2).
样本点到聚类中心的距离, 如式 (1):

Dis(Xa,CFb) =

√√√ d∑
i=1

Xi
a−

Fi
b

n

2 (1)

F j
b

n
Fb

n
式中,  是聚类中心 的第 i维.

聚类中心之间的距离, 如式 (2):
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Dis(CFa,CFb) =

√√√√ d∑
j=1

F j
a

n
−

F j
b

n


2

(2)

F j
a

n
Fa

n
式中,  是聚类中心 的第 j维.

1.3   微簇阈值半径 T
在处理大规模的数据时, 借鉴 Birch算法 CF树中

第一阶段中的阈值 T的概念. 由于微聚类是将源源不断

到来的数据通过存储属性特征进行压缩储存, 这样极

大地节省了内存空间. 微簇半径是通过类内平均距离或

类间平均距离计算的, 因此阈值半径的取值直接影响

了数据分布. 所以提出一种阈值半径取值方法, 步骤如下:
(1) 通过随机抽样的方法在样本数据集中选取适

中规模的数据;
(2)对抽样样本两两随机为 N对, 并计算每对数据

间的距离;
(3)计算 N对数据间的距离的期望 EX和方差 DX;
(4) 构建阈值半径 T, T=P×(EX+0.25×DX); 其中

P通过统计得出取 1/3时效果最优.

2   离线部分的数据流聚类优化

2.1   人工蜂群聚类优化算法思想

本文在离线部分处理在线部分产生的微簇时, 将
K-means 算法与改进的蜂群算法相结合通过迭代计算

得出最优聚类结果. 该算法的优势是采用了迭代记忆

机制的方法.
2.2   基本人工蜂群算法

人工蜂群算法是 Karaboga D[7]提出的一种类似于

粒子群算法的优化算法, 它的基本思想受启发于蜜蜂

可以在不接受外界因素的情况下通过不同的分工合作

和信息共享找到最丰富的蜜源. 人工蜂群对于求解约

束优化问题有着天然的优势, 相比于经典算法来说更

容易找到全局最优解. 通过与其他优化算法相比较发

现, 人工蜂群算法具有参数少, 判断进化条件单一, 探
索能力强的优点.
2.3   改进的人工蜂群算法

(1)最大最小距离初始化

对于人工蜂群算法来说, 种群的初始化对求解的

质量和收敛的速度有很大的影响. 随机性较强的初始

化会造成局部收敛能力较弱, 影响全局收敛速度. 所以

针对这个缺点, 本文参考文献[8,9]引入一种最大最小

距离积法来解决初始化随机性较高的问题. 通过该方

法, 初始点在选择时能够更有针对性的选择数据分布

密度大的数据点, 并且增大了初始点的分散度; 在此过

程中也可以利用乘积的方式进一步扩大数据间的差异,
减少了算法迭代次数, 提高了收敛速度和精准度.

(2)适应度函数

不同的适应度函数决定着不同的种群求解方向,
结合人工蜂群计算中的迭代过程采用一种适应度函数,
如式 (3):

f iti =
CNi

Ji
; i = 1,2, · · · ,N (3)

CNi
k∑

j=1

∑
xi∈c j

d(xi,c j) Ji =
∑
xi∈c j

d(xi,c j)

Ci

其中 ,   表示第 i 个微簇内数据点的个数 ;  由 J  =

得到 表示第 i 个微簇内

的各个数据到微簇中心点 的距离和.
(3)位置更新公式

人工蜂群虽然有良好的全局探索性能, 但开发能

力不足, 位置更新速度较慢. 对于种群进化来说, 每个

个体都应享有整个种群提供的信息. 而人工蜂群算法

在寻找蜜源过程中没有考虑到迭代前后的位置比较,
只能将当前位置信息与历史最佳位置信息比较, 缺乏

对全局最优位置的考虑. 针对这个缺点引入一种带有

调节因子的位置更新式 (4), 该公式通过加入调节因子

来不断调节位置更新幅度. 若当前所在位置与历史最

佳位置相差较大, 则会增加更新幅度, 反之则会降低更

新幅度.

vid = xid +φ(xmd − xkd)+ θ(xbest,d − xid) (4)

vid xid

m ∈ {1,2, · · · ,NP}
θ ∈ rand[0,1] xbest,d

φ ∈ rand[−1,1]

其中 ,   代表在蜜源 附近产生一个新的蜜源 ;  k ,
, k, m, i是随机产生的整数且三者互不

相等;  表示调节因子;  代表历史最优

位置;  表示蜜源扰动幅度.
2.4   离线过程中采用的计算概率

Pi =
f iti

N∑
i=1

f iti

; i = 1,2, · · · ,N (5)

f iti Pi其中,  代表第 i个解的适应度值,  代表引领蜂被追

随的概率.

3   人工蜂群优化的数据流聚类算法

3.1   在线算法

在线微聚类是建立在动态滑动窗口的基础上, 利
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用 Birch算法中的 CF树概念, 将数据样本按照数据属

性特征逐步聚类成适当规模数量的微簇.
在线部分程序伪代码如下:

σ

∆w

输入: 数据集样本 D, 时间调节因子 ; 初始化窗口大小 W; 初始化阈

值半径 T, 微簇数量 K; 调节窗口大小 .
输出: 通过动态滑动窗口生成 K个微簇 CF.

初始化微簇数量 K=0
XiFor数据集 D的每个

CFk　For初始每个聚类特征

Xi CFk
Dismin(Xi,CFk)
　　根据式 ( 1 ) 计算 与 的距离 ,  并找出其最近的距离

Dismin(Xi,CFk)>T　　If( )
　　　If(num>UB)
　　　　then{根据式 (2)将距离最近的两个微簇合并; K←(K+1)}

Xi　　　Else{以 建立新的微簇 ,  并且更新微簇特征中的各项 ;
K←(K+1)}

Xi CFmin　　Else{根据式 (1)把 加入与他距离最小的微簇 中}
δRT−∆AT>σ　　If( )

RW←(W−∆w)　　　then { } /*调整窗口大小*/
−σ≤∆AT−δRT≤σ　　Else if( )

RW←W　　　then { }
RW←(W+∆w)　　Else { }

　End For
End For

3.2   离线算法

(1) 对微簇集初始化并进行 K-means 计算得到聚

类中心. (2) 通过改进的蜂群算法对聚类中心进行迭代

计算得到新的聚类中心并更新蜂群. (3)将 K-means算
法与改进的蜂群算法交替计算, 在最大迭代次数内求

出最优聚类结果.
离线部分程序伪代码如下:

输入: 种群规模 CZ (引领蜂与跟随蜂数量均为种群规模的 1/2); 蜜蜂

最大迭代次数 maxCycle; 蜜源被开发最大限制次数 Limit; 初始化迭

代次数 Cycle=0, 限制次数 iter=0.
输出: CZ/2个簇.

{Z1,Z2,··· ,ZCZ }初始化 CF得到 个蜂群.
DO K-means

vid计算 fit( ) /*根据式 (3)计算 CZ个蜜蜂的适应度值*/
While(Cycle<=maxCycle) do

vid vid　　{Initialize( ) /*按式 (4)得到新位置 */
vi　　计算 Maxfit( ) /*根据式 (3)计算并找到新蜜源的最大适应度值

*/
vi Pi　　Prob( ) /*根据式 (5)计算概率  */

　　While(i<CZ/2) do
Pi　　　{If( >rand(0, 1))

vid vid　　　　then { Initialize ( ) }/*跟随蜂根据式 (4)搜索新位置 */
vi　　　　计算 Maxfit( ) /*根据式 (3)计算并找到新蜜源的最大适应

度值*/
　　i←i+1}

　If(iter>Limit)
vid vid　　then { Initialize ( ) }/*侦查蜂根据式 (4)搜索新位置 */

　Else {iter←(iter+1)}
　对邻域搜索到的点进行一次 K-means聚类, 更新蜂群.
　Cycle←(Cycle+1)}
Output聚类中心

3.3   算法分析

在线部分: 将源源不断到来的数据转化为内含有

特征属性的微簇, 通过一次处理但并不保留数据的方

式, 极大地节省了存储空间, 降低了空间复杂度. 在线

部分对于数据不需要过于细致的处理, 但对于微聚类

效率要求更高.
离线部分: 将在线部分产生的微簇通过改进的蜂

群算法进行处理得到 CZ/2个簇. 该算法对于时间效率

要求不高, 对聚类的质量有较高的要求.

4   实验分析

4.1   实验数据与参数设置

为了验证本文算法的有效性, 本文数据集将采用

KDD-CUP-99 入侵检测数据集来进行算法测试. 该数

据集是由模拟美空军局域网历经两个多月的时间所收

集的网络连接数据汇集而成, 在很多文献中也都有所

引用. 据统计, KDD-CUP-99测试数据集涵盖 4.94×105

条连接记录, 每一条连接记录是由 41个特征属性和一

个决策类属性构成; 41 个特征属性包括 9 个离散型属

性、32 个连续型属性[10]. 该数据集具有数量大、类别

多的特点, 经常被学术界运用于检测数据流聚类算法

性能和精度. 在检测数据流聚类的聚类效果时, 常将聚

类纯度作为衡量数据流聚类质量的标准. 为了便于数

据检测, 将数据按到达的时间点分割成 4个时间段, 在
实际情况中每个时刻的瞬时速度有所不同, 因此采用

4个时间区间的平均速度 v, 如表 1所示.
 

表 1     各时间段数据流平均速度
 

时间区间 平均速度 v
[1, 1000] 50

[1001, 2000] 100
[2001, 3000] 150
[3001, 4000] 200

 
 

∆w σ

通过选取中等规模的数据样本来分析数据, 设置

参数如下: 微簇数量 K=50; 初始化窗口大小 W=500;
为最新时刻 W的 5%; 时间调节因子 =10; 种群个
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数 CZ=10; 蜂群探索迭代次数 maxCycle=CN×D (D为

数据维数); 蜂群开发单位蜜源限制次数 Limit=100.
4.2   实验结果与分析

在图 2 中, 取表 1 不同时间区间内的数据和数据

速度来对本文算法与 TEDA[11]算法做聚类纯度对比.
从图 2 中可以看出在取聚类大小 K=100 时, 本文算法

的聚类纯度在除第二、四个时间区间内优势不明显,
其余 2 个时间区间内都明显高于 TEDA 算法, 并且其

聚类纯度都高于 89%. 在这 4个时间单元内, 本文算法

的聚类纯度波动幅度与 TEDA 算法相差无几. 这是因

为本文算法不仅对蜂群初始化进行了改进, 克服了其

随机性; 而且在算法中加入了全局的调节因子使得使

蜜蜂更快的向最优位置移动, 提高了全局搜索能力, 进
而提高了聚类质量.
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图 2    不同时间单元聚类纯度比较

 

在图 3 中, 取数据流速度为 v=100, 数据量与时间

是成正相关, 随着时间的累加, 数据量也不断增加. 聚
类质量虽有下降但也有不错的聚类指标, 但是总体高

于 TEDA算法. 因为在处理规模较大的数据时, 初始化

阈值 T会有更显著的效果.
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图 3    不同时间段聚类纯度比较

 

在经过图 1、图 2的实现对比后, 为了更好的显示

出数据流的瞬时速度与平均速度对聚类纯度的影响,

如图 4将第一时间段中前一半连续数据进行细化处理,
选取 100 为时间间隔点. 数据显示本文算法在各个时

间单元内的聚类纯度均在 98%, 整体高于 TEDA 算法

的聚类纯度. 实验结果表明本文算法在聚类纯度、性

能和效率优化等方面都有提高.
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图 4    第一时间段内聚类纯度对比

 

为了进一步检测本文算法的延展性 ,  本文根据

KDD-CUP-99 真实数据集的连续特征属性, 合成了人

工数据集. 该数据集规模分为 100 K与 200 K两组, 分
别包含不同的维数. 由图 5可以看出, 不同维度数据和

算法运行时间是呈线性函数关系的, 并且在两组不同

的数据规模中也均有不错的线性变化.
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图 5    不同维度数据运行时间对比

 

在图 6中可以看出本文算法的运行时间和簇的个

数是呈线性增长的, 并且在经过多个维度的测试后表

现的比较平稳, 说明簇数随着数据量的增大并没有较

大的时间变化幅度. 综上所述, 本文算法在面对不同的

数据以及簇数时表现出了较好的延展性和稳定性.

5   结论

通过研读文献, 结合所学知识, 在动态滑动窗口模
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型上提出了人工蜂群优化的数据流聚类算法. 该算法

通过利用动态滑动窗口、初始化阈值 T以及离线部分

中改进的蜂群算法, 有效的改善了聚类质量. 最后通过

实验仿真的结果可以看出本文算法相比于 TEDA算法

提高了聚类质量, 并有较好的延展性和稳定性.
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图 6    运行时间随簇个数的变化
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