
 

 

广播机制解决 Shuffle 过程数据倾斜的方法①
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摘　要: 在 Spark 计算平台中, 数据倾斜往往导致某些节点承受更大的网络流量和计算压力, 给集群的 CPU、内

存、磁盘和流量带来了巨大的负担, 影响整个集群的计算性能. 本文通过对 Spark Shuffle设计和算法实现的研究,
深入分析在大规模分布式环境下发生数据倾斜的本质原因. 提出了广播机制避免 Shuffle过程数据倾斜的方法, 分
析了广播变量分发逻辑过程, 给出广播变量性能优势分析和该方法的算法实现. 通过 Broadcast Join实验验证了该

方法在性能上有稳定的提升.
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Method Research to Solve Shuffle Data Skew Based on Broadcast
WU En-Ci
(Shanghai Qiyu Information Technology Co. Ltd., Shanghai 200120, China)

Abstract: In the Spark computing platform, data skew often causes some nodes to withstand greater network traffic and
computing pressure, which imposes a huge burden on the cluster’s CPU, memory, disk, and traffic, affecting the
computing performance of the entire cluster. Through the research on Spark Shuffle design and algorithm implementation,
and deep analyses on the essential reasons of data skew in large-scale distributed environment, this study proposes a
method to avoid data skew in shuffle process through the broadcast mechanism, analyzes the process of broadcast variable
distribution logic, and gives the algorithm implementation and performance advantage analysis of the method. The
performance of the method is improved by the Broadcast Join experiment.
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Spark 由加州大学伯克利分校 AMP 实验室开发,

是基于 RDD的内存计算框架, 在流式计算场景中表现

良好. 在 Spark 分布式流计算集群的实践过程中, 往往

出现数据分配不均匀的现象, 某个分区的数据显著多

于其它分区, 该节点的计算速度成为整个集群的性能

瓶颈. 任务执行慢的节点往往导致内存溢出, 服务器

CPU使用率在短时间内急剧增加.

发生数据倾斜时, 某个任务处理的数据量远大于

其他分片, 从而增加了整个阶段的完成时间. 由于原始

数据源的分布不均匀, 每个 Reducer 在分区映射过程

中计算的数据量也不相同, 任务执行时间不同, 增加宽

依赖阶段的延迟, 降低集群作业执行的效率. 虽然支持

用户定义分区, 但真正的数据分布难以预测, 无法保证

自定义分区功能的合理性和准确性. 数据倾斜问题很

难规避, 为有效改善数据倾斜问题, 本文在分析和研究

国内外对该问题的研究成果和实践经验的基础上, 主

要做了以下工作.

1) 研究了 Spark Shuffle 设计和算法实现, 分析了
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哈希和排序两类 Shuffle机制的实现过程, 深入分析在

Shuffle过程发生数据倾斜的本质原因.

2) 分析了 Spark 流计算集群中, 发生数据倾斜常

见业务场景, 以及数据倾斜问题的原因和发生过程, 提

供了问题定位的方法和步骤.

3) 提出了 Broadcast 机制避免某些场景下 Shuffle

导致的数据倾斜问题的方法, 给出广播变量分发机制

和算法实现. 通过 Broadcast 实现 Join 算子的实验, 验

证了该方法在性能上有较大提升.

1   相关工作

MapReduce框架数据倾斜解决方案包括静态和动

态自适应调整. 静态自适应是事先分析数据集中键的

分布特征, 选择适当的分区方法. 该方法需要总结出一

套和业务相关的数据集抽象规则算法, 可以通过机器

学习的方式来训练算法, 提高对各种类型数据集的适

配度. 文献[1]提出的 LEEN方法, 在 Skew Reduce的基

础上将分析过程移至 Map 完成后, 考虑 Reduce 端输

入数据的公平性和数据本地性, LEEN方法在缓解慢任

务和 Shuffle引起的网络拥塞方面有较大的性能提升[1].

动态自适应的思想是在应用运行时, 实时检测当

前各个 Partition 中的数据填充情况. 如果发现存在严

重的数据倾斜问题, 在下一步进行调整, 以避免原始

MapReduce 任务之间的不能全局优化的问题. 文献

[2]提出了 Skew Tune 方法, 推测当前任务需要完成时

间, 确定最可能的慢任务[2]. 扫描慢任务要处理的输入

数据, 在数据偏斜场景中性能有较好的表现. 文献[3]提

出在执行流程中插入一个 Intermediate Reduce(IR) 的

新阶段, 用于并行处理动态的中间结果, 使所有键值对

都能够利用到所有的节点资源[3]. 文献[4]提出 Adaptive

MapReduce策略, 动态地调整每个Mapper处理的输入

数据量, 在Mapper端使用一个固定大小的哈希表执行

数据本地聚合[4]. 文献[5]提出了任务重分割方法, 通过

监视任务的执行进度 ,  根据预定策略直接切割任务

本身[5].

本文与上述研究成果的不同之处在于通过 Broadcast

机制将数据分发到计算节点中, 实现数据本地性, 从根

本上避免 Shuffle 过程, 不需要做额外的开发和部署.

能够快速解决特定场景下的数据倾斜问题, 具有较高

的实用性.

2   分区策略和 Shuffle算法

2.1   分区策略

分区策略 (Partition)的主要作用是确定 Shuffle过
程中 Reducer的数量, 以及Mapper侧数据应该分配给

哪个 Reducer. 分区程序可以间接确定 RDD 中的分区

数和分区中的内部数据记录数. Spark 内置了 Hash
Partition 和 Range Partition, 支持自定义分区器. Hash
Partition 的算法实现是获取 Key 的 HashCode 除以子

RDD 分区的数量取余. 哈希分区器易于实现并且运行

速度快. 但有一明显的缺点是不关心键值的分布情况,
其散列到不同分区的概率会因数据而有差别.

Range Partition在一定程度上避免了该问题. 范围

分区器根据父 RDD的数据特征确定子 RDD分区的边

界, 通过对数据进行采样和排序, 将父 RDD 数据划分

为 M 个数据块. 如果数据均匀分布, 则为每个分区提

取的样本大小都很接近. 如果所有数据都分配给每个

分区, 则每个分区都会提取相同的数据量, 并统计每个

分区的实际数据量. 若出现数据倾斜的情况, 则对个别

分区重新采样.
2.2   Hash-Based Shuffle 算法

Spark作为MapReduce框架的一种实现, 本质上将

Mapper端输出的数据通过 Partition算法, 确定发送到相

应的 Reducer, 该过程涉及网络传输和磁盘读写. Spark
提供了哈希和排序两类 Shuffle 机制. ShuffleManager
主要作用是提供 Shuffle Writer和 Shuffle Reader过程.

Hash-Based Shuffle机制的实现过程包括聚合和计

算, 使用哈希表存储所有聚合数据的处理结果. 聚合和

计算过程不进行排序, 分区内部的数据是无序的, 如果

希望有序就需要调用排序操作. 哈希 Shuffle强制要求

在 Map 端进行聚合操作, 对于某些键值重复率不高的

数据会影响效率.
如图 1 所示, 哈希 Shuffle 算法实现过程. 每个

Mapper 都会根据 Reducer 的数量创建一个相应的桶

(Bucket). Mapper 生成的结果将根据设置的分区算法

填充到每个桶中. 当 Reducer 启动时, 它将根据自己的

TaskId 和它所依赖的 MapperId, 从远程或本地 Block
Manager 获取相应的 Bucket 作为 Reducer 的输入.
Bucket 是一种抽象概念, 可以对应于某个文件或文件

的一部分. 哈希 Shuffle 算法实现中, Mapper 会针对每

个 Reducer 生成一个数据文件, 当 Mapper 和 Reducer
数量比较多的时候, 生成大量的磁盘文件.
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图 1    Hash-Based Shuffle算法实现过程

 

开启 consolidate 优化机制后, Shuffle Writer 过程

中 Task 不是为下游 Stage 的每个 Task 创建一个文件.
每个 ShuffleFileGroup对应一批磁盘文件, 磁盘文件数

与下游 Stage 中的 Task 总数相同. Executor 分配多少

个 Core就可以并行执行多少个任务, 第一批并行执行

中的每一个任务都创建一个 ShuffleFileGroup, 并将数

据写入相应的磁盘文件. 当执行器执行下一批任务时,
复用以前存在的 ShuffleFileGroup的磁盘文件, Task将
数据写入现有磁盘文件. consolidate机制允许不同的任

务复用同一批磁盘文件 ,  减少了文件数量并提高了

Shuffle Writer的性能.
2.3   Sort-Based Shuffle 算法

如图 2所示, Sort-Based Shuffle算法实现过程. 排
序 Shuf f l e 相比于哈希 Shuf f l e ,  两者的 Shuf f l e
Reader 过程是一致的, 区别在 Shuffle Writer 过程. 排
序 Shuffle允许Map端不进行聚合操作, 在不指定聚合

操作的情况下, 排序 Shuffle 机制 Mapper 端用数据缓

存区（Buffer）存储所有的数据. 对于指定聚合操作的

情况下, 排序 Shuffle 仍然使用哈希表存储数据, 聚合

过程与哈希 Shuffle 的基本一致. 无论是 Buffer 还是

HashMap, 每更新一次都检查是否需要将现有的数据

溢存到磁盘中, 需要对数据进行排序, 存储到一个文件

中. 更新完所有数据后, 将多个文件合并为一个文件,
并确保每个分区的内部数据都是有序的.

排序 Shuffle 机制包括普通和 bypass 两种运行模

式 .  当 S h u f f l e   R e a d e r   T a s k 的数量小于等于

bypassMergeThreshold 的值时就会启用 bypass 模式.

在普通操作模式中, 首先将数据写入内存数据结构, 根

据不同的 Shuffle 运算符选择不同的数据结构 .  如

ReduceByKey 之类的聚合运算符选择哈希数据结构,

Join 类的普通运算符使用数组数据结构. 在将每条数

据写入内存之后, 确定是否已达到临界阈值. 如果达到

临界阈值则将内存中的数据写到磁盘, 然后清空内存

中的数据.

在溢出到磁盘文件之前, 根据 Key 对内存中已有

的数据进行排序, 排序后数据将批量写入磁盘文件. 排

序后的数据以每批 10 000 个批量写入磁盘文件, 从而

有效减少磁盘 IO 数量. 将 Task 的所有数据写入内存

数据结构的过程中, 会发生多次磁盘溢出操作, 生成多

个临时文件, 最后合并所有先前的临时磁盘文件. 由于

一个 Task仅对应于一个磁盘文件, 因此将单独写入索

引文件以标识文件中每个下游 Task 数据的开始和结

束位置, 磁盘文件合并过程减少了文件数量.

在 bypass模式下, 为每个下游 Task创建一个临时

磁盘文件, 并根据 Key 的 HashCode 写入相应的磁盘

文件. 写入磁盘文件时先写入内存缓冲区, 然后在缓冲

区满后溢出到磁盘文件. 它还将所有临时磁盘文件合

并到一个文件中, 并创建一个单独的索引文件. 此过程

的磁盘写入机制与未优化的哈希 Shuffle 相同, 但是

Shuffle Reader 性能会更好. 这种机制和普通的排序

Shuffle之间的区别是磁盘写入机制不同, 不会被排序.

启用 bypass 机制的最大优点是在 Shuffle Writer 过程

中不需要执行数据排序操作, 节省了部分性能开销.
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图 2    Sort-based Shuffle算法实现
 

3   数据倾斜问题分析和定位

3.1   数据倾斜原因分析

发生数据倾斜的原因主要包括输入数据源分布不

均匀, 以及计算过程中数据拉取时间不均匀. 输入数据

分布不均匀的一般表现为原始数据, 或者中间临时数

据中 Key 分布不均匀[6]. 例如 Spark Streaming 通过

Direct Stream读取 Kafka数据. 由于 Kafka的每个分区

都对应于 Spark的相应任务, Kafka相关主题的分区之

间的数据是否平衡, 直接决定 Spark 在处理数据时是

否会产生数据偏斜. 如果使用随机分区, 概率上分区之

间的数据是平衡的, 不会生成数据倾斜. 但很多业务场

景要求将具备同一特征的数据顺序消费, 需要将具有

相同特征的数据放于同一个分区中. 一个典型的场景

是相同的用户相关的 PV信息放置在相同的分区中, 很
容易导致数据倾斜.

数据拉取时间不均匀一般是硬件计算能力不均匀,
或者网络传输能力不均匀造成的[7]. 比如 PageRank 算

子分为三个 Stage 运行 ,  由于第二个 Stage 产生了

Shuffle是最容易发生数据倾斜, 每个 Task处理分区数

据绑定了各个顶点权重, 然后收集其邻接节点的权重.
由于 Execu t o r 需要从非本地节点上拉取上一个

Stage 中得到的节点信息. 如果数据分布不均匀, 某些

节点会比其他节点承受更大的网络流量和计算压力.
数据倾斜的计算时间主要花费在 Shuffle 上 ,  提高

Shuffle性能有利于提高应用程序的整体性能.

3.2   数据倾斜定位方法

通过 Spark 界面观察每个阶段任务当前分配的数

据量, 进一步确定数据的不均匀分布是否导致了数据

倾斜 [8 ]. 只要在代码中看到 Shuffle 类操作符, 或在

Spark SQL 语句中看到导致 Shuffle 的语句, 就可以确

定划分 Stage 的边界. Stage 1 的每个任务开始运行时,
将首先执行 Shuffler Reader操作, 从 Stage 0的每个任

务中提取需要处理的 Key .  比如 S t age   1 在执行

ReduceByKey操作符之后计算出最终 RDD, 然后执行

收集算子将所有数据拉到 Driver中.
数据倾斜往往发生在 Shuffle过程中, 可能会触发

Shuffle 操作的算子包括 GroupByKey、ReduceByKey
和 AggregateByKey 等. 在执行 Shuffle 时必须将每个

节点上的相同 Key 拖动到同一个节点上的 Task 进行

处理. 如果某个 Key 对应的数据量特别大就会发生数

据倾斜 ,   Job 运行得非常缓慢 ,  甚至可能因为某个

Task处理的数据量过大导致内存溢出.

4   广播机制避免 Shuffle的策略

4.1   Torrent Broadcast 原理

通过广播机制将只读变量从一个节点发送到其他

Executor 节点, 进程内运行的任务属于同一个应用程

序, 在每个执行器节点上放置广播变量可以由该节点

的所有任务共享[9]. Torrent Broadcast 算法的基本思想

是将广播变量划分为多个数据块. 当某个执行器获得
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数据块时, 当前执行器被视为数据服务器节点. 随着越

来越多的执行器获得数据块, 更多的数据服务器节点

可用 .  广播变量可以快速传播到所有节点 .  Torrent
Broadcast 读取数据的方式与读取缓存类似 ,  使用

Block Manager自带的 NIO通信方式传递数据, 存在的

问题是慢启动和占内存[10]. 慢启动指的是刚开始数据

只在 Driver节点上, 要等执行器获取多轮数据块后, 数
据服务节点才会变得可观, 后面的获取速度才会变快.
执行器在获取完所有数据分块后进行反序列化时, 需
要将近两倍的内存消耗.
4.2   Broadcast 变量性能优势

Driver 先把广播变量序列化为字节数组, 然后切

割成 BLOCK_SIZE大小的数据块. 在数据分区和切割

之后, 数据分区元信息作为全局变量被存储在 Driver
节点的 Block Manager中. 之后每个数据分块都做相同

的操作, Block Manager Master 可以被 Driver 和所有

Executor访问到. 执行器反序列化 Task时, 先询问所在

的 Block Manager是会否包含广播变量, 若存在就直接

从本地 Block Manager读取数据. 否则连接到 Driver节
点的 Block Manager Master获取数据块的元信息.

广播机制把只读变量通过共享的方式有效的提高

了集群的性能. 大多数 Spark 作业的性能主要消耗在

Shuffle 环节, 该环节包含了大量的磁盘 IO、序列化、

网络数据传输等操作. 通过广播机制避免 Shuffle, 可显

著提高应用运行速度 .  例如普通 Jo in 操作会产生

Shuffle, RDD中相同的 Key需要通过网络拉取到同一

个节点上. 在算子函数使用广播变量时, 首先会判断当

前 Task所执行器内存中是否有变量副本. 如果有则直

接使用, 如果没有则从 Driver 或者其他 Executor 节点

上远程拉取一份放到本地执行器内存中. 广播变量保

证了每个执行器内存中只驻留一份变量副本, Executor
中的 Task执行时共享该变量副本, 减少变量副本的数

量和网络传输的性能开销, 降低了执行器内存的开销,
降低 GC的频率, 会极大地提升集群性能.
4.3   Broadcast Join 代码实现

如图 3 所示, Broadcast Join 算子 Scala 代码实现.
当在 RDD 上使用 Join 类操作或者在 Spark SQL 中使

用联接语句时, 普通联接运算符会产生 Shuffle 过程,
并将相同的 Key数据拉入 Shuffle Reader Task进行联

接操作. 如果连接操作中 RDD 或表的数据量相对较

小, 则不使用连接运算符而是使用广播变量和映射类

运算符来实现 Join操作, 从而完全避免了 Shuffle过程

和数据歪斜. 较小的 RDD中的数据通过收集操作直接

拉入 Driver节点的内存中, 创建广播变量. 然后从广播

变量中获取较小 RDD 的数据, 并在另一个 RDD 上执

行映射类运算符. 根据连接键比较当前 RDD的每个数

据. 如果连接键相同则将两个 RDD 的数据连接在一

起, 实现 Join 操作的效果. 该方法不足在于 Driver 和
Executor 节点都要存储广播变量的全部数据, 比较消

耗内存.
 

 
图 3    Broadcast Join算子 Scala代码实现

5   实验和分析

5.1   集群硬件环境配置

本文使用的实验环境是一个由四个节点组成的服

务器集群. 集群采用主-从体系结构, 其中一个是主节

点, 其他三个是从节点. Spark Job和 Hadoop文件系统

部署在同一节点上. 大部分的 Spark 作业会从外部存

储系统读取输入数据, 比如 Hadoop 文件系统, 将其与

存储系统放得越近越好. 在相同的节点上安装 Spark
Standalone 模式集群, 并单独配置 Spark 和 Hadoop 的

内存和 CPU使用以避免干扰[11]. 实验服务器集群环境

的硬件配置根据数据量调整, 参考官方建议初始配置

如下.
单个节点服务器最初配置四个磁盘. Spark很多计

算都在内存中进行, 但当数据在内存中装不下的时候,
仍然使用本地磁盘来存储数据, 以及在不同阶段之间

保留中间的输出. 在实验中每个计算节点有 4–8 个磁

盘. 集群网络最初配置为万兆网卡. 当数据在内存中时,
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许多 Spark 应用程序都与网络密切相关. 使用万兆或

更高的网络是使这些应用程序更快的比较好的方法.
分布式 Reduce 应用程序尤其适用, 比如 group-by、
reduce-by等操作.

单个节点服务器的初始内存配置为 16GB. Spark
应用分配 75% 的内存, 剩下的部分留给操作系统和缓

冲区缓存. 使用 Spark 监视 UI 的 Storage 选项卡查看

内存使用情况, 内存使用情况受存储等级和序列化格

式的影响很大[12]. 单个计算节点的 CPU核心数量最初

配置 8个 Core. Spark在每台机器上可以扩展到数几十

个 Core. 测试阶段在每台机器上提供 8–16 个内核, 根
据服务器负载的消耗可以配置更多.
5.2   系统配置和源数据

如图 4所示, 集群运行时软件版本信息, 图 5是集

群系统配置信息, 都是当前业界使用的稳定版本和配

置. 实验数据来自于某金融机构的客户消费贷款逾期

信息, 包括逾期客户还款信息, 以及催收行动信息. 选
取逾期客户还款信息数据量相对较少, 10万条记录, 数
据结构中包括记录 ID、还款时间、还款金额、银行编

码、还款卡号、客户姓名、客户 ID等信息. 逾期客户

机构催收行动数据量相对较大, 1000万条记录, 数据结

构包括记录 ID、催收行动码、行动描述、客户电话、

客户关系、通话时长、客户 ID、客户姓名、行动时

间、催收员、催收机构等信息 .  根据客户 ID 进行

Join 操作, 计算指标包括机构催收员工作量和催收员

工作业绩.
 

 
图 4    集群软件版本信息

 

5.3   实验结果分析

如图 6 所示, Broadcast Join 算子 DAG 视图中不

存在 Shuffle, 普通 Join 算子 DAG 视图的复杂度明显

高于 Broadcast Join 算子. 图 6(a) 是普通 Join 操作的

DAG视图, 根据 RDD的宽依赖关系分为三个阶段, 有
向无环图描述了阶段之间的依赖关系, 当前 Stage只能

在父 Stage 之后执行. 从 DAG 视图清晰的看到普通

Join 算子存在 Shuffle 过程 .  图 6(b) 是 Broadcast

Join 算子有向无环图只有一个阶段 ,  逻辑过程相对

简单.
 

 
图 5    集群系统配置信息

 

Stage 0

textFile textFile

mapmap

join

Stage 1 Stage 2

(a) 普通Join操作DAG视图

map

flatMap

textFile

Stage 1

(b) Broadcast Join操作DAG视图 
图 6    Join算子 DAG视图
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如图 7所示, Broadcast Join算子中 Task统计数据

表明性能上存在明显的优势. 图 7(a) 是普通 Join 算子

某阶段 Task 性能统计数据 ,  包括 Task 持续时间、

GC 执行时间和 Shuffle 数据量等 3 个方面的统计信

息. 图 7(b)是 Broadcast Join算子 Task性能统计数据,
相比于普通 Join算子的 Task性能统计信息, 在 3个方

面都存在明显的优势.
如图 8 所示, Broadcast Joins 算子各个 Stage 的磁

盘读写和网络流量、任务持续时长等都存在明显的优势.
图 8(a) 是普通 Join 算子各个阶段执行情况, 共有 3 个

阶段, 整个过程耗时 6–7 秒, Shuffle 并行度为 9, 涉及

Shuffle Reader 数据量 61.3MB, Shuffle Writer 数据量

61.3 MB. 如图 8(b)所示, Broadcast Join算子只有 1个
阶段, 没有涉及 Shuffle数据读写过程, 数据输入 117.4 MB,
Task 总数量明显小于普通 Join 算子的数量, 执行时间

是 3秒, 和普通 Join算子相比在性能上有较大的提升.

(a) 普通Join操Task性能统计

(b) Broadcast Join操作Task性能统计 
图 7    Join操作 Task性能数据

 

 

(a) 普通Join算子Stage执行情况

(b) Broadcast Join Stage执行情况 

图 8    Join算子各个 Stage执行情况
 

如图 9所示, Broadcast Joins算子不存在数据倾斜

问题. 图 9(a) 是普通 Join 操作任务数据分配和执的详

细数据. 从列 Shuffle Read Size可以看出, 任务分配出现

了数据倾斜问题, 被分配数据量较大的 Task执行时间

明显高于其他任务的持续时间, 消耗更大的资源和网

络流量, 其他已经完成计算的节点处于等待状态. 图 9(b)
是 Broadcast join 算子任务数据分配和执行情况明细,
从持续时间列和 Input Size列看出, 数据几乎是均匀分

配, 8个任务的持续时间是 1秒, 1个是 0.9秒, 充分发挥

了数据本地性特性, 每个节点的计算资源都被有效利用.
如图 10所示, Broadcast Join算子在高并发的应用

情况下性能上存在稳定的提升. 如图 10(a) 所示, 普通

Join算子压测统计, 通过压测工具 10万次的统计结果,
统计了平均持续时间、中位数和偏差情况. 从图中看

出, 持续时间绝大部分相对集中和稳定在 7秒左右. 如
图 10(b) 所示, Broadcast join 算子压测情况统计, 比较

相同的统计指标存在明显的优势, 持续时间基本集中

和稳定在 4秒左右.

6   总结

本文研究了 Spark Shuffle 设计和算法实现, 分析

了哈希和排序两类 Shuffle机制的实现过程, 深入分析

在 Shuffle过程发生数据倾斜的本质原因. 进一步分析

了 Spark 流计算集群中, 发生数据倾斜常见业务场景,
分析数据倾斜问题的原因和发生过程, 提供了问题定

位的方法和步骤. 提出了广播机制避免某些场景下的

数据倾斜问题, 给出广播变量分发机制和算法实现. 通
过 Broadcast 实现 Join 算子的实验, 相对于直接操作
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Join算子, 通过 DAG视图、任务持续时间、Shuffle读
写数据量等指标的比较和分析, 验证了广播机制在性

能上有较大提升, 压力测试进一步验证了在大规模应

用的情况下性能有稳定的改善.
 

(a) 普通Join算子数据分配和执行

(b) Broadcast Join数据分配和执行 

图 9    Join算子数据分配和执行
 
 

(a) 普通Join算子压测统计

(b) Broadcast join压测统计
 

图 10    Join算子压测数据统计
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