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摘　要: 针对现如今铁路工务人员在作业时得不到实时监控, 安全事故时有发生的情形. 以铁路探伤工为例, 分析了

工务人员的 7种主要行为. 每个工务人员佩戴集成了加速度传感器的嵌入式设备, 采集其行为数据并提取特征, 采
用 C4.5决策树、随机森林、KNN、SVM四种分类算法做了实验, 结果表明: SVM分类识别率最高, 行为识别准确

率达到了 99.2%. 该研究为消除铁路现场作业人员的行为安全隐患具有一定工程应用价值.
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Abstract: In view of the fact that today's railway engineering staff cannot be real-time monitored during operation, and
safety incidents occur from time to time, seven main behaviors of them are analyzed by taking railway inspectors as an
example. An embedded device integrated with an accelerometer is worn by every worker, collects their behavior data and
extracts features, and uses four kinds of classifiers, which are C4.5 decision tree, random forest, KNN, and SVM, to carry
out experiments. The results show that classifier SVM performs the best, the behavioral recognition accuracy rate reaches
99.2%. This research has certain engineering application value for eliminating the safety hazards of railway field
engineering staffs.
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保障工务作业人员的人身安全是铁路运输管理的

一项重要内容[1], 现有的人工监控方式存在成本高、范

围小、易受环境因素影响等缺点, 由于工作失误, 人身

安全事故的案例时有发生: (1)2010年 5月 22日 14 时
29 分, 西昌工务段在成昆线九里～燕岗站间进行补修

作业时, 2 名劳务工下道避车不及时, 被通过的 44116
次货运列车碰撞死亡. (2)2014年 5月 13日 4时 05分,
上海局杭州工务段在沪昆下行线衢州～后溪街站间进

行探伤作业时, 3名作业人员被反方向运行的中铁电化

局运管公司杭州维管段接触网作业车撞上, 造成 2 人

死亡, 1人重伤[2]. 随着微电子、网络及传感器技术的不

断发展, 人类行为状态的实时连续捕获与采集已经非

常便利, 对这些行为数据进行分析, 有助于深入理解人

的行为模式, 在铁路工务安全监测领域具有应用价值.
早期人员行为识别主要采用基于逻辑规则的方法,

这种方法无法处理数据中包含的噪声, 模型构建困难,
识别能力较弱, 因此现在大量行为识别研究工作采用

机器学习的方法[3]. 机器学习是指通过计算机学习数据

中的内在规律性信息, 获得新的经验和知识, 以提高计

算机的智能性, 使计算机能够像人那样去决策. 行为识
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别问题通常也看做机器学习中的分类问题, 近年来主

要的分类算法有决策树 (Decision Tree)、随机森林

(Random Forest)、K 最近邻 (K-Nearest Neighbor,
KNN)、朴素贝叶斯 (Naïve Bayes)、支持向量机

(Support Vector Machine, SVM)、逻辑回归 (Logistic
Regression)、神经网络 (Neural Networks)等.

根据应用领域的不同, 目前存在大量面向行为识

别的方法, 从行为监测的角度分类, 可以分为基于视觉

的行为识别和基于传感器的行为识别.
基于视觉的行为识别分为基于可见光波段的人体

行为识别和基于红外波段的人体行为识别两种. 由于

可见光波段的人体行为数据易于获取, 基于该波段的

人体行为识别研究开始较早, Zhang等人[4]通过用光流

表征运动信息来定位感兴趣区域, 然后使用其方向梯

度和光流直方图来描述该区域, 最后利用 SVM分类器

对人体的各种动作类型进行分类. Zhang等人[5]利用基

于 SIFT 特征的 ASIFT 进行关键点轨迹表达以获得关

于人体行为动作的全局时空信息, 再通过 LDA描述特

征 ,  最后由 K-mean s 进行分类以识别人体行为 .
Sowmya[6]使用 BOF (Bag Of Features) 算法, 对建筑工

人爬梯, 砌砖, 木工, 绘画和抹灰工作进行了识别, 准确

率为 95%, 该算法在 KTH 数据集下的准确率为 96%.
由于基于可见光波段的人体行为识别系统容易受到光

照变换的影响, 而且在弱光照环境下不能很好地进行

人体行为识别, 同时还存在遮挡以及可能的隐私泄露

等其他影响因素, 因此近年来基于红外波段的人体行

为识别研究越来越受到学界的重视. Jiang 等人[7]首次

将三维卷积神经网络应用于红外人体行为识别. Liu等人[8]

提出了基于光流累计图的全局时空信息特征表达, 实
现了 InfAR数据集下 79.25%的准确率.

基于传感器的行为识别方法由于不受场景、光线

的限制, 使用灵活, 故在行为识别中得到了最为广泛的

应用. Huang 等人[9]使用决策树、随机森林、SVM 等

三种算法对生活中 5 类行为进行了分类识别, 并研究

了腰部不同佩戴位置对于识别率的影响. Ravì等人[10]

提出了一种深度学习方法, 它将从惯性传感器数据中

学到的特征与来自一组浅特征的补充信息相结合, 实
现了准确和实时的行为分类. Cardoso等人[11]为了解决

静态数据集下识别率较高, 但在新输入数据集下识别

率较低的问题, 提出了在线半监督学习, 让标签与非标

签数据持续不断地训练模型, 提高了对新用户行为的

识别率. Khan等人[12]通过单个三轴加速度传感器对工

人行为识别做了研究, 实现了实采数据集下 94% 的准

确率, 并证明传感器佩戴于腰部位置识别效果是最好

的. Ward 等人[13]模拟“木工车间”装配任务, 通过在手

臂两个位置安装传感器和麦克风, 对锯切, 锤击, 锉削,
钻孔, 打磨, 打磨, 打开抽屉, 拧紧螺丝, 转动螺丝刀等

9种动作做了研究, 对于加速度值和声音分别采用隐马

尔科夫模型 (HMMS) 和线性判别分析法 (LDA), 得出

了在用户依赖下 98%, 用户无关下 87%, 用户适应下

95% 的识别准确率. Mekruksavanich 等人[14]研究了办

公室久坐行为, 使用智能手表中的加速度计和陀螺仪,
通过 WEKA 中的分类算法, 得出了最高 93.57% 的识

别率.
综上来看, 基于视觉的行为识别由于对光线、视

角的要求较高, 且不具备灵活便携性, 不适合铁路工务

场景下的行为识别, 因此本文选择基于加速度传感器

的方法, 分析并模拟了 7 种铁路工务人员的常见行为,
提取其时、频域特征, 最终通过WEKA平台完成了分

类与测试, 整体研究思路如图 1所示.
 

数据采集

原始数据 校准数据

去噪处理 提取特征

测试数据 训练数据

得出结
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行为分析

坐标变
换矩阵

数据分割
与标记

四种分
类器

 
图 1    研究思路流程图

 

1   铁路工务人员行为识别研究

1.1   铁路工务人员行为特点分析

本文选取铁轨探伤工为代表, 对其行为进行研究. 根
据媒体资料[15], 可以看出铁路探伤工的动作频率较低, 种
类也比较固定, 主要分为以下七类: 上道、下道、行

走、跑步、下蹲、起立、站立, 它们的特点如表 1所示.
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表 1     探伤工人行为类型及特点
 

行为类型 行为特点

上道 走上铁轨路基, 此时一般会携带仪器

下道 携带仪器一起走到路基之下, 主要在避车或收工时发生

行走 推着探测仪器在枕木上慢行, 这是探伤工最主要的行为

跑步 有时为了抓紧时间下道避车, 会有跑步行为

下蹲 当探测到损伤, 需要进一步确认的时候, 会蹲下来检查

起立 由蹲下状态到站立的过程

站立 当火车经过时, 站在路边目视来车方向, 身体保持直立
 
 

1.2   数据采集

本文对人体行为数据进行采集的传感器模块型号

为 BWT901CL, 模块集成了三轴加速度计、三轴陀螺

仪、三轴地磁场传感器, 内置电池和蓝牙, 可实时给上

位机传送测量的数据. 本文采集的是三轴加速度数据.
文献[16]通过研究大量文献, 发现将加速度传感器

佩戴在人身体的腰部, 比其它位置更稳固, 也更加能反

映人整体的运动情况. 本文所研究的行为类型均为全

身性行为, 因此采用腰部固定的方式, 如图 2所示.
 

Y

X

Z

 
图 2    传感器 BWT901CL与佩戴方式

 

1.3   数据预处理

1.3.1    倾斜矫正

由于传感器模块在不同人体上固定的位置会略有

偏差, 为避免由此带来的误差, 需要进行坐标系变换.
如图 3 所示, O-XYZ 为设备坐标系, 相对于设备的位

置不变; O-X’Y’Z’为观察坐标系, 其中 OX’轴正方向对

应于人体前进方向.
 

X

Y

Z

O

X’

Y’

Z’

O

设备坐标系 观察坐标系 
图 3    设备坐标系与观察坐标系

设 α1 β1 γ1 α2 β2 γ2 α3 β3 γ3分别为观察坐标系的

轴 OX’ OY’ OZ’在设备坐标系下与 OX OY OZ轴的夹

角, 根据坐标转换公式 (1)即可将测量值 (x y z)转换为

统一的观察坐标系下的值 (x’ y’ z’). x
′

y′

z′

 =
 i

j
k

 · [ xy
z

]
=

cosα1cosβ1cosγ1
cosα2cosβ2cosγ2
cosα3cosβ3cosγ3

 ·
[ x

y
z

]
(1)

1.3.2    去噪

传感器采集到的运动数据不仅包含了人体运动产

生的加速度, 同时也不可避免的含有一些噪声, 主要有:
传感器的固有噪声、传感器在运动中的晃动、重力加

速度的影响产生的噪声, 为保证后面工作的顺利进行,
需要对噪声进行消除[17].

本文采用移动均值滤波算法对数据进行去噪处理.
移动均值滤波算法是一种典型的线性滤波算法, 对周

期性噪声干扰有良好的抑制作用. 滤波所得的信号序

列中第 n 个点的值 yy(n), 等于原始信号中第 n 个点

y(n) 及其相邻 M 个点的均值, 靠近头尾部分的点在计

算时, 窗长依次减小, 如公式 (2)所示.

yy(n) =



y(n), n = 1,N

1
2n−1

2n+2∑
i=0

y(1+ i), 1 < n < M+1
2

1
M

(M−1)/2∑
i=(1−M)/2

y(n+ i), M+1
2 ⩽ n ⩽ 2N−M+1

2

1
2N−2n+1

N−n∑
i=n−N

y(n+ i), 2N−M+1
2 < n < N

(2)

1.3.3    分割与标记

由于后续步骤中需要提取特征值, 而特征值一般

都是基于统计量的, 这意味着需要加窗处理, 将采集到

的连续信号序列分割成有限的数据集合. 根据大量研

究显示, 窗长度对于行为的识别是很重要的, 它应该至

少能包括行为在一个周期内的数据[18,19], 具体的长度根

据传感器的采样频率以及行为周期大小决定, 本文使

用的是矩形窗. 为避免错误标记, 窗口应该保持一定的

重叠, 有研究[20,21]表明, 50%的重叠率对于特征选择来

说是最佳的, 这意味着每一个窗口内有 50% 的数据和

相邻窗口中是一样的. 分割后的每个样本中数据点个

数即为窗长, 每个样本都给定一个标签, 表示该样本的

行为类型.
1.4   提取特征

直接使用来自于传感器的数据通常是不可能的,
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因此可以采用提取特征值的方式, 供机器学习使用, 选
择合适的特征值是实现高效识别的保证. 本文对 X、

Y、Z 三轴的数据分别在时域和频域提取了以下 7 种

特征. 其中 N 为窗口长度, Ai 表示该样本中的第 i 个值.
(1) 均值

均值 mean 的计算公式为式 (3), 反映了加速度值

的平均大小.

mean =
1
N

N∑
i=1

Ai (3)

(2) 标准差

标准差 std 的计算公式为式 (4), 反映了动作的波

动程度.

std =

√√√
1

n−1

N∑
i=1

(Ai−mean)2 (4)

(3) 最大值

max 是窗口内加速度数据的最大值, 它代表了加

速度值变化区间的上限. 见式 (5).
∀i ∈ [0,N] ,∃max ⩾ Ai (5)

(4) 四分位距

四分位距 IQR 的计算公式为式 (6), 其中 Q3 和

Q1 表示将将整个窗口中的数据按升序排列并四等分之

后, 第三和第一个等分点处的数据. IQR 反映了窗口内

加速度值的分散程度, 可以避免特殊值产生的干扰, 对
均值大小相近的行为有较好的区分效果.

IQR = Q3−Q1 (6)

(5) 任意两轴的相关系数

任意两轴的相关系数 corr 的计算公式为式 (7), 其
中 A 和 A’分别表示 X、Y、Z三轴中任意两轴的数据,
反映了任意两轴数据之间的线性相关程度.

corr(A,A′) =
cov(A,A′)
stdAstdA′

,A , A′ (7)

(6) 偏度

峰度 skewness 的计算公式为式 (8), 反映了加速度

波形的左右偏移程度.

skewness =
n

(n−1)(n−2)std3

N∑
i=1

(Ai−mean)3 (8)

(7) FFT系数

通过快速傅里叶变换 (FFT) 将时域内的加速度数

值转换到频域范围内, 铁路工务人员的动作频率较低,
因此只提取前三维系数, 对应公式 (9) 中 k=0,1,2 时计

算的结果.

FFT =
N∑

i=1

Aie− j 2π
n k,k = 0,1, · · · ,N −1 (9)

1.5   分类器

本文选取了 4种在行为识别研究中广泛应用的分类

器进行机器学习实验, 分别是 C4.5决策树、随机森林、

KNN、SVM. KNN 算法的优势在于分类思想简单, 且
易于实现[17]. C4.5是一种较为成熟的决策树算法, 运算

速度快, 分类结果直观, 实用性强[22]. 随机森林是一种

组合分类算法, 通过在树的生长过程中引入随机性, 降
低了决策树之间的相关度从而降低集成学习算法的泛

化误差[23]. SVM是基于统计学习理论和结构风险最小

化原理的监督学习算法, 主要优势在于减小了学习机

的复杂性和训练集的误差并具有良好的泛化能力[14].

2   实验与结果分析

2.1   实验方案

实验共采集了 8人的加速度数据, 性别男, 年龄范

围 20~28岁, 身高范围 1.6~1.8 m, 体重范围 50~80 kg.
为了获知坐标系的变换矩阵, 在采集每人的数据

之前, 需要按照表 2 的要求, 完成向量 k 和向量 i 的测

定, 采集过程分别如图 4(a) 和 (b) 所示, 理论上 k 与

i 之间的夹角为 90°, 但实际测量中人体姿态很难保持

绝对的标准, 因此夹角在 87°~93°范围内的, 都视为合

理的值, 向量 j的计算公式为式 (10).
j = k× i = (x3y3z3)× (x1y1z1)
= (y3z1− y1z3,z3x1− z1x3, x3y1− x1y3) (10)

 

(a) 测定向量 k (b) 测定向量 i 
图 4    向量 k与 i的测定

表 2     坐标系变换矩阵需要的采集量及要求
 

采集量 动作描述 采集时间 (s)
向量 k 背靠墙面站立 10
向量 i 平躺 10
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每人完成 7 种动作 ,  每种动作采集 50 个样本 ,
实验是在与现场基本相同的条件下完成的 ,  其中

上道和下道的坡度符合铁路路肩的坡度标准 ,  其

余动作均在标准铁轨下完成 .  如图 5 所示 ,  从左到

右依次为下道、起立、跑步、下蹲、站立、上道、

行走.
 

 

图 5    七种行为数据的采集
 

实验预处理阶段主要的参数设置如表 3 所示, 其

中滤波器窗长是通过 MATLAB 软件对采集数据进行

滤波实验后, 确定的一个能使波形平滑但又不过于失

真的值. 由于样本采集到的动作完成时间最多不超过 2 s,

所以滑动窗口取 128, 即 2.56 s, 足够包含至少一个动

作, 同时符合 2的倍数的要求, 便于 FFT的计算.
 

表 3     预处理阶段主要参数设置
 

参数 取值 参数 取值

采样频率 50 Hz 滑动窗口长度 128
滤波器窗长 7 窗口重叠率 50%

 
 

2.2   分类结果及分析

本文使用怀卡托大学的开源机器学习平台

WEKA, 选择 J48、RandomForest、IBk和 LibSVM四
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种分类器, 首先根据网格搜索法 GridSearch 找到最优

参数, 如表 4所示, 然后通过 10折交叉验证, 具体做法

是将带有真实行为标签的加速度特征值集合分成

10 份, 轮流将每 1 份作为测试集, 其余 9 份作为训练

集, 将得到 10次分类精度的平均值作为该方法的精度

估计[22]. 表 5 给出了四种算法对于这 7 种行为的平均

识别准确率, 表 6~表 9 中是各算法具体的分类混淆矩

阵, 行表示的是样本的真实类型, 列表示的是分类器预

测的类型, 例如表 6 第一行数据表示: 240 个下道样本

中, 有 237个被识别为下道, 1个被识别为跑步, 1个被

识别为站立, 以及 1个被识别为上道.
 

表 4     分类器与参数设置
 

分类器 对应算法 参数设置

J48 C4.5决策树 -C 0.25 -M 2
RandomF
orest

随机森林
-P 100 -I 100 -num-slots 1 -K 0

-M 1.0 -V 0.001 -S 1
IBk KNN -K 1 -W 0

LibSVM SVM
-S 0 -K 2 -D 3 -G 2.0 -R 0.0 -N 0.5

-M 40.0 -C 8.0 -E 0.001 -P 0.1 -seed 1
 
 

从表 5 所示的平均识别准确率来看, 四种算法对

于特定的 7种动作均有较高的识别率, 其中 SVM算法

是表现最好的, 而 C4.5决策树算法相对最弱.
 

表 5     四种算法的平均识别准确率 (%)
 

C4.5决策树 随机森林 KNN SVM
准确率 96.1 98.9 99.0 99.2

 
 

由表 6 可知, C4.5 决策树算法建立的模型在分类

时, 对每一种类型的样本均存在一定的错误分类. 这主

要是因为决策树的生长过程采用的是贪婪算法, 如果

不控制树的生长, 会很容易出现过拟合, 为了解决这个

问题, C4.5算法包含了剪枝的功能, 但是剪枝又会增加

一定的错误率, 因此是一种折中处理, 最后得到的是一

棵综合指标较优的树, 这个结果是合理的.
 

表 6     C4.5决策树的分类混淆矩阵
 

下道 起立 跑步 下蹲 站立 上道 行走

下道 237 0 1 0 1 1 0
起立 0 220 0 20 0 0 0
跑步 1 0 239 0 0 0 0
下蹲 0 20 0 218 0 2 0
站立 0 0 0 0 239 1 0
上道 0 0 0 0 1 229 10
行走 0 1 0 0 0 6 233

由表 5、表 7可知, 随机森林算法无论是总体平均

识别率, 还是对于各类型样本的分类正确率, 均优于

C4.5 决策树. 随机森林通过随机对训练样本、特征值

进行自举重采样, 并建立很多决策树组成“森林”, 最后

让多棵树投票进行决策, 相较于决策树算法, 具有更好

的泛化能力和分类表现.
 

表 7     随机森林的分类混淆矩阵
 

下道 起立 跑步 下蹲 站立 上道 行走

下道 240 0 0 0 0 0 0
起立 0 228 0 12 0 0 0
跑步 1 0 239 0 0 0 0
下蹲 0 3 0 237 0 0 0
站立 0 0 0 0 240 0 0
上道 1 0 0 0 0 239 0
行走 0 0 0 0 0 2 238

由表 8 可知, KNN 算法在本次实验条件下具有很

好的分类表现, 除了“起立”和“下蹲”两种行为会出现混

淆以外, 其余行为均识别正确. 但是, 由于 KNN在进行

分类时, 需要将新样本与所有已知样本进行比较和排

序, 当训练样本数量较大时, 计算量会很大, 这是在推

广到实际应用时应该考虑到的因素.
 

表 8     KNN的分类混淆矩阵
 

下道 起立 跑步 下蹲 站立 上道 行走

下道 240 0 0 0 0 0 0
起立 0 234 0 6 0 0 0
跑步 0 0 240 0 0 0 0
下蹲 0 10 0 230 0 0 0
站立 0 0 0 0 240 0 0
上道 0 0 0 0 0 240 0
行走 0 0 0 0 0 0 240

 
 

表 9展示了 SVM算法的分类结果, 可见容易混淆

的行为仍然是“起立”和“下蹲”. 在实验过程中发现,
SVM 的表现主要受惩罚系数 cost、gamma 系数、核

函数的选择以及样本是否过归一化的影响, 表中给出

的是经过参数调优和归一化之后得到的最优结果.
 

表 9     SVM的分类混淆矩阵
 

下道 起立 跑步 下蹲 站立 上道 行走

下道 240 0 0 0 0 0 0
起立 0 235 0 5 0 0 0
跑步 0 0 240 0 0 0 0
下蹲 0 8 0 232 0 0 0
站立 0 0 0 0 240 0 0
上道 0 0 0 0 0 240 0
行走 0 0 0 0 0 1 239
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从 4 个混淆矩阵来看, 铁路探伤工 7 种主要行为

中, “起立”和“下蹲”是最容易出现混淆的, 原因主要是

这两类行为本身比较类似, 现有特征值代表性还不够,
在今后的工作中应该提取更加能反映二者特性的特征

值或者进一步扩大数据集. 本文研究的 4 种算法对其

余 5种行为的识别均较好, 在实际的工程应用中, 可根

据系统的架构、软硬件性能等具体情况, 选取最合适

的算法.

3   结论
本文使用加速度传感器, 采集了模拟条件下钢轨

探伤工的 7 种行为数据, 提取了 27 维动作特征, 通过

对比 C4.5决策树、随机森林、KNN、SVM四种分类

算法采用 10 折交叉验证得出的识别结果, SVM 算法

的识别准确率最高, 为 99.2%, 在该数据集下有非常好

的识别效果. 该研究为消除铁路现场作业人员的行为

安全隐患具有一定工程应用价值.
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