
 

 

基于 LSTM 网络的大雾临近预报模型及应用①
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摘　要: 长短期记忆网络 (LSTM)是一种时间递归神经网络, 适合于预测时间序列延续性相对较长的事件. 本文基

于 LSTM 网络构建了一个全新的大雾临近预报框架, 首先将地面气象要素观测资料转化成时间序列数据, 并基于

此序列进行建模. 为了验证提出的模型的准确性, 将安徽省 81个国家站近 2年地面气象要素数据转换为序列数据,
基于该数据集对未来 1–4小时进行逐小时大雾预报实验, 实验结果显示本文提出的模型其 TS-Score分别为 61%、

55%、36% 和 31%, 明显优于卷积神经网络 (CNN) 以及传统机器学习算法如支持向量机 (SVM) 和 K-近邻算法

(KNN)的预测结果, 是大雾临近预报的一种有效预报方法.
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Fog Nowcasting Model Based on LSTM Network and Its Application
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Abstract: Long-Term and Short-Term Memory (LSTM) network is a time recursive neural network, which is suitable for
predicting events with relatively long delay in time series. In this study, a new fog proximity prediction framework based
on LSTM network is constructed, which can transform meteorological observation data into time series data and model
them based on time series data. In order to validate the proposed model effectively, this study transforms the surface
meteorological data of 81 national stations in Anhui Province from October 2015 to June 2017 into sequence data and
constructs a validation data set. Based on this data set, the future 1–4 hourly fog forecasting experiments are carried out.
The experimental results show that the proposed model’s TS-Scores are 61%, 55%, 36%, and 31%, respectively, which
are obviously better than CNN and those of traditional machine learning algorithms such as SVM and KNN. It is an
effective method for fog prediction.
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浓雾作为一种灾害性天气现象, 近年来受到越来

越广泛的关注. 雾导致的视程障碍对交通的安全带来

严重影响[1–3]. 近年来, 随着经济的发展和全球气候变

暖加剧, 中国区域大气能见度整体呈下降趋势, 其中东

部地区下降趋势最为明显[4–7]. 低能见度天气的增多成

为诱发交通事故的主要气象因素, 如我国 2017年道路
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交通事故万车死亡人数为 2.06 人[8], 成为危害人身安

全的重要因素之一. 准确预报出大雾的生成、发展和

消亡能有效减少交通事故的发生. 为此, 交通和气象部

门开展了广泛合作, 以减少低能见度因素导致交通事

故发生. 周须文等[9]应用天气学原理和数理统计方法对

低能见度雾的生消机理进行研究, 建立能见度与气象

因子的回归方程, 从而对雾的等级进行预报; 吴彬贵等[10]、

黄政等 [ 1 1 ]基于数值预报模式数据 ,  结合逆向传播

(BP) 神经网络或具体的要素阈值来判别雾是否出现,
在雾的预报方面做出了积极的探索. 也有学者在对大

雾中平流雾气象要素特征分析的基础上, 给出了预报

思路, 在实际应用中取得较好的效果[12]. 在已有的大雾

预报研究中, 大多为短期预报 (未来 24 小时大雾是否

发生), 空报和漏报率较高. 因此, 大雾临近预报显得尤

为重要, 目前关于大雾的临近预报的研究相对较少.
随着人工智能的兴起, 一些深度学习算法相继出

现[13–15], 基于深度学习的短期天气预测已成为一种新

的趋势[16]. 深度学习算法中循环神经网络 (RNN) 是一

种适合序列数据的模型[17], 能够提取时间序列数据中

的有效信息, 已广泛应用于股票预测、语音识别等领

域[18,19]. 长短期记忆网络 (LSTM)[20]是一种特殊的循环

神经网络 (RNN), 适合处理和预测时间序列相对较长

的重要事件. 与 RNN相比, 它解决了 RNN训练过程中

梯度爆炸和梯度消失的问题, 可以学习长期的依赖信

息. 近年来 LSTM在各行业中得到较为广泛的应用[21–23].
本文提出了一种基于 LSTM 的网络模型, 该模型通过

自动提取气象要素历史数据中的相关信息, 预报未来

4小时内逐小时能见度的变化, 是对以往利用经验预报

的有效补充.

1   LSTM大雾预报模型的设计

建模数据选取安徽省 81 个国家站 2015 年 10 月

1 日到 2017 年 6 月 1 日逐时地面气象数据. 要素包括

气压、气温、露点温度、降水量、风速、风向和能见度.
1.1   预报模型的建立

xt

LSTM是一种 RNN神经网络, 每个 LSTM单元增

加了三个门, 即输入门, 忘记门和输出门. 与 RNN 相

比, 解决了 RNN训练过程中梯度爆炸和梯度消失的问

题 ,  可以学习长期的依赖信息 .  对于时间序列 ( t=
1, 2, 3, 4, 5, … ), 前一个 LSTM单元的输出结合当前时

间点数据作为输入, 每个时间步都有一个输出. 同时,
存储器单元产生当前时间步长的状态向量. 图 1 中展

示出了一个 LSTM单元的存储块, 其中灰色圆圈 (中间

大圆圈) 表示存储器单元, 存储了 LSTM 的状态信息,
图 1 中黑色实心圆 (小圆圈) 表示乘法, 空心圆圈表示

激活函数. LSTM工作的具体过程遵循以下公式:

it = σ(W(i)H+bi) (1)

ft = σ(W( f )H( f )+b f ) (2)

ot = σ(W(o)H(o)+bo) (3)

Ct = tanh(W(c)H(c)+bc) (4)

Ct = ft ∗Ct−1+ it ∗Ct (5)

ht = ot ∗ tanh(Ct) (6)
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图 1    LSTM记忆单元示意图
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其中,  ,  ,  分别表示输入门, 忘记门和输出门的输出,
表示当前 Cell 的状态,  是 Cell 的输出,  ,  和

是输入门, 遗忘门和输出门的权重, 在每个时间步骤

共享.   表示当前输入向量 和前一时刻单位的输出

向量 的叠加 . 输入门用于控制保留信

息, 防止无用信息进入存储器单元. 忘记门用于决定从

上一步骤中的单元状态丢弃信息. 忘记门和输入门一

起来更新存储器单元的状态.
1.2   基于 LSTM 的大雾临近预报模型建立

X

xt

本文基于 LSTM 模型提出了一种大雾预报框架,
基本原理如图 2 所示. 每小时返回的气象要素数据根

据需要被转化成不同长度的时间序列, 并将其作为网

络的输入时间序列 , 每小时返回的气象要素数据被视

为一个时间步, 表示为 , 网络的输出是下一个时间序

列中雾的类别标签. LSTM 工作的具体过程可归纳为

以下步骤:
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Input time
series data

xt−1

x1 LSTM

Network

Inpur layer LSTM LSTM output vector
Fully−connected layers 
图 2    基于 LSTM 的大雾预报模型

 

1) 首先, 将气象要素时间序列 X 作为输入进入输

入层.
2)LSTM 接收输入向量, 结合 Cell 在上一时间点

的输出, 当 t=1时, 隐藏层状态为 0. LSTM的输入门和

忘记门分别由 Sigmoid 函数值决定要输入的信息, 进
入存储单元时存储单元应该忘记哪些信息. 输入门和

隐藏门的输出更新隐藏层的状态,根据单元状态决定输

出信息, 最终 Cell输出当前单元.
xt

ht−1

3) 然后, 将下一时间点的气象要素 和前一时间

点的单元的输出 输入 LSTM, 并重复上述过程.
4) 最后, 将 LSTM 的最后时间步的输出输入到全

连接层. 全连接层进一步提取气象要素时间序列的特

征, 最终输出预测大雾的类别的标签.

2   实验与分析

通过将逐时气象要素数据处理成时间序列以构建

数据集, 从 2015 年 10 月到 2016 年 12 年的数据中随

机选出 1500 个正样本和 1500 个负样本作为验证集,
使用剩余数据构建训练集 .利用 2 0 1 7 年 1 月到

2017 年 6 月的数据构建测试集. 具体制作时间序列的

方式为: 预测未来小时雾是否存在, 先选择前一段时间

的气象要素数据构建时间序列, 使用下一小时的能见

度作为训练标签. 通常大家关心的是有雾状态, 因此标

记时间序列的标准是当能见度值小于 1000米时, 标记

为有雾, 否则, 则标记为无雾. 例如, 第 1至第 4个小时

为一个时间序列, 第 5个小时的能见度值则为标签. 第
2至第 5个小时作为时间序列, 用第 6各小时能见度值

构建标签. 在预测未来 1–2小时能见度时, 选择的时间

序列长度为 2, 预测 3–4小时能见度时选择的时间序列

长度为 4. 训练样本和测试样本的数量见表 1. 在样本

中, 有雾的样本相对较少, 这就造成了正负样本比例严

重不平衡, 其比例约为 1:20. 本文使用随机过采样的方

法对训练正样本进行数据扩充, 使最终正负样本比例

为 1:2 (在本文中, 正样本为有雾, 负样本为无雾.). 测试

集按照真实情况下取出的正负样本的数量. 当预测未

来 1到 2小时是否有雾时我们选择的时间序列长度 2.
预测 3到 4小时选择时间序列的长度为 4.
 

表 1     训练集、验证集和测试集正负样本数量
 

选择的时间序列长度 预测时长 训练集 验证集 测试集

正样本 2 1,2 361500 1500 10246
负样本 2 1,2 764 341 1500 2 282 373
正样本 4 3,4 396 400 1500 9399
负样本 4 3,4 761 605 1500 269 430
 
 

由于各气象要素因子数值区间的差异性较大, 在
数据使用前对原始数据做归一化处理, 将各个因子缩

放到一个尺度, 公式如下:
∗
x =

x− xmin

xmax− xmin
(7)

∗
x x

xmax

xmin

式中,   为某类气象因子归一化后的数据.   为每一类

气象因子原始数据.   为每一类气象因子的最大值,
为每一类气象因子的最小值.
为了评估训练模型的性能, 本文选用 precision,

F1-score, accuracy 和 TS-Score 作为评价指标[24,25], 指
标公式如下:

precision = T P/(T P+FP) (8)

F1 = 2∗ precision∗ recall/(precision+ recall) (9)

recall = T P/(T P+FN) (10)

accuracy = (T P+T N)/(T P+T F +NP+NF) (11)

TS = T P/(T P+FP+FN) (12)

其中, TP 是正样本被正确分类的样本数, TN 是负样本

分类正确的样本数量; recall 是指正样本被正确分类数

量与总正样本的比率; FN 指正样本被分类为负样本的

数量; FP 是负样本被分类为正样本数量; TS-Score 则

是一种气象部门广泛用来评价预测效果的指标.
本文使用了交叉熵做为雾预测的目标函数, 目标

函数如下:

loss = −
∑K

i
yi ln fi(x) (13)

yi fi(x)式中,  代表真实标签,  代表全连接层的输出值,
i 代表全连接层输出向量的第 i 个值. 本文利用长度为

2 的时间序列做未来 1–2 小时大雾预报过程中, 使用

LSTM 的层数为 3 层, Cell 的数目为 50 个, 全连接层

数为 2 层, 2 层全连接的卷积核数分别为 100. 当使用
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长度为 4的时间序列预测未来 3–4小时大雾是否存在

时, LSTM 的层数选择 1 层, Cell 的数目选择 70 个, 全
连接层为 1层, 节点数目为 200个. 利用上述数据集对

模型进行训练, loss 曲线如图 3所示.
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图 3    训练 loss 与 accuracy 曲线 (横坐标单位: 100)
 

设计的实验应用于 Intel i7 3.4 Ghz*8, 16 GB内存

和英伟达 GTX1080. Ubuntu16.04操作系统, 网络框架

是基于 Tensorflow1.4.0[26].
表 2 给出了 LSTM 与 CNN 以及传统的 SVM、

KNN 对未来 1–4 小时的大雾预测结果的对比. 从表

2中可以看出在对未来 1–4小时的预测, LSTM在四种

评估标准的结果优于 SVM、KNN 以及 CNN 方法的

预测结果. 用该方法对未来 4 小时预测的 TS-score 分

别为 61%, 55%, 36% 和 31%. 由此可以发现基于

LSTM 的预测模型相比于 CNN 以及传统的分类模型

SVM、KNN, 在预测精度上有明显优势.
 

表 2     LSTM、SVM、KNN和 CNN对未来 4小时大雾预测结果的各项指标对比
 

预报时长 1小时 2小时 3小时 4小时

模型类型 LSTM SVM KNN CNN LSTM SVM KNN CNN LSTM SVM KNN CNN LSTM SVM KNN CNN
F1-score 0.76 0.60 0.60 0.51 0.66 0.51 0.50 0.49 0.53 0.43 0.40 0.44 0.47 0.40 0.36 0.33
PRE 0.64 0.71 0.48 0.38 0.51 0.42 0.38 0.35 0.39 0.29 0.29 0.34 0.34 0.26 0.73 0.21

TS-score 0.61 0.42 0.43 0.34 0.55 0.33 0.33 0.32 0.36 0.25 0.25 0.28 0.31 0.25 0.22 0.20
 
 

3   结语

本文基于 LSTM网络提出了一个新的临近大雾预

报框架, 与传统的大雾预报方法不同, 该框架基于气象

要素时间序列数据进行建模. 利用安徽省国家地面气

象观测站气象要素转换的时间序列数据, 该框架能够

有效地预测未来 1–4 小时的大雾生成情况. 对比分析

发现, 和当前比较常见的 CNN、SVM、KNN 等其他

机器学习方法相比较, 本文提出的预测框架能够达到

更好的预测效果.
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