
 

 

改进指数平滑预测的虚拟机自适应迁移策略①
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摘　要: 针对云数据中心虚拟机频繁迁移问题对虚拟机迁移时机进行研究, 提出一种基于改进指数平滑预测的虚拟

机自适应迁移策略. 该策略采用双阈值和预测相结合的方法, 连续判断负载状态触发负载预测, 然后, 根据历史负载

值自适应地预测下一时刻主机负载状态并触发虚拟机迁移, 实现主机负载平衡, 提高迁移效率, 降低能耗. 经实验表

明, 该方法在能耗和虚拟机迁移次数方面分别可降低约 7.34%和 58.55%, 具有良好的优化效果.
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Abstract: In this work, the migration timing of virtual machines is studied for frequent migration of virtual machine in
cloud data centers, an adaptive migration trigger method of virtual machine based on improved exponential smoothing

prediction is proposed. A combination of dual threshold and prediction is applied to the strategy. First, the load prediction

is triggered by continuously determining the load state. Then, the host load state at the next moment is adaptively

predicted based on the historical load value, and finally the virtual machine migration is triggered. This method not only

achieves host load balancing, but also improves migration efficiency and reduces energy consumption. Experiments show

that the method reduces the energy consumption and the number of migration by about 7.34% and 58.55% respectively,

which has sound optimization effect.
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近年来, 随着日益增长的计算、存储和网络需求,

云计算数据中心能源消耗问题得到了越来越多的关注.

据统计, 2014 年美国的数据中心消耗了 700 亿千瓦时

的电力, 相当于该国全年能源消耗总量的 1.8%. 高能

耗不仅造成高运营成本, 而且会导致巨大的碳排放, 每

年信息和通信技术 (Information and Communication

Technologies, ICT)产业对全球温室气体排放总量的贡

献率为 2% 左右[1]. 实际上, 数据中心的能耗成本与服

务器数目以及资源利用状况密切相关, 高能耗问题的

主要原因是主机的资源利用率不均衡. 因此, 为了解决

数据中心高能耗问题, 研究人员利用虚拟机迁移技术

实现数据中心各主机之间动态负载均衡, 达到各主机
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的资源充分利用[2]. 虚拟机迁移技术即当数据中心物理

主机的负载值不在合理范围时, 需要将分配在该主机

上虚拟机迁移到合适的主机上, 通过该方法能够实现

数据中心物理主机的动态负载均衡, 使数据中心的资

源可以合理利用, 从而达到节能降耗的目的[3]. 但是, 数
据中心虚拟机迁移过程中, 虚拟机迁移粒度较大, 迁移

时传输的数据量也大, 因此, 迁移开销是不可忽略的.
而数据中心负载量不断动态变化的特殊环境会造成虚

拟机因负载瞬时峰值而频繁迁移, 这将会产生一部分

因虚拟机迁移而引发的能量损耗. 因此, 有必要对虚拟

机迁移时机进行研究, 避免物理主机瞬时过载而导致

虚拟机频繁迁移, 以提高虚拟机迁移效率, 在保证能耗

降低的同时, 尽量使得虚拟机的迁移次数达到最小.
当前, 虚拟机迁移技术在云数据中心高能耗问题

上的应用不断改进与发展. 文献[4]采用基于阈值的方

法来触发虚拟机迁移, 如果监测到物理主机的负载值

高于阈值, 则进行虚拟机迁移, 否则, 不需要虚拟机迁

移. 文献[5]提出一种基于时间序列的预测方法, 通过分

析当前时间云资源负载值与下一时间预测值之间的变

化关系, 实现对云资源负载的动态调整, 该方法通过资

源调整来提高物理主机利用率. 文献[6]提出基于负载

预测的动态虚拟机整合算法, 通过预测物理主机的负

载值来判断物理主机是否处于过载或低载状态, 进而

触发虚拟机的迁移. 文献[7]在 CloudSim工具中根据历

史数据, 使用局部加权回归 (the Local Regression,
LR) 法来预测未来时刻物理主机的资源负载状态. 文
献[8]通过布朗指数平滑法预测下一时刻物理主机的负

载值, 进而判断物理主机的负载状态, 在一定程度上降

低了数据中心能耗, 但该方法所采用的平滑系数固定,
难以适应数据中心负载不断动态变化的情况, 可能造

成预测精度不高, 导致虚拟机无效迁移.
综上所述, 关于云计算服务器虚拟机迁移策略的

研究大多使用基于阈值或基于预测的方法, 存在以下

普遍缺陷: 简单基于阈值的方法不具有灵活性; 简单基

于预测的方法需要时刻进行负载值的监测和预测, 造
成不必要的工作负载; 由于数据中心瞬时的负载峰值,
单一策略可能造成不必要的虚拟机迁移. 文献[8]采用

的指数平滑预测方法是一种时间序列预测法, 但其使

用单一的平滑系数, 难以适应数据中心这样负载不断

变化的特殊环境. 因此, 本文提出一种基于改进指数平

滑预测的虚拟机自适应迁移策略 DyESP (Dynamic

Exponential Smoothing Prediction), 该策略将阈值和预

测相结合, 通过连续判断物理主机负载状态来触发预

测机制, 使预测算法采用动态平滑系数, 提高了预测精

度, 避免了因瞬时过载而导致的虚拟机无效迁移, 从而

提高了虚拟机迁移效率并降低能耗.

1   虚拟机自适应迁移策略

1.1   相关定义

虚拟机迁移过程一般分为三部分, 即虚拟机何时

迁移, 选择合适的虚拟机迁移以及选择合适的目的主

机完成迁移, 其中虚拟机何时迁移是完成迁移过程的

第一步也是最关键的一步, 合理的虚拟机迁移触发方

法能提高虚拟机的迁移效率, 降低数据中心的能耗. 在
对虚拟机迁移触发方法进行描述之前, 需要对虚拟机

迁移过程的相关影响因素做如下定义:

H = {h1,h2,h3, · · · ,hn} hi

Vi = {vi1,vi2,

vi3, · · · ,vim}

定义 1.  将数据中心物理主机所构成的有限集

合定义为 ;  将每台物理主机 上

部署的虚拟机所构成的有限集合定义为 
[9].

H = DUOUS

定义 2. 虚拟机迁移过程中, 当物理主机符合迁出

条件时, 该物理主机称作源主机, 将所有源主机构成的

有限集合定义为 D; 当物理主机符合迁入条件时, 该物

理主机称作目的主机, 将所有目的主机构成的有限集

合定义为 O; 当物理主机既不符合迁出条件, 也不符合

迁入条件时, 该物理主机称为安全主机, 将所有安全主

机构成的有限集合定义为 S, 因此,  [9].
1.2   迁移策略

依据上述定义, 本文提出基于指数平滑预测的自

适应虚拟机迁移策略, 该方法通过连续监测判断和自

适应预测两部分来提高虚拟机迁移时机的准确性. 由
于物理主机的负载值过高或过低都会造成数据中心能

量损耗, 并影响服务质量, 因此将监测值划分为过载,
低载和安全值三种状态. 过载表示为物理主机的负载

值超过高阈值, 此时需要依据历史数据预测下一段时

间的物理主机负载值; 低载表示为物理主机的负载值

低于低阈值, 此时需要完成虚拟机的全部迁出并且关

闭物理主机; 安全值表示为物理主机的负载值处于高

阈值和低阈值之间, 此时不需要进行虚拟机迁移. 本文

选择 CPU利用率作为迁移触发的主要影响因素, 通过

该方法能够在一定程度上避免因瞬时峰值造成的虚拟

机不必要迁移, 提高虚拟机迁移效率.
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(1) 监测. 为了使虚拟机迁移触发方法更适应数据

中心负载不断变化的特殊环境, 降低虚拟机无效迁移

次数, 本文通过连续监测 4 次物理主机的负载值来判

断其是否为待迁物理主机, 若其连续监测值高于高阈

值且呈上升趋势, 则将该物理主机看作待迁移物理主

机. 文献[4]研究表明, 当阈值过高时, 由于数据中心物

理主机持续高负载会产生大量能耗; 当阈值过低时, 会
造成虚拟机的频繁迁移, 同样会产生由于频繁迁移而

带来的大量能耗, 所以选取 0.8为阈值. 因此, 本文同样

将 0.8作为迁移触发阈值.
(2) 自适应预测机制. 由于数据中心物理主机的负

载值是动态变化的, 连续监测物理主机的负载值超过

阈值且呈上升趋势, 并不代表下一时刻其负载值一定

超过阈值, 因此, 本文采用连续 10 次物理主机的历史

负载值, 通过改进指数平滑预测法对待迁移物理主机

的下一时刻负载值进行自适应预测. 当预测值超过阈

值时, 将该物理主机看作需要进行迁移的物理主机, 否
则继续进行监测.

该虚拟机迁移策略能判断物理主机负载值的变化

趋势, 并自适应的预测物理主机下一时刻负载值, 提高

了预测精度, 有效的避免了因主机负载的瞬时过载而

导致虚拟机无效迁移, 从而提高了虚拟机迁移的准确

性, 减少了虚拟机无效迁移次数, 进而降低了数据中心

能耗. 该方法的流程图如图 1所示.
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图 1    触发预测流程图

 

2   自适应预测机制

2.1   指数平滑预测法

⟨t1, t2, t3, · · · , ts⟩
⟨y1,y2,

y3, · · · ,ys⟩

二指数平滑法 ESP(Exponen t ia l  Smooth ing
Prediction) 是基于移动加权平均法来预测时间序列变

化趋势的方法, 该方法为最近的观测数据赋予较大的

权值, 给距离较远的观测值赋予较小的权值, 以此预测

下一时刻的值, 适用于中短期趋势预测[10]. 设迁移触发

过程中需要 s 个时间段, 其序列定义为 ,
其中每个时间段的物理主机负载检测值定义为 

, 因此, 迁移触发过程中的数据集合定义为:

Yt = (⟨t1,y1⟩ , ⟨t2,y2⟩ , ⟨t3,y3⟩ , · · · , ⟨ts,ys⟩) (1)

一次指数平滑法的定义为:

S (1)
t = αyt + (1−α)S (1)

t−1 (2)

S (1)
t α yt

S (1)
t−1

其中,  表示时间段 t 的预测值;  表示平滑系数;  表

示时间段 t 的实际值;  表示时间段 t–1的预测值.

一次指数平滑法虽然可以较好的预测趋势变化明

显的情况, 但具有较大的滞后性, 因此, 本文采用二次

指数平滑预测法, 其定义为:

S (2)
t = αS (1)

t + (1−α)S (2)
t−1 (3)

二次指数平滑预测法需建立线性趋势预测模型,
其模型为:

⌢
y t+1 = αt +btT (4)

αt = 2S (1)
t −S (2)

t (5)

bt =
∂

1−∂
(
S (1)

t −S (2)
t

)
(6)

ŷt+T

其中, t 表示当前时间; T 表示当前时间 t 到未来时间

t+T 之间的时间段;  表示第 t+T 时间段的预测值;
αt 为截距; bt 为斜率.

在实际的操作中, 需要连续检测 s 次负载值, 如果

都超过阈值, 并且负载值呈现上升趋势, 则进行预测,
利用二次指数平滑预测法计算出截距 αt 和斜率 bt, 并
利用式 (7)进行预测, 得到时间 T 的负载值.

⌢
y s+T = αs+bsT (7)

二次指数平滑法能较好的预测负载的变化趋势,
对数据中心负载值的变化做出合理的判断, 如果预测

值在合理的负载范围内, 则不需要进行虚拟机迁移, 否
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则, 需要进行虚拟机迁移.
2.2   自适应预测机制

指数平滑法预测的过程中, 平滑系数表示数据的

变化趋势. ESP方法中, 平滑系数一经确定便是一个常

数, 难以跟踪数据变化, 导致降低了预测过程的适应性.
针对云数据中心负载不断动态变化的特点, 如果仅采

用一个平滑系数, 难以适应整体的变化过程, 所以本文

采用动态平滑系数对传统模型进行修正[11].
采用动态平滑系数是指在预测的过程中能够使平

滑系数自适应数据中心的特殊环境, 随实际数据的变

化而变化. 在传统指数平滑预测模型中, 平滑系数的选

择决定了预测精度的高低, 当检测的数据呈水平趋势

时, 平滑系数应该选取 0.1–0.3, 当检测的数据呈持续上

升或下降趋势时, 平滑系数则应该选取 0.3–0.5, 当波动

较大时, 应选取 0.6–0.8[8], 因此, 当数据的变化趋势发

生改变时, 单一的平滑系数很难适应预测需求. 为了使

预测方法能够更好的适应数据中心不断动态变化的特

殊情况, 本文的自适应预测机制采用动态平滑系数, 即
在负载值预测的过程中, 平滑系数随着数据的变化而

自动调整, 能够很好的适应数据变化的真实情况, 得到

更精确的的预测结果. 自适应预测机制的具体过程为:
(1) 确定实际数据. 将连续检测到的 T 期物理主机

历史负载值作为预测机制的初始数据 .  本文中使用

10期历史数据作为实际数据.
(2) 查找最优的平滑系数. 通过迭代法查找最优的

平滑系数, 选取步长为 0.0001对平滑系数进行迭代, 而
后利用二次指数平滑预测法求出 T 期数据的误差平

方和, 依据误差平方和最小原则获得最优的平滑系数

σ, 即:

e =min
k

10∑
T=1

(
x′Tk − xTk

)2
(8)

式中 ,  k 表示平滑系数 ,  取值在 0~1 范围内以步长

0.0001迭代; x' 
Tk 表示当平滑系数为 k 时第 T 期数据的

预测值; xTk 表示平滑系数为 k 时第 T 期数据的实际值;
求出不同平滑系数对应的 T 期数据的误差平方和, 并
利用最小原则求出最小的误差平方和, 最小误差平方

和对应的平滑系数即为最优的平滑系数.
(3) 预测第 T+1 期的负载值. 将步骤 (2) 获得的最

优平滑系数带入二次指数平滑预测法中进行预测, 获
得 T+1期的物理主机负载值.

(4) 迁移触发. 将步骤 (3) 获得的预测值与阈值进

行比较, 当预测值大于阈值时, 说明该物理主机呈现持

续过载状态, 需要将该物理主机上合适的虚拟机迁移

到适当的目的主机上, 使数据中心的各物理主机达到

负载均衡; 当预测值小于阈值时, 说明该物理主机只是

处于短暂过载状态, 下一时刻已经不再处于过载状态,
因此, 不需要进行虚拟机迁移.

传统二次指数平滑预测方法中初始值的选择, 当
数据量较小时, 选取第一期的实际值作为初始值, 当数

据量较大时, 选取前三期的平均值作为初始值. 本文将

第一个时间段的实际值做为初始值进行预测.

3   实验与结果分析

CloudSim 云计算仿真平台[12]是一个可扩展的仿

真工具包, 它支持云计算系统和应用程序供应环境的

建模和模拟. 为了验证本文提出的动态指数平滑预测

方法的有效性, 利用 CloudSim3.0版本对该方法进行仿

真实验, 并与 LR 和 ESP 两种预测方法进行实验对比

分析. 其中, 局部线性回归法是对物理节点的历史数据

进行线性拟合, 从而得到拟合曲线函数, 进而预测得出

物理节点下一时间段的负载值. 本文采用的评价指标

是数据中心能耗值和虚拟机迁移次数.
通过 CloudSim 模拟了云数据中心, 其中包括 800

台物理主机, 1052个虚拟机. 物理主机由如表 1两种型

号组成. 为了使该实验具有现实意义, 采用来自 COMON
项目中监测 PlanetLab平台在 2011年 3月 3日这一天的

CPU利用率数据作为数据中心物理主机实际负载值, 该
数据每 5 min采集一次, 在 24 h内共采集了 288个样本点.
 

表 1     物理主机组成
 

型号 个数 (个) 内存 (MB)存储 (GB)
CPU计算能力

(MI/s)
HP ProLiant
ML 110 G4

400 4090 1024 1860

HP ProLiant
ML 110 G5

400 4090 1024 2660

 
 

在进行对比实验之前, 为了找出传统二次指数平

滑预测方法中预测精度最高的平滑系数, 本文从采集

到的物理主机实际负载值中选取连续 10 期负载值作

为实际值 ,  分别使用平滑系数值为 0.4、0.5、0.6、
0.7 和 0.8 进行预测分析, 并计算得到相应的标准方

差值, 如图 2 所示, 可以看出, 当平滑系数的取值是
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0.6时, 所获得的标准方差值较小, 即预测精度较高. 因
此, 采用平滑系数为 0.6 的 ESP 方法与本文的 DyESP
方法进行实验对比分析.

如图 3所示, 展现了当实际数据取不同期数时, 使
用平滑系数为 0.6的 ESP方法得到的各期误差和与使

用本文的自适应预测机制得到的各期误差和的对比结

果. 由图可知, 使用自适应预测机制所得出的误差和比

使用 ESP 方法所得出的误差和小, 说明使用自适应预

测机制精度更高. 由图得知, 当期数大于 10期时, 误差

和趋于稳定, 说明各期数据的误差相对于低于 10期时

更小, 精度更高. 因此, 本文采用 10期的历史负载值作

为预测的实际值.
 

标
准
方
差

平滑系数

0.4

30

25

20

15

10

5

0

0.5 0.6 0.7 0.8

 
图 2    不同平滑系数的标准方差
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图 3    不用期数的误差和对比

 

如图 4 所示, 展现了使用平滑系数为 0.6 的 ESP
方法得到的下一时刻预测值与实际值的误差以及使用

本文的自适应预测机制得到下一时刻负载值与预测值

的误差对比. 该实验采用连续 10期物理主机历史负载

值作为初始数据, 分别使用 ESP方法和 DyESP方法对

其进行预测, 将预测值与实际第 11 期数据进行比较,

获得误差值. 图 4由图可知, 使用自适应预测机制得到

的误差比使用二次指数平滑预测法得到的误差小, 即
预测的精度相对较高.
 

自适应预测机制
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图 4    不同方法预测值与实际值误差

 

如表 2所示, 是分别使用 LR方法、ESP方法和本

文提出的 DyESP 方法获得的数据中心能耗值以及虚

拟机迁移次数的实验结果对比. 结果表明, 与 LR 和

ESP相比, 本文的 DyESP方法在数据中心能耗方面分

别降低约为 34.26%、7.34%; 虚拟机迁移次数方面分

别降低约为 80.99%、58.55%.
 

表 2     实验结果
 

实验对象 能耗 (kWh) 虚拟机迁移次数 (次)
LR 150.33 23 004
ESP 106.66 10 547

DyESP 98.83 4372
 
 

图 5 是数据中心能耗值随时间变化的趋势. 该对

比实验分别对一天内第 4 h、8 h、12 h、16 h 和 20 h
的能耗值进行数据检测记录, 从图中能够看出, 相比

LR和 ESP方法, 本文提出的 DyESP方法在 4 h和 8 h
时监测到的数据中心能耗没有明显的降低, 因为, 此刻

数据中心物理主机刚开始工作, 处理任务时间较短, 任
务量较少, 所产生的能耗没有较大差距, 但随着时间的

延长, 物理主机处理的任务越来越多, 各个物理主机的

资源利用率越来越大, 数据中心所产生的能耗量也越

来越大, 此时, 采用不同预测算法所获得的能耗值差距

也在不断增大, 由图 3 可以看出, 本文的 DyESP 方法

在降低能耗方面有较明显的优势.
图 6 是虚拟机的迁移次数随时间变化的趋势. 该

对比实验同样对一天内第 4 h、8 h、12 h、16 h和 20 h
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的能耗值进行数据检测记录, 相比 LR和 ESP方法, 本
文提出的 DyESP方法在 4 h时检测到虚拟机迁移次数

下降趋势不明显, 主要原因是数据中心物理主机一开

始处理的任务量较少, 资源占用率低, 物理主机出现过

载状态较少, 因此, 需要进行虚拟机迁移的情况较少.
但随着时间推移, 数据中心中各物理主机需要处理的

任务量逐渐增加, 物理主机的资源利用率开始不断增

加, 使得物理主机出现过载状态的情况越来越多因此,
虚拟机迁移次数开始不断增加, 由图 6可以看出, 采用

不同预测算法所得到的虚拟机迁移次数的差距在不断

增大, 由图可知, 本文的 DyESP 方法在降低虚拟机迁

移次数方面有明显的优势.
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图 5    数据中心能耗随时间变化
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图 6    虚拟机迁移次数随时间变化

 

图 7是数据中心在 2011年 3月 3日这一天的平均

违例率. 违例率的大小展示了数据中心服务质量的好

坏, 违例率越小, 说明服务质量越好; 反之, 服务质量越

差. 由图可知, DyESP方法相较于 LR方法违例率有所

提高, 而与 ESP方法相比, 违例率有所下降. 说明, 本文

提出的自适应策略所提供的服务质量比 ESP 方法高,

但没有 LR方法提供的服务质量高. 结合图 5和图 6的
结果可知, 本文提出的方法在降低能耗和降低虚拟机

迁移次数方面都有较明显的优势, 而在服务质量方面

的优势不足, 这需要进一步的研究.
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图 7    不同方法违例率对比

4   结论

本文提出一种基于指数平滑预测的虚拟机自适应

迁移策略, 通过判断 s 期主机负载值是否连续超过阈

值并呈上升趋势来触发预测, 然后根据连续 n 期历史

数据自适应选择平滑系数预测下一时刻的负载值, 从
而触发虚拟机迁移, 该方法将双阈值和预测相结合, 在
一定程度上提高了预测精度, 避免了因瞬时峰值而导

致的虚拟机无效迁移. 经实验表明, 本文提出的 DyESP
方法在提高预测精度、降低虚拟机迁移次数以及降低

数据中心能耗方面有较明显的优势. 下一步的工作是

将本文提出的自适应迁移策略进一步改进, 使其在满

足数据中心能耗和虚拟机迁移次数都降低的同时, 保
证数据中心的服务质量.
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