
  

 

基于卷积神经网络的候鸟潜在分布预测①
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摘　要: 从遥感影像中提取生态位因子在物种潜在分布模型中扮演着重要角色, 然而这些模型存在数据质量低和训

练样本少等问题. 随着先进数据采集设备的应用, 所获得的大量动物轨迹数据可以用来对物种潜在栖息地进行标

记, 进而从遥感影像中提取用于物种分布模型的有效训练样本. 本文首先利用 DBSCAN算法对动物轨迹数据进行

聚类, 基于聚类结果将遥感影像按照小区域分成正负样本, 然后利用提出一种改进的卷积神经网络进行训练和预测

斑头雁在青海湖周边的潜在分布情况. 通过和传统基于灰度共生矩阵的方法进行比较, 本文提出的方法在各项评价

指标上都有一定提升, 同时实验结果也表明我们方法能更好的预测斑头雁在青海湖周围的潜在分布情况.
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Abstract: Remote sensing images play an important role in the development of species distribution model. However, low
spatial resolution ecological niche derived from remote sensing data and lack of fine-scale presence data requires
alternative approaches. With the application of various data acquisition devices, a large number of animal movement data
can be considered as the presence data. In this study, we use DBSCAN method to cluster the movement data and each
cluster represents a stopover. Then, we split the remote sensing image into 16×16 patches and divide them into positive
and negative samples on the basis of clustering result. In addition, a multi-convolutional neural network model is
proposed for the training and prediction of the potential distribution of wild geese surrounding Qinghai Lake. We evaluate
the proposed system using a real GPS dataset collected on 29 birds over three years. The experiments show that the
proposed method outperforms the GLCM method in terms of overall accuracy, F1 score, and AUC. The proposed method
also can obtain a better result in a potential distribution prediction experiment.
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人口规模的增长和全球气候的不断变化对野生动

物的生存环境产生极大的负面影响[1]. 了解动物的潜在

栖息地是生态学、自然资源管理和保护的中心主题之

一[2]. 物种分布模型利用动物出现的数据并结合出现点
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所在位置的多种生态位因子 ,  例如温度、降雨、土

壤、斜坡、植被指数等因子, 对物种分布进行建模, 进
而预测物种在其它特定地区或者在相同区域不同时间

出现的概率值, 概率值的大小反应了物种对该地区环

境的偏好程度. 因此物种分布模型可以用来分析物种

与环境变量之间的关系, 尤其是气候变化条件下对物

种潜在栖息地分布的影响[3], 还有助于研究入侵物种潜

在的栖息地扩张范围[4,5]或者濒危物种潜在栖息地的萎

缩[6]. 在动物出现数据获取方式上, 传统的方式是通过

野外调查、各标本馆的标本数据、各类公开的文献记

载等方式获取有用的数据, 这种方式获取的单个物种

尤其是稀有物种的有效样本非常少且容易存在误差,
尤其是地理位置精度不高, 例如有些较早记录没有经

纬度信息, 只存储所在位置的县名, 甚至是所在的省市.
近年来随着各种先进数据采集设备的广泛应用, 例如

Argos, GPS 和无线追踪器等, 使得我们可以对单一物

种获得大量的有效的动物出现数据, 有利于我们提取

更多的有效训练样本从而使用更加复杂的模型对其进

行建模和预测.
最大熵模型 (MaxEnt)[7]自从提出来以来就被广泛

应用来预测各种动植物的潜在分布或者分析入侵物种

的适合生长区. Gibson[8]等人利用MaxEnt模型来预测

稀有物种鹦鹉在澳大利亚西南部的潜在分布, 通过模

型得到鹦鹉喜欢海拔相对较高, 远离河流, 有植被覆盖

的地形相对平缓的栖息地. 吴庆明[9]等人利用丹顶鹤

2012 -2013 年营巢分布点和环境特征变量 ,  通过

MaxEnt 分析丹顶鹤在扎龙保护区的潜在栖息地分布

情况. Hu[3]等人利用 MaxEnt 对地形, 气候, 生境 (土地

覆盖)和人为影响这些变量进行建模, 预测濒危候鸟在

五个不同地区的潜在越冬栖息地以及在不考虑物种传

播的基础上分析将来气候变化对越冬栖息地的影响.
MaxEnt 模型的最大好处是只需要物种在研究区域明

确出现的数据以及出现位置的环境信息就可以有效的

进行建模分析, 尤其在小样本集的情况下比其它物种

模型取得更好的效果. 近年来随着机器学习应用面的

日益扩展, 越来越多的方法利用有/无物种出现数据建

立机器学习模型来预测物种分布[6,10–14], 包括人工智能

网络 (ANN)[12], 分类回归 (CART)[13], 随机森林算法[14]

等. Yoo[12]等人通过 ANN对 50个地点收集的 13个生

态位变量数据进行建模, 预测潮汐滩地的物种多样性.
基于生态位的方法来分析物种的潜在分布主要存在以

下三个问题: 1) 将原始遥感数据聚合成离散的土地覆

盖类型或者植被覆盖指数会导致新的分类误差, 而且

在转换过程中大量其它可用的信息可能会丢失以及导

致时间粒度和空间分辨率变大. 2) 对原始遥感影像进

行分类从而获得相应的生态位因子, 这个过程本身就

需要花费大量的计算和人力成本. 尽管中尺度的遥感

影像是免费公开的, 但是对影像进行分类需要有一定

的相关领域知识以及相关的计算过程. 3) 传统方法在

样本选择上往往局限于少数一些观察点, 在时间跨度

和空间范围上都有一定的限制, 适合于栖息地范围分

布地比较集中的物种. 斑头雁夏季繁殖在高原湖泊, 越

冬则在低地湖泊、河流和沼泽地等, 主要以禾本科和

莎草科植物的叶、茎、青草和豆科植物种子等植物性

食物为食. 因此影响斑头雁潜在分布的主要因素有植

被情况, 湖泊河流分布和温度等. 我们可以从遥感影像

中提取植被情况和湖泊河流分布情况, 以及从气象站

中获取温度数据, 因此本文直接以遥感图像作为卷积

神经网络模型的输入, 避免了传统生态位模型中提取

特征的过程, 然后结合温度对斑头雁的出现数据进行

建模.

本文首先利用斑头雁的轨迹数据, 结合 Landsat遥

感影像来获得空间和时间都跨度大的有效训练样本,

从而解决传统数据样本少的问题. 由于斑头雁每年都

会在越冬区和繁殖区之间进行来回迁徙 ,  我们通过

DBSCAN聚类算法对轨迹数据进行聚类来发现其在整

个年度活动过程中的停留区, 从停留区提取的数据来

标记遥感影像数据的正 (出现) 样本, 避免迁徙飞行过

程中的数据产生的干扰, 能更加符合斑头雁的实际栖

息地环境 ;  其次 ,  设计一种多维卷积神经网络 (M-

CNN)结构, 利用 1-D卷积和 2-D卷积操作来分别从温

度序列数据和遥感影像图片提取特征从而进行训练并

预测斑头雁在青海湖地区的潜在栖息地.

1   基于M-CNN的栖息地预测

本文的系统主要分为两步 (如图 1 所示): 1) 正/负

样本提取, 斑头雁是迁徙物种, 每年都会进行春季和秋

季迁徙, 越冬区和夏季活动区距离很远, 相差一两千公

里, 导致采集到的原始 GPS数据覆盖范围很广 (如图 2),

直接将所有 GPS 点所在的位置都划为正样本显然不

符合斑头雁实际情况. 2)模型训练和预测.
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DBSCAN

待预测的遥
感影像

GPS数据集

遥感影像分割温度

卷积神经
网络

温度

适合/不适合     分类

样本提取

 
图 1    基于 CNN的栖息地预测算法

 

GPS点
停留区
气象站

 
图 2    蓝色点为采集的斑头雁 GPS数据点; 绿色点为基于

DBSCAN的斑头雁轨迹数据聚类结果, 表示斑头雁的栖息地;
红色为 NOOA上离这些栖息地最近的 10个气象站.

 

1.1   正/负样本提取

tra j = (p1, p2, · · · , pn)

pi = (xi,yi, ti) xi,yi

DBSCAN[15]是一种典型的基于密度的聚类算法,
它将在给定半径的邻域中包含的点大于给定的最小值

的点作为核心点, 通过迭代查找的方法找到各个类簇

所包含的所有密度可达的点. 斑头雁的运动轨迹无法

连续记录下来 ,  而是由一系列离散的采样点组成 ,
. 每个采样点用一个三元组表示,

即:  , 其中 分别表示采集点所处的经度

和维度, ti 表示该采样点的采集时间 (如表 1). 我们首

先利用 DBSCAN对斑头雁的轨迹数据点进行聚类, 将
每一个类簇作为斑头雁的一个栖息地 (如图 2绿色点);
然后我们下载斑头雁在每个栖息地内的停留时间对应

的 Landsat 5 TM 遥感影像, 并将每张遥感影像按照

16×16像素的大小分成二维的图片, 将和停留区有重叠

的图片作为正样本, 否则为负样本.

表 1     lon和 lat表示经纬度, animal表示采集的

动物的编号, time采集时间
 

id lat lon animal time
1 36.132 98.805 67580 2007-06-23 15:16:04
2 36.609 99.19 67580 2007-06-23 10:21:46
3 99.782 36.935 67695 2007-10-01 5:00:00

 
 

1.2   M-CNN 网络结构

CNN 是一种主要由卷积层、池化层、全连接层

和激活函数组成的多层深度神经网络模型, 采用卷积

核共享参数, 减少了训练的参数. 图 3为本文的M-CNN
网络结构. 2-D 卷积的输入数据为 6 通道的 16×16 像

素块大小的 Landsat 5 TM 影像和 1-D 的卷积输入为

15×3 大小的温度序列数据, 随后图片数据通过三层卷

积, 两层最大池化层, 温度数据经过两层卷积层, 然后

将两个卷积过程获得的特征拼接起来输出到两层全连

接层和两层 Dropout 层, 最后输出到 softmax 分类器.
卷积神经网络的第一层卷积层的滤波器主要用来检测

低阶特征, 比如边、角、曲线等, 越往后的卷积层检测

更高阶的特征. 我们在第一层分别使用多个不同尺寸

的卷积核, 以获得不同尺度的特征, 再把这些特征结合

起来作为第一层卷积层的输出来以获得更好的低阶特

征. 为了减少训练过程中的内部协变量偏移 (internal
covariate shift), 我们在执行激活函数前加入了批量规

范化 (batch normalization) 操作[16], 使得输出的各个维

度的均值为 0, 方差为 1, 这也有助于提高模型的收敛

速度和减少对 Dropout的要求.
卷积层可以看成是输入图像/前一层特征图与一个

可训练的卷积核进行卷积运算得到的结果, 例如第一

个 1×1的卷积成可以用如下表示:

ak
i j =

7∑
c=1

(ac
i j ∗Kc

i j) (1)

ak
i j

ai j
c Kc

i j

其中,  表示第 k 个输出层在 (i, j) 是由输入图像 7 个

通道上在 (i, j) 处的卷积结果相加得到. c 表示通道,
表示第 c 个输入通道在 (i, j)的值,  表示第 c 个卷

积核在 (i, j)的值.
批量规范化操作如果将前一层的数据做规范化后

直接进入下一层会改变前一层网络所学到的特征, 因
此作者引入了一对可学习参数 γ 和 β, 使得整个批量规

范操作如下[16]:

µB←
1
m

m∑
i=1

xi (2)
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σ2
B←

1
m

m∑
i=1

(xi−µB)2 (3)

x̃i←
xi−µB√
σ2

B+ε
(4)

其中, m 为批量训练样本的大小, ε 是加入的噪声.
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图 3    栖息地预测系统的M-CNN网络结构, 其中 Conv为卷

积层, BN表示 Batch Normalization, FC为全连接层
 

池化层经常在卷积层后面, 能够对卷积所输出的

图像特征进行聚合统计. 将上一层输出的卷积特征划

分到若干个不重叠的大小为 m×n 的区域上, 最大池化

就是用这 m×n 个位置上的最大值作为池化后的卷积特

征而舍弃其它位置的值. 这样 CNN不关注池化窗口内

到底是在哪一个位置匹配上了, 只关心是不是有匹配

上. 池化层在一定程度上还能降低网络的复杂度, 减少

计算量和降低过拟合.
Dropout 指在每次批量训练模型时以一定的概率

随机让网络中某些隐含层节点的权重暂时不工作, 在
下一轮训练时这些神经元又会恢复, 然后再次以一定

的概率随机选择部分神经元暂时不工作. 由于每次输入

的批量样本进行权值更新时, 隐含节点都是以一定概

率随机出现, 从而使得权值的更新不再依赖于有固定

关系隐含节点的共同作用, 相当于网络结构在每次训

练过程中都发生变化, 避免了对某一局部特征的过拟合.

2   实验和分析

2.1   实验数据

本文实验数据来主要来自青海湖地区的 29 只斑

头雁, 它们从 2007 年到 2010 年的在青海湖区域和错

愕湖区域之间来回迁徙, 每只斑头雁携带有一个便携

式遥感设备, 能够通过 Argos 卫星和 GPS 接收器进行

定位和发送数据, 采集间隔时间设为 2小时, 采集数据

的存储格式如表 1 所示 ,  总共采集到 60   1 6 1 个

GPS 点 (如图 2 蓝色的点). 斑头雁的栖息地主要分布

在从青海湖地区到斑头雁越冬区沿途经过的地方, 通
过 DBSCAN 聚类结果 (如图 2) 我们可以看到主要包

括哈拉湖, 青海湖, 冬给措纳湖, 扎陵湖, 鄂陵湖, 曲麻

莱县, 隆宝滩自然保护区, 扎木措湿地, 纳木错湖, 羊卓

雍错, 拉萨河, 雅鲁藏布江等区域, 其中青海湖和扎鄂

陵陵湖是主要的繁殖区和换羽区, 羊卓雍错, 拉萨河,
雅鲁藏布江是主要的越冬区.

本文使用的 Landsat 5 TM 的遥感影像从 USGS
(https://earthexplorer.usgs.gov/) 官网下载. 我们下载所

有研究区域内从 2007 年到 2009 年的遥感影像, 通过

分析其自带的元数据文件 ,  移除云层覆盖率大于

20%或者影像时间前后十天内没有出现过斑头雁的遥

感影像 ,  剩下的影像用来提取训练数据 ,  然后下载

2010 年 8 月和 2011 年 2 月青海湖及其周围区域的

4 幅云层覆盖率小于 20% 的遥感影像. 每幅遥感影像

有 7 个波段, 我们使用其中的 B1, B2, B3, B4, B5 和

B7 六个波段的值, 每个像素点的分辨率为 30 m, 我们

样本的大小为 16×16×6, 对应的分辨率为 480 m, 基本

上和 GPS 设备定位的最大误差相接近. 本文使用了从

青海湖到西藏越冬区沿途的 10 个包含有 2007 年到

2010 年温度数据的气象站 (如图 2 所示), 所有温度数

据从 NOOA(http://gis.ncdc.noaa.gov)网站上下载, 每个

气象站每天都保存最高温度、最低温度和平均温度.
针对每幅遥感影像, 我们将离它最近的气象站的当前

遥感影像时间的前后 7 天 (包括遥感影像当天 ,  共
15 天) 的平均温度、最低温度和最高温度作为遥感影

像的温度特征.
经过 2.1 部分的正/负样本提取后, 我们总共得到

26 023 张 16×16×6 大小的图片, 其中正样本 8696 张,
负样本 17 327张. 为了使正负样本的数量更加平衡, 我
们对每张正样本分别进行左旋转 90度和又旋转 90度
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的数据, 并随机抽取 2000张加入样本集中, 并按 9:1比
例分成训练样本和测试样本. 因此, 最后我们共得到 28
023 张图片, 正样本 10 696 张, 负样本 17 327 张, 对应

的训练样本和测试样本分别是 25 221张和 2802张.
2.2   模型训练

卷积神经网络的训练主要采用梯度下降法, 包括

批量梯度下降 (BGD)、随机梯度下降 (SGD)和小批量

梯度下降 (MGD). 其中, 批量梯度下降法每次迭代需要

所有样本参与运算, 能够寻找到全局最优解, 但是收敛

速度比较慢. 随机梯度下降法则每次迭代利用一个样

本来更新参数, 计算成本低, 收敛速度快, 缺点是单个

样本可能会带来很多噪声, 使得每次更新不一定朝着

全局最优的方向, 容易造成收敛到局部最优解.
本文采用的小批量梯度下降法可以看成是前两种

方法的一种折中, 每次迭代计算一小批样本的梯度来

更新参数的权值, 这样能够在尽可能寻找到全局最优

解的同时加快模型的收敛速度. 为了防止过拟合, 利用

L2 正则化对网络参数进行约束, 并在全连接层的训练

过程中引入了 Dropout 策略, 即每次迭代中随机放弃

一部分训练好的参数[17]. 在模型训练初期, 可以使用较

大的学习率来加速收敛, 当训练集的损失下降到一定

程度后就不再下降, 容易在一个局部范围内震荡. 为了

解决这个问题, 我们采用学习率衰减的方法, 学习率随

着训练的进行逐渐衰减. 整个模型的训练参数如表 2
所示.
 

表 2     CNN模型训练参数
 

参数 值

image_size 16×16×7
Temperature_size 15×3

output_size 2
batch_size 128
num_batches 300

epochs 50
learning_rate 0.002
global_step 50
decay_rate 0.96
drop_out 0.8
激活函数 Relu

 
 

2.3   实验设置

我们设置了两组实验, 每组实验都和传统的两个

方法进行对比 :  基于灰度共生矩阵的特征提取的

SVM分类 (GLCM+SVM)和本文采用的网络结构中去

掉 1-D卷积部分的 CNN网络 (CNN).

对于 GLCM+SVM 模型, 我们将图片的灰度级别

设为 64, 每个点选取 8 组不同的偏移量来计算灰度共

生矩阵. 由于灰度共生矩阵的数据量较大, 一般不直接

作为区分纹理的特征, 本文选取常见的基于灰度共生

矩阵计算出来的统计量来作为 SVM 模型的输入特征,
包括均值、相关性、对比度、能量、均匀性和最大相

关系数等.
第一组实验, 我们分别训练各个模型, 然后利用二

分类常见的三个指标: 总体准确率、F1 值和曲线下面

积 (Area Under the Curve of ROC, AUC)[3]来评价各个

模型的性能. 在第二个实验中, 我们利用训练好的模型

来预测青海湖周围斑头雁潜在的栖息地情况. 青海湖

夏天是斑头雁重要的繁殖地, 而冬天都往南迁徙, 很少

有斑头雁停留[13], 因此我们分别选取夏季 (8 月) 和冬

季 (2 月) 两个不同时期的遥感影像来分析各个模型的

预测结果.
2.3   实验结果

本文实验环境为 12 核 Intel(R) Xeon(R) CPU E5-
2620, 无 GPU, 内存 64 GB, 编程语言 python2.7, 采用

Tensorflow-0.9.0深度学习框架[18]进行 CNN神经网络

训练学习. 表 3 显示了各个模型在训练数据集上的结

果, 可以看出我们设计的网络结构在各个指标上都取

得比较好的成绩 .  和卷积神经网络相比 ,  传统的

GLCM+SVM在提取特征上没有优势.
 

表 3     3个模型在训练数据集上的分类结果
 

模型 准确率 F1 AUC
GLCM+SVM 0.768 0.732 0.84

CNN 0.801 0.744 0.891
M-CNN 0.867 0.865 0.957

 
 

我们选取 2010年 8月份和 2011年 2月份的青海

湖及其周围的遥感影像进行预测, 预测的斑头雁潜在

栖息地分布如图 4 所示. 对于 8 月份 (图 4 第一列) 的
预测结果, GLCM+SVM 模型在沿湖区域基本上没有

概率特别高的区域, 预测的潜在分布都是在湖面上;
CNN和M-CNN模型都会将沿着湖边的部分或者大部

分区域标记为概率非常高的区域 ,  标记面积 M-
CNN 模型会略大于 CNN 模型; 各个模型在湖面的处

理表现差异比较大, 基本上都将湖面标记为潜在分布

区, 其中 CNN模型会将部分标记为低概率 (颜色更深),
其它两个模型基本都是标记为高概率. 8 月份, 在青海

湖地区对于繁殖成功的斑头雁主要活动是带领幼鸟觅
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食, 其它斑头雁则进行换羽或者在储备食物做秋季迁

徙前的准备. 这些任务都要求斑头雁在食物更丰富、

外界因素干扰更小的河口和支流湿地去活动, 这些地

方都在离湖面一段距离的地方. 因此 M-CNN 模型将

青海湖离湖较近及其离湖面一段距离内的地方都标记

为高概率区域, 更加符合实际情况.
 

(a) 8月GLCM (b) 2月GLCM

(c) 8月CNN (d) 2月CNN

(e) 8月MCNN (f) 2月MCNN
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图 4    从上到下三行分别是 GLCM+SVM、CNN和M-CNN模型; 第一列是 2010年 8月份的预测结果, 第二列是 2011年 2月
的预测结果. 很低、低、高、很高表示斑头雁出现的概率, 其中很低用透明色表示, 即显示背景.

 

2月份斑头雁基本上还在西藏或者其它越冬区, 或

者在往青海湖迁徙的前期, 青海湖上还基本上没有适

合斑头雁的地方. 从图 4 第 2 列中可以看出来三个模

型都错误的将少部分区域标记为潜在分布区, 错误标

记的面积大小 GLCM+SVM>CNN>M-CNN, 也可以看

出我们模型准确度更高.

3   结论与展望

本文利用斑头雁的轨迹数据, 结合 Landsat遥感影

像, 提出一种基于 M-CNN 模型的候鸟栖息地预测方

法, 利用 1-D 卷积和 2-D 卷积分别从温度序列和遥感

影像中提取特征. 有别于传统的方法从遥感影像中计

算生态位值作为分类器的特征, 卷积神经网络能够自

动从图片中进行学习, 直接处理原始遥感影像来实现

对斑头雁潜在栖息地的预测. 基于生态位因子模型一

般都是研究大范围区域内适合某个物种的区域分布,
基于遥感影像建模能够比它提供更高空间分辨率和更

细时间粒度的潜在分布结果, 有助于更好的了解物种

的分布和更好的进行保护. 由于遥感影像数据容易受

到云层的影响, 当研究区域被云覆盖住时, 就无法提取

有效数据, 而遥感影像周期又比较长, 因此如何减少云

覆盖的影响是今后研究的重点.
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