
 

 

Hadoop 平台分布式 SVM 算法分类研究①

满蔚仕,  吉元元

(西安理工大学 自动化与信息工程学院, 西安 710048)

摘　要: 随着大数据的发展, 分布式支持向量机(SVM)成为该领域研究热点. 传统层级分布式 SVM 算法(Cascade
SVM), 在 Hadoop平台下寻找全局最优支持向量的过程十分缓慢. 本文提出了一种改进方法, 先将传统的网格法与

粒子群(PSO)算法结合, 改进了单机 PSO 算法, 再将单机 PSO 算法与 Hadoop 平台结合实现了一种新型卫星并行

PSO 算法(NPP-PSO). 实验结果表明, 相比于单机 SVM 算法, 本文的分布式 SVM 算法, 在保证了准确率的前提下

大幅提高了计算速度; 而使用 NPP-PSO参数寻优后的分布式 SVM, 分类准确率相比于分布式 SVM算法又有了明

显提高.
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Abstract: With the development of big data, distributed support vector machine (SVM) has become a hot research topic
in this field. The process of finding the global optimal support vector in the Hadoop platform is long under the traditional
hierarchical Cascade SVM algorithm. This paper presents an improved method by firstly combining the traditional grid
method and the particle swarm optimization(PSO) algorithm to improve the PSO algorithm. And a new satellite parallel
PSO algorithm is realized by combining the single machine PSO algorithm and the Hadoop platform (NPP-PSO). The
experimental results show that compared with the single SVM algorithm, the distributed SVM algorithm cannot only
ensure the accuracy but can also greatly boost the computation speed. With the wide use of NPP-PSO distributed SVM,
the classification accuracy has improved significantly.
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引言

一直以来, 计算机和互联网在全球范围内保持着

高速发展, 未来也将会有更多人接入到可无缝浏览并

与移动设备绑定的互联网世界[1]. 互联网早已深入到人

们生活的各个角落, 随之而来的是数据增长方式和途

径越来越多. 一些大型网站, 比如国外的 Facebook, 国

内的新浪微博、淘宝网等, 每天都有大批用户参与其

中并因此而产生大量数据. 面对如此巨大的数据, 一台

计算机已经无法存储, 也无法在可承受的时间内处理

这些数据. 大数据的时代已经到来[2], 面对大量的、复

杂的、具有不同来源的数据[3], 人们对其存储和管理又

有了新的要求, 其中分布式平台是一种很好解决方案.
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基于谷歌公司发表的三篇重要论文[4-6], 随之而生了许

多分布式技术和产品. Hadoop 是由 Apache 基金会所

开发的开源的分布式系统, 2005年作为 Lucene的子项

目 Nutch 的一部分被正式引入. Hadoop 平台主要由分

布式文件系统(HDFS)和MapReduce框架[7,8]组成, 还包

含有若干其他子项目, 如 HBase, Hive等. Hadoop作为

第一个流行的大数据平台被全世界各大公司广泛应用,
如雅虎、百度都有自己的集群.

现代科学技术和商业中的数据量正在以一个巨大

的速度增长, 使现有技术很难处理如此大的数据量[9].
随着数据量的增大, 许多传统的机器学习算法都面临

了严峻的挑战[10], 它们可能需要根据需求而被改写或

者重新设计, 支持向量机(Support Vector Machine,
SVM)就是其中之一. 因为 SVM 算法本身不需要繁多

的参数设置, 且在二分类问题上表现出了卓越性能因

而被广泛应用. SVM 算法是一种有监督的机器学习方

法 ,  通常用来进行模式识别、回归预测等 .  然而 ,
SVM 算法的计算复杂度主要与支持向量的数量有关,
利用支持向量机对大数据集进行分类或回归计算时,
寻找全局最优解的过程将耗费大量时间, 并且需要占

用大量的计算机资源. 分布式计算是近年提出来的一

种新的计算方式, 它将大规模的计算任务分配给多个

计算机进行并行处理, 并将处理结果进行合并. 分布式

计算实现了大规模任务的并行化处理, 大大提高了算

法的工作效率. 因此在大数据集情况下对 SVM算法的

主要研究目标是如何分布式化算法结构, 并且在保证

准确率的前提下提高训练速度, 使 SVM算法可以成为

在大数据集情况下更可行更有效的选择.

1   Hadoop平台下分布式 SVM
1.1   训练样本与数据预处理

本文使用的实验数据集为 UCI标准数据集 covtype.
data. 该数据集属于 2 分类文本数据, 记录了位于美国

罗斯福国家森林公园的森林覆盖种类, 总共包含样本

数 581012个, 使用了 54维的属性数据. 除零值属性外,
非零属性一般为 12个左右, 因此该数据集属于稀疏矩

阵. 图 1 展示了 UCI 网站提供的数据说明, 包括了: 数
据任务类型、总样本数、总属性数、数据是否丢失等

相关信息.
本文单机 SVM算法使用著名开源算法包 LIBSVM,

它是由台湾大学林智仁教授领导开发的一个实用的

SVM 工具包[11]. 在进行单机 SVM 训练之前需要注意

的是, 训练集和测试集的数据划分要尽可能保持数据

分布的一致性, 避免因数据划分而引入额外的偏差, 对
最终的结果产生影响. 在分类任务中要保证类别比例

相似. 统计本测试数据集的类别 1与类别 2的比值, 分
别约为 1:1. 因此按照 1:1的比例再次处理样本数据, 使
数据均匀排列, 结果如图 2所示.
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图 1    covtype.data数据集说明

 

 
图 2    样本数据按比例排列

 

1.2   分布式 SVM 实现

单机 SVM 训练时间会随着训练数据量的增大呈

指数级增长, 将大数据集分块并行计算可以有效提高

计算效率. 本文在 Hadoop 平台下使用 MapReduce 框
架实现了两层迭代的分布式 SVM算法, 如图 3所示.
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图 3    分布式 SVM算法结构图
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该分布式结构图综合考虑了训练时间, covtype.
data 数据集的 SV 筛选率, 分类 model 准确率三个因

素. 去掉了反馈机制, 进行 Map 端和 Reduce 端两层的

SVM训练. 结构中 Reduce端只使用了一个 Reduce任
务, 考虑到实验数据中最大用到了 40万行 47.3 MB, 结
合数据集的 SV 筛选率确定一个 Reduce 任务足够

胜任.
由于多数机器学习算法都有训练参数选择问题,

参数不同, 训练模型的性能也会有很大差异. SVM 算

法分类模型的性能与(c, g)参数的选择有很大关系. 关
于 SVM参数寻优方法众多, 但没有公认统一最好的方

法. 本文针对大数据集采用分布式粒子群算法对分布

式 SVM分类模型进行参数寻优.

2   SVM参数寻优

2.1   分布式粒子群(PSO)算法

粒子群算法(Particle Swarm Optimization, PSO)是
由 James Kennedy[12]等人在 1995 年提出的. 它也是从

随机解出发, 通过迭代寻找最优解, 并通过适应度来评

价解的品质.
SVM 参数寻优在本质上就是选用许多组(c, g)参

数大量计算对应的 SVM分类模型准确率. 而在大数据

集下, 一次单机 SVM 计算就要花费不少时间. 如进行

单机 PSO 参数寻优方法, 初始化 10 个粒子, 最大迭代

30 次, 需要 5 折交叉验证计算 300 次 SVM, 这时的计

算时间就已经久到无法承受了. 因此往往在面对大数

据集训练时 SVM不涉及专门的参数寻.
文献[13]实现了一种并行化 PSO 算法: 卫星并行

粒子群算法(PP-PSO). PP-PSO算法将大数据集分为若

干个子集, 在每个子集上运行 PSO 算法. 子集每运行

一次 PSO 算法便将所有集合的寻优结果汇总到一起

进行比较, 选出其中最佳适应度粒子, 将该粒子作为中

心粒子. 中心粒子以一定权重再反馈到子集中, 牵引着

各个子集做下一次的 PSO 寻优计算. 这样重复迭代计

算若干次就可以找到全局最优解.
图 4为 PP-PSO示意图, 图中外部实线圆形代表四

个子集, 内部中心虚线圆形代表中心粒子. 中心粒子牵

引着周围子集, 很像卫星围绕地球运动, 因此称为卫星

并行粒子群算法.
基于基本 PSO算法的 PP-PSO算法的速度更新公

式如下:

 vid (t+1) = τnt (G1+G2+G3)+τp f G4

G4 = c3r3 (t) (Pu− xi (t))
(1)

 

1

2

34

 
图 4    卫星并行粒子群算法

 

Pu 为各子群比较后的最佳粒子, 即中心粒子; c3,
r 与 G2, G3 前的系数没有差别. 公式中 G4 的引入体现

出了中心粒子对子群的牵引作用. τnt, τpf 为反馈系数:
τnt =

2atan
(
λn
t

)
π

τp f =

2atan
(

t
λp

)
π

(2)

λn, λp 为反馈因子, 根据最大迭代次数设定. τnt 随

着迭代次数 t 的增大而减小, τpf 随着迭代次数 t 的增大

而增大. 这意味着在迭代初期, 各个子群的速度更新占

更大权重, 中心粒子束缚性低, 有利于子群的自由搜索.
随着迭代次数的增加, 中心粒子的作用越来越大, 这有

利于最后适应度的全局收敛.
2.2   Hadoop 平台分布式 PSO

在 Hadoop平台上实现 PP-PSO算法, 需要将算法

进行 MapReduce 过程 ,  即在 map 端实现子群的

PSO算法, 在 reduce端实现中心粒子的提取. 这种方式

会使得 Hadoop集群不断提交 Job任务, 会消耗很多时

间在系统调度上. 因此本文改写 PP-PSO 算法迭代结

构, 使之适合于 Hadoop 平台, 称其为 NPP-PSO(New
PP-PSO)算法.

1) PP-PSO算法在子集上进行 1次 PSO寻优后就

进行中心粒子的提取, 而本文的 NPP-PSO算法是在每

个子集上进行若干次的迭代寻优后, 再汇聚在一起进

行中心粒子提取. 增加了子集迭代寻优次数, 减小中心
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粒子的提取次数, 从而将 Hadoop集群提交 Job的次数

大幅减少.
2) 将(2)式调整为:

τnt =

2atan
(
λn

nti+tg

)
π

τp f =

2atan
(

nti+tg
λp

)
π

(3)

n 为中心粒子提取次数, 初始值为 0; ti 为每个子集

设定迭代最大次数, tg 为当前子集的迭代次数. NPP-
PSO算法结构图如图 5所示.
 

Map

Reduce

NPP-PSO

Block 1 Block 2 ......

......

Block n

最佳粒子 1 最佳粒子 2 最佳粒子 n

 
图 5    Hadoop平台 NPP-PSO算法

 

在具体 SVM参数寻优中, 鸟群相当于初始化的粒

子, 每个初始化粒子(c, g), 即 SVM 算法中需要优化的

参数, 对应一个目标函数值也叫适应度, 在 SVM 分类

算法中就是分类准确率. 初始的 n 个粒子在一定范围

空间内进行搜索, 粒子每次移动一定距离称为速度.
n个粒子通过有限次重复迭代计算, 适应度可以在某次

达到最优解, 此时迭代收敛.
数据上传至 Hadoop 集群后, 按块分成若干个子

集. 在 Map 端, 第一个 map 函数首先初始化 n 个粒子,
计算它们的适应度. 因为此时的中心粒子并未初始化,

第一次的 map 函数相当于进行改进后的单机版

PSO 算法. map 函数执行完后将所有子集的最佳粒子

传递给 Reduce端, 第一次 reduce函数对所有子集的最

佳粒子进行对比, 提取出适应度最好的粒子作为中心

粒子. 执行完第一次任务后, 接下来的 map函数不用再

初始化粒子, 进行 PSO 计算. Reduce 函数依旧执行中

心粒子提取工作. 当达到最大迭代次数时循环结束, 整
个 NPP-PSO 训练完成, 即得到 SVM 算法参数寻优的

最佳参数.

3   实验

3.1   实验一

默认参数下对训练时间的比较. 首先选用不同大

小的数据集: 1万行, 10万行, 20万行, 30万行, 40万行

五种数据集. 分别对单机 SVM 算法, 分布式 SVM 算

法进行实验. 集群 Block 大小设定为 6 MB, 对应数据

集的 Block 块数为别为: 1 块, 2 块, 4 块, 6 块, 8 块. 集
群可并行运行的最大 Map 任务为 4 块 ,  这意味着 ,
30万行和 40万行数据会有若干Map任务需要排队等

待. 对比效果由图 6所示.
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SVM SVM 
图 6    单机 SVM与分布式 SVM训练时间

 

实验结论: 随着训练样本逐渐增大, 单机 SVM 训

练时间呈现指数级增长, 而分布式 SVM训练时间增幅

不大, 大大减小了训练时间. 随着训练集规模的增大,
分布式 SVM训练的时间优势越来越明显.
3.2   实验二

在默认参数下对分类模型准确率的比较. 在实验

一的基础上使用其训练出的分类模型, 同样选用不同

大小的数据集(1万行, 10万行, 20万行, 30万行, 40万
行)作为预测数据集, 分别对单机与分布式 SVM 算法

进行实验. 图 7 为单机 SVM 与分布式 SVM 分类模型

准确率对比图.
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图 7    单机与分布式 SVM分类模型准确率对比

 

实验结论: 随着训练样本规模的增大, 在默认参数

的情况下分布式 SVM 的分类模型准确率相对于单机

SVM没有受到明显的影响. 除第一组小数据集情况外,
其余数据集单机 SVM 分类模型准确率只略好于本文

设计的分布式 SVM结构, 平均准确率相差 1.9%.
3.3   实验三

因为训练参数的选择会影响训练速度, 因此本实

验依然在默认参数下进行. 为测试分布式 SVM算法的

性能与集群中 Map 任务的数量的关系, 本实验采用了

加速比来衡量该并行算法在训练时间上的提升速率.
加速比的计算方法如下所示:

P = T1/T2 (4)

其中 P 表示加速比, T1 表示单机 SVM 算法的训

练运行时间, T2 表示 Hadoop平台分布式 SVM算法的

训练运行时间. 本实验在数据集 covtype.data 上按照

Block自定义的 6 MB大小分别抽取了四组不同大小(6 MB,
12 MB, 18 MB, 24 MB)的训练数据集. 四组数据集分别

占 1至 4个 Block, 也分别对应 1至 4个Map任务. 实
验结果加速比如图 8所示.
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图 8    不同 Block的加速比

实验结论 :  当 Hadoop 集群中的节点为 1 个

Map 任务时, 单机 SVM 算法所用时间短. 随着集群中

并行 Map 任务数的增加, 分布式 SVM 算法的加速比

逐渐提高. 即训练时间提升的幅度越来越明显.
3.4   实验四

为了验证分布式 PSO 算法的参数寻优效果. 本实

验使用实验一的四组数据集进行参数寻优. 1万行数据

不涉及分布式 PSO 算法, 本实验不再使用. 因为在大

数据集情况下使用 K 折交叉验证的单机 PSO 寻优时

间实在太长(计算时间以月为单位), 因此本实验不在训

练时间上做对比.
实验选定子集粒子数为 5 个, 子集最大迭代次数

5 次, 中心粒子提取次数 30 次, 因实验数据较大, 选用

3折交叉验证即可得到相对稳定的准确率. 对比效果由

图 9 所示. 实验结论: 面对四组大数据集训练样本, 经
过分布式 PSO 参数寻优后的分类模型准确率明显好

于默认参数下的结果, 四组数据平均准确率提高了约

7.6%.
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图 9    分布式 SVM与寻优后 PSO模型准确率对比

 

4   结论

随着大数据的发展, 将传统单机的机器学习方法

与大数据平台有机的结合在一起成为近年来的研究热

点. 本文将 Hadoop 平台与分布式 SVM 算法结合; 针
对 SVM 参数寻优方法, 本文将单机 PSO 算法进行改

进后 ,  并以其为基础 ,  将 P P - P S O 分析结果与

Hadoop平台特点相结合, 实现了 NPP-PSO算法. 本文

设计的四组实验可验证 Hadoop 平台分布式算法性能.
结果表明了本文实现的分布式 SVM 结构可以在保证

准确率的情况下大幅度提高训练速度; 分布式 PSO 算

法在参数寻优上效果显著, 相比于默认参数情况, 大幅

提升了分布式 SVM分类模型准确率.
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