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摘　要: 针对传统降水预测方法的局限性, 提出了一种融合多源数据的深度学习短时降水预测模型 MSF-Net. 在
GPM历史降水数据的基础上融合了 ERA5气象数据、雷达数据和 DEM数据. 利用气象特征提取模块学习多源数

据的气象特征, 通过注意力融合预测模块进行特征融合并实现短时降水预测. 将MSF-Net的降水预测结果与多种

人工智能方法进行对比, 实验结果表明, MSF-Net 模型的风险评分 TS 和偏差评分 Bias 最优, 表明其可以在 6 h 的

预测时效内提升数据驱动降水预测的效果.
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Abstract: This study proposes a deep learning model for short-term precipitation forecasting, called MSF-Net, to address
the limitations of traditional methods. This model integrates multi-source data, including GPM historical precipitation
data, ERA5 meteorological data, radar data, and DEM data. A meteorological feature extraction module is employed to
learn the meteorological features of the multi-source data. An attention fusion prediction module is used to achieve feature
fusion and short-term precipitation forecasting. The precipitation forecasting results of MSF-Net are compared with those
of various artificial intelligence methods. Experimental results indicate that MSF-Net achieves optimal threat score (TS)
and bias score (Bias). This suggests that it can enhance the effectiveness of data-driven precipitation forecasting within a 6 h
prediction horizon.
Key words: deep learning; short-term precipitation prediction; attention mechanism; data fusion; data-driven

短时降水的预测在实时决策、生产规划和自然灾

害预警等方面发挥着至关重要的作用[1]. 传统的雷达回

波外推法[2]对回波数据的质量要求较高, 并且易受到多

种因素干扰. 人工智能的兴起为数值预报的发展提供

了新机遇[3]. 深度学习作为强大的数据处理工具, 能够

从数据中自动学习有效的特征. 基于深度学习的数据

驱动方法相对于传统方法, 能够更好地预测具有非线

性特征的降水[4]. 为捕捉数据的时序信息, Ravuri 等[5]

基于 CGAN 从雷达数据中学习降水的时空动态特征,
提高了临近降水预测的准确性 .  Agrawal 等 [ 6 ]利用

ConvLSTM 进行降水预测, 提升了未来 1 h 的预测准

确率, 但在中长期时间尺度上表现欠佳. 针对此问题,
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de Ruiter等[7]利用 CNN将全球低分辨率与区域高分辨

率天气模型的降水预测结果融合, 改善了中期降水预

测的效果. 针对深度学习对强降水预测能力不佳的问

题[8], Singh 等[9]通过残差学习有效地捕捉了降水与气

象因素之间复杂的非线性关系, 提高了对大量级降水

的预测效果. 为了进一步提高预测效果, 一些研究采用

多种气象数据的融合策略[10], 相对于使用单一数据, 表
现更佳[11]. 如 MetNet[12]利用自注意力机制融合雷达和

卫星数据, 对 8 h降水预测准确性超过了传统数值天气

预报. Assiri等[13]利用随机森林回归模型融合了卫星和

观测数据, 提高了预测准确性. Schaumann等[14]利用神

经网络将雷达和数值预报数据融合, 生成多个阈值的

降水预测, 但其未考虑其他降水生成因素的影响, 无法

捕捉复杂的强对流天气现象[15]. 

1   资料介绍 

1.1   研究区域

本文选取地理范围 (97°–106.6°E, 20.4°–30°N) 作
为研究区域, 主要涵盖了云南、四川和贵州等地区. 该
区域地势复杂且高原较多, 因此我们的降水预测具有

较大的挑战性. 实验使用 2018–2020 年的数据作为训

练集和测试集, 2021–2022年的数据作为验证集. 

1.2   数据来源

本文所用的资料包括 :   (1) 全球卫星降水计划

GPM,  包含时间分辨率为 0 . 5   h ,  空间分辨率为

0.1°×0.1°的累积降水格点数据集. (2) 欧洲中期天气预

报中心 (ECMWF) 的全球 ERA5 气象再分析数据, 时
间分辨率为 1 h, 空间分辨率为 0.1°×0.1°. 本文在何萍

等[16]得出的影响降水的气象要素基础上加以扩充, 如
表 1 所示. (3) ASTGTM 数字高程模型 DEM 数据, 可
以从中获得地球表面的详细形状和纹理等细节, 本文

使用其中的坡度、梯度、流域和地形起伏度 4种数据,
空间分辨率为 0.03°×0.03°. (4) 国家气象科学数据中

心的雷达组网基本反射率合成图 ,  空间分辨率为

0.01°×0.01°. 

1.3   数据预处理

由于 ERA5 数据、雷达数据和 DEM 数据的空间

分辨率不同, 使用双线性插值将它们的分辨率处理至

0.1°×0.1°. 为了避免不同数据的数量级差别过大, 对所

有数据进行线性归一化处理后输入模型.
 
 

表 1    ERA5气象要素选取及介绍
 

名称 特性描述 单位 名称 特性描述 单位

10 m风u分量 10 m风向东分量 m·s−1 总柱云液态水 地表到大气顶部柱状云滴中所含液态水量 kg·m−2

10 m风v分量 10 m风向北分量 m·s−1 蒸发量 地表蒸发水的累积量 m
总云量 被云覆盖的网格比例 null 蒸发潜力 近地表大气条件对蒸发过程有利的程度 kg·m−2s−1

2 m露点温度 地表2 m空气冷却到饱和的温度 K 表面大气压力 大气在陆地、海洋表面压力 Pa
2 m温度 地表2 m的空气温度 K 地表净热辐射 地表向下和向上热辐射差异 J·m−2

云底高度 云层底部距地表高度 m 表面潜热通量 地表和大气之间传递的潜热 J·m−2

相对湿度 水蒸气分压与相同温度水平衡蒸气压之比 kg·m−3
瞬时水通量 地表与大气之间水分交换的净速率 kg·m−2·s−1

 
 

2   研究方法
 

2.1   MSF-Net 网络整体架构

为了实现短时降水的有效预测, 本文在 SimVP[17]

的基础上改进, 结合卷积神经网络的优势, 设计了一种

短时降水预测网络MSF-Net, 如图 1所示. MSF-Net是

一个多输入单输出的预测网络, 输入为起报时刻前 12 h

的逐小时 GPM 累积降水量数据、整点的 ERA5 气象

数据、整点的雷达数据和 DEM数据, 输出为起报时刻

后 6 h的逐小时累积降水量预测. MSF-Net网络包含两

个子模块, 分别是气象特征提取模块 ME-SimVP 和注

意力融合预测模块 AFPM. 经过 AFPM模块后, 输出 6 h

短时降水的预测结果.
 

2.2   模型输入

T ×C×W ×H

T ′×W ×H

通过分析过去一段时间的降水数据, 可以推测未

来的降水模式和趋势, 而气象要素也与降水密切相关.

因此, 本文将 GPM历史降水数据、雷达基本反射率图

与 ERA5 气象数据相结合, 并融合 DEM 数据. 以时间

序列的方式将以上数据输入深度学习模型, 输入数据

的维度为 , T 代表起报时刻 t 之前的 T 小

时, C 代表气象数据的通道数、W 和 H 分别代表研究

区域的格点宽度和高度. 输出数据的维度为 ,

T'为起报时刻 t 之后的 T'小时. 具体使用起报时刻 t 之

前 12 h的逐小时数据进行训练, 将起报时刻 t 之后 6 h

的逐小时 GPM累积降水量作为训练标签, 以获得模型
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对未来 6 h的降水预测能力. 

2.3   气象特征提取模块

降水预测本质上可以视为时间序列的预测问题.
基于 CNN框架的 SimVP是一种简单的时空预测模型,
其只使用了简单的卷积神经网络, 无法有效地处理复

杂的时空关系. 本文的 ME-SimVP 网络着重于气象数

据时空特征的提取, 所以相对于 SimVP 模型, 减少了

编码器和解码器的层数, 从而减少网络的冗余. 本节首

先介绍气象特征提取模块的整体框架, 如图 2 所示.
ME-SimVP 主要由 3 个部分组成: 编码器、转换器和

解码器. 为了增加多源数据的特征复用, 将编码器与解

码器之间的每一层进行前后特征相加.
 
 

输入

t−11 h

t h

GPM 历史降水
12×1×96×96

输出

降水预测结果
6×96×96

多源数据

多普勒雷达
12×1×96×96

ERA5 气象要素
12×14×96×96

DEM

4×96×96

气象特征提取模块

编码器 转换器 解码器

注意力融合
预测模块

DEM

DCA-

Net

ME-SimVP 输出

(t+1) h

(t+6) h

 
图 1    MSF-Net短时降水预测网络示意图

 
 

12×14 12×1192

96 96

96 96

12

96

96 96

96

48

48

64

F0

F1

48

48

64

F2

F3

编码器 转换器 解码器

深度可分离
+通道卷积

Conv1×1+下采样/上采样+Norm+ReLU

DC DC

Conv2D +Norm +ReLU Add 融合

 
图 2    气象特征提取模块 (ME-SimVP)

 

编码器用于提取输入数据的时空特征, 由 1×1 的

卷积和下采样实现, 将输入数据的 T 和 C 两个维度相

乘合并, 使输入变成一个三维特征图, 其维度为 (T×C)×

W×H, 其步骤为:

F1 = ReLU (Norm (Conv1×1 (F0))) (1)

F0

F1 ReLU

Norm

其中,  表示编码器的输入, 在本文中对应 t–11 时刻

至 t 时刻的 GPM 降水数据、雷达数据和 ERA5 气象

数据,  是编码器的输出特征图.  表示非线性激

活,  表示归一化. 解码器利用获得的时空信息重

构特征图大小, 由 1×1的卷积和上采样实现. 其步骤为:

F3 = Add
[
F j

0,ReLU (Norm (unConv1×1 (F2)))
]
,1 ⩽ j ⩽ 2

(2)

F j
0

F2

其中,  表示编码器中与解码器相加的对应特征图,

是解码器中输入的特征图.

基于本文的气象特征提取场景对 SimVP 的转换

器进行改进, 由多个连续的 DC 块构成, 如图 3 所示.

在大气演变过程中, 每个网格的降水情况会受到周围

的气象要素的影响, 因此在 DC 块中首先使用不同大

2024 年 第 33 卷 第 8 期 http://www.c-s-a.org.cn 计 算 机 系 统 应 用

System Construction 系统建设 125

http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn


小的深度可分离卷积捕获特征变化. 采用 LN[18]来使训

练过程更加平稳, 与 BN 不同, LN 在每层对单个样本

的所有神经元节点进行规范化, 更加适合处理本文中

复杂的气象数据. 随着时间推移, 一些气象要素会在空

间上产生移动和变化, 使用通道卷积提取它们的时空

变化信息和更高语义的特征. 将每个 DC 块的输入与

输出之间建立残差连接, 使模型更容易地学习到低频

和高频气象特征, 提升对不同量级降水的预测能力.
  

深度可分离

卷积, 3×3

LN

F2
F1

64×48×48 逐通道卷积
ReLU

128×48×48 64×48×48
64×48×48

深度可分离

卷积, 7×7 通道拼接

64×48×48 
图 3    转换器中的 DC块

  

2.4   注意力融合预测模块

本文设计了一个注意力融合预测模块 AFPM, 如
图 4所示. AFPM由双通道注意力 (dual channel attention
network, DCA-Net) 和融合预测模块组成, 实现对降水

气象特征的充分提取和多源数据间的信息交互. 注意

力融合预测模块的步骤为:

F′ = Add [F3 ·DCA(Add(F3,F4)),F4 ·DCA(Add(F3,F4))]
(3)

F′ F3 F4其中,  表示注意力融合预测模块的输出,  和 分

别表示 ME-SimVP 输出和 DEM 数据, 经 DCA-Net 模
块后分别与原始输入逐元素相乘.
  

Conv 1×1

F3

F4

ME-SimVP 输出
12×96×96

6×96×96 DCA-

Net

6×96×96
Conv 1×1

DEM 数据
4×96×96

逐元素相乘

 
图 4    注意力融合预测模块 (AFPM)

 

接下来详细介绍双通道注意力 DCA-Net 的实现

方法, 如图 5 所示. 该模块将 ME-SimVP 输出特征图

与 DEM数据进行融合, 融合后的特征图既包含与降水

有关的气象信息, 又考虑了地形对降水形成与分布的

影响.
(1) 通道注意力: 首先将输入特征图经过两个步长

不同的卷积, 捕获不同尺度的气象和地形特征. 接着对

融合后的特征图使用全局平均池化进行空间压缩, 减
少对位置信息的依赖. 然后使用逐点卷积学习通道特

征, 减少冗余参数并提高模型的泛化能力.
(2) 空间注意力: 首先对输入特征图在通道上全局

平均池化和最大池化, 保留特征图的背景信息并突出

影响降水的特征. 由于气象数据的信息量较大, 采用扩

张因子不同的空洞卷积, 在不同感受野上提取气象特

征. 经过空间注意力处理后, 模型增强了感兴趣区域的

特征响应, 更好地学习到降水的变化趋势.
 
 

通道注意力 Conv 3×3

stride=1 全局平
均池化 逐点卷积 Sigmoid

Conv 3×3

stride=3
2C×1×1 C×1×1 C×1×1

2C×H×W 空洞卷积
扩张因子=2全局平均

池化

1×H×W
Sigmoid

C×H×WC×H×W
全局最大
池化

空间注意力
2×H×W

1×H×W
空洞卷积

扩张因子=2

1×H×W

 
图 5    双通道注意力 (DCA-Net)
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3   实验分析 

3.1   实验方案 

3.1.1    评价指标

为了验证 MSF-Net 模型的降水预测效果, 计算研

究区域内所有格点预测结果的风险评分 (threat score,
TS) 和偏差评分 (bias score, Bias), 作为本文的评价指

标, 对模型的性能进行评估, 训练时使用多分类任务常

用的交叉熵损失函数. 将降水量分为 6 个等级, 如表 2
所示.
 
 

表 2    降水量分级
 

降水量级 小雨 中雨 大雨 暴雨 大暴雨 特大暴雨

范围 (mm·h−1) 0.1–2.5 2.5–6 6–12 12–20 20–30 >30
 

TS 和 Bias 的计算公式分别如下所示:

TS =

6∑
i=1

T P(k)

6∑
i=1

T P(k)+FP(k)+FN(k)

(4)

Bias =

6∑
i=1

T P(k)+FP(k)

6∑
i=1

T P(k)+FN(k)

(5)

其中, k 表示降水量的 6个等级, TP 表示预测格点中真

实有雨并且雨量等级预报正确的次数, FN 表示真实有

雨但预测为无雨或预测为有雨但雨量等级预测错误的

次数, FP 表示真实无雨但预测为有雨的次数. 通过统

计 TP、FN 和 FP, 将各级雨量预测结果相加并计算得

到 TS 和 Bias 作为实验评价指标. TS 评分越高, 表示模

型的降水预测性能越好; Bias 评分越接近 1, 表示模型

的预测结果与实际观测的偏差越小. 

3.1.2    实验步骤

本文实验均以研究区域内相应时间的 GPM 降水

实况数据为基准 (label), 分为以下 3个步骤实施.
(1) 消融实验方案

为了验证ME-SimVP模块和多源数据融合 AFPM
方案对短时降水预测效果的有效提升, 拟对上述方法

开展消融实验. 在 SimVP 网络中依次加入 ERA5 数据

(ERA5方案)、雷达数据 (ERA5-Radar方案)、DEM数

据 (ERA5-Radar-DEM方案)、ME-SimVP模块 (ERA5-

Radar-DEM-ME 方案) 和 AFPM 模块 (ERA5-Radar-
DEM-ME-AFPM方案).

(2) 对比实验方案

为了验证MSF-Net降水预测模型的性能, 将MSF-

Net 的预测结果与 WRF 物理预测结果、U-Net[19]预测

结果、ConvLSTM 预测结果和 N-BEATS[20]预测结果

进行对比.
(3) 时效实验与量级实验方案

为了验证MSF-Net降水预测模型的时效和量级预

测性能, 在 (t+1) h 至 (t+6) h 的时间尺度上进行实验,

分析不同模型在不同时效下的降水预测性能 ,  以及

MSF-Net对不同量级降水的预测性能. 

3.2   消融实验

根据消融实验方案进行实验, 对比了不同降水预

测方案的 TS 和 Bias 评价指标. 以方案名的首字母来

表示每种方法, 由于 GPM降水数据在每个方法中均有

使用, 在表 3中省略.
 
 

表 3    MSF-Net模型降水预测消融实验结果
 

方法 AFPM ME DEM Radar ERA5 TS Bias
SimVP — — — — — 0.51 0.70
E方案 — — — — √ 0.54 0.75
E-R方案 — — — √ √ 0.58 0.81
E-R-D方案 — — √ √ √ 0.60 0.85

E-R-D-M方案 — √ √ √ √ 0.63 0.89
E-R-D-M-A方案 √ √ √ √ √ 0.67 0.92

 

从表 3 中可以看出, 将 ERA5 数据加入到 SimVP

网络中 (E 方案) 相比原始 SimVP 模型 ,  TS 提升了

0.03, Bias 提升了 0.05, 这是因为可以从气象要素中提

取到湿度、温差等影响降水的大气信息; 雷达图不仅

可以反映当前降水的强度和分布情况, 还能显示降水

粒子的运动方向, 相比 E 方案, E-R 方案的 TS 和 Bias

分别提升了 0.04和 0.06; DEM数据通过地形的高低变

化等信息, 影响降水的凝结和补给, 将 DEM 数据加入

到 E-R方案中 (E-R-D方案), TS 提升了 0.02, Bias 提升

了 0.04; 将 SimVP 替换为 ME-SimVP 后, E-R-D-M 方

案相比 E-R-D 方案, TS 和 Bias 分别提升了 0.03 和

0.04, 这是因为 ME-SimVP 使用不同的空洞卷积来捕

获特征变化, 在减少参数量的情况下更好地提取不同

感受野的气象时空信息. 同时, 在 DC 块之间建立残差

连接, 提高了网络预测性能; 将 AFPM加入到 E-R-D-M
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方案中 (E-R-D-M-A 方案), TS 提升了 0.04, Bias 提升

了 0.03, AFPM具有双通道注意力机制和融合结构, 可

以根据需求自适应地赋予降水相关性强的气象特征更

高权重, 并且有效地融合 DEM 数据, 考虑地形对降水

形成与分布的影响.
图 6展示了 2021年 6月 19日 12–14时研究区域

内消融实验的预测结果示例. 从图 6中可以观察到, 在

SimVP 网络的基础上加入了 ERA5 数据、雷达数据

和 DEM 数据后, 模型对降水区域的预测更加准确, 一
些稀疏的小雨被预测出来, 并在 T+1 时刻预测出一部

分暴雨. 继续加入 ME-SimVP 和 AFPM 模块后, 模型

的预测效果更加接近 GPM降水实况数据, 提升了对大

雨和暴雨的预测性能, 并且成功预测出了大暴雨量级

的降水.
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图 6    2021年 6月 19日 12–14时的消融结果示例

 
 

3.3   对比实验

按照对比实验方案进行实验. 从表 4 中可以看出,
MSF-Net 网络预测效果最佳, 相较于 WRF 物理模型、

U-Net、ConvLSTM和 N-BRATS预测结果, TS 分别高

了 0.24、0.18、0.12和 0.09.
图 7 展示了 2021 年 7 月 17 日 15 时不同模型的

降水预测结果对比 . 从图 7 中整体可以看出 , MSF-
Net 的预测效果与 GPM 降水实况接近, 优于其他几

种方法. 相较于其他模型, MSF-Net 对小雨的误报相

对较少. 在暴雨以上量级的降水上, MSF-Net 的预测

能力明显优于其他方法, 并且成功预测出一部分特大

暴雨.
 
 

表 4    不同模型的降水预测对比实验结果
 

指标 WRF U-Net ConvLSTM N-BEATS MSF-Net
TS 0.43 0.49 0.55 0.58 0.67

Bias 0.68 0.75 0.79 0.81 0.92
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图 7    2022年 7月 17日 15时的对比实验示例

 
 

3.4   时效实验和量级实验

为了评估 MSF-Net 模型的时效性, 我们比较了

2021 年 6–8 月各模型在不同时效 (1–6 h) 预测结果的

变化情况, 评价指标采用 TS. 从图 8 可以看出, 所有模

型在时效变长后性能均有所下降, 但 MSF-Net 在各时

段的预测效果均优于其他方法, 且模型的性能下降较

为缓慢. 在 1 h 时刻 MSF-Net 模型预测性能的领先幅

度较大, TS 比WRF预报高约 0.23, 主要得益于MSF-Net
模型中融入了雷达图, 从而提升短时间内的降水预测

效果. MSF-Net 在 5–6 h 时刻的领先幅度有所缩小, 但
仍比 ConvLSTM高约 0.06.
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图 8    2021年不同模型的时效实验结果
 

图 9展示了 2021年 8月 12日 13–18时MSF-Net
模型的降水预测效果示例. 从图 9中可以看出, MSF-Net

在 T+1 时刻和 T+2 时刻的预测性能最好. T+3 时刻由

于中雨分布较为分散, 模型预测性能有所下降. T+4

时刻和 T+5 时刻模型的预测效果接近, 均成功预测到

了暴雨和大暴雨区域. T+6 时刻模型对边缘地区的小

雨预测存在部分偏差, 但整体预测结果与 GPM降水实

况接近.

我们对MSF-Net在不同量级降水上的预测性能进

行分析, 实验结果如表 5 所示. 从表 5 中可以看出, 小

雨和中雨由于时空尺度相对较小, 因此它们的演变更

容易被模型捕捉, TS 分别为 0.73 和 0.71, Bias 为 1.04

和 1.05. 暴雨通常伴随着复杂的大气环境和强烈的对

流活动, 这些变化相对难以准确模拟, 因此预测效果不

如小雨和中雨. 对于暴雨以上量级的降水, 虽然预测效

果有所下降, 但MSF-Net仍表现出一定的优势. 

4   贡献与结论

本文提出了一种基于深度学习的短时降水预测模

型MSF-Net. 有效地融合多源气象数据, 能够对未来 6 h

的逐小时累积降水进行预测, 为降水预测领域的发展

提供了新的思路. 本文的主要贡献如下.

(1) 提出了一种融合多源数据的短时降水预测网

络 MSF-Net. 网络由气象特征提取模块和注意力融合

预测模块构成. 考虑到多源数据中影响降水的复杂气
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象信息, 构建了一个多输入单输出的深度学习模型.
(2) 提出了一种气象特征提取方法, 针对不同特性

和空间分辨率的气象数据, 设计了气象特征提取模块

ME-SimVP, 减少在特征提取过程中出现的信息丢失.
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图 9    2021年 8月 12日 13–18时的时效实验示例

 
 
 

表 5    MSF-Net对不同量级降水预测的实验结果
 

指标 小雨 中雨 大雨 暴雨 大暴雨 特大暴雨

TS 0.73 0.71 0.67 0.60 0.54 0.49
Bias 1.04 1.05 0.90 0.83 0.76 0.72

 

(3) 设计了一种注意力融合预测模块 AFPM, 将
ME-Net 输出与 DEM 数据的深层次气象特征融合, 考
虑地形对降水形成与分布的影响 ,  进一步提升预测

效果.
结合多种实验方案及评估分析得到以下结论.
(1) 相比其他几种深度学习方法, MSF-Net网络对

降水雨区分布的预测效果更加优秀, 这是由于ME-SimVP
能够捕获多源数据中的局部与全局气象特征, 并实现

气象信息的特征复用; 在预测网络中添加 AFPM模块,

使模型关注降水特征明显的区域, 通过双通道注意力

机制学习深层次特征, 提升模型对不同量级降水的预

测能力.
(2) 消融实验中添加了 ERA5 气象数据, 表明模型

可以从中获取影响降水的气象要素; ERA5-Radar方案

融合了雷达数据, 体现出当前降水区域及降水粒子的

走势, 使模型更好地预测未来一段时间的降水情况;
ERA5-Radar-DEM方案表明地形会对降水的形成与分

布产生影响. 由此可见多源数据的添加使模型的性能

有所提升.
(3) 在时效性和量级实验中, MSF-Net网络的预测

性能在 6 h内的每个时段均领先于其他几种方法, 其对

不同量级的降水预测都表现出较好的效果, 并且随着
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时间的推移, 模型的预测性能相对稳定. 表明MSF-Net
网络对短时降水的预测能力较强且具有较好的鲁棒性.
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