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摘　要: 针对现有基于填表的事件关系抽取方法填表数目过多、表格特征获取不充分的问题, 本文提出了结合

Roberta和 Bi-FLASH-SRU的中文事件因果关系抽取方法 TF-ChineseERE. 该方法通过制定填表策略, 利用文本中

已标记关系, 将其转化为带有标签的表格; 借助 Roberta预训练模型和本文提出的双向内置闪电注意力简单循环单

元 (bidirectional built-in flash attention simple recurrent unit, Bi-FLASH-SRU)获取主客体事件特征, 再利用表格特征

循环学习模块挖掘全局特征, 最后进行表格解码获得事件因果关系三元组. 实验采用金融领域两个公开数据集进行

验证, 结果表明, 本文提出的方法 F1 值分别达到 59.2%和 62.5%, 且 Bi-FLASH-SRU模型训练速度更快, 填表数目

更少, 证明了该方法的有效性.
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Combining Roberta and Bi-FLASH-SRU for Chinese Event Causality Extraction
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Abstract: Aiming at the problems of too many forms and insufficient acquisition of form features in the existing form-
based event relationship extraction methods, this study proposes TF-ChineseERE, a Chinese event causality extraction
method that combines Roberta and Bi-FLASH-SRU. The method transforms the text into labeled forms by formulating a
form-filling strategy that takes advantage of the labeled relationships in the text. The study proposes the Roberta pre-
training model and the bidirectional built-in flash attention simple recurrent unit (Bi-FLASH-SRU) to obtain the subject-
object event features. It then uses the table feature recurrent learning module to mine the global features and finally
performs table decoding to obtain event causality triples. The experiments are validated with two public datasets in the
financial domain. The results show that the F1 values of the proposed method reach 59.2% and 62.5%, respectively, with a
faster training speed of the Bi-FLASH-SRU model and less number of filled forms, which proves the effectiveness of the
method.
Key words: event causality extraction; Roberta; Bi-FLASH-SRU; flash-attention; table filling extraction

随着科技的快速发展, 人类步入了信息化时代, 同

步产生的海量文本数据, 形成了天然的“信息富矿”. 如

何从复杂繁琐的非结构数据中抽取有价值的结构化信

息, 成为研究热点, 由此信息抽取技术应运而生. 事件
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关系抽取作为信息抽取的重要的一环, 其目的是从非

结构化文本中抽取三元组形式的知识, 并表示为 (事
件, 关系, 事件)的形式. 事件关系包含时序关系、因果

关系、共指关系等, 其中因果关系可以实现对文本的

深层次的理解. 因此, 事件因果关系抽取可以在事理图

谱、信息检索、情报分析进行广泛的应用.
早期的事件关系抽取主要采用基于特征工程的方

法, 尽管可以达到很好的效果, 但所依赖人工对特征的

构建, 费时费力[1–4]. 随着深度学习模型的推广, 涌现出

以序列标注、生成式模型、阅读理解和文本切片为基

础的事件关系抽取方法, 取得了不错的效果, 但或多或

少存在误差传递和暴露偏差[5]、对上下文语义获取不

充分, 消耗更多的计算资源[6]、难以处理边界模糊文

本[7]以及关系预测时噪声难以消除[8]等问题. 此后有学

者提出了基于填表的方法, 解决事件关系抽取中的关

系重叠问题, 消除了误差传递和暴露偏差, 但仍存在标

注复杂度高、解码效率较慢等问题[9].
针对基于填表的事件关系抽取方法存在的问题,

本文提出了一种结合 Roberta和 Bi-FLASH-SRU的中

文事件因果关系抽取方法 TF-ChineseERE, 贡献点

在于:
1)针对 CNN、RNN和 LSTM等网络对上下文语

义获取不充分的问题, 提出了内嵌闪电注意力简单循

环单元, 其可以更好地关注词到词之间的依存关系, 有
效提升了语义理解能力. 同时降低了内嵌注意力层的

时间、空间复杂度, 有效提升了训练效率.

(n2−n)R

2) 相比于其他填表式抽取方法, 本文所设计的填

表策略需要填充数目为 , 有效减少了冗余信息.
3)本文提出的方法在事件因果关系抽取公开数据

集上的实验证明, 该方法在 F1 值上表现较优, 可以完

成事件因果关系抽取任务. 

1   相关工作

早期的关系抽取主要采取模式匹配的方法[1–4], 但
需要人工制定规则, 费时费力, 迁移性差. 随着深度学

习的发展, 使得关系抽取任务取得了突破性的进展. 以
CasRel[5]、BiRTE[10]、PRGC[11]以及文献[12]为代表的

基于标注的方法很好地解决了三元组重叠问题, 模型

的计算效率也比传统的关系抽取方法有了很大提升,
但是误差传递和暴露偏差问题没有解决, 仍采用的是

流水线式抽取, 一定程度上影响了三元组抽取的精度.

基于生成的方法不同于以往的抽取范式, 从 2018
年以 Seq2Seq 的模型框架形式被提出[13–16], 但因为相

比于抽取式模型没有明显的提升而没有形成热点, 直
到近年来 GPT、T5 等大型生成式预训练模型的推广,
使得基于生成的方法具有更高的性能. 生成式模型迁

移能力更强, 适配于不同场景、不同任务, 对于零样本

以及少样本低资源场景下性能更为突出[6,7,17,18]. 但这种

方法往往需要消耗更多的计算资源, 在某些需要低成

本的垂直领域, 费效比较低. 同时某些边界模糊的上下

文, 生成式模型也难以处理, 输出错误的三元组信息[7].
以 SpanRE[19]、SpERT[20]、PURE[8]以及文献[21]

为代表的基于片段的方法 ,  将关系抽取分为片段列

举、向量表示、标签分类预测以及关系抽取 4个步骤.
其中 PURE 不同于其他模型, 采用流水线式抽取思路,
用不同的编码器捕捉实体和关系抽取两个子任务的信

息, 创新地在输入层引入实体信息, 同时利用跨句的文

本依赖信息, 有效地提升了关系抽取的性能, 超越了很

多联合抽取模型. 但在预测关系时, 需要逐个判断片段

对, 大幅度降低了计算效率. 文献[22]以基于片段的方

法为基础, 将关系抽取看作多轮问答, 进而从文本中识

别答案来转化成关系抽取的三元组形式. 但仍没解决

流水线式抽取所带来的问题.
基于填表的方法[23,24]通常为数据集中每一个关系

创建一个表格, 表中每一个单元表示一个单词对的关

系, 通过构建模型训练, 准确的填充表格, 再根据填表

策略对表格进行解码, 输出对应的三元组. 与基于标注

的方法相比, 其中 TPLinker[25]很好地解决了暴露偏差

和误差累积的问题, 但填表的复杂度较高, 存在较多的

冗余信息; GRTE[9]在 TPLinker 的基础上, 减少了填表

的数目, 很好地挖掘全局的特征, 不足的是模型解码部

分参数大, 推理效率下降. 本文将中文文本的特性与基

于填表的方法相融合, 在填表数目和模型体量上进行

优化, 同时避免了其他关系抽取方法中存在的误差传

递、暴露偏差等问题. 

2   方法论 

2.1   填表策略

S = [t1, t2, · · · , tn]

r tabler tabler n×n

r R

给定一个中文句子 , 为每一个关

系 制作一个表格 , 其中表格 大小为 ,
关系 包含于关系集合 . 考虑中文在编码时多单词的

特性, 为每一个表格中的单元设计的不同的标签. 标签
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L集合 定义如下:

L = {“None”,“Head”,“Tail”}
“None” (ti, t j)

“Head” (ti, t j)

“Tail” (ti, t j)

其中, 标签 表示两个单词间 没有关联关系,
标签 表示两个单词间 均为两个事件的头

单词, 标签 表示两个单词间 均为两个事件的

尾单词.
图 1中为某个关系的表格标注示例, 在事件因果关

系中, 较为普遍的情况是前因后果, 所以对于表格矩阵

“None”

r r′ tabler′

tabler tabler′

来说, 下三角区域的标签均为 , 导致矩阵稀疏, 浪

费了存储空间的同时, 还导致填表慢. 但又不能对下三

角区域直接丢弃, 因为可能会出现后因前果的情况发生.

所以模型的优势在于, 为后因前果进行填表映射, 同时

考虑多对因果所带来的标签覆盖问题, 为每一个关系

映射一个反关系 ,  同样地制作一个表格 ,  将

下三角区域的表格单元对应的填充到 的上

三角区域, 并丢弃下三角区域以及对角线区域.
 
 

···利差影响美元汇率, 风险偏好···

···利差影响美元汇率, 风险偏好···

···利差影响美元汇率, 风险偏好···
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图 1    表格标注示例及解码策略

 

(n2−n)R
n2 + n
2

(2R + 1) n2R

本文填表数目为 , 低于 TPLinker的

个和 GRTE的 个. 

2.2   模型描述

模型的架构如图 2 所示, 主要包括数据预处理、

编码模块、Bi-FLASH-SRU层、学习表格特征的循环

模块以及解码算法. 

2.2.1    数据预处理

数据集文本中可能包括特殊字符, 通过使用分词

器对文本进行字符级的分词, 去除冗余信息后, 得到序

列化文本, 输入编码模块. 

2.2.2    编码模块

得到序列文本后, 使用预训练模型对其进行编码,

输出由字符向量、位置向量和分句向量组成的动态词

e向量, 作为全局特征 .
 

2.2.3    Bi-FLASH-SRU层

e1

e2 e

为了进一步获得主体事件特征 和客体事件特征

,  将编码模块输出的全局特征 作为 Bi-FLASH-

SRU的输入, 进行二次上下文语义捕捉. 使用两个独立

的 Bi-FLASH-SRU来获取主客体事件特征, 如式 (1).e1 = Bi-FLASH-SRU(e)
e2 = Bi-FLASH-SRU(e)

(1)

Bi-FLASH-SRU 是由内置注意力简单循环单元

(SRU++)[26]改进而来. SRU++内置注意力层使用的缩

放点积注意力, 当输入序列越长时, 计算储存矩阵会导

致时间和空间复杂度几何式增长. 针对此问题, 引入闪

电注意力机制 (flash-attention)[27], 提出了内嵌闪电注意
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力简单循环单元, 模型结构如图 3所示.
图 3 中, 768、512 分别表示输入向量维度和注意

力维度. 闪电注意力机制主要在重新构建注意力计算,
将输入信息以块的形式计算, 在输入块上完成多次运

行, 从而实现 Softmax 的缩减; 以及储存向前传递的

Softmax归一化因子, 以便在后向传递中重新快速计算

芯片上的注意力, 这比从 HBM 中读取中间注意力矩阵

的传统方法速度更快, 闪电注意力机制结构如图 4所示.
 
 

t1

S1 S2

S1

e2

e1

e1/2

(n+1)
e1/2

(n)

S2

Sk

Sk

Sj

Sj

Sm

Sm Sm

Sn

t2 tn

Pretrain

model

...

... ...

... ...

Bi-FLASH-

SRU
Activation

function

Decoder
All triples

Fully

connected

layer

K,V

FMA FMA

Max pooling

&

Fully

connected

layer

×(N−1)

 
图 2    模型结构图

 

 
 

Output h,c

Elementwise recurrence

Matmul

FLASH ATT

Matmul

768

Input X

512

 
图 3    FLASH-SRU模型结构

  

2.2.4    学习表格特征的循环模块

主要分为以下 3步.

e1 e2

e(t)
1 e(t)

2 re

t f (t)
re (ti, t j)

第 1步: 为了获得表格特征, 将 Bi-FLASH-SRU层

所获得的主体事件特征 和客体事件特征 作为输入.

由于要进行若干次迭代的计算, 令第 t 轮迭代中, 主体

事件特征和客体事件特征分别为 和 , 关系 的表

格特征为 , 每一个单词对 所代表的表格特征

如式 (2).

t f (t)
re (i, j) =WreReLU(e(t)

1, j ◦ e(t)
2, j) + bre (2)

◦ e(t)
1, j

e(t)
2, j ti t j Wre bre

其中,  代表哈达玛积运算, ReLU 是激活函数,  和

分别为在第 t 轮迭代单词 和 的特征,  和 分

别为训练权重和训练偏置.

t f (t)

t f (t)
1 t f (t)

2

第 2步: 将第 1步的局部关联特征进行拓展, 深入

挖掘表格的全局特征, 形成新的表特征. 将所有的事件

关系进行拼接, 形成一个大的表格特征 , 然后用最

大池化和全连接得到与主客体事件相关的表格特征

和 , 如式 (3).
t f (t)

1 =W1maxpool
1

(t f (t))+b1

t f (t)
2 =W2maxpool

2
(t f (t))+b2

(3)

W1/2 b1/2其中,  和 分别表示训练权重和训练偏置.

t f (t)
1/2

e

t f̂ (t)
1/2

第 3步: 用基于 Transformer模型来挖掘关系以及

单词对之间的全局关联, 同时考虑传统多头注意力机

制计算过慢, 结合闪电注意力机制, 引入 FMA (flash-
multi-attention). 首先挖掘事件关系之间的关联, 在主客

体事件相关的表格特征 上进行 FMA计算; 再挖掘

单词对的全局关联, 在全局特征 和 FMA 计算过后的

主客体事件相关的表格特征 上进行 FMA计算; 最
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后利用全连接模块和激活函数生成新的主客体事件特

征, 如式 (4). 
t f̂ (t)

1/2 = FMA(t f (t)
1/2)

ê(t+1)
1/2 = FMA(t f̂ (t)

1/2,e,e)

e(t+1)
1/2 = ReLU(ê(t+1)

1/2 W +b)

(4)

为了缓解梯度消失, 使用残差连接生成最终的主

客体事件特征, 如式 (5).

e(t+1)
1/2 = LayerNorm(e(t)

1/2+ e(t+1)
1/2 ) (5)

最后所得到的主客体事件特征作为输入进入下一

循环, 继续学习表格特征.
 
 

Q: N×d

KT: d×N

V: N×d

复制

复制

sm(QKT)V: N×d

外循环

内循环

内
循
环

外
循
环

复制块到 SRAM

输出到 HBM

在 SRAM 计算块

Q
K

T
: 
N
×
N

 
图 4    闪电注意力机制图

 
 

2.2.5    解码算法

t f (T )结束 T 轮循环后所获得的表格特征 作为输入,

首先进行如式 (6)的计算操作.
tab̂ler(i, j) = Softmax(t f (T )

r (i, j))

tabler(i, j) = argmax
l∈L

(tab̂ler(i, j)[l])
(6)

tab̂ler(i, j) ∈ R|L| tabler(i, j)

(ti, t j)

其中,  和 代表关系表格中单词

对 的标签结果.

r r′
之后使用表格解码算法进行三元组提取, 并将关

系 映射的反关系 进行解码, 形成三元组集合, 表格

解码算法如算法 1所示.
 

3   实验分析 

3.1   数据集与评价标准

为了验证模型的有效性, 采用同花顺面向金融领

域的事件因果关系抽取 (THS)和 CCKS2021金融领域

事件因果关系抽取 (CCKS2021)公开数据集进行验证.

同花顺面向金融领域的事件因果关系抽取数据集被划

分为训练集 2 000条、验证集 500条、测试集 500条.

CCKS2021 金融领域事件因果关系抽取数据集被划分

为训练集 5 000条、验证集 1 000条、测试集 1 000条.

P R F1

F1

实验使用精确率 、召回率 和 值对模型进行

评价.  值的计算公式如下:
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F1 =
2×P×R

P+R
(7)

算法 1. 表格解码算法

R S={t1,t2,···,tn} tabler1∈R
n×n

r1∈R tabler2∈R
n×n r2∈R r1 r2

输入: 关系集合 , 句子 , 所有的 对应每个关

系 , 所有的 对应每个反关系 ,  与 互相对应.
RT输出: 输出所有的预测三元组集合 .

H1/2⇐∅ R1/2⇐∅ RT⇐∅ H1/2 R1/2,  ,   /*定义临时三元组集合 和 , 并初始

化所有集合*/
r1/2∈Rfor 每一个  do

WPH
r1/2

WPT
r1/2

H T tabler1/2    定义临时集合 ,   /* ,  代表 中单词对组成

的标签结尾字符*/
(ti,t j)∈WPH

r1/2for 每一个  do // 正向搜索

(tk ,tm):i⩽k, j⩽m tabler1/2 (ti,t j)

tabler1/2 (tk ,tm) (ti,t j) (tk ,tm)

    1) 搜索满足以下条件的单词对 , 同时

和 相匹配且 和 是最接近的

(ti···k ,r,t j···m)
(t j···m,r,ti···k) H2

    2)添加满足条件的三元组 到 H1, 添加满足条件的三元

组 到

结束 for循环

(tk ,tm)∈WPT
r1/2for 每一个  do // 逆向搜索

    1) 搜索满足以下条件的单词对, 搜索策略参考正向搜索

(ti···k ,r,t j···m) T1

(t j···m,r,ti···k) T2

    2) 添加满足条件的三元组 到 , 添加满足条件的三元

组 到

结束 for循环

结束 for循环

RT⇐H1/2∪T1/2      
RT返回  // 输出结果

 

3.2   实验环境与参数

本文实验环境为操作系统 Ubuntu 18.04, GPU
NVIDIA Tesla T4, RAM 32 GB, 硬盘 100 GB, 使用

Python 3.8.16, PyTorch 1.9深度学习环境.
经过多轮实验对比后, 选取模型参数如表 1 所示.

并使用 Adam优化器, 自适应调整学习率, 同时根据不

同的数据集设定不同的学习表格特征模块的循环次数,
THS 数据集设定为 3 轮次, CCKS2021 数据集设定为

2轮次.
  

表 1    超参数配置
 

超参数名称 数值

Batch_size 4
Learning_rate 2E–5
Max_seq_len 200

Bi-FLASH-SRU_hidden_size 512
Bi-FLASH-SRU_proj_size 768
Bi-FLASH-SRU_num_layers 2

Num_epoch 20
Loss 交叉熵函数

  

3.3   实验设计

为了验证本文提出模型的优越性, 我们对比了很

多取得 SOTA的关系抽取模型, 有 copyRE[12]、CasRel[5]、

TPLinker[25]、SPN[17]、GRTE[9]以及文献[28], 这些基线

模型的实验结果, 是在开源代码提供或根据文章复现

的条件下产生的. 同时选取了不同的词向量模型, 如
ELMO、GloVe进行了对比实验. 最后在同等参数条件

的情况下, 选取不同神经单元, 对文中提出的 Bi-FLASH-
SRU进行实验验证. 

3.4   实验结果分析

为了确保实验结果的可信性, 降低随机误差, 设定

随机种子, 取 5 次实验的平均结果作为最终实验结果,
实验结果如表 2所示, 其中 TF-ChineseERE(GloVe) 表示模

型在编码模块使用 GloVe词向量, TF-ChineseEREBi-SRU++
表示模型在 Bi-FLASH-SRU 层使用 Bi-SRU++进行

替换.
 
 

表 2    实验结果 (%)
 

模型
THS CCKS2021

P R F1 P R F1

copyRE 43.8 49.3 46.4 54.8 53.4 54.1
CasRel 54.3 57.7 55.9 59.2 58.0 58.6
TPLinker 56.3 58.4 57.3 60.1 59.3 59.7
文献[28] 56.5 58.6 57.5 60.2 59.8 60.0
SPN 57.9 58.0 57.9 60.9 59.9 60.4
GRTE 58.1 59.0 58.5 62.5 60.2 61.3

TF-ChineseERE(GloVe) 55.3 59.7 57.4 60.3 61.0 60.6
TF-ChineseERE(ELMO) 57.1 58.6 57.8 61.5 60.3 60.9
TF-ChineseERE(Roberta) 58.5 59.9 59.2 62.3 62.7 62.5
TF-ChineseEREBi-LSTM 57.1 59.2 58.1 61.2 61.5 61.3
TF-ChineseEREBi-GRU 57.2 58.9 58.0 60.9 61.2 61.0
TF-ChineseEREBi-SRU++ 58.1 58.8 58.4 61.5 61.7 61.6

  

3.4.1    基线模型实验结果分析

由表 2可知, 本文所提模型是十分高效的. 与其他

取得 SOTA 的关系抽取模型相比, 在两个公开数据集

上均取得了最高的 F1 值. 相比 GRTE 和 TPLinker 同
类表格式抽取模型, 两个公开数据集在 F1 值上平均提

高了 1%和 1.7%, 同时在填表策略上, 本文模型填表数

目是最少的. 综上所述, 本文模型在关系抽取上取得好

的表现是很有意义的. 

3.4.2    词向量实验结果分析

为了验证不同词向量对于本文模型的影响, 故采

用 GloVe 和 ELMO 进行对比. 由表 2 第 6–8 行可知,
两组数据集在使用 Roberta 作为编码模块的词向量模

型, 均取得了最高的 F1 值. 尽管 Roberta 和 ELMO 都

能产生动态词向量, 根据任务进行微调, 融合领域知识

来解决一词多义的问题, 但 ELMO是使用 Bi-LSTM来
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获得单词的上下文语义, 而基于 Transformer的 Roberta,
其特征提取能力更强, 所以效果更优. 相对于静态词向

量的 GloVe, 仅是基于全局的词频统计的特征工具, 效
果肯定劣于动态词向量. 但与表 2 第 1–5 行中一些取

得 SOTA的模型相比, 还是取得了不错的效果. 

3.4.3    神经单元实验结果分析

不同循环神经单元对比实验分析: 为了验证不同

循环神经单元对模型的影响, 选取 Bi-LSTM、Bi-GRU、
Bi-SRU++进行对比实验, 如表 2 第 10–12 行所示. 由
表 2所知, 本文所提模型的 F1 值在两个数据集上均取

得最高, 说明 Bi-FLASH-SRU 能全面提取上下文的语

义, 内置的闪电注意力很好地感知了词间的依赖关系,
有助于提升事件关系抽取的性能. 在模型中使用 Bi-
SRU++获取特征尽管在 F1 值上与使用 Bi-FLASH-
SRU 的较为相近, 但还是体现了内置闪电注意力的优

越性. Bi-LSTM 仅能获取上下文语义, Bi-GRU 不能完

全解决梯度消失的问题, 且不可并行计算, 所以在 F1

值上相差较大.
Bi-FLASH-SRU 的计算效率分析: 为了验证 Bi-

FLASH-SRU的计算效率, 在与其他循环神经单元对比

时, 记录了 5 次训练模型的时间, 并绘制了 F1 值和最

小平均训练时间 (Min_Time) 与平均训练时间 (Time)
的散点图, 如图 5所示.
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1
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(a) 不同循环神经单元在 CCKS2021 数据集上的计算效率

(b) 不同循环神经单元在 THS 数据集上的计算效率
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图 5    不同循环神经单元的计算效率

 

平均训练时间小的神经单元横坐标值更大, 最大

值为 1, 纵坐标 F1 值越高代表神经单元性能越好, 因此

处于散点图右上方的神经单元评价越高.

由图 5 所知, Bi-FLASH-SRU 显著高于其他神经

单元. 与 Bi-SRU++相比, 说明了闪电注意力有效提升

了训练速度. 尽管 Bi-GRU 由于简化了门结构, 裁剪了

参数量, 但和 Bi-LSTM同样存在不可并行化处理以及

没有内置注意力, 所以训练速度和抽取性能都劣于 Bi-
FLASH-SRU.

Bi-FLASH-SRU层数影响及闪电注意力机制的有

效性实验分析: 为了验证内置闪电注意力机制的有效

性以及 Bi-FLASH-SRU 不同层数对模型效果的影响,
基于 THS 数据集进行了不同层数、不同条件下的闪

电注意力机制的对比实验, 如图 6所示. 其中 num_head
表示多头注意力的数量, attn_n_layers表示每 N 层内置

闪电注意力.
 
 

Layers

num_head=8 attn_n_layers=2
num_head=16 attn_n_layers=2
num_head=32 attn_n_layers=2
num_head=16 attn_n_layers=1

F
1
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%
)

0

57.8

2 4 6 8

58.0

58.2

58.4

58.6

58.8

59.0

59.2

59.4

 
图 6    不同层数、不同条件下的内置闪电注意力的有效性

 

由图 6可知, 当 Bi-FLASH-SRU达到 4层时, 4种
条件下均出现 F1 值的顶峰, 此后在增加层数, F1 值出

现退化现象, 说明模型层数不宜过多, 需要根据任务实

际情况而设定层数. 当 num_head=16、attn_n_layers=2
时, 模型表现最好, 证明了注意力机制并不是越多越好,
多头数量也应该设定恰当, 这样才能提高模型的迁移

与泛化能力. 

4   结论与展望

n2+n
2
+

本文提出了一个新的基于表格式关系抽取方法和

模型, 并应用于事件关系抽取任务, 在两个公开数据集

上进行实验并取得了良好的抽取效果. 相比于先前的

表格抽取式方法, 采用关系映射和裁剪表格的方法, 使

填表数目进一步缩小 ,  比 TPLinker 减少了
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2nR nR, 比 GRTE减少了 ; Bi-FLASH-SRU在完整获取

上下文语义和捕捉词间关系, 相比于基线系统, 在两个

公开数据集上, 将 F1 值分别提升了 0.7% 和 1.2%, 同
时计算效率也提升了约 3%.

需要注意的是, 内置闪电注意力机制和模型层数

的使用需要根据任务进行设定, 才能达到最优效果. 本
文仅在事件因果关系抽取任务上进行了实验, 在接下

来工作中, 将尝试在其他关系的事件关系抽取任务中

进行应用, 并考虑与 GPT 等生成式预训练模型, 取得

更好的抽取效果.
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