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摘　要: 社区发现与链路预测任务是网络数据研究中的热点问题, 兼顾网络传递性与区块结构有助于捕捉个体之间

的有效关联、探测数据中蕴含的内在规律, 帮助研究者挖掘更多数据价值进而做出决策. 当前的算法与模型多侧重

于网络传递性或区块结构单一层面的分析, 且依赖一定的假设条件. 本文提出网络嵌入随机块模型 (NE-SBM)用于

社区发现与链路预测. 搭建贝叶斯框架完成模型参数的正则化, 利用Metropolis Hasting-Gibbs算法获得节点嵌入表

示的隐位置与社区隶属关系, 基于多维尺度变换算法解决隐位置可识别性问题. 本方法可解决传统启发式算法中过

分依赖判断准则或评价函数的问题, 对各类型的数据都具有更好的适应性. 人工数据及真实数据的实验结果进一步

验证了该方法在社区发现与链路预测中有更优的表现.
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Abstract: Community detection and link prediction are hot issues in network data research. Taking into account both
network transitivity and block structure can help capture the effective association between individuals and detect the
inherent patterns in the data, thus helping researchers explore more data values and make decisions. Most of the current
algorithms and models focus on single-level analysis of network transitivity or block structure, and they rely on certain
assumptions This study proposes a network embedding stochastic blockmodel (NE-SBM) for community detection and
link prediction. A Bayesian framework is built to regularize the model parameters, and the Metropolis Hasting-Gibbs
algorithm is applied to obtain the hidden location and community affiliation represented by node embedding. The study
also takes advantage of the multidimensional scaling algorithm to solve the hidden location identifiability problem. The
proposed method can solve the problem of over-reliance on judgment criterion or evaluation function in traditional
heuristic algorithms and has better adaptability to all types of data. In addition, the experimental results on artificial and
real data further validate the superior performance of the method in community detection and link prediction.
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网络数据是复杂系统中个体之间相互关系的一种

抽象表示, 网络数据研究的重点议题包括社区发现和

链路预测. 社区发现利用高组内连通性和低组间连通

性划分网络节点, 划分的节点类被称作社区; 链路预测

作为社区发现的下游任务, 探测具有较高互动可能性

的个体间的结构, 预测缺失或未来潜在连边. 如在学术

合著网络[1] 中, 社区发现探寻作者合著团体与研究方

向, 有利于揭示合著产生机制、促进新的合著; 链路预

测挖掘潜在的合著可能, 有利于合著关系推荐. 社区发

现能揭示网络数据结构形态, 在生物医疗、物流通讯

等领域有着广泛的应用场景, 有助于提高人们的工作

效率与生活质量. 链路预测可以帮助研究者挖掘网络

数据中的潜在关联, 在社交推荐、资源分配等场景发

挥重要作用, 为决策分析提供科学依据.
社区发现可被视作网络节点聚类问题, 经典启发

式算法包括基于层次聚类的分裂算法 (GN)[2], 贪心算

法 (FN)[3] 等. 链路预测算法主要以基于网络拓扑结

构、基于动力学的算法为主, 如共同邻居算法 (CN)[4]、
优先连接算法 (PA)[5] 等. 这类启发式算法依赖于现实

网络形态的简单假设和离散的优化学习方式, 但难以

描述更复杂的网络链路数据[6]. 在启发式算法的基础

上, 生成模型利用具体概率分布对网络进行建模, 将社

区发现和链路预测问题转化为统计推断问题.
随机块模型 (stochastic blockmodel, SBM)[7] 是网

络分析中的经典模型, 能刻画不同类型的网络结构、

还原网络生成过程. 此外随机块模型中的区块结构使

其在社区发现任务上有天然的优势, 能够挖掘网络隐

含结构与潜在联系, 常应用于推荐算法、风控反欺诈、

传染病爆发范围预测等领域. 赵学华等[8] 提出精细随

机块模型及对应快速学习方法降低时间复杂度. Yu等[9]

提出混合隶属度随机块模型解决动态网络社区发现问

题. Liu 等[10] 考虑加权随机块模型与块状学习算法分

析大规模网络. Noroozi 等[11] 提出稀疏随机块模型, 加
入惩罚项提高社区发现准确率. Chen等[12] 基于随机块

模型讨论多层网络中的社区发现问题. Legramanti等[13]

利用无监督方法同时学习随机块模型中社区个数与节

点-社区隶属关系. 然而随机块模型中同一区块内的节

点等价, 因此无法描述网络中的传递性与相互性特征,
在链路预测中是粗糙的[14], 而网络嵌入思想的引入能

有效解决这些问题.
网络嵌入 (network embedding)将网络结构特征等

信息映射为节点向量化表示 ,  基于此完成聚类、分

类、预测等任务, 是网络表征学习的一种方法[15]. 网络

嵌入为网络数据可视化提供一种新的视角, 更直观地

展现了节点之间的连接紧密程度与相似程度, 为研究

者决策分析、政策规划提供参考与指导. 隐空间模型

是一类基于网络嵌入的生成模型, Hoff等[16] 提出两类

基于节点隐位置 (latent position) 的隐空间模型: 距离

模型 (latent space distance model, LSM) 和投影模型

(latent space projection model, LPM). Handcock 等[17]

基于此提出隐空间聚类模型 (latent position cluster
model, LPCM)用于社区发现. Chang等[18] 引入节点受

欢迎程度, 简化计算步骤. Sewell等[19] 建立动态隐空间

模型用于社区发现与链路预测. Zhang 等[20] 考虑有向

网络中节点的发送、接收模式, 推断社区与节点嵌入

表示. Liu 等[21] 考虑多个隐空间中的网络嵌入探寻社

区. Sosa 等[22] 和 MacDonald 等[23] 讨论多层网络下的

隐空间模型与模型选择方法. 遗憾的是, 生物网络、脑

网络等数据中常存在异配结构, 异配网络中有差异的

节点之间更有可能建立连接, 而这类模型与算法倾向

于连接具有相似结构的节点, 在刻画异配网络结构时

有一定局限性[24], 进而影响社区发现的效果.
现有网络模型与算法通常集中在社区发现或链路

预测的单一任务中, 仅关注网络区块结构或个体互动

传递性的单一层面[25]. 而现实网络结构复杂, 往往跨越

多个研究层面, 当前模型与算法不能完全刻画出现实

网络的多样性, 为社区发现与链路预测任务带来挑战.
为了解决上述问题并满足现实需求, 我们在经典随机

块模型算法的基础上借助网络嵌入的思想, 通过更具

普适性的网络嵌入随机块模型 (network embedding
stochastic blockmodel, NE-SBM) 构建网络 ,  采用

Metropolis Hasting-Gibbs 算法和可识别性调整算法得

出节点-社区隶属关系完成社区发现任务, 并基于条件

概率完成下游链路预测任务, 该方法在这两类任务中

均有很好的表现.
本文有如下两方面的创新.
(1) 在网络生成方面, 网络建模的方式直接捕获网

络结构信息, 还原网络生成过程. 本文将网络嵌入与随

机块模型结合, 联合节点隶属社区关系与隐位置投影

刻画有向网络连接模式. 本文提出的 NE-SBM 模型克

服了传统随机块模型在链路预测、隐空间模型在社区

发现任务中的不足, 可以视作两者的广义形式, 放宽了
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对网络数据的要求, 更具普适性.
(2) 在算法方面, 首先构建贝叶斯框架完成模型参

数正则化, 现实网络数据中常存在孤立节点, 传统基于

极大似然估计的算法通常失效, 贝叶斯框架使得这些

孤立节点具有与其他节点相连的正概率, 有利于链路

预测任务; 其次, 利用Metropolis Hasting-Gibbs算法与

增补变量法进行参数推断, 规避传统变分推断、EM算

法中部分参数无显式迭代表达式的问题; 最后, 利用加

权多维尺度变换解决隐位置的可识别性问题. 实验证

明了模型框架与算法的有效性. 相比之下, 启发式算法

需要依据先验知识指定判断网络结构的准则或评价函

数, 先验难以选取且直接影响最终分析结果.

 1   网络嵌入随机块模型下的网络构建

本节通过网络嵌入随机块模型 (network embed-
ding stochastic blockmodel, NE-SBM)构建网络, 对节点

的社区隶属关系的生成、节点嵌入以及边的连接模式

做详细说明.
N G = (V,E)

|V | = N

Yi j = 0

Yi j = 1

对于包含 个节点有向网络 , V 表示节点

集合且 , E 表示边集合. N 维邻接矩阵 Y 以二维

数组的形式描述节点之间的连接关系,  代表节

点 i 和节点 j 之间没有连边; 反之,  代表存在由节

点 i 发出, 指向节点 j 的有向边. 不考虑自连接的情形,
邻接矩阵的对角元均为 0.

γ = (γ1, · · · ,γN)

节点-社区隶属关系分配: 假定网络中社区个数为

K, 向量 表示 N 个节点的社区隶属关系,
称为社区标签, 每个节点的社区标签相互独立, 服从多

项分布, 如式 (1)所示:
γi|π ∼Multinomial (1;π1, · · · ,πK) , i = 1, · · · ,N (1)

Zi

网络嵌入下节点隐位置表示: 利用网络嵌入的思

想将节点映射到一个 d 维连续隐空间, 该隐空间能够

体现原网络的结构、特征以及其他信息. 记节点对应

的隐位置为 , 假定每个节点的隐位置相互独立, 且服

从于均值为 0的多元正态分布:

Zi ∼MVN
(
0,

(
σ2
γi

)
Id

)
, i = 1, · · · ,N (2)

社区间随机块模式: 如果节点 i 和节点 j 的社区标

签不同, 两节点分别隶属于 k 社区和 l 社区, 假定产生

连边的概率与两节点的社区标签及它们的发送、接收

效应有关, 即:

Yi j|γi = k,γ j = l, si,r j,k , l ∼ Bern
(
logit−1

(
ηkl+ si+ r j

))
(3)

s = (s1, · · · , sN) r = (r1, · · · ,rN)

η

向量 和 为网络中 N 个

节点的接收、发送效应,  为 K 维社区间系数矩阵, 其
对角元都为 0. 定义:

θ :=
(
η12, · · · ,η1K , · · · ,ηK,K−1, s1, · · · , sN ,r1, · · · ,rN

)T

此时, 社区间边连接分布可以简化为:

Yi j | γi = k,γ j = l, si,r j,k , l ∼ Bern(logit−1(XT
i jθ)) (4)

θ∑
i, j

I
(
γi , γ j

)
×

(
2N +K2−K

)
Xi j (i, j)

矩阵 X 是所有块间节点对关于 的系数矩阵, 其维

数为 .  表示节点对 对

应的系数向量. 基于 Ng 等[24] 工作中有关可识别性的

讨论, 我们对应地给出本模型的可识别性条件:∑
i:γi=k

si = 0,
∑

i:γi=k

ri = 0 (5)

社区内网络嵌入模式: 如果节点 i 和节点 j 的社区

标签相同, 隶属于社区 k, 假定产生连边的概率与节点

隐位置和社区标签这两个因素有关, 利用节点隐位置

投影刻画节点对产生连接的可能性, 连接概率的表达

式可以写成如下形式:

logit P
(
Yi j = 1 | γi = γ j = k,Zi,Z j

)
= βk +

ZT
i Z j∣∣∣Z j

∣∣∣ (6)

Yi j | γi = γ j = k,Zi,Z j ∼ Bern

logit−1

βk +
ZT

i Z j∣∣∣Z j
∣∣∣
即:   .

随机块模型的区块结构揭示了社区发现结果, 下
游的链路预测结果由概率矩阵得到, 但同一区块内节

点连接概率相等, 难以刻画网络传递性与相互性, 因此

链路预测结果是粗糙的; 隐空间模型结合网络嵌入的

思想, 社区发现结果常由隐位置聚类得到, 链路预测结

果则是依据节点隐位置间距离、投影等度量计算连接

概率得到, 但由于缺少区块结构, 在社区发现任务中适

用范围不及随机块模型广泛.
NE-SBM模型的社区内网络嵌入模式克服了随机

块模型难以刻画网络传递性和相互性的困难; 社区间

随机块模式弥补了隐空间模型在刻画社区结构上的不

足. 在不区分社区内与社区间网络连接模式的情况下,
随机块模型和隐空间模型可以视作 NE-SBM模型的特

殊形式, 因此 NE-SBM模型更具普适性, 相比基础模型

更加灵活, 平衡了简明性与丰富性, 可以适应于更多类

型的网络数据, 在社区发现与链路预测任务中都能有

较好的表现.
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 2   算法实现

本节主要对社区发现与链路预测算法实现做详细

说明. 首先构建贝叶斯框架指定先验, 完成模型参数正

则化, 之后利用 Metropolis Hasting-Gibbs 算法进行后

验采样得到节点社区标签等参数的估计, 最后利用重

新标注算法和加权多维尺度变换分别对节点社区标签

与节点隐位置做可识别性调整, 得到社区发现结果, 并
计算节点间存在边的条件概率得到链路预测结果.
 2.1   贝叶斯框架的构建

π = (π1, · · · ,πK) β = (β1, · · · ,βk) θ

针对 NE-SBM 的模型参数构建贝叶斯框架, 假设

模型参数 ,  ,  的先验分布

如下:

π ∼ Dirichlet (T, · · · ,T ) (7)

βk ∼ N
(
0,σ2

β

)
, k = 1, · · · ,K (8)

θ ∼MVN
(
02N+K2−K ,σ

2
θ I2N+K2−K

)
(9)

T = 10

σβ = 5 σθ = 5 σz = 3

Nowicki等[7] 提出, 选取较小的 T 会导致推断结果

倾向于大小不平衡的社区结构, 本文设定 防止有

大小几乎为 0的社区产生. 此外, 实验配置与实证分析

中我们设定先验分布标准差 ,  ,  , 此
参数设定先验分布下的模型有较好的预测表现.

模型的似然表达式为:

P(Y | γ,Z,β,θ) =
N∏

i=1

N∏
j,i

p
Yi j
i j

(
1− pi j

)1−Yi j (10)

基于上述先验分布的假设, 我们可以得到部分参

数的后验条件分布:

P
(
γi = k|其他参数

)
∝ πk

∏
j,i

{pYi j
i j (1− pi j)1−Yi j }{pY ji

ji (1− p ji)1−Y ji }
(11)

π ∼ Dirichlet (T +n1, · · · ,T +nK) (12)

nk k = 1, · · · ,K pi j其中,  为社区 k 中包含的节点数,  ,  由

式 (6)和式 (3)计算得出.
 2.2   节点社区标签估计: Metropolis Hasting-Gibbs 算法

考虑到传统的 EM 算法与变分推断算法下, 部分

参数不具有显式迭代表达式, 通过数值方法求解耗时

较长. 我们采用 Metropolis Hasting-Gibbs 算法进行逐

分量采样求解模型.
隐位置与社区标签的成对更新: 由于节点-社区隶

属关系与其隐位置相关, 因此在采样的过程中, 对这两

(γt
i ,Z

t
i )

(γ∗i ,Z
∗
i )

个变量成对更新. 给定节点 i, 从当前参数对 采样

下一个参数对  的提议分布形式为:

q
((
γ∗i ,Z

∗
i

)
|
(
γt

i ,Z
t
i

))
= q(γ∗i |γt

i ,Z
t
i )q(Z∗i |γt

i ,γ
∗
i ,Z

t
i ) (13)

q(γ∗i = k|γt
i ,Z

t
i ) = q(γ∗i = k|Zt

i )

∝ πk

∏
j,i

{
p

Yi j
i j (1− pi j)1−Yi j

}{
p

Y ji
ji (1− p ji)1−Y ji

}
(14)

q(Z∗i | γt
i ,γ
∗
i ,Z

t
i ) =

MVN(Z∗i ;Zt
i , δ

2
z Id),γ∗i = γ

t
i

MVN(Z∗i ;Zγ∗i , δ
2Id),γ∗i , γ

t
i且

∑
j

I(γt
j=γ
∗
i ) > 0

MVN(Z∗i ;0d,σ
2
z Id),γ∗i , γ

t
i且

∑
j

I(γt
j=γ
∗
i ) = 0

(15)

Zγ∗i γ∗i

(γt
i ,Z

t
i )

(γ∗i ,Z
∗
i )

其中,  表示除去节点 i 外, 社区标签为 的节点的隐

位置均值 .  给定节点 i ,  当前的参数对 转移到

的概率为:

α =
P (YN |γ∗,Z∗, θ,β) p(γ∗i |π)p(Z∗i |σz)q

((
γt

i ,Z
t
i

)
|
(
γ∗i ,Z

∗
i

))
P (YN |γt,Zt, θ,β) p(γt

i |π)p(Zt
i |σz)q

((
γ∗i ,Z

∗
i

)
|
(
γt

i ,Z
t
i

))
(16)

(γt
i ,Z

t
i ) γt

i

Zt
i

为了保证算法效率, 使得隐位置 Z 对应的马氏链

收敛更快, 在同时更新参数对 之后, 固定 的值

对 再做一次随机游走迭代.

θ

ω = (ωi j)i, j:γi,γ j θ

辅助变量下社区间连边参数的更新: 在模型设定

和先验分布假设下, 并不能直接得出关于社区间连边

参数 的后验条件分布表达式, 因此我们利用增补变量

法[26], 引入条件分布为 Pólya-Gamma 分布的辅助变量

, 以获得 的显式条件分布:

ωi j|其他参数 ∼ PG(1,Xi j(γ)′θ) (17)

Ω = diag(ωi j) ui j =

(
Yi j−

1
2

)
ω−1

i j u = (ui j)i, j定义 ,   ,   ,

此时有:

θ|ω ∼MVN(m,V) (18)

其中,

m = VXTΩu (19)

V =
(
XTΩX+

(
σθ

)2
I2N+K2−K

)−1
(20)

基于上述推导, NE-SBM模型的Metropolis Hasting-
Gibbs 后验采样算法如算法 1 所示. 具体来说, 交替采

样更新模型参数, 基于辅助变量更新社区间连边参数,
Markov链收敛至平稳分布后可得到后验样本.
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算法 1. Metropolis Hasting-Gibbs后验采样算法

γi,Zi, i=1,··· ,N(1) 对于 :
(γ∗i ,Z

∗
i )1) 按照式 (13)成对采样 ;

(γt+1
i ,Z

t+1
i )=(γ∗i ,Z

∗
i ) (γt+1

i ,Z
t+1
i )=

(γt
i ,Z

t
i )

2)  按照式 (16) 转移概率接受 ,  否则

;

Z∗i ∼MVN
(
Zt+1

i ,δz
2Id

)
α=

P(YN |γ,Z∗ ,θ,β)p(Z∗i |σz)
P(YN |γ,Zt+1 ,θ,β)p

(
Zt+1

i |σz
)

Zt+1
i =Z∗i Zt+1

i =Zt
i

3) 采样 , 以 的转移概率

接受 , 否则 .
βk , k=1,··· ,K(2) 对于 :
β∗k∼N

(
βt

k ,δβ
)

1) 采样 ;
P(YN |γ∗ ,Z∗ ,θ,β∗k )p(β∗k ;µβ,σβ)

P(YN |γ∗ ,Z∗ ,θ,βtk )p(βtk ;µβ,σβ)
βt+1

k =β
∗
k βt+1

k =β
t
k2) 按照 的转移概率接受 , 否则 .

θ(3) 按照式 (18) 采样更新 , 做以下变换以保证满足式 (5) 中可识别

性条件成立且式 (4)值不变:
=ηkl+

1
nk

S k+
1
nl

Rl, si′=si− 1
nk

S k , ri′=ri− 1
nk

Rkηkl'

π(4) 按照式 (12)采样更新 .

算法 1提供了对 NE-SBM模型参数进行后验采样

的方法, 在得到后验样本之后, 计算后验均值得到模型

中的参数估计, 计算后验众数得到节点社区标签估计,
经可识别性调整后即可得到社区发现结果.
 2.3   可识别性调整: 重新标注算法与加权多维尺度变

换算法

在得到模型参数的估计结果之后, 我们需要考虑

节点社区标签的可识别性问题 (label switching problem).
事实上, 对节点社区标签做置换变换, 模型的似然值是

不变的, 本文借助重新标注算法 (relabelling algorithm) [27]

来解决这种可识别性问题, 得到最终的社区发现结果.
此外, 隐位置的可识别性问题同样值得我们注意.

式 (10) 的值在旋转、反射这两种变换下不发生改变,
因此隐位置不唯一. 我们针对 Fosdick 等[25] 提出的基

于加权多维尺度变换 (multidimensional scaling, MDS)
的算法加以改进, 将之拓展到有向网络的情形.

S k0

S km

设后验样本的样本量为 M, 社区 k 中所有具有非

零后验概率的节点集合为 , 样本 m 中社区标签为

k 的节点集合为 . 基于算法 1 中得到的后验样本计

算对应权重矩阵与距离矩阵, 利用 SMACOF 算法[28]

重构最佳相对位置 ,  依据后验样本中的社区标签利

用 Procrustes 变换[16] 调整节点隐位置. 具体如算法 2
所示.

算法 2. 加权多维尺度变换下的隐位置可识别性调整

1⩽k⩽K(1) 对于社区 k,  :
Wk0 i, j∈S k0 (Wk0)i j1) 计算权重矩阵 : 对 ,  为后验样本中节点 i 和节点

j 社区标签都为 k 的样本数量;
Dk0 i, j∈S k0 (Dk0)i j

(Wk0)i j=0 (Dk0)i j

2) 计算距离矩阵 : 对 ,  为后验样本中节点 i 和节点

j 隐位置的平均距离, 若 , 则 缺失;

Dk0

Zk0

3) 基于 d 维平均距离矩阵 , 利用 SMACOF算法[28] 重构最佳相对

位置, 得到重构后的隐位置集合 .
1⩽m⩽M(2) 对每个后验样本 m,   :

Zk0 S km Z̃k0m1) 选取 中与集合 标签一致的子集 ;
Z̃km2) 利用 Procrustes变换[16] 得到调整后的节点隐位置 :

Z̃km= min
TZkm

{
tr(Z̃k0m−TZkm)T(Z̃k0m−TZkm)

}
arg

其中, T 代表所有的反射变换、旋转变换.

算法 2 提供了调整节点隐位置可识别性的方法,
针对算法 2 中得到的隐位置估计, 结合式 (3) 和式 (4)
计算节点之间的连边概率即可得到链路预测结果.

 3   实验及结果分析

 3.1   实验设置

实验硬件环境为 AMD Ryzen 75800H 处理器, 运
行内存为 16 GB, 操作系统为Windows 10, 实验采用的

语言是 R 4.1.3.

N = 100

K = 3 d = 2

本节旨在验证 NE-SBM模型及其算法在社区发现

与链路预测任务上, 相比基准模型有更佳的表现效果.
具体地, 参照 Ng等[24] 的实验设置, 利用不同参数设定

下的 NE-SBM 模型、隐空间聚类模型 (LPCM) [17] 和
随机块模型 (SBM) [7] 模拟生成 3 种人工网络数据集.
在每种数据集中, 设定网络节点个数 , 社区个数

, 隐空间维数 , 节点隶属于每个社区的概率

均等, 重复 30次以得到一般性的结论. 3种人工网络数

据集的生成方式如下.

η λ

数据集 1: 由 NE-SBM模型生成的网络数据, 考虑

社区间概率连接矩阵 中非对角元 的不同取值.

β

数据集 2: 由 LPCM模型生成的网络数据, 考虑隐

空间距离参数 的不同取值[17].

ω

数据集 3: 由 SBM 模型生成的网络数据, 考虑连

接概率矩阵参数 的不同取值[7].
 3.2   社区发现实验

本部分评估 NE-SBM模型与对应算法在社区发现

任务中的表现, 与之对比的基准模型为 SBM[7]和 LPCM[17]

模型. 采用的社区发现评价指标为聚类错误率 (clustering
error)[20] 和标准化互信息 (NMI)[29]. 聚类错误率列举所

有节点社区标签的排列, 其计算表达式为:

clust.err =
2

N(N −1)

∑
i< j

I
(
I
(
γi = γ j

)
+ I

(
γ̃i = γ̃ j

)
= 1

)
(21)

γ γ̃其中,  代表节点的真实社区标签,  代表节点社区标签
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的估计值. NMI 值从信息论角度衡量不同划分的一致

程度, 取值在 0和 1之间, 越接近 1意味着当前聚类结果

与真实聚类结果一致性越高, 社区划分越准确. 其定义为:

NMI(γ, γ̃) =

K̃∑
k=1

K∑
l=1

Nkl · log
N ·Nkl

Ñk ·Nl√√√ K̃∑
k=1

Ñk log
Ñk

N


 K∑

l=1

Nl log
Nl

N


(22)

K̃ Ñk

Nl

Nkl

其中, 算法得到的社区个数为 ,  代表算法得到的社

区 k 包含节点的数目; 真实社区个数为 K,  代表真实

分类下社区 l 包含的节点数目,  代表同时属于算法

分类下社区 k 和真实分类下社区 l 的节点数目.
图 1–图 3 展示了 NE-SBM, LPCM 和 SBM 模型

在不同数据集中社区发现结果的聚类错误率和 NMI

值. 相对于基准模型, NE-SBM模型及对应算法普遍具

有更低的聚类错误率与更高的 NMI 值, 因此在社区发

现上表现更加优越. LPCM模型不包含区块结构, 社区

间的随机块模式使得 NE-SBM 模型具备区块结构, 因
此相较于 LPCM 模型在挖掘社区结构上表现更佳; 此
外, SBM 模型刻画区块结构的方式单一, 而社区内网

络嵌入模式的引入使得 NE-SBM 模型相较 SBM 模型

应用范围更广, 在不同网络结构中均能有较好的社区

发现效果.
值得注意的是, 在数据集 1和数据集 3中, 横坐标

参数的值增大意味着网络结构更加明显, 社区发现的

表现随之提升; 在数据集 2中, 横坐标参数的值增大意

味着网络稠密程度增大, 社区难以区分, 社区发现的表

现随之下降.
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图 1    数据集 1中 NE-SBM, LPCM, SBM模型的社区发现结果对比
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图 2    数据集 2中 NE-SBM, LPCM, SBM模型的社区发现结果对比

 3.3   链路预测实验

为了评估 NE-SBM模型与对应算法在下游链路预

测任务中的表现, 我们从 3 种数据集中随机抽取 5%
的连边信息设置成缺失值, 利用不同模型拟合带有缺

失值的网络数据, 针对缺失的连边信息进行链路预测[24].
与 NE-SBM模型对比的基准模型为 SBM[7]、LPCM[17]、

LPM[16]、LSM[16] 模型, 评价指标为 AUC, 该值越接近

1意味着预测效果越准确.
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图 3    数据集 3中 NE-SBM, LPCM, SBM模型的社区发现结果对比
 

表 1展示了不同数据集中各模型链路预测的 AUC
均值与标准差. 相对于基准模型, NE-SBM模型及其算

法有更低的 AUC均值和较小的标准差, 因此在链路预

测上有更优越的表现. 在隐空间模型中, 通过隐位置距

离度量节点间连接概率的 LSM 和 LPCM 模型不能准

确地刻画有向网络连接模式, LPM 模型不能结合节点

隶属社区关系进行链路预测, 因此隐空间模型相较于

具有区块结构且利用隐位置投影度量连接概率的

NE-SBM模型表现欠佳; SBM模型的同个区块内节点

连接概率等同, 难以刻画网络传递性和相互性, 社区内

网络嵌入模式的引入使得 NE-SBM模型在链路预测中

表现更好.
 
 

表 3     3种数据集中链路预测 AUC均值及标准差对比
 

模型
数据集1 数据集2 数据集3

λ = 4 λ = 8 λ = 12 β = –0.5 β = –1 β = –1.5 ω = 4 ω = 8 ω = 12

NE-SBM
0.926 0 0.944 4 0.928 0 0.883 9 0.908 5 0.912 0 0.934 9 0.950 5 0.951 9
(0.042 6) (0.029 2) (0.036 5) (0.073 4) (0.045 6) (0.050 8) (0.016 5) (0.021 3) (0.024 3)

LPCM
0.756 6 0.813 0 0.883 4 0.869 1 0.868 5 0.872 6 0.767 4 0.817 3 0.885 8
(0.023 0) (0.022 5) (0.020 2) (0.029 2) (0.016 1) (0.018 1) (0.035 5) (0.018 8) (0.016 5)

SBM
0.740 1 0.754 5 0.823 6 0.864 8 0.874 8 0.871 1 0.844 6 0.808 9 0.825 5
(0.023 1) (0.028 7) (0.031 0) (0.024 6) (0.014 4) (0.016 4) (0.026 3) (0.031 2) (0.024 9)

LSM
0.755 2 0.812 9 0.883 3 0.868 6 0.866 9 0.872 6 0.766 8 0.817 1 0.885 2
(0.023 3) (0.021 0) (0.020 2) (0.028 7) (0.017 6) (0.017 7) (0.035 7) (0.018 9) (0.017 1)

LPM
0.757 8 0.776 9 0.840 0 0.872 0 0.871 1 0.875 4 0.814 6 0.830 7 0.878 7
(0.024 8) (0.023 2) (0.034 5) (0.026 4) (0.015 6) (0.018 8) (0.033 7) (0.021 9) (0.023 0)

 
 

值得注意的是, 链路预测作为社区发现的下游任

务, 其表现受到社区发现结果影响, 因此与社区发现的

结论有相似之处. 具体地, 数据集 1 和数据集 3 中, 链
路预测表现会随网络结构的明显而提升; 在数据集 2
中, 链路预测的表现会随网络稠密程度增加而变差.

 4   实际数据分析

为了进一步论证 NE-SBM 模型及算法的有效性,
我们选取经典的World Trade网络数据集进行分析. 该
数据集来自国际贸易组织的贸易方向年鉴 ,  描述了

1994年 80个国家之间金属制品的贸易量, 参考文献 [19]
中的预处理工作, 将国家视作网络中的节点, 国家之间

的进口交易视作节点之间的有向连边以分析各国之间

的贸易联系, 交易价值低于该国总进口量 1% 的进口

数据被省略[30]. 我们旨在探索贸易体系的国家构成以

及背后的世界分工现象.
我们采取 NCV (network cross-validation) 方法[31]

来确定该网络中的社区个数, 该方法依据社区划分来

切割节点对并进行交叉验证, 得到最优社区个数为 5.
从社区划分来看, 5 个社区可归纳为: (1) 美国-南美洲

贸易区, (2) 北美洲贸易区, (3) 亚洲贸易区, (4) 以德

国、意大利为中心的欧洲-非洲贸易区, (5)以法国、新

西兰为中心的欧洲贸易区. 由此可见, 地理因素在贸易

体系的形成中发挥重要作用. 全球分工体系中, 发达的
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核心国家往往充当中心节点, 从事资本密集型和高科

技生产, 从财富落后的外围国家进口原材料与粗加工

产品, 将其加工成高科技产品出口至其他国家. 因此核

心国家间贸易较多, 而外围国家间贸易较少.
参照 Zhang 等[32] 的分析思路, 计算各模型聚类结

果相对于 80 个国家所属大洲的分类结果的 NMI 值,
可以得到 NE-SBM, LPCM, SBM 模型对应的 NMI 值
分别为 0.522 1, 0.100 4, 0.379 4. 验证了社区划分结果

与地理位置的相关性, NE-SBM 模型对应的 NMI 值更

大, 相对其他模型能更好地刻画这一点.
NE-SBM模型中网络嵌入的思想为网络结构可视

化提供了一种新思路, 对经过可识别性调整后的节点

隐位置的后验估计进行标准化处理, 使其位于单位圆

上[16], 节点隐位置分布以及连边情况如图 4所示. 标记

为同种形状的节点隶属于同一个社区, 两节点在圆周

上距离越近意味着它们与圆心的夹角越小, 即对应隐

位置夹角越小, 节点间更有可能产生连边. 具体地, 图 4
反映出同一社区内节点连接较为稠密, 但也存在一定

的异配现象, 如社区 5中的节点在圆周上相对分散, 对
应子网络密度为 0.199 3, 但是社区 5 与社区 1 中的节

点连接更为紧密, 对应子网络密度为 0.251 8. 从实际意

义上看, 社区 1 主要涉及欧洲核心国家, 在 1994 年进

出口贸易频繁. 而社区 5 涉及少部分欧洲国家以及多

数非洲国家, 多数非洲国家作为外围国家内部贸易相

对较少. 图 4 的可视化方式可以清晰地展现网络节点

之间的靠近程度与其社区标签的关系, 印证参数估计

中体现的异配网络结构, 研究者可利用这些信息进一

步分析网络结构, 优化国际贸易政策、促进经济增长

和国际合作.
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图 4    网络嵌入的可视化展示

最后, 评估 NE-SBM 模型在该数据上的链路预测

表现. 针对数据进行不同随机数种子下的 10折交叉验

证, 计算链路预测结果的 AUC 平均值, 并将 NE-SBM
模型的预测结果与 SBM、LPCM、LPM、LSM 模型

进行对比, 箱线图结果如图 5所示.
 

LPCM
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A
U
C
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图 5    10折交叉验证下各方法链路预测 AUC值箱线图

 

NE-SBM模型在链路预测的表现明显优于基准模

型, AUC 较高并且表现稳定. SBM 模型难以刻画网络

传递性, 因而表现次之; LPCM 和 LSM 模型由于采用

隐位置距离刻画连接概率, 不适用于有向网络, 对应

AUC值相对较小; LPM模型在刻画网络异配结构上有

所欠缺, 因此表现不如 NE-SBM 模型. 结合图 5 可知,
NE-SBM 模型在链路预测任务中表现优越, 可以帮助

研究者在探寻世界贸易体系结构的基础上, 进一步挖

掘国家地区之间潜在的贸易关系, 为国家间未来的贸

易合作往来提供参考.

 5   结论与展望

本文在随机块模型的基础上引入网络嵌入的思想,
提出一种网络嵌入随机块模型下的社区发现与链路预

测算法. 一方面, 弥补隐空间模型等基于网络嵌入的传

统模型与算法在拟合异配网络结构数据中的不足, 且
在社区发现任务上表现更优; 利用节点隐位置投影刻

画网络连接模式, 将算法适用范围拓展到有向网络的

情形, 弥补随机块模型刻画网络传递性与相互性特征

的不足, 在下游链路预测任务中有更好的表现. 另一方

面, 建立贝叶斯框架以应对孤立节点的干扰, 引入辅助

变量, 利用 Metropolis Hasting-Gibbs 算法逐分量快速

更新参数, 并针对隐位置的可识别性问题给出基于加

权多维尺度变换的解决方案. 实验结果和实证分析的

可视化展示均验证了该算法的有效性.
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本文仍然有许多值得继续研究拓展的地方. NE-SBM
模型和对应算法可以拓展到有权网络的情形, 只需要

改变节点间的连接概率分布以及相应的联系函数. 其
次, 针对大型稀疏网络, 可以参照 Raftery等 [33] 的思路,
分层抽样不同度的节点, 对似然函数进行近似以降低

时间复杂度至 . 此外, 网络嵌入中隐空间维数的选

择也是一个值得进一步探讨的问题.
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