
 

 

基于局部上下文关键词的方面级情感分析①
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摘　要: 针对目前大多数方面级情感分析方法存在着没有重点关注局部上下文中关键词特征的问题. 本文提出了一

种基于局部上下文关键词特征提取及增强的方面级情感分析模型 LCPM (local context pos mask). 首先提出了局部

上下文词性掩码机制, 提取方面词周围重要词的特征, 减少噪声词的干扰. 其次对损失函数进行修改, 让模型重点关

注与方面词有关的局部上下文关键词特征, 提升模型情感分类的表现. 最后设计了一种门控机制, 模型可以动态学

习权重系数, 给局部上下文关键词特征和全局上下文特征分配不同的权重系数. 在 4个公开数据集上的实验结果表

明, 与现有的方面级情感分析模型相比, 准确率和 MF1 值都有提高, 验证了局部上下文关键词提取及增强的有效

性, 在方面级情感分析任务上有较大的应用价值.
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Abstract: Most aspect level sentiment analysis methods do not focus on keyword features in the local context. Therefore,
this study proposes an aspect level sentiment analysis model LCPM (local context pos mask) based on local context
keyword feature extraction and enhancement. First, a local context part of the speech mask mechanism is proposed to
extract the important words features around aspect words and reduce the interference of noise words. Second, the loss
function is modified, so that the model focuses on the local context keyword features related to aspect words and improves
the performance of the model’s sentimental classification. Finally, a gating mechanism is designed. The model can
dynamically learn the weight coefficients and assign different weight coefficients to local context keyword features and
global context features. The experiments on four open datasets show that, compared with existing aspect level sentiment
analysis models, the proposed model has higher accuracy and MF1 value, which verifies the effectiveness of local context
keyword extraction and enhancement and is of application significance in aspect level sentiment analysis tasks.
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 1   引言

随着网络发展和社交媒体软件的普及, 产生大量

的网络评论数据, 对这些评论数据进行情感分析有助

于理解用户的需求. 目前情感分析在计算机领域有着
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广泛的应用, 方面级情感分析是自然语言处理中一种

细粒度的任务, 又称细粒度情感分析, 主要是确定句子

中不同方面词对应的情感极性. 情感极性一般分为积

极、中立、消极 3 类. 例如, “The screen resolution
attracts me but its battery is miserable.” 这句话从“screen
resolution”和“battery” 两个方面进行评价. 其中, “screen
resolution”的情感极性是积极的, “battery”的情感极性

是消极的. 显然, 粗粒度的情感分析无法充分分析句子

的情感极性. 近年来, 方面级情感分析在自然语言处理

领域中受到广泛的关注. 先前大多数研究主要是使用

循环神经网络 (recurrent neural network, RNN)、长短

时记忆网络 (long short-term memory, LSTM)、门控循

环单元 (gated recurrent unit, GRU) 等序列模型进行情

感分析. 随着注意力机制的兴起, 上述模型与注意力机

制结合在情感分析领域上取得了不错的效果. Zhang等[1]

把多层注意力模型与记忆网络相结合, 增强模型对复

杂情况的表达能力. Ma等[2] 提出一种基于长短期记忆

网络和注意力机制结合的网络 (interactive attention
networks, IAN). IAN分别对方面词和上下文进行建模,
并加入注意力机制, 提取方面词在句子中的情感信息.
随后出现了图神经网络 (graph neural network, GNN),
有研究尝试提取句法依存特征, 输入到图神经网络中,
提取深层次的情感特征. GNN 是一类基于深度学习的

处理图域信息的方法, 图神经网络包括图注意力网络

(graph attention network, GAT), 图卷积网络 (graph
convolutional network, GCN) 等. Sun 等[3] 利用双向长

短时记忆网络提取句子特征, 并在句子的依存树上增

加图卷积网络 (GCN) 来增强词嵌入, 获取情感特征.
Wang等[4] 重新构造和修剪依赖解析树, 设计一种面向

方面词的句法依赖树结构 ,  并使用关系图注意网络

(relational graph attention, RGAT) 来编码句法依赖特

征. Bai等[5] 认为句法依赖关系可以作为一种有用的外

部知识, 根据源句子生成句法解析树, 使用图注意力网

络 (GAT) 提取句法依存特征, 并设计一种新的注意力

函数, 使用句法依存标签丰富单词表示, 然后将 Bi-LSTM
提取的上下文特征与 RGAT 提取的上下文特征融合,
形成最终的特征. Zhou 等[6] 为解决句法解析树提取的

方面词特征不全的问题 ,  提出基于图注意力网络和

BERT的动态多通道融合模型. 使用两个动态融合模块

自适应地调整语义特征, 并为了捕获准确的句法特征,
提出了注意力集成模块, 整合 GAT 提取的多层特征,
充分考虑句法信息.

上述方法在方面级情感分类任务上已经取得了较

好的效果, 但仍存在着部分缺陷及不足之处.
(1) 根据全局上下文提取句法特征信息, 没有关注

方面词与局部上下文之间的关系, 没有重点考虑局部

关键词特征. 因为全局上下文中存在一些无用的情感

词, 会干扰最终的情感极性判断. 相比于全局特征, 局
部上下文关键词蕴含更丰富的情感信息.

(2) 没有利用损失函数进一步加强关键词对情感

极性的影响. 因为在局部上下文中, 不同词性的词对方

面词影响完全不同.
(3) 没有对局部上下文关键词特征和全局上下文

特征动态分配不同的权重. 适当融合全局上下文特征,
可防止忽视一些重要的全局信息.

为了解决这些问题, 本文提出了局部上下文词性

掩码网络, 并对损失函数进行修改, 保证模型训练的同

时兼顾提取局部上下文关键词特征的能力, 让模型重

点关注关键词的特征. 然后设计了一种门控机制, 让局

部上下文关键词特征与全局上下文特征进行加权融合,
增强模型总体的信息容纳能力和语义表达能力. 本文

提出的 LCPM模型可以更好关注与方面词相关的关键

词特征, 准确分析方面词对应的情感极性.
本文的主要贡献如下.
(1)提出 LCPM网络模型, 模型重点关注局部上下

文关键词特征, 提取与方面词相关的信息, 避免全局上

下文冗余信息的干扰.
(2) 对损失函数进行修改, 让模型注重与方面词有

关联的局部上下文关键词特征, 捕获与方面词相关的

上下文信息, 提升模型情感分类的表现.
(3) 设计一种门控机制, 模型可以动态学习权重系

数, 给局部上下文关键词特征和全局上下文特征分配

不同的权重, 提取丰富的情感信息.
(4) 在 4 个公开数据集的实验结果综合证明所提

出的 LCPM模型在方面级情感分类任务上均优于先进

的基线方法.

 2   相关工作

情感分析早期使用的是传统的机器学习算法, 如
朴素贝叶斯和支持向量机[7] 等, 支持向量机与其他传

统的机器学习算法相比, 在情感分析任务上性能较优.
但是传统机器学习算法分类效果很大程度上取决于所

选取特征的质量, 并且要设计大量的特征才能提高模

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2023 年 第 32 卷 第 6 期

2 专论•综述 Special Issue

http://www.c-s-a.org.cn


型分类效果, 耗费大量资源, 并且这类方法需要人工构

建情感词典[8]. 基于情感字典进行情感分析很大程度上

取决于情感字典的质量, 且语义表达具有多样性 (如反

问句和倒装句等), 该方法难以确定方面词对应的情感

极性, 现在已经比较少用了.
近年来, 随着深度学习的发展, 出现了大量的神经

网络, 卷积神经网络[9]、循环神经网络[10]、长短期记忆

网络[11]、记忆网络[12]、图卷积网络[13] 等广泛应用在

自然语言处理任务上. Tang等[11] 使用两个 LSTM建模

方面词与上下文的关系, 充分提取方面词对应的情感

极性. 在方面级情感分析任务中, 神经网络和注意力机

制相结合的做法取得了不错的情感分类效果. Huang
等[14] 基于长短期记忆网络, 对情绪分类问题进行了研

究, 提出了注意力交互模块 (attention-over-attention,
AOA), 提取深层次的情感特征. Fan 等[15] 考虑了方面

词和上下文的注意力, 提出了一种 loss计算, 建模方面

词和上下文的关系. Song等[16] 使用注意力机制描绘方

面词和上下文的语义信息, 并在损失函数中添加标签

平滑正则化项, 促使模型学习中性标签. 然而, 该模型

没有考虑句法信息和单词间的依赖关系, 并存在着把

句法不相关的上下文单词作为判断方面词情感极性线

索的问题. 随后, 有研究表明利用语法依赖树信息构建

邻接矩阵, 再使用如图注意力网络和图卷积网络等结

合邻接矩阵, 建模方面词与上下文的关系, 能充分利用

句法信息, 让模型重点关注与方面词有关的上下文信

息. Bai 等[5] 把句法解析树作为邻接矩阵, 输入到图注

意力网络, 并与 Bi-LSTM 提取的特征进行融合. Zhou
等[6] 充分利用 GAT和 BERT获取语义特征, 并利用多

头注意机制连接两个通道信息. 为了捕获更准确的句

法信息, 使用注意力集成模块整合 GAT提取的多层特

征, 最后利用动态融合模块自适应地调整句法信息, 使
模型具备提取丰富的语法知识的能力. 然而该方法没

有考虑局部上下文关键词特征, 没有加强文本中重要

词汇对情感分析的影响, 其任务性能有待进一步提升.
基于以上研究, 本文提出 LCPM网络模型, 并修改

了损失函数, 让模型重点关注局部上下文关键词特征.
最后让模型动态学习权重系数, 给局部上下文关键词

特征和全局上下文特征分配不同的权重, 提取最终的

特征, 使局部上下文关键词特征和全局上下文特征受

益于彼此, 提升情感分类的性能.

 3   LCPM模型

本文提出的 LCPM模型主要由词嵌入层、特征提

取层、特征融合层和输出层所组成, 以及由局部上下

文关键词特征提取模块、门控融合模块、损失函数辅

助模块这 3大模块组成, 模型框架如图 1所示.
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图 1    LCPM模型图
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 3.1   任务描述

Wc = {Wc
1 ,W

c
2 , · · · ,W

c
N}

Wa = {Wa1 ,Wa2 , · · · ,Wak }
Wai = {Wai

1 ,W
ai
2 , · · · ,W

ai
Mi
}

1 ⩽ M < N

yi ∈ {+1,0,−1}

方面级情感分类任务可以视为是一个三分类任务.
给定一个含 N 个词的文本序列

和 K 个方面词 ,  每个方面词

均出现在给定的序列中 ,  且

. 方面词可以由一个或多个词组成. 本文任务

是预测给定文本序列中每个方面词对应的情感极性

. 其中, +1 表示积极情感, 0 表示中性情

感, −1表示消极情感.
 3.2   词嵌入层

网络评论文本通常篇幅较长, 此时根据上下文动

态计算 token是相当重要的. 自然语言处理任务先前常

用 Word2Vec 作为词嵌入, Word2Vec 对于同个 token
只有一种表示, 无法解决一词多义的问题, 并且缺乏对

位置的建模, 考虑到 DMF-GAT-BERT 模型[6] 也是采

用 BERT 作为词嵌入, 为了公平对比, 本文使用 BERT
预训练模型作为词嵌入, 构建依赖于特定方面词的文

本表示. BERT 是基于 Transformer 的多层双向编码器

结构, 可以同时使用前后两个方向的信息, 对输入文本

数据进行整体感知, 面对不同文本中相同单词时, 可生

成不同的词向量 .  BERT 的输入向量 ,  是由词向量

(token embeddings)、段向量 (segment embeddings)、位

置向量 (position embeddings)所组成. BERT模型利用

W l
BERT = {W

l
1,W

l
2, · · · ,W

l
Nl
}

Wg
BERT = {W

g
1 ,W

g
2 , · · · ,W

g
Ng
} W l

BERT ∈ Rdh×Nl

Wg
BERT ∈ Rdh×Ng

大规模无标注语料进行训练, 能够挖掘文本中丰富的

语义信息. 为了便于模型训练, 将输入句子和方面词分

别转换为“[CLS]+句子+[SEP]”和“[CLS]+句子+
[SEP]+方面词+[SEP]”的形式, 作为 BERT模型的输入,
生成局部上下文向量 和全局

上下文向量 ,  ,

, Nl 和 Ng 是局部上下文和全局上下文

的长度, dh 是词嵌入的维度.
 3.3   特征提取层

 3.3.1    句法依赖距离计算

本文通过 Spacy 工具包生成输入文本的句法依赖

解析树. 以“but the staff was so horrible to us.”为例, 其句法

依赖解析树如图 2所示, 其中“staff”表示方面词, 箭头表

示两个词存在句法依赖关系, 弧线中间的标签表示句法

依赖关系的类型. 本文使用句法依赖解析树距离确定局

部上下文区域, 重点关注名词、形容词、动词, 利用句法

依赖关系以及词性充分提取与方面词有关的特征. 句法

依赖解析树中每个词到方面词的路径称为句法依赖路

径, 每个词到方面词可能存在多条路径, 把最短路径上边

的个数定义为距离 .  如“to”到“staff”路径为“to”→
“horrible”→“was”→“staff”, 该路径上总共有 3条边, 所以

“to”到“staff”的距离为 3. 如果方面词由多个词组成, 则距

离定义为每个词到方面词子词距离的平均值.
 

but the staff was so horrible to us .

CCONJ DET NOUN AUX ADV ADJ ADP PRON PUNCT

cc

det nsubj

acomp

advmod prep pobj

punct

 

图 2    句法依赖解析树

 

 3.3.2    局部上下文关键词特征提取模块

在语言学中, 词性是指以词的特点划分词类, 以语

法特征为主要依据, 兼顾单词的含义, 对词进行划分的

结果. 本文使用 NLTK 工具包对输入文本中的每个词

进行词性标注. 本文提出的局部上下文关键词掩码, 主
要计算每个词相对方面词在句法依赖解析树上的距离,
当距离小于等于给定阈值时认为是局部上下文, 对局

部上下文中的词进行保留, 即一次掩码. 然后聚焦局部

上下文内的形容词、名词、动词, 即二次掩码, 防止噪

声词影响情感极性判断. 这是因为在局部上下文中, 由
于不同词性的词对方面词的情感极性影响不同, 如果

保留所有词性的词, 会引入较多的噪音信息, 影响模型

训练. 本文提出的局部上下文关键词掩码会掩盖输入

序列中与方面词不相关的上下文词, 抛弃语义较少的

词的特征, 重点关注局部上下文关键词信息, 减少冗余

信息的影响.

W l
BERT

掩码过程如图 3所示, 式 (1)–式 (3)是生成掩码矩

阵, 式 (4)是 经过掩码后的特征.
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[CLS] but the staff was so horrible to us . [SEP]

动词 形容词

4 2 1 0 1 3 2 3 4 2 4

句法解析树距离

0 1 1 1 1 1 1 1 0 1 0

一次掩码

00 10 00 0001 1

二次掩码 (词性筛选)

名词

1 1 1 1 1 1 1 1

1 1 1

 

图 3    局部上下文关键词掩码
 

P = {ADJ, NOUN, VERB} (1)

Vi =

{
E, di ⩽ ∂∩Ti ∈ P
O, di > ∂∪{di ⩽ ∂∩Ti < P} (2)

M = [V1,V2, · · · ,VNl ] (3)

WLCPM =W l
BERT⊙M (4)

Vi ∈ Rdh×1 M ∈ Rdh×Nl O ∈ Rdh×1 E ∈ Rdh×1

WLCPM ∈ Rdh×Nl

其中, di 表示每个词相对方面词在句法依赖解析树上

的距离,  ,  .  ,   代表

全 0和全 1向量,  , dh 是隐藏层的维度.

∂ di ⩽ 3如图 3, 如果 设置为 3, 当 时, 认为是局部上

下文区域, 在局部上下文区域中重点关注名词、形容

词、动词, 注重局部上下文关键词特征.
 3.3.3    MHSA编码器

提取输入向量的语义特征通过注意力机制实现的,
注意力机制是从大量信息中有筛选出重要信息, 并聚

焦到这些信息上, 忽略不重要的信息. 多头注意力机制

是集成多个注意力函数, 用于计算每个上下文单词的

注意力分数, 提取语义特征. 自注意力函数使用的是带

缩放的点积注意力 (scaled dot-product attention, SDPA),
因为计算效率和安全性较高. 为了缓解上下文中距离

较远的词的负面影响, 主要是根据 Query (Q) 与 Key
(K) 之间的匹配度来对 Value (V) 进行加权, 且 Query、
Key、Value都来自于输入, 如式 (5)所示:

SDPA = Softmax
(

Q ·KT
√

dk

)
·V (5)

本模块使用的是多头自注意力机制, 即把每个注

意力头学习到的注意力表示拼接起来, 再乘以权重矩

阵 Wh . 多头自注意力机制主要是由多个 SDPA 所组

成, 可并行化计算多次的注意力, 同时关注多个子空间

上的特征, 式 (6)–式 (10)是多头自注意力的计算流程.

Q = X ·Wq (6)

K = X ·Wk (7)

V = X ·Wv (8)

Hi = Attention(Q,K,V) (9)

MHSA(X) = tanh(Concat(H1,H2, · · · ,Hh) ·Wh) (10)

Wq ∈ Rdh×dq Wk ∈ Rdh×dk

Wv ∈ Rdh×dv dq = dk = dv = dh/h

其中, X 是输入的 embedding,  ,  ,

,  , dh 是隐藏层的维度, h
是注意力头的个数, Wq, Wk, Wv 是权重矩阵, 这些权重

矩阵是可训练的. Hi 表示每个注意力头学习到的注意

力表示.
本文将 tanh激活函数应用于MHSA编码器中, 可

以更充分提取局部上下文关键词特征 Hl. 获取 Hl 如

式 (11)所示:

Hl =MHSA(WLCPM) (11)

经过词性筛选和 MHSA 编码提取的局部上下文

关键词特征, 可聚焦局部范围内的形容词、名词、动

词. 然而, 有时会忽视一些重要的全局上下文特征. 因
此, 本文使用 BERT模型提取全局特征, 再使用MHSA
进行特征增强 ,  得到全局上下文特征 Hg ,  如式 (12)
所示. Hg 对局部上下文关键词特征进行补充, 增强特征

质量, 提升方面级情感分析的性能.

Hg =MHSA(Wg
BERT) (12)

 3.4   特征融合层

Hpool
l Hpool

g

Hpool
l 1−φ

H
′
l Hpool

g

φ H
′
g

H
′
l H

′
g H

′
lg

LCPM 模型的特征融合层主要是基于门控特征

融合机制实现的, 如图 4 所示. Gate1 主要是拼接局部

上下文关键词特征 Hl 及全局上下文特征 Hg, 输入到

Sigmoid 函数中得到权重系数, 权重系数值在 0, 1之间,
如式 (13) 和式 (14) 所示. 池化函数提取最终的局部上

下文关键词池化特征 和全局上下文池化特征 ,

如式 (15) 和式 (16) 所示. Gate2 是给 分配 权

重系数, 得到特征 , 如式 (17) 所示. Gate3 是给

分配 权重系数, 得到特征 , 如式 (18)所示. Gate4是

融合 和 的特征, 得到完整的情感特征 , 如式 (19)
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所示.

Hlg =Concat(Hl,Hg) (13)

φ = Sigmoid(WlgHlg+blg) (14)

Hpool
l = pool(Hl) (15)

Hpool
g = pool(Hg) (16)

H
′
l = (1−φ)⊙Hpool

l (17)

H
′
g = φ⊙Hpool

g (18)

H
′
lg = H

′
l +H

′
g (19)

Hlg Wlg

φ Hpool
l

Hpool
g H

′
l H

′
g

H
′
lg

其中, Concat 是特征拼接函数,  是拼接后的特征, 
是权重矩阵,  是权重系数,  是局部上下文关键词

池化特征,  是全局上下文池化特征,  和 是分配

权重系数后的特征,  是完整的融合特征.
 

Gate1

Gate2 Gate3

Gate4

HgHl

H ′lg

1−φ φ

pool pool

 
图 4    门控融合模块

 

 3.5   输出层

 3.5.1    LCPM的损失函数

本文把预测局部上下文关键词掩码矩阵作为辅助

信息, 使模型充分利用局部上下文关键词特征, 增强特

征提取能力. 预测 LCPM矩阵值可以视作为分类任务.
LCPM损失函数定义如式 (20)所示.

LLCPM = −
c′∑
1

l∑
1

t̂log2 p (20)

c′ = 2 c′ t̂ ∈ {0,1}其中,  ,  是 LCPM 标签类型的数量,  , 正
类为 1, 负类为 0, p 是预测为正类的概率, l 是输入文本

的长度.
 3.5.2    分类器

H
′
lg HY

lg

本文使用全连接网络作为分类器 ,  将融合特征

作为输入, 对融合特征进行线性变化, 得到  和

HT
lg, 再使用 Softmax 函数计算出每个情感类别的概率,

预测情感值如式 (23)所示, 预测 LCPM标签值如式 (24)
所示.

HY
lg =WY

lgH
′
lg+bY

lg (21)

HT
lg =WT

lgH
′
lg+bT

lg (22)

Y = Softmax(HY
lg) =

exp(HY
lg)∑C

k=1
exp(HY

lg)
(23)

T = Softmax(HT
lg) =

exp(HT
lg)∑C′

k=1
exp(HT

lg)
(24)

WY
lg

WT
lg bY

lg bT
lg

其中, C 是情感类别的数量, C'是 LCPM标签类别的数

量, Y 是预测的情感值, T 是预测的 LCPM 标签值, 

和 是权重矩阵,  和 是偏置矩阵.

模型采用交叉熵作为损失函数, 并引入 L2正则化

防止模型过拟合, 如式 (26)所示.

Ls = −
C∑
1

ŷlog2 p′ (25)

L = (1− ϵ)Ls+ ϵLLCPM+λ
∑
θ∈Θ
θ2 (26)

Ls

ŷ = 1 ŷ = 0 λ > 0 Θ

其中,  是预测情感极性的损失函数值, C 是情感类别

的数量, p′是属于某个情感类别的概率, 属于某个类别

时 , 否则 , ϵ 是损失函数权重系数,  ,  是

参数集合.

 4   实验

 4.1   数据集与评价指标

为了验证 LCPM 模型的有效性, 从 SemEval 2014
中选取 Restaurant、Laptop数据集, 以及选取 Twitter、
MAMS 数据集进行实验. 这些数据集中的每个样本都

包含一个或多个方面词, 每个方面词都标注有对应的

情感极性, 情感极性分为积极、消极、中性 3类. 根据

实验结果, LCPM 模型在这些数据集上性能有显著提

升, 准确率和 MF1 值提升明显. 这表明 LCPM 模型不

只适用于特定的数据集, 而且在大多数数据集上都表

现良好. 这是由语言特性所决定的, 人们在社交软件上

评论时, 展示方面词对应情感极性的词通常都是在方

面词附近的, 并且这些词大多是名词、形容词和动词.
大多数模型都选取以上数据集进行实验, 这些数据集
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具备一定的权威性. 数据集具体统计信息如表 1 所示,
Train表示训练集, Test表示测试集.
 
 

表 1     实验数据统计
 

数据集
积极 消极 中立

Train Test Train Test Train Test
Restaurant 2 164 728 807 196 637 196
Laptop 994 341 870 128 464 169
Twitter 1 561 173 1 560 173 3 127 346
MAMS 3 380 400 2 764 329 5 042 607

 
 

本实验采用准确率 (Acc) 和宏平均 F1 值 (MF1)
作为评估指标, Acc 表示正确分类的正样本数和负样本

数之和占总样本数的比例, 比例越高代表模型分类的

性能越好. MF1 值是各个类别 F1 值的平均值, 能体现

模型在不平衡数据集上的平均性能, 式 (27) 是计算准

确率, 式 (28)–式 (31)是 MF1值的计算流程.

Acc =
T P+T N

T P+FP+FN +T N
=

T P+T N
N

(27)

P =
T P

T P+FP
(28)

R =
T P

T P+FN
(29)

F1 =
2×P×R

P+R
(30)

MF1 =
1
C

C∑
i=1

F1i (31)

其中, TP 是将正类预测为正类的样本数, FN 是将正类

预测为负类的样本数, FP 是将负类预测为正类的样本

数, TN 是将负类预测为负类的样本数. P 和 R 分别是

精准率和召回率, C 为情感类别数.
 4.2   参数设置与实验环境

LCPM 模型的超参数设置如表 2 所示, 本文选用

BERT预训练的词向量作为词嵌入, 词嵌入维度为 768.
训练过程使用 Adam进行参数优化. 为防止过拟合, 设
置 dropout 为 0.5, L2 正则化值为 5×10−4. 实验环境如

表 3所示.
 
 

表 2     LCPM模型超参数设置
 

参数 值 参数 值

词嵌入维度 768 L2正则化值 5×10−4

hidden size 768 学习率 2×10−5

batch size 16 损失函数权重系数 0.3
dropout 0.5 局部上下文阈值 3

epoch num 10 最大句子长度 100
 

表 3     实验环境
 

实验环境 环境配置

操作系统 Ubuntu Server 18.04.5 LTS
显卡 NVIDIA Tesla V100
显存 32.0 GB

开发工具 PyCharm
CUDA版本 11.2
编程语言 Python 3.7.13

深度学习框架 PyTorch 1.10.1
 
 

 4.3   对比实验

 4.3.1    对比模型

为了验证 LCPM 模型的性能, 本文将该模型和一

系列最先进的模型进行对比.
PhraseRNN[17]: 通过添加两个短语组成函数, 并使

用依赖树和成分树作为输入, 提取深层情感特征.
RAM[18]: 在 LSTM网络基础上使用多层注意力来

捕获距离较远的情绪特征, 增强模型的表达能力.
SynAttn[19]: 根据单词间的依存关系, 构建图神经

网络, 再与 LSTM网络结合, 捕获方面词相关的信息.
MGAN[15]: 考虑方面词和上下文的注意力, 并提出

了一种 loss计算, 将粗粒度特征与细粒度特征结合, 充
分考虑方面词和上下文的关系.

CDT[3]: 提出一种依存树与卷积结合的模型, 利用

双向长短期记忆网络来提取句子特征, 并利用依存树

和图卷积网络结合来增强词嵌入.
ASGCN[1]: 提出了一种情感分类框架, 在依存树基

础上建立图卷积网络, 充分利用句法信息和单词依存

关系, 并额外使用注意力机制获取最终的特征表示.
BERT-PT[20]: 提出了后训练方法, 提高 BERT模型

微调的效果, 并应用到方面级情感分析任务上.
TD-GAT-BERT[21]: 根据上下文单词间的依存关

系, 建立图注意力网络, 再把图注意力网络和 LSTM网

络相结合, 捕获与方面词有关的特征.
AEN-BERT[16]: 使用注意力机制建立上下文和方

面词之间的关系, 提出了标签不可靠性问题且引入了

标签平滑正则化, 并将 BERT 模型应用到方面级情感

分析任务上.
FDDN-BERT[22]: 将提取情感特征细化为初步蒸馏

和精细蒸馏两大过程, 过滤和方面词不相关的冗余特征.
RGAT-BERT[5]: 把句法解析树作为邻接矩阵, 输

入到图注意力网络中, 提取句法依存特征, 并把该特征

与双向长短期记忆网络提取的特征进行融合, 使模型
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具备提取丰富的语法知识的能力.
DMF-GAT-BERT[6]: 设计双层动态融合模块融合

3个通道的语义特征, 并利用注意力集成模块整合 GAT
提取的多层特征, 提高情感极性识别准确率.
 4.3.2    实验结果

表 4为 LCPM模型在常见 4个数据集上的对比实

验结果, 本文提出的模型准确率 Acc 和 MF1值均优于

基线模型, LCPM模型在 Restaurant、Laptop、Twitter、
MAMS 数据集上准确率分别提升了 1.22%、1.28%、

0.54%、0.3%, MF1 值分别提升了 1.9%、1.19%、

0.54%、0.33%. 这是因为模型充分考虑了局部上下文

关键词的特征, 并且本文设计的损失函数辅助模块有

助于关键词特征提取, 充分考虑了对情感极性判断贡

献较大的关键词的特征. 其中, LCPM模型在 Restaurant
数据集上提升了 1.22% 的 Acc 和 1.9% 的 MF1 值, 而
在 Twitter 和 MAMS 数据集上提升不大, 这是因为这

两个数据集文本的语法和结构相对混乱, 导致 LCPM
模型无法准确提取局部上下文关键词的特征, 可看出

关键词特征的重要性. 此外可以看出, 局部上下文关键

词特征与全局上下文特征进行加权融合, 能显著增强

模型总体的信息容纳能力和语义表达能力, 准确分析

方面词对应的情感极性.
 
 

表 4     对比实验结果图 (%)
 

模型
Restaurant Laptop Twitter MAMS

Acc MF1 Acc MF1 Acc MF1 Acc MF1
PhraseRNN 66.20 59.32 — — — — — —

RAM 80.23 70.80 74.49 71.35 69.36 67.30 — —
SynAttn 80.45 71.26 72.57 69.13 — — — —
MGAN 81.25 71.94 75.39 72.47 72.54 70.81 — —
CDT 82.30 74.02 77.19 72.99 74.66 73.66 80.70 79.79

ASGCN 80.77 72.02 75.55 71.05 72.15 70.40 — —
BERT-PT 84.95 76.96 78.07 75.08 — — — —

TD-GAT-BERT 83.00 — 80.10 — — — — —
AEN-BERT 83.12 73.76 79.93 76.31 74.71 73.13 — —
FDDN-BERT 84.53 75.63 79.26 75.77 75.30 73.21 — —
RGAT-BERT* 85.88 79.81 79.21 75.39 76.13 75.38 83.41 82.77

DMF-GAT-BERT 86.10 80.17 80.38 77.20 76.22 75.10 83.86 83.19
LCPM-BERT 87.32 82.07 81.66 78.39 76.76 75.64 84.16 83.52

注: “*”表示相同情况下按照原论文方法复现的模型, 其他结果是从已发表论文中得到的, 最佳效果用粗体标出.
 
 
 
 

表 5     消融实验结果图 (%)
 

Ablations
Restaurant Laptop

Acc MF1 Acc MF1
–局部上下文关键词

特征提取模块
85.62 79.26 79.15 76.23

–损失函数辅助模块 86.43 80.57 79.62 76.58
–门控融合模块 86.16 80.26 79.31 76.17
LCPM-BERT 87.32 82.07 81.66 78.39

注: “–”表示将该模块从模型中去除, 其他部分和LCPM模型保持一

致, 最佳效果用粗体标出.
 
 

 4.4   消融实验

为了验证本文设计的 3 大模块的重要性, 本文设

计了一系列消融实验, 在 Restaurant 和 Laptop 数据集

上观察实验结果. 单独去掉局部上下文关键词特征提

取模块、损失函数辅助模块、门控融合模块, 做消融

实验. 从表 5的实验结果表明, 本文设计的 3大模块对

模型性能的提升均有影响, 其中局部上下文关键词特

征提取模块对模型性能的影响最大, 这充分说明了学

习局部上下文关键词特征是十分重要的, 因为局部上

下文关键词蕴含着丰富的情感信息, 可以增强特征的

语义表达能力. 此外, 本文设计的损失函数辅助模块对

模型性能也有一定的影响, 因为该模块可以有效增强

模型提取关键词特征的能力. 最后移除了门控融合模

块, 模型的性能会降低, 这充分说明了局部上下文关键

词特征与全局上下文特征进行加权融合对于模型的性

能提升是十分重要的. 3 大模块相互补充, 可以显著提

升模型总体的语义表达能力.
 4.5   参数分析

 4.5.1    损失函数权重系数

LCPM 模型引入了一个额外的超参数 ϵ, ϵ 是损失

函数权重系数. 为了探讨不同的 ϵ 对模型性能的影响.
本文在 Restaurant、Laptop数据集上开展了实验, 设置

了不同的 ϵ 值, 以分析 ϵ 对模型性能的影响, ϵ 从 0 开
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始逐渐增加至 0.9, 步长为 0.1. 如图 5、图 6所示, 结果

表明, 当 ϵ = 0.3时模型性能最好.
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图 5    损失函数权重系数对准确率的影响
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图 6    损失函数权重系数对 MF1的影响

 

 4.5.2    局部上下文阈值

局部上下文阈值 di 是影响局部关键词特征提取的

重要因素. 为了找到合适的阈值, 本文通过实验讨论了

di 对 Restaurant、Laptop 数据集的影响. 从图 7、图 8
中可以看出, 当 di 为 1、2时, 模型的准确率和 MF1值
比较低. 显然, 当 di 值较小时, 模型没有充分学习到局

部上下文关键词的特征. 当 di=3时, 模型在以上数据集

的准确率和 MF1值达到最佳, 这是因为模型提取到与

方面词相关的信息, 避免全局上下文冗余信息的干扰,
增强了特征表示. 而随后随着 di 的增加, 模型性能也较

差, 呈现振荡下降趋势, 这说明当局部上下文阈值 di 一

旦超出最佳值, 继续增加时, 会给模型带来额外的噪声

信息, 影响模型的性能. 因此, 本文将局部上下文阈值

di 设置为 3.
 4.5.3    词性筛选

为了进一步说明本文提出的词性筛选机制的有效

性, 本文对比了不加词性筛选的效果, 即当句法依赖树

距离小于等于局部上下文阈值时保留该词的特征, 相
当于提取全部的局部上下文特征, 模型的输出结果对

比如表 6 所示. 显然, 模型增加词性筛选后, 在 Restau-
rant、Laptop数据集上准确率分别提升了 1.34%、2.19%,
MF1值分别提升了 2.12%、2.53%. 这说明了挖掘局部

上下文中关键词的语义信息有助于提升方面级情感分

析的性能. 因为在局部上下文中, 名词、形容词、动词

这类词往往包含着评论者的语气和情绪. 本文重点关

注局部上下文中的动词、名词、形容词, 与其他类别

的词进行区分, 有效提升情感分类模型的性能, 减少噪

声词的影响.
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图 7    局部上下文阈值对准确率的影响
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图 8    局部上下文阈值对 MF1的影响

 
 
 

表 6     词性筛选的影响 (%)
 

模型
Restaurant Laptop

Acc MF1 Acc MF1
无词性筛选 85.98 79.95 79.47 75.86
有词性筛选 87.32 82.07 81.66 78.39

注: 最佳效果用粗体标出.
 
 

 4.6   案例分析

LCPM 模型重点关注方面词周围重要词的特征.
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为研究 LCPM 模型的有效性, 将该模型的注意力权重

可视化以便于分析. 如图 9所示, 颜色越深表示注意力

权重值越大. 以句子“but the staff was so horrible to us.”
为例, 这句话方面词是“staff”. 在图 9 中, “staff”“was”
“horrible”的颜色较深, 表明这些词对方面词“staff”的影

响较大, 这些词往往能够决定方面词对应的情感极性,
而其他词颜色较浅, 表明这些词对方面词的影响较小.
这验证了 LCPM模型重点关注局部上下文中关键词的

特征, 加强文本中重要词汇对情感分析的影响, 避免冗

余信息的干扰.
 

but the staff was so horrible to us .

staff

 
图 9    注意力权重可视化

 

 5   总结

针对方面级情感分析任务, 本文创新地提出了一

种基于局部上下文关键词特征提取及增强的方面级情

感分析模型 LCPM, 模型重点关注局部上下文中形容

词、名词、动词等特征, 避免全局上下文冗余信息的

干扰. 为了进一步让模型注重与方面词有关联的局部

上下文关键词特征, 本文对损失函数进行修改, 把预测

局部上下文关键词掩码矩阵作为辅助信息, 准确地提

取局部上下文中与方面词强相关的重要词的特征. 为
了得到更全面的情感特征, 本文设计了一种门控机制,
模型可以动态学习权重系数, 给局部上下文关键词特

征和全局上下文特征分配不同权重. 在 4 个公开数据

集实验结果表明, 与其他常见的方面级情感分析模型

对比, 本文提出的 LCPM 模型在方面级情感分析任务

上性能更优, 能够准确提取用户所表达的情感信息. 未
来工作可以增加一些辅助信息确定局部上下文阈值 di,
也可以进一步探索损失函数优化方式, 同时把 LCPM
模型应用到方面级情感分析的其他子任务上.
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