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摘　要: 人工神经网络发展至今, 已经在计算机视觉、类脑智能等方面得到广泛应用. 在过去几十年中, 人们对神经

网络的研究注重追求更高的准确率, 从而忽略了对网络计算成本的控制. 而人脑作为高效且节能的网络, 其对人工

智能的发展起到了重要启示作用. 如何仿真生物脑网络的连接特性, 建立超低能耗的人工神经网络模型实现基本相

同的目标识别正确率成为当前研究的热点. 为建立低能耗的人工神经网络模型, 本文结合大脑网络的连接特性, 通
过改变人工神经网络的连接实现网络的高效性. 实验结果表明, 结合生物脑网络的连接特性, 改变网络的连接, 很大

程度上减少了网络的计算成本, 而网络的性能并没有受到明显影响.
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Abstract: Artificial neural networks have been developed and widely applied in computer vision and brain-like
intelligence. In the past decades, research on neural networks focuses on higher accuracy rates but neglects the control of
network computational costs. The human brain, as an efficient and energy-saving network, plays an important role in the
development of artificial intelligence. How to emulate the connectivity properties of biological brain networks and build
an ultra-low energy artificial neural network model for achieving essentially the same correct target recognition rate has
become a hot research topic. To build an ultra-low artificial neural network model, this study realizes network efficiency
by combining the connection properties of brain networks to change the connections of artificial neural networks. The
experimental results show that combining the connectivity properties of biological brain networks to change the
connections of the networks largely reduces the computational cost of the network, while the performance of the network
is not significantly affected.
Key words: efficient networks; complex networks; connection heterogeneity

 
 

近年来, 计算机技术快速发展, 人们对人工智能的

研究越来越深入. 在人工智能的发展历史中, 研究学者

对从人类大脑中获得信息传输原理和本质的研究从未

中断, 他们希望从大脑传输信息的理论出发, 让机器能
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够以类脑的方式进行工作, 从而让机器拥有感知、学

习、记忆、决策、判断等能力, 并将其运用到现实生

活中的各个领域[1]. 1943 年生理学家 McCulloch 和数

学家 Pitts 提出了第一个神经元模型 (M-P 模型), 从此

开启了人们对人工神经网络的研究[1,2]. 在过去的几十

年中, 随着问题复杂度的增加以及海量数据的累积, 控
制神经网络的计算成本已经成为目前研究的一个重要

课题. 目前, 实现神经网络高效性的方法有: 知识蒸

馏[3–5]、量化和剪枝[6–8], 其中对网络进行剪枝的方法在

近年来得到广泛研究与应用.
对剪枝算法进行分类的方法有很多: 1) 根据剪掉

的网络元素分为神经元剪枝和连接剪枝; 2) 根据剪枝

前后网络结构是否改变分为结构化剪枝和非结构化剪

枝; 3) 根据训练阶段是否剪枝分为静态剪枝和动态剪

枝. Ponnapalli等人提出了一种基于局部相对灵敏度指

标概念的前馈人工神经网络形式化选择和剪枝技术[9].
其基于对前馈神经网络子群中相对冗余的权值进行并

行剪枝, 从而在减少模型残差、提高网络泛化能力、

降低网络复杂度等方面具有更好的剪枝效果. Han 等

人提出了一种根据连接的重要性对网络进行修剪的方

法[6]. 该算法主要原理是: 网络经过训练之后, 对网络中

“不重要”的连接进行剪枝, 然后再对剪枝后的稀疏连

接的网络进行训练从而获得最终权重. 该方法使得网

络参数显著减少, 并且精度不受影响, 从而使得网络更

加高效节能. Collins等人提出了一种在 CNN训练过程

中使用鼓励卷积和全连接层中的较少连接采用非零值

的正则化器, 从而使得深度网络中隐藏层之间的连接

稀疏, 该方法也减少了内存消耗, 并且在准确性方面损

失很小[10]. Srinivas 等人通过对神经元进行修剪, 去除

相似的神经元, 从而减少冗余达到修剪的效果, 同样实

现了减少耗能[11]. Jin等人通过迭代硬阈值方法来训练

瘦深度神经网络 (skinny deep neural networks, SDNNs),
实现了减少网络在训练过程中的能量消耗[12]. 2018年,
彩票假说 (lottery ticket hypothesis, LTH)揭示了在密集

型网络中存在子网络, 当对该子网络进行单独训练时,
其性能能够与密集型网络相匹配[13]. 除此之外, 也有研

究从稀疏网络出发, 提出了在训练过程中 对网络结构

进行调整以提高稀疏网络的性能[14].
近年来, 随着人工智能和类脑计算的发展, 人们对

于人工神经网络的研究不再只是从数学计算出发, 而
是试图将对大脑网络的研究和人工神经网络结合起

来[15]. 随着影像技术和信息采集技术的发展, 人们对于

大脑的网络结构和功能等方面有了进一步研究[16]. 研
究表明, 大脑体积约占人体体积的 2%, 其耗能占身体

总耗能的 20%左右, 其功率大约 20 W[17]. 由此可见, 相
比于计算机, 大脑在信息处理等方面具有更高的效率.
大脑的高效性与其网络连接特性密不可分, 所以, 结合

大脑网络的连接特性, 训练更加高效节能的网络是实

现网络高效性的一个重要方法.

 1   大脑网络的连接特性

近 20年来, 随着复杂网络分析技术被广泛应用到

社交网络、生物网络以及脑网络的研究中, 复杂网络

的概念也逐渐被人们所熟知. 在对网络的研究中, 人们

把个体表示为节点, 个体之间的关系或相互作用表示

为边, 这些点和边共同构成了复杂网络. 然而在对脑网

络的研究中, 人们通常将其分为结构网络和功能网络.
在大脑的结构网络中, 通常将神经元作为节点, 神经元

之间的突触连接作为边对其进行研究. 而在大脑的功

能网络中, 节点通常是大脑的某一个区域, 边一般指区

域之间的关系或相互作用[18]. 20世纪末, 随着影像技术

和信息采集技术的发展, 人们对大脑网络有了进一步

的研究. 大量的研究表明, 大脑网络的连接表现出以下

特性: 稀疏性、小世界特性、无标度特性以及在进

化、成长发育过程中的动态连接特性.
 1.1   大脑网络的稀疏性

人类大脑消耗的能量与 GPU相比要少很多, 但处

理信息能力要高出约 109 倍, 大脑如此高效的一个重要

原因是大脑网络的稀疏性[19]. 并且有研究发现, 当大脑

中的神经元越多时, 其与其他神经元连接的比例会越

小. 在成人大脑中大约有 860 亿个神经元以及约 1015

个突触, 其连接比例大约在 10% 左右, 所以大脑网络

的连接是稀疏的.
 1.2   大脑网络的小世界特性

在许多生物网络、社交网络、交通网络中发现,
自然界中的很多网络并不是规则网络或完全随机的网

络, 而是一种介于两种网络连接模式之间的具有特殊

连接模式的网络. 1998 年 Watts 等人提出了介于规则

网络和随机网络之间的网络连接状态, 即小世界网络[20].
科学家认为, 小世界网络所具备的局部的紧密连接和

少量的长程连接特性有利于大脑以较低的连接和能量

成本实现信息的高效整合与分离, 并且认为这是人脑
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在长期进化过程中在网络成本和效率平衡之后自然选

择的结果.
 1.3   大脑网络的无标度特性

19世纪末 20世纪初, 著名的经济学家 Pareto在研

究人群的收入统计特征时发现, 大约 20% 的人拥有

80%的财富, 而剩下 80%的人只占据着大约 20%的财

富, 因此提出了著名的“八二法则”. 而在真实的社交网

络、交通网络、脑网络中单个节点的连接程度形成了

一个分布, 对于大多数网络该分布呈现幂律衰减. 也就

是说, 少数节点 (Hub) 拥有大量连接, 而大部分节点具

有少量连接, 并将这种网络称为无标度网络[21].
在先前的研究中指出, 在结构层面, 由于突触连接

数量的饱和效应, 皮层网络要么看起来不是无标度的,
要么表现出最大度数较低的无标度架构, 其对高度连

接的 Hub节点的出现起到阻碍作用[22]. 相反, 功能性大

脑网络表现出幂律度分布以及小世界属性[23,24]. 2005
年, Humphries等人通过对脊椎动物大脑脑干的内侧网

状结构 (RF)进行研究, 结果表明, 内侧 RF可以看作是

小世界网络, 但不是无标度类型的网络[25]. 而在关于功

能连接的研究中, Eguiluze等人通过功能磁共振成像提

取相关大脑部位的功能连接网络, 研究发现, 功能连接

的分布以及连接的概率与距离的关系都是无标度的,
并且具有较小的特征路径长度和比随机网络高几个数

量级的集聚系数[23]. 所以, 大脑的功能网络表现出无标

度特性.
 1.4   大脑网络的成长与发展

大脑常常由于进化、个体发育、依赖经验的细化

以及脑损伤或疾病而发生大脑网络结构的变化. 小世

界网络[20] 和无标度网络[21] 的增长机制已经被提出, 但
是由于生物系统中空间的有效性, 这种增长机制在生

物神经网络中受到限制. 目前, 也有研究针对生物系统

空间的有效性生成不同类型的小世界和无标度网络[26,27].
而在一些研究中, 提到了重连接的思想[28].

在生物神经网络中会有突触的修剪和重塑. 突触

重塑是生物个体发育过程中神经环路的形成以及生物

对生理或环境变化的适应过程中普遍存在的生物学现

象[29]. 研究表明, 果蝇幼虫神经肌肉接头处的突触在成

长过程中经历了剧烈而广泛的重塑, 以产生成年特异

性突触. 而突触的修剪是在人成长过程中由于发育等

因素必定会出现的一种现象, 它主要包括退化和消失.
一般来说, 皮层中的灰质体积在青春期之前会增加, 这

反映了突触的生长, 但在青春期之后又会减少, 这反映

了突触的修剪. 这种修剪很大程度上取决于环境影响

并代表学习[30]. 人类从婴儿时期到成人时期, 大脑的尺

寸会增长到原来的 5 倍, 其主要原因是神经元之间突

触连接的增加, 以及神经纤维的髓鞘形成. 而随着年龄

的增加, 突触连接老化, 一些连接被删除, 从而导致突

触连接的体积再次减少. 除此之外, 突触连接还可能出

现异常情况, 通常与疾病相关.
科学家认为, 生物神经网络之所以能够形成高效

且节能的神经网络结构, 是经过生物进化而来的. 而在

生物进化过程中, 必定伴随着由于适应周围环境而产

生的网络结构的变化. 同时在先前的研究中也发现, 在
成长发育过程中, 神经元之间的突触连接也在发生变

化. 所以, 大脑网络结构是动态变化的, 其受到生长发

育、进化、周围环境、衰老、病变以及学习等因素的

影响.

 2   训练高效网络算法

为了实现高效节能的神经网络, 结合大脑网络的

连接特性, 提出了训练高效神经网络的算法.
(1) 大脑网络的稀疏性是大脑能够进行高效运转

的重要原因之一, 所以提出了直接对稀疏的网络进行

训练. 实验采用稀疏连接的 LeNet-300-100 网络[31], 网
络结构如图 1 所示, 每一层神经元的数量分别为: nin=
784、n1=300、n2=100、nout=10, 每一层神经元之间连

接的比例分别为: P1、P2、Pout, 网络以随机的方式进

行连接, 其所对应的参数量分别为: theta1= nin×n1×P1、

theta2 = n1×n2×P2、thetaout = n2×nout×Pout.
(2) 大脑网络中突触的连接并不是随机的, 每个神

经元连接的神经元个数也存在差异, 即大脑网络的小

世界特性和无标度特性. 小世界特性是指网络具有较

高的集聚系数以及较低的平均路径长度[20], 无标度特

性指网络中单个节点的连接程度形成无标度分布[21].
也就是说, 在生物脑网络中, 单个节点的连接存在差异,
大多数节点有相对较少的连接, 而极少数的节点存在

较多的连接. 在我们的实验中, 直接对稀疏网络进行训

练时, 采用了随机连接的方法, 这种方法在理论上会使

得每个节点的连接数所形成的分布是高斯分布, 并不

是生物脑网络所呈现出来的无标度分布. 为进一步提

高网络性能, 提出了对稀疏连接的神经网络进行结构

约束, 即使得网络中神经元的度分布更接近生物脑网
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络中神经元之间连接的度分布, 从而训练高效的神经

网络.
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图 1    4层稀疏连接的网络

 

(3) 大脑网络受到生长发育、进化、环境、衰

老、疾病等因素的影响, 其网络结构处在变化之中.
结合大脑网络在成长发育过程中突触修剪与重塑的

特点, 使得网络在训练过程中能够得到调整与约束,
即在训练过程中改变网络连接, 使其具备与大脑网络

相似的连接特性, 从而训练高效的神经网络. 而在先

前的研究中, Bellec 等人提出在训练过程中改变网络

连接以提高网络性能. 其原理是: 当对一个稀疏的网

络进行训练时, 根据网络连接权重调整的幅度对网络

的结构进行调整, 即在训练过程中某一个连接权重调

整相对较大时, 则认为该连接需要进行重连, 随即删

除该连接, 并且加入新的连接[14]. 该方法虽然应用到

大脑网络成长与发展的特点, 但其在重连时也是随机

选取, 同样会造成网络中神经元的度分布更加接近于

高斯分布而不是与生物脑网络类似的无标度分布. 为
了进一步提高网络性能, 提出了在重连接的过程中不

再是随机选取连接, 而是有偏好地进行重连, 进而使

网络结构具备生物脑网络的连接特性, 从而训练高效

的神经网络.

 3   实验分析

分别对所提出的训练高效网络的算法进行实验分

析, 网络结构示意图如图 1所示. 该网络通过反向传播

算法实现简单的分类任务, 并在MNIST数据集上对网

络进行训练和测试. 在训练过程中使用随机梯度下降

对网络进行优化, 并且设置 batch_size=10, epoch=20,
初始学习率 lr=0.1, 衰减率 lr_decay= 0.8[6,14,32].
 3.1   训练稀疏网络

由于大脑网络的稀疏性是大脑能够进行高效运转

的重要原因之一, 所以提出对一个稀疏连接的网络进

行训练, 测试了不同稀疏度下网络的正确率. 并且, 定
义网络的效率为 Eta =Accuracy/Cost, 其中 Accuracy 为

网络的正确率, Cost 为稀疏网络与全连接网络的参数

量之比, 即连接成本. 如图 2 所示, 当训练全连接网络

时, 网络的正确率为 98.44%, 随着网络连接成本的减

少, 网络的正确率减少, 网络效率增加, 当网络的连接

成本减少到一定程度时, 网络效率会达到最大值.
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图 2    不同连接成本下稀疏网络的正确率和效率

 

 3.2   训练连接异质性网络

在先前的研究中, 为了减少计算成本, 提出了对经

过训练的网络进行剪枝, 然后对剪枝后的稀疏网络进

行再训练[6]. 通过实验复现得到: 对训练后的网络进行

剪枝再训练, 当剪掉约 90% 的边时, 网络的正确率依

然能够保持与全连接网络的正确率相平, 即 P1=0.1、
P2=0.1、Pout=0.25时, 网络的正确率约 98.31%. 该方法

在减少计算成本的同时, 又确保了网络的正确率, 使网

络更加高效. 但当直接对稀疏网络进行训练时, 发现在

相同稀疏度下其正确率总是低于对网络进行剪枝再训

练时的正确率. 所以, 对相同稀疏度的经过剪枝再训练

的网络以及直接训练的稀疏网络进行了分析 ,  即当

P1=0.1、P2=0.1、Pout=0.25时, 计算网络每一层中的每

个神经元与下一层中的神经元连接的个数, 即出度, 并
且计算了其度分布.

如图 3所示, 实验结果表明, 经过剪枝再训练的网

络, 每一层神经元的度存在差异, 其中第 1层的神经元
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的度分布更是表现出类似于无标度网络的幂律分布,
而当对稀疏网络进行训练时, 其度分布更像是高斯分

布. 并且在对复杂网络的研究中也明确指出, 现实生活

中的很多网络都表现出了无标度特性. 所以, 我们将经

过剪枝的网络的连接权重重新赋值, 并对其进行训练,
网络的正确率约 97.76%. 该方法使得稀疏网络的连接

更具有异质性, 其正确率要高于直接对稀疏网络进行

训练, 但低于对网络进行再训练时的正确率.
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图 3    直接对稀疏网络进行训练与对网络进行剪枝之后神经元的度分布
 

对网络进行剪枝再训练的方法, 虽然使得网络最

终的计算成本降低了, 但要先对全连接网络进行训练,
然后再剪枝, 实际上增加了计算量, 而训练高效网络的

最终目的是减少网络的计算成本. 直接训练低连接成

本的网络是从根本减少网络计算成本的重要方法之一.
对训练集所含信息量, 即所有训练样本像素的均值与

网络经过剪枝后第一层神经元的出度之间的关系进行

了分析, 如图 4所示, 第 1层中的 784个神经元的出度

与输入像素的大小之间存在一定的相关性. 所以, 设置

第 1层神经元与下一层神经元的连接与输入像素的大

小相关, 即当输入像素较高时该神经元被连接的概率

较大. 实验结果表明, 当根据输入信号对网络的结构进

行约束时, 网络的正确率比直接对稀疏网络进行训练

时的正确率高约 0.53%.
除此之外, 计算网络中每一层神经元与下一层神

经元连接的个数, 并计算其度分布. 如图 5 所示, 当根

据输入信号对网络的结构进行约束时, 输入层神经元

出度的分布情况更接近于无标度分布, 而隐藏层神经

元由于仍保持随机连接, 所以其度分布更接近于高斯

分布.
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图 4    经过剪枝的网络输入层神经元的度与输入像素

 

 3.3   重连接算法

2017 年, Bellec 等人提出了 Deep R 算法, 该算法

提出: 当对一个稀疏的网络进行训练时, 根据网络连接

权重调整的幅度对网络的结构进行调整 [14]. 通过实验

复现得到, Deep R 算法对稀疏网络的正确率提高了约

0.02%. 然而, 根据无标度网络的增长机制——BA 模

型, 提出了不同于 Deep R 的算法, 即在网络的训练过

程中, 当某一个连接权重调整相对较大时, 则认为该连

接应该被删除, 但加入新的连接时不再是随机选择, 而
是本身连接比较多的神经元被连接的可能性会较大,
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这会促使网络连接的异质性. 实验结果表明, 该方法使

得网络的正确率与直接训练稀疏网络时的正确率相平.
对出现该结果的原因进行分析, 认为是在对网络进行

初始化时, 神经元的度存在一定的异质性, 而我们并不

能保证输入信号多的神经元能够连接更多的下一层神

经元, 所以在训练过程中即使网络连接的异质性更加

明显, 但也可能造成了输入信号的浪费, 从而使得网络

的正确率相对较低. 出于这样的考虑, 在对网络进行初

始化时, 仍然对网络的连接进行了约束, 使得输入信号

越多的神经元与下一层神经元连接的可能性越大, 并
且在训练的过程中根据权重的变化以及输入层神经元

度的大小对网络连接进行剪枝和重连. 实验结果表明,
该方法使得网络的正确率比直接对稀疏网络进行训练

时的正确率提高了约 0.47%. 与此同时, 计算了 3 种方

法下输入层和隐藏层神经元的度分布, 如图 6所示, 结
果表明, 当在初始化时对网络结构进行约束, 并且在训

练过程中进行有偏好的重连时, 第 1 层神经元的度分

布更接近于无标度网络的幂律分布.
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图 5    根据输入信号对网络结构进行约束时神经元的度分布
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图 6    3种方法下输入层和隐藏层神经元的度分布
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表 1是对本文所提出的提高网络效率的方法以及

先前的一些方法的比较. 其中 FC 指训练全连接网络,
SC 指训练稀疏网络, Prune_Retrain 指剪枝再训练,
Prune_Init_Retrain指剪枝之后对权重重新赋值然后再

训练, SC_Input 指根据输入对稀疏网络的结构进行约

束并训练, Deep R 指重连接算法, BA_Deep R 指结合

生成无标度网络的规则—BA 模型, 进行网络重连接,
SC_Input+BA_Deep R则是两种方法的结合.
 
 

表 1     方法性能比较 (%)
 

方法 正确率 与SC之差

FC 98.44 —
SC 96.88 0

Prune_Retrain 98.31 +1.43
Prune_Init_Retrain 97.76 +0.88

SC_input 97.41 +0.53
Deep R 96.90 +0.02

BA_Deep R 96.81 –0.07
SC_Input+BA_Deep R 97.35 +0.47

 
 

如表 1 所示, 根据输入信号对网络的结构进行约

束时, 网络的效率提高更加明显, 其次是在此基础上结

合 BA 算法对网络进行重连接的方法. 虽然先前所提

出的对网络进行剪枝再训练的方法在正确率上要稍高

于本文所提出的方法, 但其需要先对全连接网络进行

训练, 而本文所提出的方法则只需要对稀疏网络进行

训练. 结合大脑网络的连接特性以及剪枝后网络的结

构特征, 通过改变稀疏网络的结构来提高稀疏网络的

正确率, 从而提高了网络的效率. 先前所提出的 Deep R
算法也是直接对稀疏网络进行训练, 但本文所提出的

方法在相同参数下正确率要略高于 Deep R算法. 其次,
记录了不同方法在训练过程中正确率的变化情况. 如
图 7 所示, 根据输入信号对网络的结构进行约束的方

法 (SC_input) 以及在此基础上结合 BA 算法对网络进

行重连接的方法 (SC_input+BA_Deep R) 使得网络在

训练过程中能够以更短时间达到正确率的稳定, 并且

使得网络在训练过程中正确率的变化情况也更加接近

训练全连接网络时正确率的变化. 所以, 根据大脑网络

的连接特性对人工神经网络的结构进行约束时, 网络

的效率得到很大程度的提高.

 4   结论与展望

基于大脑网络的连接特性, 本文提出了训练更加

高效的网络的方法, 在保证网络性能的同时减少了网

络的计算成本. 本文通过对网络结构进行改变, 从而实

现了网络的稀疏性、动态连接特性、以及无标度特性,
进而提高了网络的正确率. 本文所提出的训练高效网

络的方法只是在简单的多层网络中进行了测试, 而将

其应用到像 AlexNet、GoogLeNet 等更为复杂的神经

网络将会是我们需要进一步研究的内容. 其次, 对于训

练更加高效的神经网络这一课题, 起源于脑科学, 被称

为第三代人工神经网络的脉冲神经网络 (spiking neural
network, SNN)由于其事件驱动的特点, 具有低能耗的

优点[33]. 并且在近年来也有研究提出对 SNN进行剪枝,
训练更加高效的神经网络, 这也将会是在未来的研究

中值得深入的方向[34].
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