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摘　要: 针对人工识别探地雷达管线图像时效率低、误差大和成本高昂等问题, 本文提出了一种基于改进 Cascade
R-CNN 的管线目标智能化检测方法. 首先对探地雷达管线图像数据集进行预处理, 提升数据质量. 然后采用

ResNeXt 代替 ResNet 作为主干网络提取目标特征信息, 并添加多尺度特征融合模块 FPN 使高层特征向低层特征

融合, 增强低层特征表达能力. 其次, 使用高斯形式的非极大值抑制方法 Soft-NMS 得到更加精准的候选框, 使用

Smooth_L1作为损失函数, 加速了模型收敛并且降低了训练中发生梯度爆炸的概率. 最后, 对于管线目标特殊的形

状特征, 设置合适的锚框长宽比和大小, 提高锚框的生成质量. 实验结果表明, 本文方法解决了复杂特征的地下管线

目标智能化检测, 对地下管线目标检测的平均精度达到 94.7%, 比 Cascade R-CNN方法提高了 10.1%.
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Abstract: As manual identification of ground-penetrating radar (GPR) pipeline images faces the problems of low
efficiency, large errors, and high costs, this study proposes an intelligent pipeline target detection method based on

improved Cascade R-CNN. First, the GPR pipeline image data set is preprocessed to improve data quality. ResNeXt is

used instead of ResNet as the backbone network to extract target feature information, and a multi-scale feature fusion

module FPN is added to fuse high-level features to low-level features to enhance the expressiveness of low-level features.

Secondly, the Gaussian non-maximum suppression (NMS) method Soft-NMS is used to obtain more accurate candidate

boxes, and Smooth_L1 is taken as the loss function, which accelerates model convergence and reduces the probability of

gradient explosion during training. Finally, for the special shape features of the pipeline target, the appropriate aspect ratio

and size of the anchor boxes are set to improve the quality of generated anchor boxes. The experimental results

demonstrate that the proposed method achieves the intelligent detection of underground pipeline targets with complex

features, and the average accuracy of target detection reaches 94.7%, which is 10.1% higher than that of the Cascade R-

CNN method.
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城市地下管线是指城市范围内供水、燃气、电

力、通信、工业等管线及其附属设施, 是保障城市运

行的重要基础设施和“生命线”. 地下管线检测是进行

管线施工抢修过程中的首要环节, 只有清楚地掌握地

下管线的位置信息, 才能在施工过程中做到准确规划,
高效作业, 避免因为判断失误造成不必要的困难和经

济损失[1]; 并且随着国家城镇化快速推进, 地下管线网

络日趋复杂, 急需建立可靠的地下管网系统[2], 因此对

于地下管线的检测问题变得愈发重要. 传统的管线检

测是技术人员根据相关资料、现场勘测做出判断, 使
用钻芯取样方法进行验证, 但是人工判断效率低、误

差大, 钻芯取样方法会对地下结构造成不可逆的破坏[3].
探地雷达是一种无损探测地下目标的手段[4], 与传

统的地下目标探测方法相比, 探地雷达具有操作简单

方便、速度快、高分辨率等优点. 对于探地雷达管线

识别的研究已经有很多, Li 等[5] 利于探地雷达管线图

像的双曲线特征, 计算管线图像对称度和相对区别度

来确定管线特征. Liu 等[6] 利用管线双曲线特征, 对梯

度图像细化找到双曲线顶点来拟合双曲线, 上述利用

管线图像的双曲线特征识别管线虽然比较简单直观,
但是对于噪声干扰大的雷达图像识别难度较大. Pasolli
等[7] 将遗传算法应用于探地雷达图像, 利用双曲线特

征与分割后的原图进行匹配, 寻找合适的参数提取管

线特征, 但是此方法对参数设置依赖较大. Delbo 等[8]

应用模糊聚类和空间金字塔思想处理图像, 使得提取

探地雷达目标特征更加容易, 但此方法会造成大量的

冗余计算.
近年来, 深度学习凭借检测精度高, 适应性强等优

点使其在目标检测领域受到广泛关注. 基于深度学习

的单阶段检测算法以 SSD[9]、YOLOv3[10]、RetinaNet[11]

等为代表, 单阶段网络虽然检测速度快, 但是对于小的

管线目标容易造成漏检. 两阶段检测算法以 Faster R-
CNN[12]、Mask R-CNN[13]、SPP-Net[14] 为代表, 两阶段

检测算法检测精度高, 更适合特征复杂的地下管线目

标. 现阶段对于使用深度学习解决探地雷达管线目标

检测的研究较少, 2020年米宏涛[15] 基于普通卷积神经

网络实现了二维探地雷达图像地下管线的目标检测,
模型对于正演模拟探地雷达数据集的最高检测率为

99.225%, 但是对于真实管线目标数据集的最高检测率

仅有 69.5%, 不能满足实际工程上高精度的检测要求.
2020年胡浩帮等[16] 改进了 Faster R-CNN模型对地下

管线进行识别, 实验发现改进后的 Faster R-CNN 模型

对大的地下管线检测精度较高, 但是作者对探地雷达

图像进行裁剪得到的管线目标较大, 缺少小的管线目

标, 导致模型的泛化能力不强. 2022 年杨坤[17] 从精度

提高和网络结构轻量化两个方面对 YOLOv4网络进行

改进, 改进后模型对地下管线的检测结果优于主流的

YOLOv4网络, 但是算法的验证仅基于仿真数据集, 并
没有实际采集数据进行实验. 2022年胡浩帮等[18] 提出

了一种基于轻量化MobileNet-SSD网络的地下管线智

能识别方法, 模型使用轻量化 MobileNet 网络提取管

线特征, 牺牲了部分检测精度来换取模型的检测速度,
导致模型的检测精度不高. 为了解决上述问题, 本文提

出了一种改进 Cascade R-CNN的探地雷达管线目标检

测算法. 主要贡献如下: 1) 采用 ResNeXt 代替 ResNet
作为主干网络提取目标特征信息; 2) 添加多尺度特征

融合模块 FPN使高层特征向低层特征融合; 3)使用高

斯形式的非极大值抑制方法 Soft-NMS 得到更加精准

的候选框; 4) 使用 Smooth_L1 作为损失函数; 5) 对于

管线目标特殊的形状特征, 设置对应的 anchors锚框长

宽比和大小; 6) 使用不同增益设置、镜像翻转和添加

噪声等方法扩充数据集.

 1   Cascade R-CNN检测网络模型

本文使用的 Cascade R-CNN检测模型主要由主干

网络、区域生成网络 (region proposal network, RPN)、
感兴趣区域池化 (region-of-interest pooling, ROI-
Pooling) 和由多分类器 Softmax 与回归器组成的检测

器 4 部分组成, 具体网络结构如图 1 所示. 首先, 主干

网络提取经过数据质量提升的管线数据集特征, 然后

RPN网络生成大量锚框且通过 Softmax分类器判断目

标正负样本类别和边框回归器修正得到候选框, 其次,
将 RPN 生成的候选框投影在特征图上并得到相应的

特征矩阵, 通过 ROI 池化层将尺寸形状不同的特征矩

阵归一化为固定大小的特征图. 最后, 将特征图再通过

全连接层展平后从级联的检测器中判断目标类型, 并
得到检测框最终的精确定位.

Cascade R-CNN在 Faster R-CNN基础上解决了交

并比 (intersection over union, IoU) 阈值设置的问题.
Cascade R-CNN由一组 IoU不断增加的检测器级联组

成, 可以逐步提高对目标的预测效果. 模型的 IoU阈值

设置为 [0.5, 0.6, 0.7], 首先锚框被送入 IoU=0.5的检测
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模块中, 选取锚框和真实标注框 IoU>0.5 的锚框, 使用

边框回归 B1调整边框位置, 得到第一次目标分类评分

和回归器修正后的候选框, 接着将得到的候选框送入

IoU=0.6的检测模块中, 如果计算得到的 IoU>0.6, 判定

正确检测出目标, 同时使用边框回归 B2调整边框位置

和计算第 2 次目标分类得分, 最后输入到 IoU=0.7 的

检测模块中得到最终边框位置和目标分类得分.
 

图像输入
主干网络

RPN 区域生成

Softmax0

分类

边框回归
B0

ROI-

Pooling

ROI-

Pooling

ROI-

Pooling

Soft-NMS

RPN 区域生成

Softmax1

分类

边框回归
B1

Soft-NMS

RPN 区域生成

Softmax2

分类

边框回归
B2

Soft-NMS

RPN 区域生成

Softmax3

分类

边框回归
B3

Soft-NMS

IoU=0.5

IoU=0.6

IoU=0.7

ResNeXt

 
图 1    Cascade R-CNN网络结构

 2   改进的 Cascade R-CNN检测模型

本文提出的基于改进 Cascade R-CNN的探地雷达

管线目标检测方法, 主要由训练部分和验证部分构成.
将训练集进行预处理后输入模型进行训练得到模型权

重文件, 使用权重文件对验证集进行检测, 通过对比分

析验证集的检测结果对模型不断进行改进. 图 2 是改

进后的 Cascade R-CNN 管线目标检测模型. 首先将探

地雷达图像缩放到 1024×1024 尺寸, 输入 ResNeXt50
网络和 FPN 构成的特征提取结构中提取特征. 然后

通过 RPN 网络生成锚框, 进行判别和修正后得到候

选框, 使用 Soft-NMS对候选框进行优化, 并将 RPN产

生的候选框投影到特征图上获得相应的特征矩阵. 其
次, 通过 ROI 池化层将尺寸形状不同的特征矩阵归一

化为固定大小的特征图. 最后经全连接层输入到分类

器和回归器中进行分类和定位, 实现探地雷达管线目

标的智能化检测. 下面是对 Cascade R-CNN 模型改进

部分.
 2.1   ResNeXt 主干网络

本文使用 ResNeXt50 代替原始 ResNet50 作为模

型的主干网络, 在保证参数量不增加的前提下, 通过分

组卷积, 来提高模型精度. 图 3是 ResNeXt50的网络结

构图, ResNeXt50网络结构包含卷积、池化层, ResNeXt
残差块, 全连接层和分类器. 表 1是 ResNeXt50网络结

构图每一阶段对应的网络参数, 括号内参数代表卷积

核的尺寸大小, 卷积核的数量, 括号外的参数代表残差

块的数目.
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图 2    基于改进 Cascade R-CNN的探地雷达管线目标检测模型
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卷积 池化
ResNeXt

卷积残差块
ResNeXt

恒等残差块
全连接

Softmax

分类器

输入图像尺寸
1024×1024×3
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第 2

阶段
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图 3    ResNeXt50网络结构图
 
 
 

表 1     ResNeXt50网络参数
 

阶段 输出尺寸 网络结构

第1阶段 512×512 卷积, 7×7, 64, 步长=2

第2阶段 256×256

卷积, 1×1, 128
卷积, 3×3, 128, 分组数 = 32
卷积, 1×1, 256

×3

最大值池化 3×3, 步长=2

第3阶段 128×128


卷积, 1×1, 256
卷积, 3×3, 256, 分组数 = 32
卷积, 1×1, 512

×4

第4阶段 64×64


卷积, 1×1, 512
卷积, 3×3, 512, 分组数 =32
卷积, 1×1, 1024

×6

第5阶段 32×32


卷积, 1×1, 1024
卷积, 3×3, 1024,分组数 = 32
卷积, 1×1, 2048

×6

— 1×1 全局平均池化1-d fc, Softmax

ResNeXt 由大量分组卷积结构 (group convolu-
tion)[19] 组成, 它结合了 ResNet[20] 和 Inception[21] 的优

点, 与 Inception v4[22] 不同, 本文采用的 ResNeXt 块结

构一共有 32个相同拓扑结构的分支, 这样使模型的结

构得到简化, 加速了网络训练过程. ResNeXt块结构的

表达式为:

y = x+
C∑
i

Γi (x) (1)

Γ其中, C 是分支数量, x 表示输入数据, y 表示输出,  是

拓扑结构.
图 4(a)为 ResNeXt 块结构, 图 4(b)为图 4(a)等效

结构, 图 4(a) 中每个长方形块结构表示输入通道数量,
卷积核尺寸大小和输出通道数量.

 

x
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···

(a) ResNeXt 块结构 (b) ResNeXt 块的等效结构

4, 3×3, 4
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256, 1×1, 4

4, 3×3, 4

4, 1×1, 256

256, 1×1, 4

4, 3×3, 4

4, 1×1, 256

+

+

y

x

256, 1×1, 128

128, 3×3, 128

分组数=32

128, 1×1, 256

+

y

 

图 4    ResNeXt 块结构
 

 2.2   添加多尺度特征融合结构

本文添加 FPN (feature pyramid networks) 来实现

多尺度特征融合, FPN 利用主干网络 ResNeXt50 的卷

积层输出构建特征金字塔来进行特征融合, 使不同尺

度的输出特征都含有较强的语义信息, 图 5 是 FPN 特

征提取网络结构图. FPN包含两个过程, 首先是自底向

上过程, 然后是自顶向下和侧向连接的融合过程.
自底向上的过程 :  图像经过预处理后 ,  输入到

ResNeXt50 主干网络中提取特征, 选择 ResNeXt50 网

络第 2–5阶段残差模块最后一层卷积的输出特征作为
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FPN网络的特征, 记为{C2, C3, C4, C5}, 相对于原图的

步长分别为 4, 8, 16, 32, 图 5中 0.5×表示下采样后尺寸

缩小到原来的 0.5倍, 每个阶段蓝色框上面尺寸表示每

经过一个阶段后的输出尺寸. 自顶向下以及侧向连接

过程: C5 层通过 1×1 卷积改变通道数得到 M5. M5 使

用最邻近插值上采样, 2×表示上采样后输出尺寸为原

来的 2 倍, 然后与 C4 经过 1×1 卷积输出的特征相加,
得到 M4. 相同的过程得到 M3, M2, M 层框下面尺寸表

示经特征融合后的输出尺寸. 上述上采样使用最邻近

插值算法, 此方法会造成混叠, 为了解决此问题, 在{M2,
M3, M4, M5}后添加 3×3 卷积得到{P2, P3, P4, P5},
P 层框右边的尺寸表示 FPN 最终输出尺寸. FPN 同时

利用了顶层强语义信息和底层的细节信息, 可以更加

精确地检测到不同大小的管线目标.
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图 5    FPN特征提取网络结构

 

 2.3   非极大值抑制结构优化

非极大值抑制 NMS (non-maximum suppression)
方法都是根据类别分数判断的, 因此只有最高得分的

候选框能保留下来, 但一般情况下 IoU 与类别分数并

没有太强相关性, 因此很多分类标签置信度高的检查

框位置都存在偏差, 并且对于多个重叠目标, 检测算法

应该输出多个目标检测框, 而 NMS会先选取置信度最

大的候选框, 再把和它 IoU 大于阈值的所有候选框得

分直接置零, 导致只能检测出一个目标, 造成了漏检.
本文使用高斯形式的非极大值抑制方法 Soft-NMS

替代 NMS 来解决上述问题, 对于和最高得分候选框

的 IoU大于阈值的框, 不把它直接删掉, 而是通过降低

置信度来抑制它, 与得分最高框的 IoU值越大, 抑制的

程度越大. 高斯函数的 Soft-NMS表达式如下:

S i = S ie−
IoU(M,bi)

2

σ , ∀bi < D (2)

M bi σ

S i bi D

IoU

S i

其中,  代表当前得分最高框;  是待检测框;  是常数,
取 0.5;  是 的置信度,  集合用来放最终的候选框.
使用高斯函数惩罚,  值越大越接近高斯分布中心,
惩罚力度越大, 置信度 越小. 使用高斯形式的非极大

值抑制方法 Soft-NMS 替代 NMS 能够得到更加精准

的候选框.
 2.4   损失函数优化

Yi f (xi)

S

L1 损失函数是真实值和预测值之间的所有绝对

误差之和. 它是把目标值 与估计值差值 的绝对差

值总和 最小化:

S =
n∑

i=1

|Yi− f (xi)| (3)

xi

xi

L1 损失函数对损失值 的导数为常数, 在训练后

期,  较小时, 若学习率不变, 损失函数会在稳定值附近

波动, 很难收敛到更高的精度.
Yi f (xi)

S

L2损失函数是把真实值 与预测值 的差值的

平方和 最小化:

S =
n∑

i=1

(Yi− f (xi))2 (4)

L2 损失函数的稳定性虽然比 L1 损失函数好, 但
是离最低点越远的点梯度越大, 使用梯度下降法求解

的时候梯度很大, 可能会导致梯度爆炸.
Smooth_L1损失函数解决了 L1损失函数训练后期

很难收敛到更高精度和 L2损失函数容易产生梯度爆炸

的问题, 在本文计算边界框回归损失时使用 Smooth_L1
损失函数作为评价指标. Smooth_L1损失函数 (SmoothL1)
如下:

S moothL1(x) =
{

0.5x2, if |x| < 1
|x| −0.5, otherwise (5)

x Yi− f (xi)其中,  =  为真实值和预测值的差值 Smooth_L1
损失函数是一个分段函数, 在 [−1, 1]范围内是 L2损失

函数的值, 在 [−1, 1]范围外是 L1损失函数的值, Smooth_
L1 损失函数改善了 L1、L2 损失函数的缺点, 既能够

快速收敛, 又对异常值不敏感, 减小了梯度变化, 解决

了训练时容易产生梯度爆炸的问题.
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 2.5   锚框的改进

Cascade R-CNN 检测模型在锚框的产生过程中,
使用 1:1、1:2、2:1 这 3 种不同的长宽比来生成锚框,
由于本文探地雷达管线图像特殊的形状特征, 使用原

始的长宽比生成锚框会产生大量和管线形状不符的锚

框, 会降低后续边框回归速度和精度, 使得模型的检测

精度受到影响. 根据待检测目标管线的形状特征选择

合适长宽比的锚框, 可以在不增加网络结构和参数量

的情况下, 提升模型的检测效果. 图 6是对探地雷达管

线数据集进行计算统计得到不同长宽比锚框个数的柱

状图. 根据柱状图所示长宽比数量分布, 主要选择 6.0、
7.0、8.0这 3种长宽比产生锚框. 图 7是原始锚框和预

设锚框长宽比对比, 图 7(a)是原始锚框的长宽比, 不适

用于本文所研究的管线数据集, 图 7(b) 是改进后的锚

框长宽比, 适用于探地雷达管线目标的特征. 其中黑、

绿、红 3种颜色分别对应锚框长宽比为 6.0、7.0、8.0.
产生锚框在每个特征层上步长设置为 [4, 8, 16, 32, 64].
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图 6    探地雷达管线数据集锚框长宽比分布柱状图

 

(a) 原始锚框长宽比 (b) 改进后锚框长宽比 
图 7    原始锚框和改进后锚框长宽比对比

 3   实验及结果分析

本文实验环境配置如表 2所示.
  

表 2     实验环境配置
 

环境 配置

系统 Ubuntu 18.04.5
处理器 Intel(R) Core i7-6850K
显卡 Nvidia GeForce GTX 1080 Ti
内存 16 GB DDR4

编译环境 PyTorch 1.6.0+ Python 3.8

 3.1   数据采集和数据质量提升

本次实验使用全自动道路病害检测机器人搭载二

维探地雷达 (如图 8 所示), 对 30 km 目标路段进行扫

描, 将采集到的管线数据输出为图像格式, 对得到的雷

达图像进行筛选得到 688张分辨率为 416×416像素的

雷达图像, 作为训练集和验证集的原始数据集. 由于

深度学习网络训练对数据集数量和场景有一定要求.
数据集场景过于单一、数据量少会导致模型泛化能力

不足和过拟合. 本文通过镜像翻转、添加噪声、使用

4种不同增益采集数据来扩充数据集, 扩充后的雷达图

像共 2 752张, 图 9是使用不同数据集质量提升方法的

结果, 然后按照 7:3 的比例划分训练集和验证集, 其中

训练集 1 926 张, 验证集 826 张, 验证集和训练集图像

均包含无管线路面图像和含有管线路面图像 .  使用

Labelme对图像中所有管线目标进行标注, 得到 JSON
格式的标注文件.
 

探地雷达 探地雷达成像

雷达回波信号

 
图 8    全自动道路病害检测机器人及采集结果样例

 

(a) 原图 (b) 镜像翻转 (c) 椒盐噪声 (d) 高斯噪声

(e) 增益 1 图 (f) 增益 2 图 (g) 增益 3 图 (h) 增益 4 图 
图 9    数据集质量提升

 

 3.2   模型性能评价指标

本文使用精确率 (precision, P)、召回率 (recall,
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R)、平均精度 (average precision, AP)、P-R (precision-
recall)曲线作为模型性能的评价指标. tp (true positive)
为正样本被识别为正样本, 表示正确检测到管线的个

数, fp (false positive)为负样本被识别为正样本, 表示错

误检测到管线的个数, fn (false negative)为正样本被识

别为负样本, 表示漏检的管线个数.
(1) 精确率表示在模型检测的所有识别结果中正

确识别出管线的占比:

P =
tp

tp+ f p
(6)

(2) 召回率表示在所有管线真实标注框中被正确

识别出来的管线占比:

R =
tp

tp+ f n
(7)

 3.3   实验结果与分析

因为本次实验采用 SGD 优化器作为基础迭代器,

所以初始学习率设置为 0.012 5、momentum动量因子

为 0.9、weight_decay权重衰减因子为 0.000 1, 由于使

用单 GPU 进行训练, 限于显存大小, batchsize 设置为

1. 使用改进的 Cascade R-CNN网络模型在管线数据集

上经训练后, 得到损失函数值随着迭代次数的变换曲

线如图 10. 由于使用了预训练权重, 模型收敛速度加

快, 由图 10可以看出, 当从开始训练至迭代到 4 000次

时, 模型加速收敛, 损失值从 1.9左右急剧下降到 0.17,

接着当迭代次数不断增加时, 损失值呈现缓慢振荡下

降趋势. 当迭代次数达到 60 000 左右时损失值基本达

到稳定, 最终本文所使用模型的损失值为 0.139 9.
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图 10    改进的 Cascade R-CNN模型损失函数曲线

 

为了验证本文方法的有效性, 对比了 YOLOv3、
Faster R-CNN和使用不同模块的 Cascade R-CNN模型

检测结果. 表 3是不同模型检测结果, 以下两阶段检测

模型均采用锚框优化.
从表 3可以看出 YOLOv3的损失 Loss最大, 达到

20.487 9, Faster R-CNN损失为 0.503 3, Cascade R-CNN
各种模型的损失均比 YOLOv3 和 Faster R-CNN 低.
YOLOv3的平均精度 AP值最小, 为 0.768, Faster R-CNN
的平均精度 AP 为 0.821, Cascade R-CNN 模型的平均

精度 AP 均大于 YOLOv3 和 Faster R-CNN 的 AP 值.
本文改进后的 Cascade R-CNN 模型损失值最低, 为
0.139 9, 平均精度最大, 达到 0.947.
 
 

表 3     不同模型检测结果
 

模型 主干网络 Loss AP (IoU=0.5)
YOLOv3 Darknet53 20.487 9 0.768

Faster R-CNN (NMS+L1) ResNet50 0.503 3 0.821
Cascade R-CNN (NMS+L1) ResNet50 0.325 6 0.846
Cascade R-CNN (NMS+L1) ResNeXt50 0.297 1 0.874
Cascade R-CNN (Soft-

NMS+L1)
ResNeXt50 0.254 8 0.892

Cascade R-CNN (Soft-
NMS+FPN+L1)

ResNeXt50 0.196 0 0.928

Cascade R-CNN (Soft-
NMS+FPN+Smooth_L1)

ResNeXt50 0.139 9 0.947

 
 

P-R 曲线是衡量模型性能好坏的重要指标, 为了

能够直观地展示本文改进的 Cascade R-CNN 模型的

检测效果, 绘制了 YOLOv3、Faster R-CNN和本文模

型在 IoU=0.5 下的 P-R 曲线, 如图 11 所示, P-R 曲线

下的面积越大, 模型的检测结果越好. 图 11(a) 所示,

Faster R-CNN 的 P-R曲线当召回率趋近 1时, 精确率

有大的降低. 图 11(b)中, YOLOv3的 P-R曲线中当精

确率趋近 1 时, 召回率有大的降低. 图 11(c) 中, 本文

模型 P-R 曲线随着召回率增加到 1 精确率降低最少,

曲线下的面积最大, 模型检测性能最好.

图 12是 Cascade R-CNN模型和使用 FPN模块优

化后模型的地下管线目标检测结果, 图 12(a)中红框是

经放大显示的管线目标, 在未添加 FPN 模块时, 模型

无法将小的管线目标正确的检测出来, 而图 12(b)中经

过 FPN 优化后, 增加了低层特征表达能力, 成功检测

出小的管线目标.
图 13和图 14展示了使用原始 Cascade R-CNN模

型和改进后的 Cascade R-CNN模型探地雷达地下管线

检测的对比结果. (1) 图 13(a) 中使用 Cascade R-CNN
模型对管线目标检测不完全, 存在漏检的情况, 图 14(a)
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对 Cascade R-CNN模型改进后增强了对管线特征的学

习能力, 成功检出了图 13(a)中漏检的管线目标. (2)原
始 Cascade R-CNN检测模型容易造成管线目标误检如

图 13(b)、图 13(c), 将不是管线的负样本当成正样本检

测出来. 改进后的模型提升了正负样本判别能力, 降低

了管线目标误检率如图 14(b)、图 14(c)所示. (3)对比

图 13 和图 14 检测结果, 改进后模型管线检测框的位

置和大小更加精确, 准确地反映了管线目标的位置信

息. 综上所述, 使用本文改进后的 Cascade R-CNN模型

能更好适应复杂的探地雷达地下管线特征, 检测精度

明显提高.
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(a) Faster R-CNN 的 P-R 曲线

(b) YOLOv3 的 P-R 曲线

(c) 本文模型 P-R 曲线 
图 11    不同算法的 P-R 曲线对比图
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图 12    FPN优化后的管线目标检测结果

 

误检
误检

(a) 结果 1 (b) 结果 2 (c) 结果 3 
图 13    Cascade R-CNN模型地下管线检测结果

 

(a) 结果 1 (b) 结果 2 (c) 结果 3 
图 14    改进后的 Cascade R-CNN模型地下管线检测结果

 

图 15 列出了改进后的 Cascade R-CNN 模型对探

地雷达地下管线部分检测结果.

 4   结论

(1) 本文提出了一种基于改进 Cascade R-CNN 的

探地雷达管线目标检测模型. 利用镜像翻转、不同增

益设置、添加噪声等方法扩充数据集, 提高了模型的

泛化能力. 利用 ResNeXt 作为主干网络提取目标特征

信息, 在保证参数量的前提下提高了网络精度. 添加多

尺度特征融合模块 FPN, 提高了对小目标的检测能力.
使用高斯形式的非极大值抑制方法 Soft-NMS 得到更

加精准的候选框. 利用 Smooth_L1 代替 L1、L2 损失

函数, 加速网络收敛, 解决了容易梯度爆炸的问题. 重
新设置了锚框的长宽比, 提高生成锚框的质量.

(2) 实验结果表明, 本文改进后的 Cascade R-CNN
比原始 Cascade R-CNN算法和其他目标检测方法检测

精度更高, 模型泛化能力更强. 本文方法有效地解决了

地下管线目标智能化检测问题.
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图 15    改进后的 Cascade R-CNN模型地下管线部分检测结果
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