
 

 

改进 U-Net 的高分辨率遥感图像轻量化分割①
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摘　要: 针对传统图像分割方法分割效率低下, 遥感图像特征复杂多样, 复杂场景下分割性能受到限制等问题, 在
基于 U-Net 网络架构的基础上, 提出一种能够较好提取遥感图像特征并兼顾效率的改进 U-Net 模型. 首先, 以
EfficientNetV2作为 U-Net的编码网络, 增强特征提取能力, 提高训练和推理效率, 然后在解码部分使用卷积结构重

参数化方法并结合通道注意力机制, 几乎不增加推理时间的前提下提升网络性能, 最后结合多尺度卷积融合模块,
提高网络对不同尺度目标的特征提取能力和更好地结合上下文信息. 实验表明, 改进的网络在遥感图像分割性能提

升的同时分割效率也提高.
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Lightweight Segmentation for High Resolution Remote Sensing Image Based on Improved U-Net
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Abstract: Considering the problems of low segmentation efficiency of traditional image segmentation methods, complex
and diverse features of remote sensing images, and limited segmentation performance in complex scenes, an improved U-
Net model is proposed on the basis of the U-Net network architecture, which can satisfactorily extract the features of
remote sensing images while maintaining efficiency. First, EfficientNetV2 is used as the encoding network of U-Net to
enhance the feature extraction ability and improve the training and inference efficiency. Then, the convolutional structural
re-parameterization method is applied in the decoding network and is combined with the channel attention mechanism to
improve the network performance without increasing the inference time. Finally, the multi-scale convolution fusion
module is employed to improve the feature extraction ability of the network for objects with different scales and the
utilization of context information. The experiments reveal that the improved network can not only improve the
segmentation performance of remote sensing images but also promote segmentation efficiency.
Key words: remote sensing image; image segmentation; U-Net; EfficientNetV2; structural re-parameterization; multi-
scale convolution; attention mechanism; convolutional neural network (CNN)

 
 

随着现代遥感技术的快速发展, 遥感图像已经成

为一种不可或缺的重要资源, 被广泛应用于各个领域.
遥感图像语义分割是解释遥感图像信息的重要基础环

节, 所以, 遥感图像分割技术的研究, 对充分利用遥感

图像的价值起着重要的意义. 而随着遥感图像分辨率

的逐步提高, 使得遥感图像所包含的地物类型也逐步

复杂, 对于高分辨率的遥感图像分割算法的要求也在

不断提高. 传统的分割算法例如阈值分割、边缘检测
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分割等, 但这些方法效率较低, 对于特征复杂多样的图

像分割效果比较差.
卷积神经网络 (CNN), 具有局部感知和参数共享

的特点, 可以有效降低网络训练的参数量和复杂度, 便
于网络的训练和优化改进[1]. 2015年, Long等人[2] 提出

了著名的 FCN结构, 实现了像素级的分类和端到端的

训练, 简化了分割过程, 解决了语义级图像分割问题.
Ronneberger 等人[3] 在基于 FCN 的基础上, 对 FCN 进

行了改进, 提出了一种新的网络结构 U-Net, 作者将该

网络结构用于医学图像分割处理中, 在分割细胞壁的

任务中取得了很好的结果.
U-Net最早用于医学图像分割任务中, 以简洁的结

构和优秀的性能著称, 因此根据不同的问题进行了不

同的改进, 例如 UNet++[4]、Attention U-Net[5]、U2-
Net[6] 等优秀模型. 为了在遥感图像分割任务中能更

好、更精确地获取地物信息, 国内外学者将 U-Net 模
型用于遥感图像分割任务中, 并进行了很多尝试改进.
苏健民等人[7] 将 U-Net 卷积过滤器改为统一深度, 尺
寸为 3×3×64, 并将 ReLU 激活函数改为 ELU 激活函

数, 提升了对噪声的鲁棒性, 使网络能够更好地收敛,
同时提高分割准确率. 范自柱等人[8] 提出 W-Net 网络

结构, 在解码阶段使用 GCNet[9] 中的全局上下文模块

来提升网络的分割准确率, 使用 FPN 结构来整合高层

和低层的特征信息, 提升分割能力, 因整体的网络结构

呈W型, 所以网络被称为W-Net. 王曦等人[10] 提出 U-
Net 和 FPN 相结合的网络模型, 通过在跳跃连接部分

使用 FPN 结构, 更好地融合高层特征和低层特征, 通
边引入界标签松弛损失函数 (BLR)[11], 提升模型对各

目标类别边缘的分割能力, 使分割结果更加精细化.
遥感图像纹理信息复杂, 各类别尺度多变, 背景复

杂等特殊原因, 导致遥感图像分割仍存在很多问题, 例
如复杂结构的目标无法完整识别, 各目标之间存在错

分和漏分现象, 并且深度神经网络往往计算量大, 为了

能更加效率、更精确地实现地物信息的提取, 本文提

出一种基于 U-Net网络的图像分割方法来对遥感图像

中的地物进行分割. 以 EfficientNetV2[12] 为编码网络替

换原来 U-Net 网络的编码部分, 在解码部分使用卷积

结构重参数化, 灵感来源于 Ding等人[13] 提出的 RepVGG
网络, 并且在解码网络的下层分支结构中结合 SE通道

注意力机制[14], 命名为 RepVGG-SE 模块, 通过多尺度

卷积获得不同感受野的特征图并通过下采样模块注入

到网络深层, 更好地融合上下文信息. 实验证明, 本方

法在所有对比网络中指标均为最高, 并且参数量和计

算量大大减小, 提升了训练和推理效率.

 1   网络结构

 1.1   原始 U-Net 网络结构

U-Net网络结构如图 1所示, 由编码部分和解码部

分组成. 在编码网络中, 在每次下采样之前使用 2个卷

积核为 3×3 的卷积层进行特征提取, 卷积之后使用

ReLU激活函数, 使用大小为 2×2的最大池化操作减少

特征维度, 增大感受野. 每经过一次下采样, 图像尺寸

缩小一半, 维度加倍, 通过这种重复的操作可以充分提

取图像的高层特征和过滤掉不需要的信息. 解码部分

使用反卷积进行上采样, 上采样之后同样使用 2 个卷

积核为 3×3的卷积层, 逐步恢复图像的细节信息, 并最

终恢复特征图至输入图片的尺寸. 每经过一次上采样,
图像尺寸增大一倍, 维度减半. 编码部分和解码部分对

应阶段之间使用跳跃连接结构, 复用低层次特征信息,
更好地还原图像细节信息.
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图 1    U-Net网络结构
 

 1.2   EfficientNetV2 网络结构

2021 年, Tan 等人[12] 提出 EfficientNetV2 网络模

型, 是 EfficientNet 网络模型[15] 的改进版本, 不仅特征

提取能力非常强, 参数量、计算量和推理效率都得到

了很好的权衡. EfficientNet 网络, 主要存在以下问题,
当训练图像尺寸很大时, 训练速度非常慢; 在网络浅层

中使用 depthwise convolutions (DWConv)速度会很慢;
每个 stage 的深度和宽度同等放大是次优的 .  对此 ,
EfficientNetV2网络做了以下改进.

在 EfficientNet 中使用了很多卷积核为 5×5 的卷

积层, 而在 EfficientNetV2 中更偏向使用卷积核为
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3×3 的卷积层, 由于 3×3 的卷积层感受野要小于 5×5
的卷积层, 因此需要堆叠更多的层结构来增加感受野.
expansion ratio 由原来的 6 减小为 4, 目的是减少内存

访问的开销. 由于每个 stage对网络的训练速度和参数

数量的贡献并不相同, 因此采用非均匀的缩放策略来

缩放模型. 虽然 DWConv 结构比普通卷积拥有更少的

参数和计算量, 但是通常无法充分利用一些加速器, 因
此在 MBConv 模块的基础上, 使用 Fused-MBConv
模块来解决这一问题, 通过将 DWConv 替换成普通的

3×3 卷积, 能够明显提升训练速度. MBConv 模块结构

和 Fused-MBConv 模块结构如图 2 所示. 在浅层网络

部分, 堆叠 Fused-MBConv 模块, Fused-MBConv 模块

包含普通 3×3 卷积进行升维, 1×1 卷积降维, Swish 激

活函数, Dropout 层, 并将 SE 注意力机制嵌入到模块

中. MBConv由 DWConv、1×1卷积升维和降维、Swish
激活函数、Dropout层、SE通道注意力机制组成.
 

Depthwise

Conv3×3

SE

Conv1×1
Conv1×1

SE

Conv3×3
Conv1×1

(b) Fused-MBConv

H, W, C

H, W, 4C

H, W, C

(a) MBConv 
图 2    Fused-MBConv和MBConv结构

 

本实验选用 EfficientNet 网络的 EfficientNetV2-S
结构作为改进 U-Net模型的编码网络.
 1.3   R epVGG-SE 模块

对于一般通用模型来说, 例如 VGG[16] 网络, 相对

于各种多分支架构 (ResNet[17], Inception[18], DenseNet[19]),
性能更差, 然而, 多分支结构的缺点是推理时需要消耗

大量的计算资源, 因此, 通过卷积结构重参数化的方式,
将多分支模型等价转换为单路模型, 使得整个网络结

构在推理上更加简单, 这样既利用了多分支模型训练

时性能高的优势, 又利用了推理时单路模型速度快、

y = x+ f (x) x f (x)

y = g(x)+ f (x) y =

b(x)+g(x)+ f (x) x f (x) y =g(x)+ f (x)

b(x) g(x) f (x) x

y = h(x) h(x)

节省内存的特点. 在 RepVGG 网络中, 借鉴 ResNet 网
络的思想, 构建 RepVGG模块, RepVGG模块如图 3所
示. ResNet的 ResBlock构建了一个短连接模型信息流

, 当 和 维度不匹配时, 上述信息流则转

变成 , 在 RepVGG 模块中, 信息流为

, 若 和 维度不匹配,  ,
其中 、  和 分别为 通过 batch normalization
(BN)[20]、1×1 卷积和 3×3 卷积的同层分支连接, 在推

理时, 网络分支架构等价于 , 其中 仅由一个

3×3卷积层实现, 参数通过线性组合方式从已训练好的

模型中转换得到. 相比于其他卷积核, 3×3 卷积计算密

度更高, 更加有效, 单路架构并行度也更高, 更节省内存.
 

Conv

1×1

Conv

3×3

BNBN

ReLU

Conv

3×3

ReLU

BN

 
图 3    RepVGG模块结构图
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γ β
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卷积结构重参数化训练后, 通过代数进行变换.
RepVGG 模块中 1×1 卷积相当于一个退化的 3×3 卷

积, 将 1×1 卷积核用 0 进行填充, 即可得到 3×3 卷积,
identity分支是一个特殊 1×1卷积, 以单位矩阵为矩阵

核, 整个分支在训练期间都通过了 BN 层. 此外, 还整

合了卷积层和 BN 层之间的特征. 式 (1)、式 (2) 分别

为卷积层和 BN 层公式, 将卷积层带入 BN 公式, 得到

式 (3), 在训练时卷积层不设置 参数, 即式 (1) 中没

有 . 经过 BN后的卷积由式 (3)控制, 得到一个新的卷

积 ,  只不过考虑了 BN 的参数 ,  训练阶段训练 、

和 参数, 最终融合的结构由式 (4) 表示. 通过变换,
RepVGG 模块仅具有一个 3×3 卷积核, 两个 1×1 卷积

核以及 3 个 参数, 3 个 参数可以直接通过 add
方式合并为一个 , 新的卷积核可以将 1×1卷积核参

数加到 3×3 卷积核的中心点得到, 所有分支特征和最

终偏置将分配给一个新的 3×3 的偏置卷积, 再进入

ReLU激活函数.

Conv(x) =W(x)+b (1)
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BN(x) = γ× (x−mean)
√

var+ε
+β (2)

BN(Conv(x)) =
γ×W(x)
√

var+ε
+

(
β− (γ×mean)

√
var+ε

)
(3)

BN(Conv(x)) =Wfused(x)+Bfused (4)

在传统的卷积池化过程中, 默认特征图的每个通

道都是同等重要的, 而实际问题中, 不同通道的重要性

是有差异的. SE 通道注意力机制目的在于关注特征图

不同通道之间的关系, 希望模型可以学习到不同通道

特征的重要程度, 帮助网络模型更好地学习到有用特

征. SE模块结构如图 4所示.
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图 4    SE模块

 

C×W ×H

C×1×1

一个 SEBlock 分为 squeeze 和 excitation 两个过

程, 首先 squeeze 过程是对输入的 图进行全

局平均池化操作, 在全局感受野上对全局信息进行编

码, 得到 压缩特征向量, 如式 (5)所示:

Fsq =
1

H×W

H∑
i=1

W∑
j=1

xc(i, j) (5)

i j xc其中,  和 表示特征图上像素点的位置,  表示具体位

置的像素值. Excitation 过程为进入两个全连接层, 第
1个全连接层进行降维处理, 第 2个全连接层进行升维

处理为原通道数, 目的是拟合通道间复杂的相关性, 建
立起各通道之间的权重关系, 最后接入一个 Sigmoid
层, 生成通道之间 0–1的注意力权重信息, 此过程如式 (6)
所示:

Wc = Fex = σ(W1(δ(W0(Fsq)))) (6)

W0 W1 δ

σ Wc

其中,  和 表示两个全连接层,  表示 ReLU 激活函

数,  表示 Sigmoid 激活函数,  为最终得到的通道注

意力权重向量. 生成的权重向量与原始特征图做点乘

操作, 增强信息量大的特征, 抑制无用的特征.

x = x⊙Wc (7)

⊙ x C×H×W其中,  表示点乘操作,  为 大小的输入特征图.
Goyal等人[21] 于 2021年提出 ParNet模型, 该模型

深度仅为 12 层. ParNet 中有一个关键组件, 作者称为

RepVGG-SSE 模块, 这是一个经过修改的 RepVGG 模

块, 在 identity 分支结构中带有一个专门构建的 skip-
squeeze-excitation (SSE)模块, 该模块基于上文提及的

SEBlock, 但 RepVGG-SSE 模块仅适用于层数较少的

神经网络, 因此, 本文直接将 SSE替换为 SEBlock, 称为

RepVGG-SE模块, 将该模块用于解码网络. RepVGG-SE
模块如图 5所示.
 

SE

BN

Global
avg pool

Conv

1×1

ReLU

Conv

1×1

Sigmoid

Conv

1×1

Conv

3×3

BNBN

ReLU

Conv

3×3

ReLU

SESE

 
图 5    RepVGG-SE模块

 

 1.4   多尺度卷积融合模块

EfficientNetV2网络开始阶段以卷积核为 3×3、步

长为 2 的卷积进行特征提取和下采样, 在图像分割任

务中, 存在的问题是感受野不够大, 无法获取足够多的

特征信息和细节信息, 而遥感图像中目标类别尺度多

变, 为了能够得到不同尺度更加丰富的特征信息, 采用

多尺度卷积模块, 如图 6所示.
 

Conv3×3+BN

+SiLU

Conv5×5+BN

+SiLU

Conv7×7+BN

+SiLU

Conv3×3+

BN+SiLU
Cat

 
图 6    多尺度卷积模块

 

多尺度卷积模块中, 进行多尺度卷积操作, 卷积核

大小分别为 3×3、5×5和 7×7, 不同卷积核大小的卷积

拥有不同大小的感受野, 然后将各个多尺度卷积操作

后的特征图进行拼接, 以一个卷积核大小为 3×3 的卷

积将多尺度特征进行融合, 形成一个包含不同尺度更

多特征信息的特征图. 为了和 EfficientNetV2网络更好
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地融合, 采用 SiLU函数进行非线性激活.
为了将多尺度特征信息更好地和网络进行融合,

同时 EfficientNetV2网络使用了较多的 Fused-MBConv
模块和MBConv模块, 网络层数较深, 损失了较多的细

节信息, 因此采用如图 7所示的下采样模块, 将浅层特

征信息注入到深层网络, 同时弥补深层网络的细节特

征信息损失.
 

SiLU

BN
BN

Conv1×1

Conv3×3 S=2

Max pooling

 
图 7    下采样模块

 

原始 U-Net网络中采用最大池化的方式进行下采

样, 但丢失了特征图较多的信息, 为了保留更多的上下

文信息, 设计了下采样模块, 具体为包含两个分支, 一
个分支是典型的最大池化下采样方式, 然后通过 1×1
卷积进行特征图维度的改变, 一个分支采用 3×3 卷

积、步长为 2 的方式进行下采样, 最后两个分支通过

对应元素求和的方式进行融合, 以 SiLU函数进行非线

性激活, 以保留更多的特征信息.
 1.5   网络整体结构

本文以 U-Net 网络为基础, 对 U-Net 网络模型进

行改进, 网络结构如图 8所示. 网络整体分为编码和解

码, 编码部分, 利用 EfficientNetV2-S网络替换原始 U-
Net 网络的编码部分 ,  编码器有 5 种输出 ,  即 1/2、
1/4、1/8、1/16 和 1/32 的 5 种特征图, 1/32 的特征图

作为解码端的输入, 其余 4 种特征图作为跳跃连接的

编码特征与解码端进行拼接融合. 解码部分, 通过反卷

积的操作将特征图的尺寸扩大为原来的 2倍并逐步将

特征图恢复至原图片分辨率大小, 并与编码部分的 4种
编码特征进行拼接操作, 以融合获得更多的特征信息

和细节信息, 最后通过输出层将特征图映射成特定数

量的类别进行像素类别预测, 获得分割结果. 编码网络

中, 通过引入 RepVGG-SE模块进行加深处理, RepVGG-
SE 模块是一个多分支结构, 训练时保持多分支结构,
和单路架构相比, 分支结构进一步融合了细节信息和

语义信息, 提取的特征表达能力更强, 提高了训练性能,
推理时进行卷积结构重参数化转换为一个 3×3卷积和

SEBlock, 提升推理速度, 节省内存, 在 identity 分支结

构中的 SE通道注意力机制, 能够建立起通道维度上的

依赖关系, 增强有用信息的表达, 抑制无效特征. 经过

实验, 在解码网络下层使用 RepVGG-SE 模块, 上层使

用 RepVGG 模块效果最好. 当输入维度和输出维度不

匹配时, RepVGG 模块没有 identity 分支, 只有 1×1 和

3×3 卷积分支. 多尺度卷积模块, 以不同卷积核大小的

卷积进行特征提取, 然后将多尺度卷积获得的特征图

进行拼接融合, 通过下采样模块, 将浅层信息注入到深

层网路中, 使多尺度特征信息更好地与网络各层进行

融合, 同时弥补了深层网络中丢失的细节信息.
 

Fused-MBConv

Fused-MBConv

Fused-MBConv

Fused-MBConv

Fused-MBConv

Fused-MBConv

Fused-MBConv

Fused-MBConv

Fused-MBConv
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MBConv

MBConv
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MBConv

MBConv

MBConv MBConv MBConv
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Concat

RepVGG

RepVGG-SE
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Concat
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Concat

RepVGG
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RepVGG
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Upsample
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16×16×160MBConv×14

MBConv×14 8×8×256

32×32×64

64×64×48

128×128×24

…

Fused-MBConv×3

Fused-MBConv×2
Muti-Scale

Conv

DownSample

DownSample

DownSample

DownSample

Fused-MBConv×3

Conv3×3 S=2

S=2

S=2

S=2

S=2

…

 
图 8    改进网络结构图

 

 2   实验

 2.1   实验环境

本实验基于 64位 Ubuntu 20.04系统, 使用 PyTorch
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深度学习框架搭建模型, 实验代码基于 Python 3.6 实

现, CPU为 AMD Ryzen9 3900x, GPU为一块 NVIDIA
GeForce 2070S (8 GB).
 2.2   数据集及预处理

本实验数据为“CCF卫星影像的 AI分类与识别竞

赛”数据集 .  数据集共 5 个类别 ,  为植被、建筑、水

体、道路和其他. 数据集中包含人工标注的遥感图像

共 5 张, 因此随机选取其中 4 张作为训练集, 1 张作为

测试集. 由于图像较少, 并且每张图像尺寸各异, 单幅

图像尺寸过大不能直接送入网络, 因此将遥感图像和

标签图切割成 256×256 像素大小的图片, 为了缓解类

别不均衡问题, 对数据中包含道路和水体的图片进行

过采样, 测试集做同样处理. 为了增强网络的泛化性和

鲁棒性, 采用数据增强的方式增加训练集的多样性, 具
体为, 将图片翻转 90°、180°和 270°, 同时使用 PyTorch
深度学习框架的在线增强功能, 使同一批次的图像进

行随机水平翻转, 到达丰富训练集数据的目的.
 2.3   网络配置

 2.3.1    标签平滑

标签平滑[22] 是一种损失函数的修正, 神经网络训

练过程中往往对预测变得“过于确信”, 造成过拟合现

象, 同时, 数据集可能存在标注错误的情况, 需要神经

网络一定程度上去减少对错误答案的建模. 标签平滑

技术可以提高神经网络对新数据的预测能力, 增强泛

化能力, 是降低模型过拟合程度的一种正则化方法. 本
实验将标签平滑用于交叉熵损失函数.
 2.3.2    损失函数

图像分割一般采用交叉熵损失函数, 多分类交叉

熵损失函数如式 (8)所示:

loss = − 1
N

∑
i

M∑
c

yic log(pic) (8)

N M yic

i c

pic i c

其中,  表示样本总数,  表示类别数量,  表示样本

的真实类别, 如果样本的真实类别为 则取 1, 否则取

0,  表示样本 属于类别 的预测结果.

|X∩Y | X Y X Y

X

Y

Dice 系数用于计算两个图像之间的相似度, 如式

(9) 所示.  表示集合 和 的交集,  和 表示其元

素的个数, 对于分割任务,  表示 ground truth分割图像,
表示预测的分割图像. Dice 损失函数如式 (10) 所示:

s =
2|X∩Y |
|X|+ |Y | (9)

LDice = 1− 2|X∩Y |
|X|+ |Y | (10)

当使用交叉熵损失函数时, 标签分布越不平衡, 训
练就越困难, 会使模型偏向占比更高的类别, Dice损失

函数能够缓解类别不均衡的情况, 但一般情况下, Dice
损失函数会对反向传播造成不利的影响, 容易使训练

变得不稳定, 因此, 本实验使用带标签平滑的交叉熵损

失函数和 Dice 损失函数组合的方式, 两个损失函数权

重占比分别为 50%, 计算公式如下:

Lall = 0.5×LSCE+0.5×LDice (11)

 2.3.3    训练策略

神经网络在刚开始训练时是非常不稳定的, 模型

权重会迅速改变, 当 batch size 较小时, 样本之间的方

差较大, 可能会出现提前过拟合现象, 采用 warmup 训

练策略, 在 batch size较少情况下保持数据分布的稳定

性和模型深层的稳定性.
训练过程中, 算法可能会陷入局部最优点, 无法得

到更好的训练结果, 通过使用余弦退火策略, 使模型能

够“跳出”当前的局部最优点.
训练策略为前 5个 epoch使用 warmup策略, 以保

持模型的稳定性, 后面使用余弦退火策略, 整个训练过

程学习率如图 9所示.
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图 9    学习率变化曲线图

 

 2.3.4    参数设置

β1 β2

本实验使用 AdamW优化器[23], AdamW优化器是

Adam优化器[24] 的改进, 指数衰减率 =0.9,  =0.999,
权重衰减为 1E–3, 设置批次输入大小为 12, 训练 70个
轮次, 余弦退火学习率最高为 1E–3, 最低为 1E–4, 变化

区间为 0.1倍, 改进模型的编码网络中加入了预训练模

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2022 年 第 31 卷 第 12 期

140 软件技术•算法 Software Technique•Algorithm

http://www.c-s-a.org.cn


型, 这部分网络的学习率最高为 5E–4, 最低为 5E–5.
 2.4   评价指标

k+1 pii i

i p j j j

j pi j i j

p ji j i

假设数据集有 个类别, 则 表示实际为 类且

预测为 类的像素数量 (TP),  表示实际为 类且预测

为 类的像素数量 (TN),  表示实际为 类而预测为 类

的像素数量 (FP),  表示实际为 类而预测为 类的像

素数量 (FN). 通过计算像素准确率 (PA)、Kappa 系

数、平均交并比 (MIoU)、Macro-F1 对各网络模型进

行评估和比较. 各项指标计算公式如下:

PA =

k∑
i=0

pii

k∑
i=0

k∑
j=0

pi j

(12)

po =

k∑
i=0

pii

k∑
i=0

k∑
j=0

pi j

(13)

pe =

k∑
i=0

 k∑
j=0

pi j×
k∑

j=0

p ji

 k∑
i=0

k∑
j=0

pi j


2 (14)

Kappa =
po− pe

1− pe
(15)

IoUi =

k∑
j=0, j,i

pii

pii+ pi j+ p ji
(16)

MIoU =
1

k+1

k∑
i=0

IoUi (17)

precisioni =
pii

k∑
j=0

pi j

(18)

recalli =
pii

k∑
j=0

p ji

(19)

F1i = 2× precisioni× recalli
precisioni+ recalli

(20)

Macro-F1 =
1

k+1

k∑
i=0

F1i (21)

 3   实验结果与分析

 3.1   网络性能对比

本实验选取的对比网络如下, 3个主流的图像分割

网络, 分别为 FCN-8s、SegNet[25]、DeepLabV3+[26], 本
实验的基线网络 U-Net, 以及基于 U-Net网络的一些改

进网络, 分别为 UNet++、U2-Net、Attention U-Net, 其
中 DeepLabV3+训练加入了预训练模型, 由于显存大小

限制, U2Net批次输入大小为 10, 对比实验的数据集划

分一致, 使用相同的训练策略, 每个网络训练 70轮, 使
用 PA、Kappa、MIoU 和 Macro-F1作为评价指标, 对
比结果如表 1所示.
 
 

表 1     不同方法在测试集上的各项指标对比
 

方法 PA (%) Kappa MIoU (%) Macro-F1 (%)
FCN-8s 83.59 0.758 9 75.63 85.94
SegNet 82.41 0.742 9 74.74 85.30

DeeplabV3+ 85.81 0.792 4 79.16 88.21
U-Net 86.99 0.809 7 80.67 89.16
UNet++ 85.31 0.785 4 78.96 88.02
U2-Net 86.38 0.800 4 80.50 89.02
Att U-Net 87.17 0.812 3 80.88 89.29

本文 87.56 0.818 0 81.72 89.80
 
 

如表 1所示, 本文方法的 PA 为 87.56%, Kappa 系

数为 0.818、MIoU 为 81.72%, Macro-F1 为 89.8%, 与

主流分割网络 FCN-8s、SegNet 和 DeepLabV3+相比,

本文方法在各项指标上均高于这些网络, 在这些网络

中, DeepLabV3+网络的分割性能最好. U-Net是基于编

码解码结构的网络, 并加入了大量的跳跃连接, 也是本

次实验改进的基线网络, U-Net 网络分割结果 PA 为

86.99%, Kappa 系数为 0.809 7, MIoU 为 80.67%, Macro-

F1 为 89.16%, 同时, 实验表明 U-Net 网络分割结果优

于对比的主流分割网络, 表明了 U-Net 网络相比这些

分割网络更加适合遥感图像分割任务. 本文方法和 U-

Net网络相比, PA 高了 0.57%, Kappa 系数高了 0.008 3,

MIoU 高了 1.05%, Macro-F1 高了 0.64%, 表明了本文

方法相比于原始 U-Net 网络学习能力更强, 分割性能

更好. 在与 U-Net改进的网络对比中, 本文方法在各项

对比指标中也均取得最高值. 图 10给出了本文改进的

网络和进行对比的各个网络的实验分割对比结果.
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(a) 遥感图像 (b) 标签图 (c) FCN (d) SegNet (e) DeeplabV3+ (f) U-Net (g) UNet++ (h) U2-Net (i) Attention U-Net (j) 本文 

图 10    各网络模型的分割结果
 

图 10中已将标签图片转换为 RGB3通道图片, 其

中植被为绿色 (0, 128, 0), 建筑为红色 (128, 0, 0), 水体

为蓝色 (0, 0, 128), 道路为黄色 (128, 128, 0), 其他为黑

色 (0, 0, 0). 从对比图片中可以看出, 本文方法更好地

改善了各目标错分和漏分的现象, 同时对于不同尺度

的目标能更好地识别并完整分割, 更加接近标签图片,

分割细节也比其他网络更加精细.

本文算法利用更好的编码网络、多尺度卷积融合

模块、通道注意力机制和卷积结构重参数化的方法,

增强了网络特征提取的能力, 使网络对遥感图像中不

同尺度目标的感知能力更强, 加强了有用通道信息的

关注度, 因此, 本文算法在每项指标上都取得了最高的

结果, 表明了本文网络模型的有效性.

 3.2   网络轻量化

本实验通过 PyTorch 深度学习框架的轻量级网络

分析工具 torchstat 对网络模型的参数量 (parameters,
Params) 和计算量 (floating point operations, FLOPs)
进行统计, 统计结果如表 2所示.
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表 2     不同方法的参数量和计算量对比
 

方法 Params (M) FLOPs (G)
FCN-8s 14.72 20.09
SegNet 29.44 40.25

DeepLabV3+ 54.70 20.76
U-Net 31.04 46.14
UNet++ 9.16 34.65
U2-Net 44.07 37.90
Att U-Net 31.39 47.23

本文 21.40 5.67
 
 

从表 2可知, UNet++网络的参数量最低, 为 9.16 M,
主要原因为 UNet++网络从 32 通道开始至 512 通道,
相比于原始 U-Net 网络从 64 通道到 1 024 通道, 参数

量大大减小, 参数量最高的网络为 U2-Net 网络, 为
44.07 M. 原始 U-Net网络参数量为 31.04 M, 相较于原

始 U-Net, 本实验改进的网络参数量为 21.4 M, 比原始

U-Net 网络的参数量减少了 9.64 M, 在所有对比网络

中, 只比 UNet++网络和 FCN8s网络参数量高. 计算量

方面, 对比的网络中计算量普遍较高, 最高的网络为

Attention U-Net, 计算量为 47.23 G, 原始 U-Net网络计

算量为 46.14 G, 在所有网络中计算量从大到小排第二.
本实验方法的计算量最低, 为 5.67 G, 相较于原始 U-
Net 网络 46.14 G 的计算量, 本文方法计算量减小了

40.47 G, 减小了接近 88% 的计算量, 同时相比于其他

对比的网络, 计算量也大大减小.
本实验记录了训练过程所消耗的时间, 并对测试

集进行测试, 设置批次输入大小为 12, 从加载数据后进

行测试时开始计时, 所有图片全部预测后停止计时, 记
为测试时间, 实验结果如表 3所示.
  

表 3     不同方法训练时间和测试时间对比
 

方法 训练时间 测试时间 (s)
FCN-8s 5 h 55 min 6.08
SegNet 12 h 51 min 10.98

DeepLabV3+ 10 h 46 min 11.56
U-Net 15 h 3 min 13.71
UNet++ 17 h 8 min 15.63
U2-Net 32 h 47 min 17.83
Att U-Net 15 h 37 min 15.11

本文 6 h 49 min 6.52
 
 

从表 3 可知, FCN-8s 网络的训练时间和测试时间

都为最短, 除 FCN-8s 和本文方法外, 其余网络训练时

间都普遍较长, 训练时间最长的为 U2-Net 网络, 几乎

是 U-Net 网络训练时常的两倍. 原始 U-Net 网络训练

训练时间为 15 h 3 min, 测试时间为 13.71 s, 而本文方

法训练时间为 6 h 49 min, 测试时间为 6.52 s, 相较于原

始 U-Net网络, 训练时间和测试时间都大大减少, 减少

可达 50%以上.
本文方法通过将原始 U-Net网络的编码网络替换

为 EfficientNetV2-S网络, 同时训练后将分支结构通过

结构重参数化方法融合为单路结构, 相比于分支结构

进一步减少推理时的参数量和计算量. 实验结果表明,
本文方法相较于原始 U-Net 网络, 参数量、计算量、

训练时间和测试时间都大大减少, 网络更加轻量化.
 3.3   模型验证

为了验证本文改进的网络以及网络的各个改进模

块的有效性, 进行消融实验证明. 消融实验是通过设置

基线网络是否使用某一个模块来实现的 ,  并以 PA、
Kappa、MIoU 和 Macro-F1 指标来进行衡量, 并统计

网络的参数量、计算量、训练时间和测试集测试时间.
实验中, 每个网络训练参数相同, 并且都在同一环境下

运行, 得到的测试结果对比如表 4所示.
  

表 4     消融实验在测试集上评价结果对比
 

方法 PA (%) Kappa MIoU (%) Macro-F1 (%)
U-Net 86.99 0.809 7 80.67 89.16

U-Net+E 87.18 0.812 8 81.10 89.43
U-Net+E+R 87.30 0.814 4 81.47 89.64
U-Net+E+M 87.35 0.815 3 81.56 89.70

U-Net+E+R+M 87.56 0.818 0 81.72 89.80
 
 

表 4 中 E 代表编码网络替换为 EfficientNetV2-S,
R表示在解码网络使用 RepVGG和 RepVGG-SE模块,
M表示使用多尺度卷积融合模块. 如表 4所示, 在编码

部分使用 EfficientNetV2-S 进行替换后, 相较于原始

U-Net 网络, PA 提高了 0.19%, Kappa 提高了 0.003 1,
MIoU 提高了 0.43%, Macro-F1 提高了 0.27%. 在此基

础上, 通过添加 RepVGG 模块和 RepVGG-SE 模块后,
比原始 U-Net 网络 PA 提高了 0.31%, Kappa 提高了

0.004 7, MIoU 提高了 0.8%, Macro-F1 提高了 0.48%.
通过添加多尺度卷积融合模块, 相比原始 U-Net 网络

PA 提高了 0.36%, Kappa 提高了 0.005 6, MIoU 提高了

0.89%, Macro-F1提高了 0.54%. 在添加全部模块后, 即
本文方法, 相比于原始U-Net网络, PA 提高了 0.57%, Kappa
系数提高了 0.008 3, MIoU 提高了 1.05%, Macro-F1提
高了 0.64%. 表 5 给出了消融实验各网络的参数量和

计算量, 以及在数据集上训练和测试的时间.
EfficientNetV2中大量使用了 DWConv结构, 使得

网络整体的参数量和计算量得以减少, 但 DWConv 在

浅层网络运行较慢, 因此, 为了优化网络运行速度, 提
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出 Fused-MBConv 模块并在浅层网络部分进行使用,

这一模块通过将 DWConv 替换成普通的 3×3 卷积, 能
够明显提升网络速度. 在编码部分, 由于编码网络替换

为 EfficientNetV2-S后, 解码网络的通道数从 256开始

至最后的 24通道, 相比于原始U-Net网络通道数从 1 024

开始, 通道数减小很多, 这也是参数量和计算量大大减

少的原因, 同时, 训练后通过将分支结构进行融合成一

个普通 3×3 卷积, 能够进一步在分支结构的基础上减

小推理时的参数量和计算量, 并充分利用底层对 3×3

卷积优化加速的优势, 以更进一步提升网络推理时的

运行速度. 多尺度特征融合模块因为卷积核变大, 因此

增加了一定的参数量和计算量 .  在编码网路下层的

RepVGG-SE 模块中, 由于 identity 分支中使用了通道

注意力机制, 该条分支没有和其他分支进行融合合并,
因此增加了一定的参数量和计算量. 表 6 给出了本文

方法的分支结构融合前和融合后的对比结果.
 
 

表 5     消融实验在网络轻量化方面结果对比
 

方法 Params (M) FLOPs (G) 训练时间 测试时间 (s)
U-Net 31.04 46.14 15 h 3 min 13.71

U-Net+E 20.88 4.51 5 h 3 min 5.48
U-Net+E+R 20.89 4.51 5 h 21 min 5.50
U-Net+E+M 21.40 5.68 6 h 33 min 6.63

U-Net+E+R+M 21.40 5.67 6 h 49 min 6.52
 
 

表 6     分支结构融合前和融合后对比
 

融合

前后
PA (%) Kappa MIoU (%)

Macro-F1
(%)

Params
(M)

FLOPs
(G)

融合前 87.56 0.818 0 81.72 89.80 21.50 5.77
融合后 87.56 0.818 0 81.72 89.80 21.40 5.76

 
 

由表 6可知, 在分支结构融合前和融合后, 每项指

标的结果都一样, 表明了分支结构融合的可行性和有

效性, 同时, 参数量和计算量相比未融合前有了减少,
提高了网络推理时的效率, 使模型更加的轻量化. 本文

方法通道数最多为 256, 因此融合后参数量和计算量减

少相对较少, 如果网络层数更深并且特征图通道数更

多, 分支结构融合后减少的参数量和计算量更大.
 3.4   高分辨率遥感图像分割验证

遥感图像通常为高分辨率图像, 图像尺寸较大, 由
于硬件设备的限制, 无法直接对高分辨率遥感图像进

行分割, 因此将高分辨率图像切割成 256×256 大小的

图片, 再送入网络进行分割得到分割结果, 最后进行拼

接得到最终的高分辨率图像分割结果.

切割和拼接过程中, 如果直接按照普通滑动窗口

的方式以 256 为步长进行切割, 可能会破坏目标的完

整性, 导致分割结果不够准确和精细, 并且直接拼接后

会存在两张图片拼接处细节不足等问题, 因此采用以

256为步长, 重叠区域为 128对高分辨率遥感图像进行

滑动窗口切割, 切割到图片边缘时不足 256 尺寸则以

边缘为起点后退 256 步长切割边缘图片, 横向和纵向

都采用此方式进行切割; 拼接复原时, 以两张图片重叠

区域的一半为界, 舍去各自的边缘部分后, 再进行拼接,
横向和纵向都采用此方式, 这样就很大程度上避免了

上述存在的问题. 实验采用的模型为第 3.1节所训练的

模型, 对比结果如表 7和图 11所示.
  

表 7     不同方法在高分辨率图像分割的各项指标对比
 

方法 PA (%) Kappa MIoU (%) Macro-F1 (%)
FCN-8s 83.40 0.731 0 73.44 84.52

SegNet 82.50 0.718 3 70.05 82.28

DeeplabV3+ 85.81 0.772 1 76.21 86.46

U-Net 86.72 0.785 8 78.36 87.81

UNet++ 84.53 0.749 6 74.90 85.56

U2-Net 86.05 0.775 6 78.25 87.73

Att U-Net 86.99 0.790 4 79.39 88.45

本文 87.55 0.800 2 80.96 89.41
 
 

由表 7可知, 本文方法的 PA 为 87.55%, Kappa 为

0.800 2, MIoU 为 80.96%, Macro-F1为 89.41%, 在所有

对比网络中各项指标均取得了最高值. 相较于原始 U-
Net, PA 提高了 0.83%, Kappa 提高了 0.014 4, MIoU 提

高了 2.6%, Macro-F1提高了 1.6%.
从图 11中也可以看出, 本文方法在大场景环境下

分割结果更加准确, 目标分割更加完整, 分割结果更加

接近真实标签图片.
如表 8 所示, 在使用本文改进模型进行高分辨率

遥感图像分割时, 通过使用改进的切割和拼接方法后,
各项指标均得到大幅提升, 表明本文提出的方法对于

大场景高分辨率图像的分割具有先进性.

 4   结论语

本文基于 U-Net提出了一种用于遥感图像分割的

改进网络, 该网络使用 EfficientNetV2-S作为编码网络,
提高特征提取能力并且更加轻量化, 使用卷积结构重

参数化方法, 训练时多分支结构, 增强网络训练性能,
推理时将多分支结构融合为单路结构, 提高推理效率,
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并在支路使用通道注意力机制, 强化有用特征, 抑制无

效信息, 在网络编码部分结合多尺度卷积模块融合多

尺度特征, 使用下采样模块将浅层信息传递到深层网

络, 增强网络对不同尺度目标特征的提取能力, 也更好

地结合上下文信息. 实验中, 通过裁剪和过采样高分辨

率遥感图像生成实验数据, 使用 warmup和余弦退火组

合的训练策略, 使用标签平滑的交叉熵损失函数和 Dice
损失函数的组合缓减过拟合和类别不均衡的问题, 实

验结果表明, 本文改进网络在所有对比的网络中各项

指标均为最高, 并且通过消融实验验证了各模块对于

网络分割性能的有效性, 改进的网络相较于原始 U-
Net参数量和计算量都大大减少, 网络性能更高的同时

更加轻量化, 在大场景高分辨率图像中也取得了最好

的效果. 本文方法整体改善了各目标错分和漏分的现

象, 加强了各尺度目标的完整识别, 提高了遥感图像分

割性能, 证明了本文方法的有效性.
 

(a) 遥感图像 (b) 标签图 (c) FCN (d) SegNet

(f) U-Net (g) UNet++ (h) U2-Net (i) Attention U-Net

(e) DeepLabV3+

(j) 本文 

图 11    各网络模型高分辨率遥感图像分割结果
 
 
 

表 8     不同切割拼接方法的各项指标对比
 

方法 PA (%) Kappa MIoU (%) Macro-F1 (%)
普通方法 84.84 0.755 1 75.74 86.12
本文 87.55 0.800 2 80.96 89.41
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