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摘　要: 空气质量预测工作对于人们的生活日常出行具有非常重要的意义. 长短时记忆网络作为一种新型的深度学

习循环神经网络, 对于时间序列数据表现出良好的预测能力. 但是针对神经网络模型在训练过程中一般凭借经验进

行参数选择, 训练周期长, 预测精度低, 结果不可靠的问题, 本文提出了一种基于鲸鱼优化算法的双向长短时记忆网

络模型, 即WOA (whale optimization algorithm)-BiLSTM (bidirectional long short-term memory)模型. 双向长短时记

忆网络凭借其前向和后向的双向网络结构, 能够加强序列数据信息的记忆能力, 而WOA算法可以依据鲸鱼捕食时

气泡网捕食的方法, 协助 BiLSTM 模型在训练过程中找到最优的网络参数. 将该模型用于陕西省 AQI (air quality
index) 预测, 并分别和 BiLSTM、LSTM 模型进行对比, 发现本文提出的模型预测结果最好, MAE 值为 6.543 3,
R2 值达 0.989 9. 将该模型用于空气质量预测领域具有良好的理论和实践意义.
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Abstract: Air quality prediction is of great importance for people’s daily travel. As a new recurrent neural network
(RNN) of deep learning, the long short-term memory (LSTM) network demonstrates good prediction ability for time
sequence data. However, neural network models generally rely on experience for parameter selection during training and
have a long training period, low prediction accuracy, and unreliable prediction results. Considering this, this study
proposes a bidirectional LSTM model based on the whale optimization algorithm (WOA), namely, the WOA-BiLSTM
model. Specifically, the BiLSTM network can enhance the memory capability of sequence data information by its forward
and backward network structure, and WOA can assist the BiLSTM model in finding the optimal network parameters
during the training process on the basis of the bubble-net hunting strategy of whales. The model is applied for air quality
index (AQI) prediction in Shaanxi Province and compared with BiLSTM and LSTM models separately, and it is found
that the proposed model registers the best prediction result with the MAE value of 6.543 3 and R2 value of 0.989 9.
Therefore, the model is of solid theoretical and practical significance for applications in air quality prediction.
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伴随着我国生态建设力度的加大, 空气质量问题

成为生态问题的重要组成部分, 空气质量的好坏有关

国家建设“绿水青山”的使命, 有关社会环境治理问题,
有关人民身体健康问题. 我国每年因为大气污染造成

呼吸道疾病感染而死亡的人数高达数百万, 空气中雾

霾、浮尘等颗粒严重影响了空气质量, 因此能够很好

地预测空气质量问题成为人们亟需解决的一大课题.
顺应大数据时代的到来, 很多研究人员已经做了一些

针对空气质量预测的相关工作[1,2].
早些年间, 人们对于空气质量的预测多基于生活

中的主观经验, 这显然缺乏一定的科学性. 后来, 人们

也基于数学方法来进行建模, 从而对空气质量问题完

成了很好的预估[3]. 例如, 杨宁等人运用时间序列分析

方法, 借助 SPSS软件对北京市未来 2周的空气污染物

变化情况进行了预测, 通过 Q检验和拟合统计量 R2 验

证了 ARIMA模型预测效果较好, 具有一定的推广价值[4].
随着机器学习技术的逐渐成熟, 越来越多的研究

者采用神经网络建模的方法很好地完成了空气质量的

预测工作. 很多国内和国外的研究中, 人们较多使用传

统的神经网络方法来建立预测模型. 例如, Samia 等人

使用非线性的人工神经网络 ANN 和移动平均模型

ARIMA 的组合模型完成了对斯法克斯南郊等地区的

气象和颗粒数据的实验, 证明了该模型的有效性 [5 ].
Chauhan 等人使用卷积神经网络 CNN 模型对印度不

同城市的空气质量数据集进行了实验, 分析了空气污

染物对城市的影响, 验证了模型的准确性和适用性[6]. Jiang
等人提出了一种基于样本自组织聚类的 BP神经网络,
利用自组织竞争神经网络的聚类特征对空气质量进行

了预测, 模型预测精度得到了提升[7]. 范彩云等人以北

京市空气质量为例, 采用小波降噪和 LSTM 神经网络

的方法, 结合区域关联性等对 AQI 指数进行了预测,
与 ARIMA 模型等进行对比, 证明了降噪后带空间因

素的 LSTM 神经网络具有更好的预测结果[8]. 徐万镛

等人选取兰州市 PM10 等主要污染物浓度数据并进行

标准化处理, 搭建 4层的 LSTM神经网络对未来 12小
时的 AQI 指数进行预测, 和传统的 3 层模型进行对比

说明了该 LSTM 模型具有较好的预测效果[9]. Menares
等人基于 LSTM和深度前馈神经网络 DFFNN对智利

圣地亚哥市监测站气象数据进行了预测, 最终证明了

深度学习的 LSTM模型的表现一直优于目前使用的确

定性模型[10].

以上方法中, 无论是基于传统的神经网络模型还

是数学模型, 其模型的参数都是依据个人经验而定的,
所以预测结果往往存在预测精度低, 训练周期长, 不够

可靠的问题. 基于这些问题, 本文引入鲸鱼优化算法,
使用WOA算法对 BiLSTM网络的训练参数神经元个

数 m 和学习率 l 进行寻优, 从而可以达到提升模型的

拟合效果、训练过程和预测结果的目的.

 1   数据质量提升及算法流程图

 1.1   数据来源及可视化

本文数据源自于 UCI (University of California Irvine)
数据库中陕西省空气质量数据集, 选取 2019年 7月到

2020 年 12 月共 13 000 条气象数据, 主要包含 date、
CO、NO2、O3、PM10、AQI等 8个属性.

对 2020 年的 AQI 数据按照一年 12 个月的变化,
进行可视化统计如图 1所示. 可以发现, 在 1月 AQI最
高 (167.68), 说明此时空气质量最差; 在 8月 AQI最低

(45.33), 说明此时空气质量最优.
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图 1    2020年 AQI变化趋势图

 

 1.2   数据质量提升

首先, 在 O3、CO、NO 等特征中, 均存在不同数

目的缺失值. 通过计算每一列的平均值来对此列中存

在的缺失值“NA”进行了填充, 确保序列数据在进入网

络进行训练之前不存在缺失.
其次, 在原始数据集中, 各特征存在较大差异的数

据量纲, 容易导致模型精度降低, 模型训练时间长, 因
此在将特征输入到网络之前, 还需对特征因子进行归

一化操作[11]. 归一化操作的原理如下:

x∗ =
x− xmin

xmax− xmin
(1)

xmax xmin

x∗
其中,  即所在列的最大数据,  是所在列的最小

数据, x 是待标准化前的数值,  是 x 标准化后的数值.
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特征归一化操作使得数据范围均介于 [−1, 1] 之
间, 样本数据的均值接近于 0, 数据既保留了本身的正

负属性, 而且可以提高神经网络的学习速度.
 1.3   算法流程图

本文首先对陕西省的空气质量数据进行清洗, 并
对数据进行归一化操作, 然后先根据经验函数设定随

机参数后将特征输入到 BiLSTM 网络中进行训练, 再
根据 WOA 算法对网络模型的神经元个数和学习率进

行寻优[12], 输出最优网络超参数, 再根据最优参数, 将
特征输入到建立好的 WOA-BiLSTM 模型中, 然后将

测试集输入到该模型中进行验证, 进行数据反归一化

得到数据预测结果, 最终还将该模型和 BiLSTM 以及

LSTM进行了对比分析, 证明本文提出的WOA-BiLSTM
模型具有更好的预测结果. 本文的算法流程图如图 2
所示.
 

开始

数据清洗

模型训练并验证

数据反归一化

数据归一化

陕西省空气质量数据

BiLSTM

WOA 寻优

WOA-
BiLSTM BiLSTM

AQI 预测结果 结束

对比分析

LSTM

对比模型

 
图 2    算法流程图

 

 2   空气质量预测原理

 2.1   BiLSTM 网络

it
ot ft

LSTM作为一种特殊的 RNN网络, 以其可以学习

到长时间依赖信息的能力, 而被广泛应用于时间序列

预测领域[13]. LSTM神经网络分别由输入门 、输出门

、遗忘门 三种存储门部件构成.

本文引入双向的长短期记忆网络 BiLSTM, BiLSTM
网络基于前向和后向的双向传播原则, 同时提取过去

和未来的隐藏层信息, 使得空气质量信息提取更加充

分. BiLSTM网络结构如图 3所示.
 

输出层

输入层
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前向 LSTM 层

y1

LSTM1
LSTM2

LSTM3

LSTM1
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LSTM3

y2 y3

x1 x2 x3

 
图 3    BiLSTM网络结构

 

←−
h

−→
h

将图 3 中的前向 LSTM 层计算向量记为 , 后向

LSTM 层计算向量记为 , 可得输出 y 的最终计算结

果为:

ht = α
←−
h +β

−→
h (2)

y = σ (ht) (3)

α、β α β其中,  为常数,  和 之和为 1.
 2.2   WOA 算法

本文使用鲸鱼优化算法WOA对 BiLSTM的训练

参数隐藏神经元个数和学习率进行寻优. WOA的原理

就是模拟座头鲸围捕猎物的行为, 实现全局搜索的过

程[14], 主要包含了包围、攻击和搜索 3大过程.
(1) 包围. 开始鲸鱼会先选择一个局部最优的捕食

方向, 设定一个当前最优的猎物位置进行包围. 计算公

式如下:
−→
D =
∣∣∣∣−→C−→X ∗(t)−−→X (t)

∣∣∣∣ (4)

−→
X (t+1) =

−→
X
∗
(t)−−→A−→D (5)

X∗其中,  代表猎物位置的向量, X 代表鲸鱼位置的向量,
t 为迭代轮数, A 和 C 为系数向量. 计算时, 会对 A 和

C 向量进行调试, 用来寻找 X 在最优解周围的位置.
A、C 的计算公式如下:

−→
A = 2−→a−→r1 −−→a (6)

−→
C = 2−→r2 (7)

其中, a 从 2到 0线性变化; r 是取自于 [0, 1]中的随机

向量.
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(2) 攻击. 一般鲸鱼在进行攻击的时候, 主要有两

个机制 ,  分别是收缩包围猎物机制和螺旋更新位置

机制.
收缩包围机制: 新的个体位置可以定义在目前的

鲸鱼个体和最佳鲸鱼个体间的任何一个位置[15], 参见

式 (5).

D
′

螺旋更新位置机制: 首先计算出鲸鱼和猎物之间

的距离 , 构建方程:

X (t+1) = D
′
eblcos(2πl)+X∗ (t) (8)

D
′
= |X∗ (t)−X (t)| (9)

其中, b 为常数, l 取 [−1, 1]之间的随机数.
本文设定 0.5为阈值, 通过判断产生的概率值 p 来

决定鲸鱼在攻击时采取何种机制. 若概率 p＜0.5 且

|A |＜1, 则采取收缩包围的机制 ;  若概率 p＞0.5 且

|A|＜1时, 则采取螺旋式机制来更新位置.
(3)搜索. 若|A|＞1, 则随机搜索并选取鲸鱼来进行

位置的更新, 而非基于已有的最优的鲸鱼个体. 如果算

法的迭代轮次已经达到最大, 则算法终止.

 2.3   WOA-BiLSTM 预测模型

选择最优的隐藏层神经元个数 m 和学习率 l 值对

于神经网络预测来说, 是至关重要的, 而依据经验选取

参数的做法会降低 BiLSTM模型预测精度. 因此, 本文

通过WOA算法对 BiLSTM循环网络的参数 m 和 l 做
以优化.

将鲸鱼个体作为各个优化策略, 将鲸鱼位置的维

数对应 BiLSTM 模型待优化参数的个数, 在鲸鱼不断

更新自身位置的过程中获得 BiLSTM循环网络的最优

参数组合.
WOA-BiLSTM 组合模型如图 4 所示. WOA 算法

将计算得到的初始化种群参数传递给已经建立的

BiLSTM 模型, 输入训练集到 BiLSTM 模型进行训练,
再对测试集进行预测, 得到真实值和预测值之间的误

差, 同时 WOA 算法种群不断更新, 将更新得到的参数

传递给模型进行再训练, 直到 WOA 算法输出最优的

网络超参数, 再将得到的全局最优解传递给 BiLSTM
模型, 模型根据最优解组合对数据进行训练, 之后再进

行测试, 最终输出得到模型的最佳预测结果.
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Y
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图 4    WOA-BiLSTM组合模型
 

使用 WOA 算法来对 BiLSTM 网络模型进行优

化, 首先需要给定两个参数的搜索区间, 然后经过第

2.2 节描述的鲸鱼优化算法在给定的区间范围内进行

随机搜索, 使得预测模型的损失函数 Loss 不断收敛,

得到最高的预测精度, 从而得到最优的网络参数, 将
最优网络参数代入 BiLSTM 模型进行预测. WOA 算

法用于 BiLSTM 模型来实现空气质量预测的算法流

程图如图 5所示.
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开始

结束

AQI 数据集
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图 5    WOA-BiLSTM算法流程图

 

将 WOA 用于 BiLSTM 模型进行预测, 其算法流

程按照如下几步进行:
步骤 1. 首先对空气质量数据进行清洗和归一化等

处理后, 将数据输入到 BiLSTM模型;
步骤 2. 对 BiLSTM模型参数学习率 l 和神经元个

数 m 进行初始化;
步骤 3. 对鲸鱼优化算法种群进行初始化. 将变量

组合 (m, l) 输入到 WOA 算法中, 作为待优化参数, 种
群不断更新;

步骤 4. 将初始化完成的参数值作为历史最优参数

输入到 BiLSTM模型进行训练;
步骤 5. 将传统 BiLSTM 模型进行训练后得到的

损失函数值作为系统要求的终止条件, 并同时计算得

到基于鲸鱼优化算法的预测模型的损失值;
步骤 6. 如果基于鲸鱼优化算法的预测模型损失值

比传统的 BiLSTM 模型的损失值小, 则满足判定条件,
输出最优学习率 l 和神经元个数 m; 相反, 如果基于鲸

鱼优化算法的预测模型损失值大于或者等于传统的

BiLSTM模型, 则需要进一步更新参数并再次训练模型.

 3   基于WOA-BiLSTM模型的空气质量预测

分析

 3.1   WOA 适应度分析

考虑到全局优化算法有多个, 本文对 WOA 等多

个优化算法的适应度值进行了分析, 如图 6所示, 可以

看出, 当迭代次数达到 65代左右时, WOA算法出现最

佳适应度值, GSA (gravitational search algorithm)引力

搜索算法在第 100 代时出现最佳适应度值, 而 PSO
(particle swarm optimization) 粒子群优化算法和 BOA
(Bayesian optimization algorithm)贝叶斯优化算法则是

在第 200 代左右时出现最佳适应度值. WOA 算法最

佳适应度值为 0.000 193 2. 由此可以说明, WOA算法比

其他优化算法具有更快的收敛速度和更高的收敛精度.
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图 6    各算法适应度值收敛曲线图

 

 3.2   WOA-BiLSTM 模型参数选择及优化结果

过往研究可以发现, LSTM网络参数中, 隐藏层神经

元个数 m 和学习率 l 对模型的训练结果影响最大. 一般

神经网络中的隐藏层神经元个数都是由经验公式, 见
式 (10), 而得到一个大致的取值范围, 然后在这个取值范

围中, 进行屡次的实验来设定该参数的取值, 并且还要

对模型性能进行横向的对比, 最终选取一个最优的参数.

m =
√
α+β+n (10)

α β其中,  和 分别为输出层和输入层的节点数, n 取介于

[0, 10]之间的常数.
学习率 l 对于 BiLSTM 网络来说, 关乎网络训练

时损失曲线的振幅以及模型收敛的快慢. 学习率如果

设置的较小, Loss曲线就会振幅变小, 学习速度也变得

缓慢; 而学习率如果设置的过大, Loss曲线就会振幅变

大, 下降速度变快. 所以需要选择合适的学习率参数,
实现模型训练“稳中求进”的原则[16].

WOA-BiLSTM模型具有双向的循环神经网络, 模
型具有输入层, 输出层和一个隐藏层结构, 选取 Adam
优化器来更新模型参数 .  本文中隐藏层神经元个数

m 的值范围为 [10, 50], 学习率 l 的取值范围为 [0.001,
0.01], WOA 算法对鲸鱼种群进行初始化后, 将参数传

递给 BiLSTM 模型, 初始的隐层神经元个数 m 为 30,
学习率 l 为 0.001. 为避免过拟合问题, 迭代次数设为

200, 时间步长设为 5. 基于 WOA 算法的不断更新迭

代, 最后将最优的网络超参数进行输出, 最终获得最优

参数组合如表 1所示. 
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表 1     BiLSTM模型的最优参数组合
 

参数 取值

学习率 0.004 5
隐藏神经元个数 20

时间步长 5
迭代次数 200

 
 

 3.3   WOA-BiLSTM 模型预测结果分析

根据模型在训练过程中, 随着迭代轮次的递增, 训
练集上损失值不断下降的过程, 得到模型训练的 Loss
曲线图, 如图 7所示. 可以看出, 在前 100次迭代时, 损
失曲线大幅下降, 而当迭代轮次到达 140左右时, Loss
已经近乎为 0.

将提升后的数据输入本文模型, 训练集取 4 000条
样本, 测试集取 400 条样本, 训练 WOA-BiLSTM 模型

如图 8所示. 可以看出在训练集和测试集上, AQI的预测

值和真实值非常贴近, 曲线波动走向近乎一致, 说明预测

误差小, 模型精确度高, 可以实现对 AQI的高精度预测.
为验证 WOA-BiLSTM 模型对比其他现有预测模

型间所具有的优势, 采用 BiLSTM 和 LSTM 模型进行

对比试验, 隐藏层中的激活函数均使用 tanh函数, 并采

用十折交叉验证法对模型进行训练. 图 9和图 10分别

为 BiLSTM和 LSTM对 AQI进行预测的结果, 可以看

出, 两个模型的训练精度均低于 WOA-BiLSTM 模型.
尤其从测试集可以发现, 真实值和预测值在很多峰值

处无法达到高度拟合状态.
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图 7    Loss曲线图
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图 8    WOA-BiLSTM模型预测效果图
 

250

200

150

100

50

0

0 500 1 000 1 500 2 000 2 500 3 000 3 500 4 000

A
Q

I

250

200

150

100

50

0

0 50 100 150 200 250 300 350 400

样本

A
Q

I

(a) 训练集 (b) 测试集

样本

真实值 预测值 

图 9    BiLSTM模型预测效果图
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图 10    LSTM模型预测效果图
 

为了量化表示不同模型的预测值与真实值之间的

误差大小, 本文采用绝对均值误差 (MAE)、均方根误

差 (RMSE) 以及线性相关系数 (R2) 作为评价指标[17].
评价指标的计算见式 (19)–式 (21).

MAE =
1
n

n∑
i=1

|(yi− ỹi)| (11)

RMSE =

√√
1
n

n∑
i=1

(yi− ỹi)2 (12)

R2 = 1−

n∑
i

(yi− ỹi)2

n∑
i

(yi− ȳi)2

(13)

yi

ỹi ȳi yi

其中, n 指测量值的总个数,  指 AQI 预测的实测值,
指 AQI预测的预测值,  指 的平均值.

本文分别将WOA-BiLSTM、BiLSTM、LSTM模

型在测试集上的预测评价指标进行了记录, 如表 2所示.
  

表 2     不同模型的评价指标
 

评价指标 WOA-BiLSTM BiLSTM LSTM
MAE 6.543 3 8.419 8 10.456 9
RMSE 7.334 6 10.521 5 12.659 7

R2 0.989 9 0.987 28 0.970 15
 
 

为了更形象化的对比验证本文模型的合理性, 对
模型的评价指标进行可视化展示, 如图 11所示.

可以看出, 本文提出的WOA-BiLSTM模型 MAE、
RMSE 值为最低, 分别为 6.543 3和 7.334 6. 其中 MAE
值较 BiLSTM 模型和 LSTM 模型分别降低了 1.876 5

和 3.913 6. RMSE 较 BiLSTM 模型和 LSTM 模型分别

降低了 3.186 9和 5.325 1; 同时, 本文模型的 R2 值亦为

最高, 较 BiLSTM模型和 LSTM模型分别提高了 0.26%
和 1.98%. 这也说明了基于 WOA 算法的 BiLSTM 模

型对于空气质量具有更好的预测效果, 其中 WOA 算

法帮助 BiLSTM 模型寻找最优网络参数, 双向的长短

期记忆网络帮助模型能够从前向和后向一并提取充足

的数据特征, 达到更为精准的 AQI预测效果.
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图 11    模型预测指标对比

 

 4   结论

针对一般的长短期记忆网络在预测过程中, 网络

参数需要依据经验而得, 训练周期长, 模型精度不够高

的问题, 本文提出的 WOA-BiLSTM 模型, 以陕西省空

气质量数据作为数据集, 验证了本文模型的有效性.
(1)本文WOA-BiLSTM模型中提出的WOA算法

作为一种启发式的参数寻优算法, 可以高效的得到网

络的最佳训练参数, 能够有效避免模型训练时调参所

带来的对预测精度的影响, 而且采用了双向的长短期
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记忆网络, 能够使得模型在提取数据信息时, 尽可能地

关注单向长短期记忆网络所忽略的信息, 从而能够保

证空气质量预测结果的优越性.

(2) 本文还将 WOA-BiLSTM 模型和 BiLSTM 以

及 LSTM 模型进行了预测效果的对比, 发现了本文提

出模型的 MAE、RMSE、R2 值均是最佳的. 这也说明

了本文提出的模型能够更为准确的预测空气质量问题,

能够为我省气象局开展空气质量预测工作提供理论支

撑和实践依据.
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