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摘　要: 近年来, 空气质量监测微子站监测逐渐成为了空气质量监测网络的重要组成部分. 随着经济的不断发展, 城
市化进程的不断加快, 站点的冗余以及代表性降低的问题逐渐显现. 由于空气质量监测微子站抵抗突发环境因素能

力较弱, 极易导致监测数据缺失, 不仅会大大增加数据分析的复杂性与难度, 还会导致优化布点结果的偏差. 本文针

对以上问题, 提出了一种将 BiLSTM神经网络结合聚类的点位优化方法, 在应用 BiLSTM神经网络补全缺失数据

的基础上, 应用凝聚层次聚类法对修复后的数据进行聚类. 在实现用尽可能少而准确的点位反馈空气质量水平的基

础上, 大大提升聚类准确度. 最后, 本文使用沈阳市位于浑南区的 18个空气质量监测微子站的监测数据进行实验验

证. 结果表明, 相比于一般的聚类算法, 本文提出的算法性能有一定提升, 为空气质量监测点位优化提供了一种新方法.
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Abstract: In recent years, mini-station monitoring of air quality (AQ) has gradually become an important part of the AQ
monitoring network. With the continuous economic development and increasing acceleration of the urbanization process,
monitoring stations appear redundant and not as representative as they used to be. Due to the weak ability of AQ
monitoring mini-stations against sudden environmental factors, monitoring data missing can easily occur, which not only
greatly increases the complexity and difficulty of data analysis but also leads to the deviation of optimization and
distribution results. In view of the above problems, we propose a site optimization method that combines the BiLSTM
neural network with clustering, of which the BiLSTM neural network is applied to complete the missing data, and the
condensed hierarchical clustering method is employed for the clustering of restored data. On the basis of the feedback on
the AQ level with as few and accurate sites as possible, the clustering accuracy is greatly improved. Finally, this study
uses the monitoring data from 18 AQ monitoring mini-stations in the Hunnan District of Shenyang for verification. The
results show that the performance of the proposed algorithm is improved to a certain extent compared with that of general
clustering algorithms, which provides a new method for the optimization of AQ monitoring sites.
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随着我国经济水平的提高, 交通运输业的飞速发

展以及工业现代化进程的不断加快, 空气质量水平作

为可持续发展的重要组成部分, 也越来越受到人们的

关注. 为及时精准地了解空气质量问题时空分布状况,
提高动态反应空气质量的能力, 空气质量监测应运而

生. 根据多年来的实验表明, 环境监测在采样过程中产

生的误差是总体误差的重要组成部分[1]. 因此, 保证采

样过程中监测点位选择的准确度就成为了空气质量监

测与表征空气污染程度的关键[2]. 而监测点位的优化准

确度依赖于空气质量监测微子站 (以下简称为微子站)
的监测数据的有效完整性, 但在微子站监测过程中, 常
常由于各种突发因素导致一段时间内的数据缺失. 因
此, 在根据微子站监测数据进行点位优化前, 进行缺失

数据处理成为了不可或缺的一部分.
近年来, 随着空气质量监测点位优化问题研究的

不断深入, 已有众多发达国家与地区对于空气质量监

测点位优选提出了一系列的优化方法, 如相关性分析

法、聚类分析法以及多目标优化等数学与统计学方法[3].
我国对于空气质量监测点位优化的研究也在逐步发展,
如徐明德等人提出的凝聚层次物元法[4]、杜增荣采用

的凝聚层次聚类法[5]、姜林等人提出的 BP 分析法[6]

应用于空气质量监测点位优化. 这些方法各有特色, 可
以很好地代表空气质量的准确性与代表性. 与此同时,
随着对缺失数据处理问题的关注度不断提高, 大多被

提出的数据填充方案大概分为以下两种填充思想, 第一

种是对缺失数据邻近数据进行特征分析, 利用均值, 众数

和聚类的方法表现数据特征进行填补的算法. 如李董

等人提出的基于 SMOTE 和 KNN 的数据缺失填充算

法[7]、袁兆祥等人提出的基于 DBSCAN聚类的数据补

充算法[8]、杨挺等人提出的基于 FSOM神经网络的数

据补充方案[9], 另一种缺失数据的填补方式是利用神经

网络对数据整体特征进行分析与补充, 例如使用 RNN
来对缺失的数据进行填补操作 .  如柯昊等人提出的

BP 神经网络补差法[10]、宋维等人提出的基于 LSTM
的活立木茎干水分缺失数据填补方法[11], 对于数据缺

失问题都有很好的表现. 因此, 本文首先选取在空气质

量、水质、地质预测领域应用广泛, 原理简单, 计算量

小的凝聚层次聚类法进行空气质量监测点位优化. 鉴
于凝聚层次聚类法易受到初始聚类中心以及缺失数据

的影响, 单独使用凝聚层次聚类法的聚类效果不理想.
为了能够在空气质量监测点位监测数据缺失的情况下,

拥有更好的聚类效果, 本文首先选取适用于具有时序

特征缺失数据补充且能够反映空气质量监测数据双向

特征的 BiLSTM 神经网络对缺失数据进行填补, 然后

应用凝聚层次聚类法对修复后的数据进行聚类分析,
实现对空气质量监测点位的优化, 获取更加真实、精

准的数据, 用以分析空气污染成因. 同时, 为环境质量

监测有关部门制定点位优化标准提供有利的技术支撑. 

1   基于 BilSTM改进聚类的点位优化模型 

1.1   模型整体框架

针对空气质量监测点位优化的最终目的, 构建的

基于 BiLSTM 改进聚类的空气质量监测点位优化模

型, 如图 1 所示. 首先, 利用 BiLSTM 数据补充模型进

行数据补充解决监测数据缺失问题, 对于 BiLSTM 中

的正向 LSTM 网络和逆向 LSTM 网络具备相同的结

构, LSTML 部分是通过学习缺失数据之前时序的空气

质量数据的数据特征规律来产生缺失数据的候选补充

结果; LSTMR 是通过学习缺失数据之后时序的空气质

量数据进行同样的操作, 产生另一候选补充结果. BiLSTM
神经网络通过使用缺失监测数据的前后 m 组数据对当

前缺失的 n 组数据进行补充, 公式如下:

[Xk · · ·Xk+n−1] = F
([

Xk−m · · ·Xk−1
Xk+n+m · · ·Xk+m+1

])
[Xk · · ·Xk+n−1]其中, F 为基于 BiLSTM的数据补充模型, 

表示缺失的 n 组数据.
最后使用一个 Softmax layer 来综合正向 LSTM

和逆向 LSTM的候选结果并产生最终的缺失数据补充

结果. 得到最终的输出结果传递给层次聚类部分, 输出

聚类结果. 

1.2   BiLSTM 模块

LSTM神经网络是一种循环神经网络 (RNN)的特

殊变体. 在标准的 RNN 中, 重复部分的模块表现为只

有单个 tanh层的简单结构, 如图 2所示. LSTM的基本

结构与基础 ANN保持一致, 但是重复部分模块包含具

有 4 个网络层的特殊结构, 并且利用一种新的方式与

其他部分实现交互[12]. 因此, 解决了 RNN 的长期依赖

以及梯度消失问题[13].
LSTM 的网络结构如图 3 所示, 其中包含输入门、

遗忘门、输出门 3 个逻辑单元, 输入门控制记忆单元

中当前输入的状态; 遗忘门对前一个记忆单元处理结

果进行筛选保留; 输出门控制记忆单元的输出状态[14].
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图 1    基于 BiLSTM改进聚类模型
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图 2    标准 RNN结构图
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图 3    LSTM神经网络结构图

 

LSTM 的初始步骤在于判断细胞状态中信息的去

留. 这一判断由遗忘门层进行.
遗忘门的状态更新公式为:

ft = σ
(
W f · [ht−1, xt]+b f

)
它接收 ht–1 和 xt, 对于细胞状态 Ct–1 中的每部分

的输出值都限制在 0 到 1 之间 .  接受程度跟随 0 到

1数值大小递增, 0表示完全不接受, 1表示完全接受.

tanh

Ct

下一步的目的在于判断细胞状态中需要更新的信

息并建立新信息. 通过输入门层决定需要被更新的数

据. 然后, 通过一个  形网络层创建一个新的备选值

向量  , 可以用来添加到细胞状态.
输入门状态更新公式:

it = σ (Wi · [ht−1, xt]+bi)

C̃t = tanh(WC · [ht−1, xt]+bC)

通过下述公式对细胞状态的更新:

Ct = ft ×Ct−1+ it × C̃t

最后, 确定输出值. 首先, 确定细胞状态中的输出

部分. 然后, 我们把细胞状态输入 tanh与 s形网络层的

输出值相乘, 实现输出.
输出门状态更新公式如下:

ot = σ (Wo [ht−1, xt]+bo)

ht = ot × tanh(Ct)

对于 LSTM 来说, 只能学习数据对之前数据的依

赖性, 无法充分考虑对之后数据的依赖性[15]. 在面对数

据缺失问题时, 需要结合数据缺失前后数据来共同决

定当前缺失数据补充. 图 3为 BiLSTM模型图.
BiLSTM 可以通过双向计算, 不仅能考虑到缺失

数据之前的监测数据记录, 还能捕捉到后续监测数据.
将前向 LSTM 模型和后向 LSTM 模型构成 BiLSTM
模型来学习双向监测数据信息.
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图 4    BiLSTM神经网络结构图 
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1.3   聚类分析模块

n

本文采用聚类中的适用于少量特征、少量点位的

凝聚层次聚类法 (以下简称为层次聚类法)对没有预先

处理的微子站点位监测数据进行分类 [16–19]. 如图 4 所

示, 每个样本先自成一类, 然后按距离准则逐步合并,
减少类数. 首先, 将微子站分为 类 (每个微子站为一

类), 计算类间距离, 将类间距最为接近的两类合并为

一类, 循环计算 n–1类之间的间距, 不断合并各个微子

站, 直到所有类都完成归类, 聚类结束[20]. 聚类分析根

据类间距离的计算方法不同, 层次聚类法也不同. 本文

采用最为常用的最小距离法计算类间距离.
最小距离公式:

Dmin =min{D(Xm,Xn)}
D(Xm,Xn)其中,  为 M 类中的某个样本 Xm 和 N 类中的

某个样本 Xn 之间的欧式距离.
欧式距离公式:

dist(x,y) =

√√ n∑
i=1

(xi− yi)2

层次聚类法示意图如图 5所示.
 

X1

X2

X3

X4

X5

X6

类间距离阈值越小， 分类越细。 
图 5    层次聚类示意图

  

2   实验与结果分析

为验证本文提出的基于 BiLSTM改进的聚类算法

的效果, 本实验数据集来源为沈阳市浑南区 18个微子

站 2020年 1月–2021年 8月的 SO2、NO2、O3、PM10、

PM2.5、CO 六种大气污染物的日均监测数据, 表 1 为

其中某月各站点 6种污染物日均监测数据.
实验中选取的 18个监测站点位置如图 6所示. 

2.1   原始数据处理

部分原始数据如图 7 所示, 在图 7 中横轴代表的

是部分月份各站点的 CO 日均值原始数据组数, 纵轴

代表的是 CO 原始数据的浓度值. 从图上可以看出部

分原始数据存在缺失的情况. 因此, 在使用此数据集进

行模型训练和验证之前需要对原始数据进行数据预处

理, 补充缺失数据.
 

表 1     主要污染物浓度监测日均值 (μg/m³)
 

站点名称 站点编号 SO2 NO2 PM10 CO O3 PM2.5

第三热源厂 站点1 24 33 48 1 221 52 39
浑南中路 站点2 27 29 42 1 300 53 32
新才街 站点3 27 25 42 1 221 51 35
仓储街 站点4 25 33 51 1 246 52 41
新秀街 站点5 27 24 87 1 271 50 65

第二热源厂 站点6 21 26 62 1 242 53 47
安姆大厦 站点7 27 29 89 1 292 52 65
前榆村 站点8 27 22 109 1 229 48 85
金阳大街 站点9 23 29 68 1 150 52 53
南屏东路 站点10 27 28 78 1 246 52 61
南堤东路 站点11 27 26 44 1 246 46 37
银卡东路 站点12 25 27 43 1 217 52 37
全运路 站点13 27 25 50 1 288 51 32

白塔河二路 站点14 28 36 71 1 217 52 57
学城路 站点15 27 33 44 1 242 50 36
文汇街 站点16 23 34 35 1 246 52 31
高荣路 站点17 22 30 121 1 300 55 73

苏王线东段 站点18 26 34 103 1 640 53 80
 

 
图 6    监测站点位置
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图 7    CO原始数据
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同时, 数据的标准化处理是数据处理过程中的至

关重要的一环, 将原始观测数据矩阵中的每类元素, 按
照某种特定的运算把它变为一个新值, 使其更具有可

比性. 因此, 在聚类分析之前, 对数据进行预处理, 将原

始数据映射到 (0, 1)之间, 即均匀化原始数据公式如下:

x0
i j = xi j− ximin/ (ximax − ximin)

x0
i j其中,  表示标准、归一化处理后的数据, xij 表示第

i 种污染物在第 j 个微子站的监测原始数据, ximin 表示

的是第 i 种污染物在所有监测点位中的最小浓度值,
ximax 表示的是第 i 种污染物在所有监测点位中的最大

浓度值. 

2.2   实验环境

本文实验所采用的硬件配置为: Intel(R) Core(TM)
i5-1035G1 CPU@1.0 GHz的处理器, 内存 DDR4 (16 GB);
软件环境为: 编辑器 PyCharm 2019.3.2, Python 3.7,
PyTorch 1.5. 

2.3   实验过程

η

实验过程如图 5 所示, 首先, 对数据进行标准化、

归一化处理. 由于原始监测数据存在缺失, 因此, 对序

列缺失处, 补上日期索引并特殊值标记该时间步, 之后,
Masking层接收经过预处理后的序列, 为后续 BiLSTM
层过滤掉标记为缺失的时间步, 为保证监测数据季节

完整性以及客观地展示本文方法的补全效果, 将 2020
年 1–12月的数据作为训练集, 2021年 1–4月的数据作

为验证集, 输入上述的 BiLSTM 网络模型中, 开始训

练, 设置误差平方和 E=0.001; 学习率 =0.01. 经过

589次迭代训练网络达到要求. 最后, 将 2021年 5–8月
的数据随机选取 300 个监测数据, 删除其真实值作为

缺失数据, 并将处理后数据作为测试样本输入已训练

好的网络中进行估计, 得到缺失数据的估计值. 图 8为
部分缺失数据估计值与真实值的误差曲线图, 可以看

出 BiLSTM神经网络模型结果与实测值变化趋势基本

一致, 由此可得出该神经网络模型训练结果良好.
为了更好地验证 BiLSTM神经网络模型的监测数

据插补方法的效果, 本文将提出的数据缺失补充模型

与以往在空气质量数据缺失情况下常用的均值补插法

以及使用单向 LSTM 神经网络进行对比. 为了评价模

型描述实验数据的精确度与反映补充值误差的实际情

况, 本文采用计算简便的均方根误差 (RMSE) 与具有

更强鲁棒性的绝对平均误差 (MAE) 来共同分析补充

结果和真实测量值之间的偏差. 表 2 是 3 种模型关于

部分站点数据补充结果的评价指标的对比, 一般来说

当预测值与真实值之间的偏差越小, 也就是说 MAE
和 RMSE的值越小, 模型的补充效果越好.
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图 8    监测数据补充值与真实值对比

 
 

表 2     不同模型下缺失数据填补实验结果对比
 

站点名称 污染物
BiLSTM 均值 LSTM

RMSE MAE RMSE MAE RMSE MAE

浑南中路

SO2

NO2

PM10

CO
O3

PM2.5

18.34
8.3
10.3
5.42
9.20
14.14

7.90
4.92
6.25
4.08
5.84
6.45

19.67
12.33
12.44
9.42
14.42
18.24

10.24
5.22
7.66
4.08
7.84
8.40

18.57
10.21
11.34
7.14
10.12
15.68

8.21
5.10
6.03
4.22
6.32
7.60

新才街

SO2

NO2

PM10

CO
O3

PM2.5

14.35
5.30
12.30
7.42
11.20
16.14

6.46
3.62
7.35
3.58
5.61
8.91

20.67
7.33
14.54
9.02
15.02
20.14

11.21
3.94
8.23
4.35
8.43
11.02

17.76
6.67
15.3
8.44
13.06
19.44

7.46
4.02
8.15
4.56
6.16
9.71

仓储街

SO2

NO2

PM10

CO
O3

PM2.5

10.35
4.83
10.34
9.42
8.20
14.12

4.76
3.55
5.23
3.61
3.63
6.64

14.17
7.43
14.64
11.02
13.02
19.04

6.64
3.94
7.11
4.13
4.36
8.72

15.47
6.45
14.64
10.20
11.42
16.56

6.64
4.96
6.43
5.01
3.46
7.27

 
 

由以上分析可以得出本文提出的模型在空气质量

数据缺失的补充效果表现更优. 进而在此基础上, 基于

补充数据进行聚类分析, 从 18 个采样点中可选出 1、
2、3、5、6、8、9、10、13、14 共 10 个优化点, 如
图 9所示.

为验证算法选取的优化点位准确度, 对比单独使

用原始数据进行层次聚类法选取的优化结果, 如图 10
所示, 发现与单独使用聚类分析法选择的 1、2、4、
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3、13、16、8、5、6、10、14、17 等 12 个点位基本

保持一致.
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图 9    填补数据层次聚类结果图
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图 10    原始数据层次聚类结果图

  

2.4   优化结果检验

本文通过相关性检验, 推断点位优化前后点位的

可靠性, 通过选取沈阳市浑南区 2021年 4–8月 6种主

要污染物浓度日均实测值进行相关性检验, 判断优选

后的微子站能否客观地反映空气质量.
相关系数公式:

r =

n∑
i=1

(Xi−E(X)(Yi−E (Y)√(
E(X2)− (E(X))2

N

)(
E(Y2)− (E(Y))2

N

)
其中, Xi, Yi 指优化前后污染物浓度值.

在给定 α=0.05时, 相关性表如表 3.
根据表 1 所示的相关性检验, 表明原点位与优化

后点位的各污染物浓度密切相关, 无明显差异性.
为进一步验证优化前后监测数据的一致性, 选取部

分监测数据采用方差齐性检验-F检验法, 对优化前后数

据的显著性差异进行检验. 在显著性差异不明显的前提

下, 继续进行 t 检验, 确定两组数据是否具有一致性. 结
果如表 4 所示, 可以得出优化前后各污染物浓度之间具

有一致性. 由此表明优化点位具有较好的代表性, 点位选

择较为准确, 表明优化后的点位可以替代原点位.
 

表 3     各污染物相关性系数表
 

指标 SO2 NO2 O3 PM10 PM2.5 CO
r计 0. 915 0. 932 0. 908 0. 914 0. 935 0. 878

r0.05(n−2) 0.878 0.878 0.878 0.878 0.878 0.878
 

表 4     一致性检验结果
 

指标 SO2 NO2 O3 PM10 PM2.5 CO
F计 1.84 1.45 1.04 1.68 1.31 1.22
F表 2.11 2.11 2.11 2.11 2.11 2.11
t计 0.34 0.23 0.01 0.85 0.56 0.39
t表 1.96 1.96 1.96 1.96 1.96 1.96

 
  

2.5   性能评价指标

聚类属于无监督学习中的一种, 原始数据不具有

标签, 需要一些定量的指标来进行评估算法的好坏[19,21].
根据是否提供样本的标签信息, 相关的指标可以分为

外部方法与内部方法, 内部方法指的是不需要数据的

标签, 仅仅从聚类效果本身出发, 而制定的一些指标[16].
因为点位优化属于无标签数据 ,  故选择内部方法的

2 种评价指标: CH 指数 (Calinski-Harabaz index, CH)、
戴维森堡丁指数 (Davies-Bouldin index, DBI)作为评价

标准, 对基于补充数据后数据集与基于原始数据集的

聚类效果进行评价.
CH 指数, 综合考虑了簇间距离和簇内距离, 计算

公式如下:

CH =



K∑
k=1

nk∥ck − c∥2

K −1


/


K∑
k=1

nk∑
i=1

∥di− ck∥2

N −K


CH 的数值大小与簇内距离成负相关, 簇间距离越

大, 聚类效果越好.
戴维森堡丁指数, 公式如下:

DBI =
1
k

k∑
i=1

max
i, j

avg(Ci)+ avg
(
C j

)
dcen

(
Ci,C j

) 
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其中, avg(C)表示聚类簇的紧密程度, 公式如下:

avg(C) =
2

|C| (|C| −1)

∑
1<i< j⩽|C|

dist
(
xi, x j

)
计算该聚类簇内样本点的距离, d 表示不同聚类簇

中心点之间的距离, 公式如下:

dcen
(
Ci,C j

)
= dist

(
ui,u j

)
聚类簇间距离越远, 聚类簇内距离越近, DBI 指数

越小, 聚类算法性能越好.
BiLSTM 神经网络填补监测数据与原始数据两种

状态下, 进行层次聚类后, 聚类效果评价指标对比如表 5
所示, 可以看出相比较于对原始数据进行聚类操作, 本
文所采用的基于 BiLSTM改进的聚类算法聚类效果有

所提升.
 

表 5     评价指标对比
 

方法 CH DBI
凝聚层次聚类法 937 0.756

凝聚层次聚类法+BiLSTM 1 198 0.323
 
  

2.6   结果分析

根据 BiLSTM神经网络补充数据的改进聚类算法

从 18 个监测点位中选出了 10 个监测点位, 与在原始

数据上使用层次聚类法选出的 12 个点位基本保持一

致, 对比单独使用聚类算法选出的 12 个监测点位. 此
模型选择的点位更少, 并且聚类效果更好, 选择的点位

代表性与准确性均得到提升, 为之后监测点位布设与

优化提供一个更加高效准确的模型. 由表 3 的计算结

果可以推断本文提出的方法选择的点位是准确且具有

代表性的. 

3   结论

本文针对空气质量监测点位优化的最终目的, 通
过层次聚类法对 BiLSTM神经网络补充后的微子站监

测数据进行聚类处理, 在选择更加少量点位的基础上,
提高了点位选择准确度, 提出了一种基于 BiLSTM 神

经网络改进聚类的点位优化算法.
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