
 

 

RF-BiLSTM 神经网络在海浪预测中的应用①
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摘　要: 由于风浪数据的随机性, 复杂性, 影响因素多, 多为时间序列的特点, 造成了传统预测模型预测难度大, 精确

率低, 构建了基于随机森林的注意力机制与双向长短期记忆神经网络相结合的海浪预测模型. 该模型对输入进行优

化, 可以使用过去和未来的数据信息进行预测, 提高了海浪波高的预测精度. 该模型利用随机森林对输入变量筛选

优化, 降低网络复杂度, 然后将注意力机制与双向长短期记忆神经网络相结合建立预测模型, 并利用实际数据进行

验证. 结果显示, 和 BP, LSTM, BiLSTM模型比较, RF-BiLSTM模型的预测精度更高, 拟合程度更好, 在海浪数值的

预测预报中有重要意义.
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Application of RF-BiLSTM Neural Network in Ocean Wave Forecast
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Abstract: Due to the randomness, complexity, many influencing factors, and dominant time series of wind and wave data,
traditional prediction models have great prediction difficulty and low prediction accuracy. In response, this study proposes
an ocean wave prediction model combining the attention mechanism of the random forest with the bidirectional long
short-term memory (BiLSTM) neural network. The model optimizes the inputs and can predict ocean waves with past and
future data to improve the prediction accuracy on the wave height. It uses the random forest to filter and optimize the
input variables and thereby reduce the network complexity. Then, the attention mechanism is combined with the BiLSTM
neural network to build a prediction model, which is subsequently verified on actual data. The results show that compared
with the BP, LSTM, and BiLSTM models, the RF-BiLSTM model has higher prediction accuracy and fitting degree and
thereby has good application value in the prediction of ocean wave values.
Key words: wave prediction; RF-BiLSTM; random forest; attention mechanism; bidirectional long short-term memory
(BiLSTM); time series

 
 

海浪预报是海洋环境预报中的难题. 海浪的预报

在沿海城市居民的日常生活中占有着重要的地位. 海
浪会因为海风的随机性变得更加随机和复杂. 风浪能

改变表面的风场结构, 导致海浪的生成机制和过程更

加繁琐[1]. 近岸沿海城市的海洋经济经常受到海浪等灾

害的威胁, 建立海浪智能精细化预报业务对于预防并

减少海洋灾害和发展海洋经济具有重大的意义.
目前海浪预报大致分为经验模型、数值预报和机
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器学习法[2] 这 3 类方法. 经验模型类预测海浪是利用

假设先验模型的方式, 但是预测效果一般, 比如自回归

移动平均方法. 数值模型类预测海浪是利用求解海浪

谱控制方程的方式来拟合、预测, 该预测法对海域宽

阔的海浪有较好的预测效果, 但对地形繁杂的近岸、

沿岸海域则预测效果较差, 例如海浪模型、近岸海浪

数值模型、第三代海浪模型和海浪数值模式[3] 等. 支
持向量机 (SVM)[4] 和人工神经网络[5] 等机器学习技术

方法由于它们具备更好的自适应学习和非线性映射的

特点, 适宜解决那些复杂的物理机制, 难以确定推理规

则的非线性问题. 因而在海浪预测中人工神经网络有

着广阔的发展前景[6]. 目前机器学习中有关海浪预测的

方法有支持向量机、BP 神经网络、长短期记忆神经

网络等相关算法, 例如利用支持向量机预测海浪数据,
通过人工神经网络来预测南海硇洲岛的海浪数据[5], 利
用 BP神经网络预测上海沿海浮标站的海浪数据[7], 利
用长短期记忆[8,9] 模型进行海浪预测[10] 等. 对于具有非

线性和弱规律性的海浪波高数据, BP神经网络能够表

现出较好的预测特性. 然而, BP 神经网络自身存在误

差收敛慢、训练周期长、泛化能力差、容易陷入局部

极小等缺陷. 长短期记忆神经网络 (LSTM)[11] 是 RNN
的进阶版本, 它优化了 RNN 的细胞结构, 能够对时间

序列数据进行记忆的优点的同时还解决了传统 RNN
自身存在的缺陷, 比如梯度爆炸、梯度消失和长期记

忆能力不足.
为了解决上述问题, 本文提出了一种结合随机森

林 (random forest, RF)算法[12] 和注意力机制[13] 的双向

长短期记忆神经网络 (BiLSTM)的海浪预测模型, 并在

基础上选取 2017–2018年北海小麦岛海洋站点的海洋

环境数据作为海浪预测的实验数据. 首先使用随机森

林[9] 能够进行特征重要性度量的特点, 在众多海洋环

境数据中筛选出与风速、海浪波高关联性较高的影响

因素作为模型的输入, 然后将双向长短期记忆[14] 神经网

络与注意力机制[15] 相结合, 并搭建预测模型, 即 RF-
BiLSTM海浪预测模型. 双向长短期记忆 (bidirectional
LSTM, BiLSTM)[16] 神经网络是在长短期记忆的基础

上添加了反向隐含层, 这样就可以让模型在前向隐含

层使用过去数据, 在反向隐含层使用将来数据, 这样预

测效果会更加精确. 最终实验证明, 该模型比其他模型

的学习效果要好, 特别是面对数据量规模较大的多变

量时间序列数据时, 该模型的准确性更高和收敛速度

也更快. 海浪的准确预测对沿海城市经济发展和海洋

灾害防范具有重要意义, RF-BiLSTM模型比其他预测

模型的性能更好, 在海浪波高预测上有重要的战略意

义和运用价值[17,18]. 

1   神经网络模型 

1.1   长短期记忆神经网络

循环神经网络 (recurrent neural network, RNN) 能
挖掘并分析数据中的时序信息, 因此对具备序列性质

的数据作用甚好. 图 1 为循环神经网络结构图. RNN
还具有时间反馈循环和存储记忆数据的特点, 而且在

时序数据分析中有着很好的效果. 因为 RNN能够记录

每时刻的数据信息, 每时刻的输入层和上一时刻的隐

藏层共同决定该时刻的隐藏层, 所以 RNN对解决时间

序列问题有着超前的优越性. 而且不同顺序的输入序

列最后的结果也是完全不同的. 因此 RNN处理序列数

据时效果又好又敏感.
 

O O

XX

O

X X

O

S SS S

W

隐藏层

输入层

输出层

 
图 1    循环神经网络结构图
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图 2    RNN单元结构

 

图 2 所示为 RNN 的神经单元结构 ,  由于 RNN
的神经单元仅有这一个函数, 因此在训练中会多次叠

加函数, 容易造成梯度消失和梯度爆炸的结果, 所以

RNN 在跨度大的时间序列数据方面处理效果不是很

理想.
LSTM 是 RNN 的进阶版本, 比普通的 RNN 高级,

RNN 因为没有筛选的特点, 所以全部信息它都记录、

保存下来, 但是 LSTM能够筛选存储信息, 留下所需要

的信息, 这就可以有效避免梯度消失问题. LSTM能够
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筛选信息, 能够选择性的遗忘或保留输入信息, 皆是因

为它具有遗忘门、记忆门和输出门这 3大门控系统.

标准 RNN中, 重复神经网络模块的处理层通常为

单 tanh层, 较为简单, 与标准 RNN相比, LSTM有着更

加繁琐的 4 层架构的重复模块. LSTM 的核心思想就

是记忆块, 主要包含了 1 个记忆单元和 3 个门 (遗忘

门、输入门、输出门), 如图 3所示.
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图 3    LSTM单元结构

 

LSTM的第 1步: 决定通过单元状态筛选信息, 遗

忘门通过 Sigmoid 函数来控制这个决定, 依据上一时

刻的输出通过或部分通过, 也可以理解为从之前所学

习的很多东西中将没用的东西就对它进行选择性过滤.

其表达式如下:

ft = σ
(
W f [ht−1, xt]+b f

)
(1)

第 2步: 生成需要更新的新信息. 这个过程分为两

个环节, 一是哪些值用来更新由输入门通过 Sigmoid

函数来决定的, 二是新的候选值通过 tanh函数生成, 两

者相加, 得到了新信息.

第 3 步: 将前两步联合, 将需要的信息保留, 不需

要的信息过滤, 新信息添加的过程. 第 2步、第 3步的

公式如下:

it = σ (Wi [ht−1, xt]+bi) (2)

C̄t = tanh(WC [ht−1, xt]+bC) (3)

Ct = ftCt−1+ itC̄t (4)

Ct

第 4步: 决定模型的输出, 首先初始输出由 Sigmoid

函数得到, 其次利用 tanh 函数将 值缩放到区间 [−1,

1] 之间, 再和 Sigmoid 函数得到的初试输出逐对相乘,

从而得到模型的输出值, 其表达式如下:

ot = σ (Wo [ht−1, xt]+bo) (5)

ht = ot tanh(Ct) (6)

ft, it,Ct,ot t

W[·],b[·],C̄t,ht

以上公式中,  分别表示时刻 的遗忘门、

输入门, 单元状态和输出门,  分别代表的

是权重值, 偏置值, 单元状态和最终输出.

σ

模型采用神经网络中常用函数的 tanh 和 Sigmoid
函数作为 函数, 其公式如下所示:

s (x) =
1

1+ e−x (7)

tanh(x) =
ex − e−x

ex + e−x (8)
 

1.2   双向 LSTM 神经网络

单向 LSTM能够很好地处理和预测时间序列过长

数据的特点, 然而它进行预测只能利用以往的数据信

息, 例如预测未来几个小时甚至一天的海浪预报预测

数据需要利用过去若干天的海浪预报预测数据. 只利

用了距离预测数据较近的若干个历史数据, 这就将较

早的历史数据信息遗忘了. 双向 LSTM 神经网络具有

利用过去和未来的海浪预报预测数据来更好的模拟预

测海浪数据. BiLSTM 的基本思想是每一个训练的序

列向前和向后分别是两个长短期记忆神经网络, 同时

这两个层均与输入层、输出层相连接. 过去 (前向) 和
未来 (反向) 相结合得到了输出. 在海浪波高预测中,
是利用过去和未来的风速海浪预测数据实现对波高的

预测.
BiLSTM 的神经元由输入层、隐含层 (前向、反

向)、输出层组成. 图 4 为 BiLSTM 的结构图, 能够观

察出前向隐含层和反向隐含层均与输出层相连.
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图 4    BiLSTM神经网络示意图

 

t

t

每个时刻向前隐含层的输出由前向隐含层从 1时
刻到 时刻正向计算一遍得到. 每个时刻向后隐含层的

输出由后向隐含层沿着时刻 到时刻 1反向计算一遍得

到. 每个时刻的最终输出是由前向隐含层和后向隐含

层的相应时刻输出联合得到的, 计算公式如下:
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ḣt = f
(
w1xt +w2Ċt−1+w3ḣt−1

)
(9)

ht = f (w4xt +w6Ct−1+w7ht−1) (10)

ḣt = f
(
w5ḣt +w8ht

)
(11)

 

1.3   注意力机制

一般在神经网络模型中, 模型的参数与表达能力和

存储信息是成正比的. 所以当大量的信息被模型存储

时, 就会造成信息过载的问题. 在大量的输入数据中, 注
意力机制能够找到对当下任务最重要的数据信息, 对其

他数据的重要程度能够降低, 甚至可以过滤一些无效信

息, 这样信息过载的困扰就可以解决, 也能提升任务处

理的工作效率和准确性. 它关注输入数据中更关键的信

息, 即可以更好地学习有用的信息去影响结果, 而且模

型的计算和存储也不会扩大, 能够提高效率. 注意力机

制主要应用在循环神经网络框架中的隐藏状态矩阵

Hi = {h1,h2,h3, · · · ,ht}生成过程中, 计算公式如下:

vt =
∑t−1

i=1
αihi (12)

αi =
exp( f (hi,ht))∑t−1

j=1
exp( f ( j,ht))

(13)

hi i vt其中,  是第 时刻的隐藏状态信息,  是注意力权重. 

2   RF-BiLSTM 神经网络模型构建 

2.1   时间序列数据准备 

2.1.1    数据采集

本文选取北海观测站点小麦岛观测站点的观测数

据集作为样本数据集, 其中采集了从 2017年 1月 1日
0时到 2018年 12月 31日 24时的相关海洋观测数据.
表 1为原始观测数据中某时间段的数据.

 

表 1     部分原始海洋气象数据表
 

站点号 年/月/日 时间 气压 (hPa) 温度 (摄氏度) 湿度 (%) 海盐 (‰) 模式风速 (m/s) 风向 风速 (m/s) 波高 (m) 降水量 (mm)
04142 2018/8/5 18:00:00 995.4 25.6 5 21.4 3.135 953 643 164 3.3 0.8 0
04142 2018/8/5 19:00:00 995.3 25.4 86 21.3 2.738 445 509 172 2.8 0.8 0
04142 2018/8/5 20:00:00 994.5 25.3 85 21 3.122 231 622 177 2.9 0.9 0
04142 2018/8/5 21:00:00 994.2 25.2 87 20.9 2.854 270 298 189 3.6 1.1 0
04142 2018/8/5 22:00:00 993.8 24.9 88 20.6 2.773 094 266 201 3.8 1.2 0.4
04142 2018/8/5 23:00:00 993.5 24.7 92 21.1 2.773 777 573 220 3.2 0.9 0.4

 
 

表 1 数据可以看出, 该海洋观测站点的观测数据

是每小时记录、更新一次, 该观测数据要素包括采集

数据的区站号 (StationId)、年/月/日 (YY/MM/DD)、
时 (Hour)、温度 (Tem)、海盐 (SSalt)、湿度 (Hum)、
海浪 (WV)、风速 (Win_S)、风向 (Win_D)、模式风

速 (MWin_S)、气压 (AP)、降水量 (PreH). 

2.1.2    数据预处理

(1) 数据清洗. 数据清洗的工作比较复杂, 数据清

洗成功与否决定数据的质量的好坏, 所以数据清洗是

预测实验的重要保障. 首先需要处理的是原始数据中

冗杂、无效的数据, 如观测站编号均是小麦岛站点的

编号 01116, 因而去掉这一列对海浪预测实验无用的数

据; 第二就是查看数据表中是否有缺省值 (null或 999)
并加以处理, 本文中的缺省值通过 fillna函数进行填充

处理, 选择各项数据的中位数将其代替; 最后将日期、

时间两项整合为一项.
(2) 数据归一化. 本文的输入数据为上表中的海洋

气象数据, 由表 1 可知每种气象数据都有着对应的数

量级和数量级单位, 这种无序化的数量规则将对最终

海浪的预测结果造成很大的误差. 本文将对样本数据

进行规范化操作, 即归一化处理, 来消除这种不利因素.
对此, 本文将样本数据的取值限定在 [0, 1]这个区间之

内, 计算公式如下:

X∗ =
X−Xmin

Xmax−Xmin
(14)

Xmax Xmin其中,  为对应影响因素数据的最大值,  为样本

数据中对应影响因素数据的最小值. 数据归一化之后,
处于同一数量级的输入数据既能使预测模型的训练效

率加快, 又能使输出误差降低.

t

t+1

(3) 数据转化. 因为处理好的基础数据集中有输入

数据和输出数据, 所以将其看作成监督学习问题. 输入

数据是与海浪相关的各种影响因素在 时刻的观测值,
输出是 时刻的海浪的波高. 详细操作是将原始数据

和整体向后推动一格的数据进行拼接. 

2.2   RF-BiLSTM 海浪预测模型

针对海浪预测为例, 提出了 RF-BiLSTM海浪预测

模型, 即基于随机森林的注意力机制和双向长短期记

忆神经网络相结合的海浪预测模型. 首要工作是对海
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浪影响因素数据归一化处理, 也就是预处理不同的数

量级和数量级单位的样本数据, 而后将其转变为监督

学习数据; 其次利用随机森林进行特征的重要性度量

并筛选出与风浪关联程度较高的影响因素作为输入数

据; 然后利用训练数据对带有注意力机制的 BiLSTM
模型进行训练, 最后利用测试数据对训练成功的注意

力机制的 BiLSTM模型进行测试. 

2.2.1    随机森林选择特征

为了去掉一些冗余的数据, 并保留对海浪预测相

关性比价大的特征. 本文对样本数据的特征通过随机

森林算法进行重要性度量, 选择出对海浪预测过程中

相关性较高的影响因素, 以此来避免输入变量过多带

来的数据冗余的问题. 具体分为以下两个步骤:
X(1) 计算影响因素 的重要性.

1) 袋内数据是由随机有放回抽样海浪数据构成

的, 袋外数据 (OOB)是由未被抽取的样本数据构成的,
测试集是袋外数据组成; 将抽取的样本数据用来搭建

随机森林模型, 利用袋外数据对该模型的性能进行评

估, 从而计算袋外数据误差, 记为 errOOB1;

X

2) 随机对袋外数据 OOB 所有样本的随机改变某

个影响因素 的值, 再次计算它的袋外数据误差, 记为

errOOB2;
N X3) 假设随机森林中有 棵树, 则影响因素 的重要

性度量公式如下:

W =
∑

(errOOB2− errOOB1)/N (15)

X W

(2)按照上述操作能够得到样本数据中每个影响

因素 的重要性度量值 , 然后从全部影响因素中根

据对应的规则筛选出重要性度量较高的因素 . 这样

既可以筛选出与海浪关联性较高的影响因素 , 又可

以减少模型中输入变量过多的问题 , 最终达到使用

较少的输入变量就可以较好的预测海浪的结果 . 其
步骤如下:

X W1) 根据式 (15) 计算每个影响因素 的重要性 ,
并按照降序顺序进行排序;

2) 根据特征重要性在当前的影响因素中确定一个

剔除的比例并剔除对应部分, 留下的影响因素组成一

个新特征集;

W

3) 利用新特征集重新搭建随机森林模型, 计算其

中各个影响因素的 , 然后再次排序;
m m4) 重复上述步骤, 直到剩下 个影响因素 ( 为提

前设定的值);
5) 依据上述操作, 能够得到所有特征集和特征集

相应的随机森林模型的袋外误差率. 因此, 决定神经网

络的输入数据集是袋外误差率最低的特征集.
图 5为使用随机森林在海浪预测过程中进行特征

重要性度量的结果. 由图能够看出, 在海浪预测的特征

重要性度量过程中, 温度、湿度、风向、风速、模式

风速这几种因素对海浪的关联性在所有的影响因素中

相对而言更高 ,  所以输入变量便由温度、湿度、风

速、风向、模式风速组成, 同时样本数据集由输入变

量的特征集组成.
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图 5    随机森林特征选择结果
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图 6    RF-BiLSTM海浪结构框图 
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2.2.2    RF-BiLSTM神经网络风浪预测模型

神经网络预测模型大多是训练若干历史数据, 从
而建立输入和输出的关系, 训练成功后, 通过现有的输

入数据来预测未来数据. 本文分析了历史海洋环境和

风浪数据, 发现风速和海浪的波高大小有着最密切的

关系, 因此建立风速、海浪与海洋风浪的相关数据建

立联系. 由于利用过去的风速数据预测海浪会有一些

局限性, 因此, RF-BiLSTM 模型是利用过去的风速数

据信息和未来的风速数据信息进行预测更加准确的风

速数据进而预测的海浪数据会更加精确.
基于随机森林的 BiLSTM的风浪预测模型结构如

图 6所示. 首先处理海洋站观测数据, 提取风速、海浪

观测值和其他观测值; 其次, 对众多特征使用随机森林

进行特征度量并筛选, 并作为输入数据; 然后, 建立注

意力机制和 BiLSTM 相结合的预测模型, 将做好的特

征数据集输入预测模型进行训练; 再根据设置的评估

指标选取最佳预测模型 ,  得到更精确的海浪波高预

测值. 

2.3   评估指标

选择的模型预测不同得到的结果也是不一样的.
如 BiLSTM 神经网络、BP 神经网络、LSTM 神经网

络、等. 因此, 对预测结果使用常用的两种指标进行评

估, 并对此进行适用性分析.
(1) 均方根误差 RMSE 评价指标, 指标数值越小,

预测误差越小, 预测效果越好.

RMSE =
√

1
n

∑n

i=1

(
Ŷi−Y

)2
(16)

(2)平均绝对百分比误差 MAPE 评价指标, 指标数

值越小, 预测误差越小, 预测效果越好.

MAPE =
1
n

∑n

i=1

∣∣∣∣∣∣ Ŷi−Yi

Yi

∣∣∣∣∣∣ (17)
 

3   实验分析

为了验证本文提出的基于 RF-BiLSTM 海浪预测

模型的优越性, 采用了小麦岛 2017–2018 两年的海洋

观测数据作为训练样本, 预测样本为 2019年前半年的

观测数据. 并分别用 BP、LSTM和 BiLSTM模型作为

对比试验.
图 7 显示模型训练和模型测试过程中迭代 50 次

的损失函数变化曲线图, 由图可知, 当损失函数迭代

15次时, 损失函数基本收敛, 在迭代 36次以后, 损失值

变动幅度极小, 基本保持不变, 并且测试的损失函数比

训练损失函数值还低, 说明在测试集上该模型表现出

了更好的效果, 展现出了较强的泛化能力.
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图 7    RF-BiLSTM模型损失函数曲线图

 

由于数据量较大, 本文随机在数据集中选取了连

续数据, 即连续 5 天的数据作为训练和测试输出的展

示数据, 得到图 8和图 9的拟合效果图.
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图 8    RF-BiLSTM与 BiLSTM训练输出对比图
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图 9    RF-BiLSTM与 BiLSTM测试输出对比图
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从图 8 和图 9 能够看出, 用 RF-BiLSTM 模型和

BiLSTM 模型得到的海浪预测趋势不仅在训练过程中

而且在测试过程中都与实际海浪趋势基本一样, 说明

BiLSTM 模型比较适合海浪预测. 但是相对于单纯的

BiLSTM模型来讲, 本文提出的基于 RF-BiLSTM的海

浪预测模型得出的结果和实际数据值拟合的更好一点,
曲线与真实值对应的曲线更贴合, 趋势更一致.

为了验证海浪预测模型的预测精度, 表 2 中列出

测试过程中 BiLSTM和 RF-BiLSTM的 RMSE、MAPE
的值.
 

表 2     RF-BiLSTM与 BiLSTM模型误差对比
 

海浪预测模型 RF-BiLSTM BiLSTM
RMSE 0.03 0.059
MAPE 0.038 6 0.087 69

 
 

由表 2可知: RF-BiLSTM海浪预测模型的 RMSE、
MAPE 值均小于 BiLSTM, 说明 RF-BiLSTM海浪预测

模型预测精度更高, 海浪的预测值与实际海浪数据值

之间具有更小的误差.
综上表明, 对于数据量规模大的多变量时间序列

而言, 使用本文的 RF-BiLSTM模型, 拟合程度更好, 预
测结果更精确.

为了进一步的验证本文提出的 RF-BiLSTM 海浪

预测模型的优越性. 于是将 RF-BiLSTM模型训练测试

结果与 LSTM、BP 模型预测的结果相比较, 选择连续

4天的数据作为训练测试数据展示, 最终结果对比图如

图 10和图 11所示.
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图 10    RF-BiLSTM与其他模型训练输出对比图

 

图 10和图 11中显示了 RF-BiLSTM、BP、LSTM
这 3种模型在训练和测试中海浪预测值和海浪真实值

的对比结果. 从图 10 可以看出, 在训练过程中 LSTM
模型的预测值与真实值之间的拟合程度与 RF-BiLSTM
模型的拟合程度相差不大. 而在图 11 中可以看出, 是
LSTM 模型在海浪波动较大的时候拟合效果没有那么

好, 比如在第 32和第 37个数据点时, 预测出得海浪值

与海浪真实值之间偏离程度较大. 相反, RF-BiLSTM
模型不管是在训练还是在测试过程中, 海浪的预测值

和实际值之间的拟合效果都比较好, 比如在第 24 个、

第 32 个和第 44 个数据点时, 海浪预测值和实际值简

直完全重合 .  因此 ,  RF-BiLSTM 海浪预测模型与

LSTM、BP 这两种模型相比较, 海浪的预测值和实测

值之间拟合效果更好, 尤其是在海浪波动较大的地方,
RF-BiLSTM也能够表现出较好的拟合效果.
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图 11    RF-BiLSTM与其他模型测试输出对比图

 

表 3显示了 RF-BiLSTM与 BP、LSTM模型之间

的测试误差对比. 由图可知, RF-BiLSTM 模型预测的

误差最小, 预测精度更高. 由此说明本文提出的 RF-
BiLSTM 模型能够更好地描述海浪的非线性变化, 在
海浪预测上有较好的发展和重要意义.
 

表 3     不同预测模型测试误差对比
 

模型 RF-BiLSTM BP LSTM
RMSE 0.03 0.169 0.068
MAPE 0.038 6 0.295 77 0.098 01

 
  

4   结论与展望

本文搭建了 RF-BiLSTM 模型, 即基于随机森林

的 BiLSTM 海浪预测模型, 介绍了随机森林、注意力

机制、LSTM 和 BiLSTM 的数学模型, 搭建基于随机

森林的注意力机制与双向长短期记忆神经网络相结合

的海浪预测模型, 以小麦岛站点的海洋数据进行预测
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分析. 实验研究显示, RF-BiLSTM模型与 BP, LSTM模

型相比, 更加健壮, 预测准确度高, 性能更加优越, 能够

准确有效地预测海浪, 并成功解决了传统模型所存在

的准确度不高的问题. 因此对于数据量规模较大的多

变量的时间序列数据预测分析时, 基于随机森林的注

意力机制与双向长短期记忆神经网络相结合的预测模

型具有实用性和优越性, 并在海洋预测领域中有着广

大的运用前景.
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