
 

 

基于深度生成模型的煤矿运输皮带异物检测①
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摘　要: 为了能够精准地对煤矿皮带运输机上的异物进行检出, 提出了一种基于深度生成模型的皮带异物检测方

法. 首先, 利用常规的变分自编码器 (variational autoencoder, VAE)对图像进行重构, 根据原始图像与重构图像之间

的重构误差对图像中是否存在异物进行检出. 然后, 为了解决变分自编码器所生成的重构图像通常较为模糊的问

题, 引入了生成式对抗网络 (generative adversarial network, GAN), 对原始图像和重构图像进行判断, 获取更加清晰

的重构图像, 以便提升异物检测精度. 最后, 将变分自编码器与生成式对抗网络进行结合, 设计一种适用于皮带异物

检测的深度学习算法. 实验结果表明, 与基线方法对比, 本文方法在各评价指标上均有较好的效果.
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Abstract: A foreign object detection method based on the deep generative model is proposed to accurately detect the
foreign objects on the coal mine belt conveyor. First, a conventional variational autoencoder (VAE) is used to reconstruct
the image, and the presence of foreign objects in the image is detected according to the reconstruction error between the
original image and the reconstructed image. Considering that the reconstructed image generated by the VAE is usually
fuzzy, a generative adversarial network (GAN) is introduced to evaluate the original image and the reconstructed image
for a clearer image and higher foreign object detection accuracy. Finally, the VAE is combined with the GAN to design a
deep learning algorithm suitable for belt foreign object detection. The experimental results show that compared with the
baseline method the proposed method has a better effect on every evaluation indexes.
Key words: foreign object detection; belt conveyor; deep learning; deep generative model; variational autoencoder (VAE); 
generative adversarial network (GAN)

 
 

我国不仅目前是世界上最大的煤炭消费国之一,

更是世界上最大的煤炭生产国之一[1]. 随着工业化的不

断发展, 以及对煤炭需求的日益增长, 我国的煤炭产量

逐年上升, 煤矿开采机械化水平不断提高. 各类煤炭机

械设备在我们的煤炭生产中都有着十分重要的地位和

作用, 煤矿皮带式运输机更是在我们的煤炭生产过程

中有着不可或缺的重要作用. 在煤矿运输的各个环节

中, 煤矿皮带运输机往往都会出现各种各样的问题[2],
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例如皮带跑偏、皮带机声音异常、皮带机断带、运输

机打滑等, 而皮带运输机上存在异物往往是造成诸多

皮带异常的主要原因之一[3]. 例如, 在煤炭运输中, 煤矿

皮带机上若存在煤矸石、铁器等异物, 这些异物都是

有可能对皮带造成一定损伤的, 甚至可能会割裂皮带,
造成非常严重的后果. 同时, 这些异物的存在还可能会

对煤炭的质量造成一定的影响. 因此对皮带上的异物

进行及时检出并进行处理是十分有必要的. 传统的煤

矿皮带机异物检测方法有人工检测法、金属探测法以

及雷达探测法, 但是这些方法存在着检出效率低、适

用范围小以及造价成本高的问题[4].
近年来, 随着科研人员对深度学习[5] 的不断研究,

已经成为了目前人工智能领域的主流方法. 传统的机

器学习方法与统计方法对于处理图像、语音及文本等

真实场景的复杂问题十分受限, 同时也可能需要许多

的先验知识, 而深度学习方法能够对原始数据特征进

行线性及非线性的组合从而拥有自动处理问题的能力[6].
随着大数据时代的到来, 处理真实场景问题的困难程

度也随之增加, 数据的量级也在不断的增大, 深度学习

由于它有着处理复杂数据的能力, 已经被运用于各个

领域当中[7]. 例如, 医疗领域中的病变检出[8]、交通领

域中的无人驾驶[9]、金融领域中的高频交易[10] 等. 在
煤炭业中, 深度学习方法也被广泛的应用于煤炭生产

中的各个环节, 例如, 煤矿矿山中的智能监测[11]、煤矿

生产机械的故障检测[12]、煤矿工人的复杂行为识别[13]

等. 本文也将利用深度学习技术对煤矿皮带机上的异

物进行检出.
深度生成模型是深度学习中的一个非常重要的领

域. 生成模型的目的是通过捕获真实数据的分布, 并重

新生成新的数据, 这些新的数据是与原始数据存在差

异的, 但是又是极其相似同属于一个分布的. 目前, 3类
主流的无监督深度生成模型分别是生成式对抗网络

(generative adversarial network, GAN)[14]、变分自编码

器 (variational autoencoder, VAE)[15] 以及基于流的生成

模型 (flow-based generative model, FLOW)[16], 这 3 类

生成模型各自存在着优点与缺点. GAN 是目前被研究

的最深入的生成模型, 这是由于 GAN能够生成十分逼

真的图像, 但是它却存在着训练困难的问题. VAE是一

种基于自编码器 (autoencoder, AE) 的模型, 其利用变

分推断同时学习图像空间与隐空间之间的映射关系,
但是由于其损失是基于均方误差的重构损失, 所以生

成的图像是较为模糊的. FLOW 是一种对数据的似然

函数进行精确推断的生成模型, 它能够获得较为准确

的真实数据分布, 但是由于其隐空间的维数通常是与

输入空间的维数相同, 因此其隐空间被利用于下游任

务存在着一定的困难.
在本文方法中, 所选用的深度生成模型是 GAN

与 VAE. 由于 VAE 的损失是基于均方误差的重构损

失, 因此可以利用重构误差来判断一张图片是否存在

异常物体, 故 VAE是一种非常适用于异常检测的方法.
但是, 由于皮带煤矿运输机上所存在的异常物体通常

是与煤炭混在一起的, 而 VAE的重构图像会忽略掉一

些细节信息, 因此这对皮带异物检出是不适用的. GAN
能够捕获图像中的许多细节信息, 因此我们将 GAN
与 VAE进行结合, 使其适用于煤矿皮带运输机的异物

检测. 在接下来的部分中, 我们将会对 GAN和 VAE的

理论基础进行简要介绍, 对本文方法进行详细介绍, 对
实验结果进行详细解释, 最后会给出相应的结论. 

1   理论基础

在此部分中, 将会对 VAE 和 GAN 的理论基础进

行简要的介绍, 以便能够更加自然地引出本文的方法. 

1.1   变分自编码器

Welling等人[17] 在 2014年提出了变分自编码器, 是
在原始的自编码器的基础上, 对其瓶颈层进行了修改.
变分自编码器通常是由两个对称的神经网络所构成的,
形成了两个概率密度分布. 其中的一个神经网络作为

VAE的编码器, 用于产生平均编码和标准差编码, 而不

是直接产生编码. 另一个神经网络作为 VAE的解码器,
用于生成重构图像. VAE 数据生成过程一般如式 (1)
所示: {

z ∼ p(z)
x ∼ p(x|z) (1)

z x p(z) p(x|z)其中,  为隐变量,  为样本,  为先验分布,  为在

给定隐变量的条件下样本的生成分布, 其经常被视为

解码器, 因为能够完成从隐空间到样本空间的映射.
常规的 VAE 的生成过程通常是由两步所构成的.

首先, 从一个先验分布中采样隐变量, 这个先验分布在

通常的情况下一般设定为标准高斯分布. 然后, 样本从

在给定隐变量的条件分布中生成. VAE 的损失是一个

负的证据下界 (evidence lower bound, ELBO), 这个损
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失能够被视作为一个带正则项的负重构损失:

Lvae =−Ez∼qϕ(z|x)[log pθ(x|z)]
+DKL[qϕ(z|x)∥pθ(z)] (2)

E[·] DKL[·] q(z|x)其中,  为期望,  为 KL 散度,  为在给定样

本的条件下隐变量的后验分布, 它经常被视为编码器,
因为能够完成从样本空间到隐空间的映射. 

1.2   生成式对抗网络

GAN 是一种训练过程处于博弈状态的深度生成

模型. GAN 的主要结构可以分为两个部分: 生成器网

络与判别器网络. 生成器网络的功能是用来生成与真

实图像在视觉上相似的虚假图像, 而判别器的作用是

用来判断所输入的信号是来自于真实数据集还是来自

于生成器所生成的虚假图像.
在训练过程中, 一组噪声会被从一个先验分布 (一

般采用高斯分布) 所采样, 然后使其通过生成器, 生成

一组虚假图像. 然后将所生成的虚假图像与从数据集

中所采集的真实图像一起输入到判别器中, 判断所输

入的图像是从何而来. 经过几轮迭代后, 生成器所生成

的图像能够骗过判别器, 这时 GAN 达到了最优状态.
GAN的目标函数如下:

min
G

max
D

V(G,D) =Ex∼pdata(x)[log D(x)]

+Ez∼pz(z)[log(1−D(G(z)))] (3)

G D其中,  为生成器,  为判别器. 

2   煤矿运输皮带异物检测算法设计

在这一部分中, 将会对本文所使用的实验方法进

行详细介绍, 包括本文方法的网络结构、损失函数以

及异常得分. 

2.1   网络结构

本文方法的网络结构主要由 3 部分组成, 分别为

编码器 (encoder)、解码器 (decoder)和判别器 (discrimi-
nator), 其中, 编码器和解码器共同构成了一个 VAE, 并
把 VAE 看作是 GAN 的生成器部分 (generator), 与判

别器共同构成了一个 GAN. 本文方法的网络结构如图 1.
编码器的作用是将高维图像进行编码, 得到压缩

后的低维表示. 编码器是完成了从高维的原始图像空

间到隐空间的映射. 在编码器的输出位置, 会利用重参

数化技巧. 解码器的作用是将低维的表示进行解码, 得
到解码后的重构图像. 解码器是完成了从低维的隐空

间到高维的重构空间的映射. 编码器和解码器共同构

成了一个 VAE. 需注意的是, 在本文中, 算法的输入应

为整张图像, 而不是噪声, 因此原始 GAN 中的生成器

已经不适合此算法, 故本文将 VAE 看作是 GAN 中的

生成器部分.
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图 1    网络结构

 

判别器的作用是用来判断所输入的图像是真实图

像还是生成图像的. 在本文方法中, 由于利用 VAE 作

为 GAN的生成器部分, 这个生成器并没有从一个高斯

分布中采样噪声来生成图像, 而是对原始图像进行重

构, 因此此判别器的作用是用来判断所输入的图像是

来自于真实图像还是重构图像的. 

2.2   损失

本文方法的损失函数是由两部分构成 ,  分别为

VAE损失和对抗损失, 总的损失函数如式 (4)所示:

L = Lvae+λLadv (4)

Lvae Ladv λ其中,  为 VAE损失,  为对抗损失,  为一个平衡

两个子损失对总损失影响的超参数.
对于 VAE损失, 本文方法直接利用的是 VAE中的

损失函数, 如式 (5)所示. VAE损失可以看做是一个带

正则项的重构损失, 共包含两个部分: 第 1项为重构损

失, 即原始图像与重构图像之间的均方误差, 是为了使

重构图像尽可能与原始图像相似; 第 2项为正则项, 是
为了使后验分布更加的接近于先验分布, 一般情况下,
先验分布选择标准高斯分布.

Lvae =−∥x− x̂∥2+DKL[qϕ(z |x )∥N(0, I) ] (5)

x x̂ qϕ(z |x ) x

z N(0, I)

其中,  为原始图像,  为重构图像,  为在给定 的

条件下 的后验分布,  为标准高斯分布.
对于对抗损失, 本文在 GAN的原始对抗损失的基

础上进行了修改. 由于本文方法的生成器不是从高斯
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分布中采样噪声来生成图像, 而是将 VAE作为生成器

对原始图像进行重构, 因此生成器的输入不再是噪声

而是原始图像. 修改后的对抗损失如式 (6)所示:

Ladv =min
G

max
D

Ex∼pdata(x)[log D(x)]

+Ex∼pdata(x)[log(1−D(G(x)))] (6)
 

2.3   异常得分

异常得分能够检验图像中是否出现异物, 异常得

分越高说明越有可能出现异物, 异常得分越低说明越

不能出现异物. 在本文方法中, 所使用的异常得分为测

试图像与测试图像的重构图像之间的重构误差:

S = ∥xtest− x̂test∥2 (7)

xtest x̂test其中,  为测试图像,  为测试图像的重构图像.
当异常得分大于某一个阈值时, 认为图像中出现

了异物, 反之则未出现异物:

outcome =
{

0, S < τ
1, S > τ (8)

τ其中,  为阈值.
对于阈值的选择, 在本文中, 均以异常比的分位数

为阈值. 

3   实验结果

在本部分中, 将会详细介绍本文实验所使用的数

据集, 实验所使用的网络结构和超参数设定, 以及实验

结果及解释. 

3.1   数据集

本文所使用的数据集是从煤矿中通过摄像头所采

集的, 并对采集到的图像数据进行了人工标注. 将数据

分为两类: 一类是不含异物的正常图像数据, 另一类是

含有异物的异常图像数据. 为了便有后续试验的进行,
将全部图像数据调整为像素值为 256×256的灰度图像.
正常图像数据与异常图像数据的代表性数据如图 2.
 

正常

异常

 
图 2    数据示意图

 

由于本文所使用的异常检测算法以及基线方法均

是半监督学习算法, 因此在划分训练集与测试集时, 使

训练集中仅含有正常样本, 包含了 800张正常图像. 为
了能够更加公平的评价各算法的差异, 使测试集中正

常样本与异常样本的样本量相同, 各 100张. 训练集与

测试集的具体信息如表 1所示.
 

表 1     数据集信息
 

数据集 像素 正常样本 异常样本 异常比 (%)
训练集 256×256 800 0 0
测试集 256×256 100 100 50

 
 

为了能够更加稳定的训练模型, 同时也为了能获

得更优的实验结果, 对全部图像数据进行了归一化预

处理:

x̃ =
x− xmin

xmax− xmin
(9)

x x̃

xmin xmax

其中,  表示原始数据,  表示经归一化预处理后的数据,
表示图像中最小的像素值,  表示图像中最大的

像素值. 

3.2   实验设定

本文的实验环境是基于 Linux操作系统的 PyTorch
1.7.0 深度学习框架, 所使用的显卡为 NVIDIA RTX
2080 Ti.

为了证明本文方法的优越性, 将本文方法与 5 种

基线方法进行比较, 其中包括两种传统的机器学习算

法: 一类支持向量机 (one-class support vector machine,
OCSVM) 和核密度估计 (kernel density estimation,
KDE); 3 种深度学习方法: 自编码器 (AE)、去噪自编

码器 (denoising autoencoder, DAE) 和变分自编码器

(VAE)
对于网络结构设定, 本文方法的网络结构如图 1

所示. 为了更加公平的比较各个方法, AE、DAE、VAE
中的各个部件与本文方法所所对应的部件结构是相同

的, OCSVM 与 KDE 两种传统的机器学习方法是使用

了机器学习库 sklearn中的默认参数.
对于评价指标, 本文选择了两种用于分类任务的

评价指标, 分别为 F1分数与 AUC (area under the curve),
同时也使用了 ROC 曲线与混淆矩阵比较 6 种方法的

分类效果. 

3.3   实验结果及分析

表 2给出的是本文方法与其他 5种基线方法的精

度比较结果, 表中给出了每一种方法所对应的 F1分数

与 AUC 结果. 通过分析表 2 能够得知, 两种经典的机

器学习方法的效果不及深度学习方法, 且 KDE的精度
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表现较差, 这是由于传统的机器学习方法对于处理高

维复杂的真实场景图像任务是存在困难的, 在应用时

可能会遭受维数灾难问题. AE、DAE、VAE这 3种深

度学习方法的精度表现较为相近, 但是其精度表现仍

不及本文方法, 这是由于 AE、DAE、VAE 的重构图

像往往是模糊且缺乏细节的, 而对于真实场景的煤矿

异物检测任务是存在困难的, 因为煤矿中的异物可能

仅占据所采集的图像中的很小的位置. 本文方法利用

了 GAN, 能够学习到图像的细节信息, 从而能够达到

更好的异物检出效果.
 

表 2     精度比较
 

方法 F1 AUC
OCSVM 0.899 0.895
KDE 0.740 0.803
AE 0.900 0.939
DAE 0.910 0.932
VAE 0.900 0.938

本文方法 0.920 0.958
 
 

图 3给出的 ROC曲线, 图中给出了本文方法与其

他 5种基线方法的 ROC曲线. 通过分析图 3能够直观

的得知, 我们的方法相较于其他的基线方法拥有更优

的分类效果, 且深度学习方法是要优于传统的机器学

习方法的.
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图 3    ROC曲线

 

图 4给出的是本文方法与其他 5种基线方法的混

淆矩阵图. 通过分析图 4能够得知, 本文方法的异物检

出效果是最好的.
图 5给出的是本文方法在测试集上的异常得分直

方图, 我们分别展示了正常测试样本与异常测试样本

的得分情况. 通过分析图 5能够得知, 正常测试样本的

得分明显的低于异常测试样本的得分, 这说明本文方

法能够明确的划分正常测试样本与异常测试样本, 也

就是说能够准确的进行异物检出. 同时, 能够发现正常

测试样本的得分离散程度要小于异常测试样本的, 这
说明本文的方法是能够捕获正常样本的分布的, 同时

能够准确的区分正常样本分布外的样本.
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图 4    混淆矩阵
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图 5    异常得分直方图

  

4   结论

本文所提出的基于深度生成模型的煤矿皮带异物

检测方法, 充分地利用了 VAE和 GAN的相关特征, 使
其异物检出效果相较于其他基线方法更为优越. 通过

在煤矿皮带数据集上进行试验, 得出了以下结论:
(1) VAE能够对皮带图像进行重构, 利用重构误差

对皮带上是否存在异物进行判断.
(2) GAN 能够提升 VAE 的重构图像质量, 使其学

习到图像中的一些细节信息, 以便能够获得更佳的异

物检出效果.
(3) 本文方法所得到的异常得分能够对正常样本

与异常样本进行分离, 且正常样本得分的离散程度要

小于异常样本得分的离散程度.
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