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摘　要: 构建个人信用风险评估模型的过程中, 特征工程很大程度上决定了评估器的性能, 传统的特征选择方法无

法全面的考虑高维度指标对评估结果的影响, 且大多数研究在构建模型的过程中人为决定特征集大小, 导致随机性

强、可信度低; 基于此, 提出基于传统风控指标优化 XGBoost的随机森林模型 (IV-XGBoostRF), 将传统风控指标

IV与 XGBoost相结合对原始特征集进行筛选, 建立较为完善的信用评估模型. 通过对比实验的结果显示改进后的

随机森林模型准确度提高了 0.90%, 且其他各项评估指标均优于传统信用评估模型, 证明了该组合特征选择方法的

可行性, 有一定的应用价值.
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Abstract: In the process of building a personal credit risk evaluation model, feature engineering largely determines the

performance of the evaluator. Traditional feature selection methods cannot fully consider the impact of high-dimensional

indicators on the evaluation results, and most studies artificially determines the size of the feature set in the process of

building the model, leading to high randomness and low credibility. Therefore, a random forest model (IV-XGBoostRF)

based on traditional risk control indicators to optimize XGBoost is proposed. The traditional risk control indicators IV and

XGBoost are combined to screen the original feature set to build a relatively complete credit evaluation model. The results

of comparison experiments show that the accuracy of the improved random forest model is increased by 0.90%, and other

evaluation indicators are better than the traditional credit evaluation model, which proves the feasibility of the feature

selection method and has certain application value.
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当下是金融经济的飞速发展时代, 个人信用评估

数据普遍表现为高维度、高复杂度等特点, 无关、冗

余的评价因子会直接影响信用评估模型的准确性, 而
评价因子的优劣取决于特征选择方法的选择是否合

理、全面 .  目前常用的特征选择方法包括过滤法

(filter)、包裹法 (wrapper)、嵌入法 (embedded) [1].

Filter 方法利用统计学方法评估变量与预测变量间的

关系, 该方法优势在于计算简单、速度快; wrapper 方

法通过对生成的子特征组合与其他组合进行比较, 依

赖于学习算法的准确度; embedded 方法是通过在训练
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模型的过程中根据准确度学习并选择出最优的特征

组合. 本文选用的信息量模型 (information value) 与
XGBoost (extreme gradient boosting) 分别是 Filter 和
Embedded方法的实现. 结合两种不同的特征选择方法

不仅能够提高输入变量的有效性同时增强了整个模型

的可解释性.
近二十年来, 信用风险评估方法主要分为两部分:

统计学方法和机器学习方法. Fernandes 等[2] 利用逻辑

回归算法建立了信用评估模型 ,  并通过实验证实了

logistic 算法在信贷评估业务的可行性, 成为了主流的

统计学方法之一. 郭畅[3] 将 IV 与 Lasso-Logistic 结合,
通过 IV排除风险识别能力、稳定性较差的变量, 整体

提升了信用预测模型的效果. 然而随着信息技术的迅

猛发展, 传统的统计学评分模型暴露出 3 个主要问题:
一是模型单一; 二是处理数据维度较小; 三是主要以专

家评价法为主, 预测结果缺乏客观性[4]; 为了解决这些

问题, 学者们尝试将机器学习建模技术应用在个人信

用评估业务中, 其中主要包括决策树[5]、BP神经网络[6]、

支持向量机 (SVM)[7] 等模型, 但单一机器学习模型处

理的数据维度和预测精度有限, 为决定该问题, 集成算

法逐渐应用在个人信用评估领域中. Twala[8]、Zhu等[9]

使用 5 类信用数据证实了集成算法在信用评估领域

表现出更优的预测效果并且多个分类器组合显著提高

了整个模型的学习能力; 萧超武等[10] 基于组合分类模

型随机森林 (RF), 发现 RF 模型分类准确率、稳定性

更高, 并且噪声容忍度高, 训练过程中能够效避免过拟

合现象. 周永圣等[11] 首次将 XGBoost 和随机森林模

型两种不同的集成算法融入到信用评估中 ,  证实了

XGBoost算法基于特征重要性能有效剔除信用数据冗

余变量, 但该实验缺少对比实验且变量选取较随意、

可靠性较低. 李欣等[12] 提出一种基于改进网格搜索优

化的 XGBoost模型, 实验结果显示 F-score 和 G-mean
均优于其他机器学习模型, 进一步表明集成算法的优

越性.
鉴于个人信用数据维度高、变量冗余度高的特点,

本文采用 IV-XGBoost 组合特征选择方法对随机森林

模型进行优化, 不仅避免了传统特征选择方法的单一

性同时能够更好解决数据维度过高的问题; IV 值剔除

冗余、无预测能力的变量, XGBoost 利用变量打分机

制筛选变量, 采样逐步排除法输出最优特征集, 相比根

据特征重要性排名随意选取的方法, 该组合特征选择

模型更加合理并且可信度高; 此外超参数组合会直接

影响 RF模型的预测效果, 利用网格-5折对 RF中的重

要参数进行参数寻优. 最后实验结果表明基于新型的

组合特征选择方法的随机森林相比其他单一的机器学

习方法以及原始的集成算法有着更高的稳定性和预测

准确率. 

1   特征选择理论与方法 

1.1   证据权重 (WOE) 与信息价值 (IV)
WOE (weight of evidence) 即为证据权重, 通过编

码的方式将自变量表示成其对目标变量的区分程度的

形式. 根据 WOE 值大小反映某属性对目标的影响, 若
同一属性的不同划分标准计算出的 WOE 值越大, 则表

明该属性对目标属性的区分度越大, 其计算公式:

WOE(x) = ln
(

pyi

pnT

)
= ln

(
yi

yT

/
ni

nT

)
(1)

其中 ,  W O E ( x ) 是变量进行分箱处理后第 i 组的

WOE 值, 其中 pyi 是该组未响应样本 (‘未违约客户’)
占比; pni 是响应样本 (‘违约客户’) 占比; yi 是某变量

第 i 个属性对应的未响应样本数, yT 是所有未响应样

本数; ni 是某变量第 i 个属性对应的响应样本数, nT 是

是所有响应样本数.
信息量 (IV) 是基于 WOE 算法改进的衡量指标,

其计算本质是某变量所有属性的 WOE 值加权求和, 其
值大小反映了变量对目标变量的预测能力. IV 通常应

用在风控模型中评价因子的选择, 其计算公式:

IV =
∑

i

(
yi

yT
− ni

nT

)
× ln

[
yi

yT

/
ni

nT

]

=
∑

i

(
yi

yT
− ni

nT

)
×WOEi (2)

WOEi

yi

ni

nT

其中 ,   是某变量进行离散化处理后第 i 组的

WOE 值; 其中 是某变量第 i 个属性对应的未响应样

本数; T 是所有未响应样本数;  是某变量第 i 个属性

对应的响应样本数;  所有响应样本数. 

1.2   XGBoost 特征选择 

1.2.1    算法原理

XGBoost[13] 是基于梯度提升算法 GBDT改进的新

型集成学习算法, 其主要算法思想是将多个分类精度

较低的子树模型进行迭代组合从而构建出准确度、稳

定性更强的模型. XGBoost 在 GBDT 的原目标函数上
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加入了正则项, 因此加快了收敛效率的同时降低过拟

合风险. 其变换后的公式如下:

H(i) =

n∑
i=1

(
l
(
yi,ŷi

)
+Ω ( fi)

)
(3)

Ω( f ) = γN +
1
2
λ||O||2 (4)

l
(
yi,ŷi

)
ŷi yi式 (3) 中 是预测值 与 之间的平方差损失

函数.
Ω( f )

λ

γ

式 (4)计算所有子树的复杂度总和, 其中 是正

则化项; N 代表子树中叶子节点个数;  代表了叶子节

点权重 O 的惩罚系统值;  是衡量树的分割难度大小,
用于控制树生长.

XGBoost与 GBDT的不同之处在于前者是以泰勒

公式二阶导展开, 从而加快了函数收敛速度且提高了

模型预测准确度, 其变换后目标函数为:

Hi = −1
2

N∑
j=1

∑
i∈I j

gi


2

∑
i∈I j

hi+λ
+γN (5)

I j ∈ {q (Xi) = j} hi [l(α)]′′ gi [l(α)]′其中,  ,  为 ,  为 . 

1.2.2    XGBoost特征选择原理

机器学习中特征选择是建模工作中至关重要的环

节, XGBoost采用梯度提升的原理对样本进行分类, 该
模型是根据计算各个变量的重要性来进行特征选择,
其主要原理是子树节点在分裂的同时计算其信息增益

量, 并选择差值最大的指标作为下一次的分裂属性, 直
到完成全部计算. 本文根据 XGBoost 计算后输出的特

征重要性排名, 由低到高逐个加入到特征集并计算 RF
模型准确度, 选取准确度最高的特征集作为最终特征

选择的结果. 

2   改进的随机森林个人信用评估模型 

2.1   随机森林算法

随机森林是 Breiman[14] 提出的基于树的集成学习

算法, 根据特征数对每个样本选取分裂指标进而构建

单棵子树. 随机森林旨在集成多个弱分类器来构建一

个强分类器, 各个基分类器之间相互互补, 降低了方差

以及过拟合的风险, 从而提高模型的性能.
RF 是在 Bagging 集成学习和随机子空间的基础

上进一步优化的集成学习算法, 由服从独立同分步随

θi {Wi (x, θi) , i = 1,2,3, · · ·}机向量 生成的 i 棵树 , i 棵子树

最终形成集成树模型. RF模型的最终结果采用基分类

器中平均票数最多的结果作为输出. 随机森林模型算

法流程如下:

{Ni} i ∈ {1,2,3,4,
5, · · · ,k}

(1)采用 Bootstrap方法有放回的从总量为 W 的训

练集中随机抽取形成 N 个子训练集 , 

每个训练子样本对应一棵 CART树.

(n ≤ M)

(2) 随机森林由 i 棵分类树构成, 每棵分类树的子

节点在进行分裂时随机选择分裂指标数 n , 其
中 M 为总样本的指标个数, 根据衡量指标大小选择最

优分割指标进行划分.
(3) 不断重复步骤 (2), 直至森林中所有的子树构

建完成.

Pr f (X)

(4) 由 i 棵子树形成最终随机森林, 将待测试样本

引入构建好的随机森林, 最终结果采用投票选举的方

式产生. 其最终的决策函数 由式 (6)得出:

Pr f (X) = argmax
Y

k∑
i=1

I (w (X, θi) = Y) l (·)Yc (6)

w (X, θi) l (·)

θi

其中,  为单个分类决策树;  为指标函数表示

满足式子的样本总数; k 为待建子树棵数; Y 为目标变

量, 解释为是否违约;  是随机变量.
随机森林的决策结果取决于每一棵子树的训练结

果, 分裂指标的选取决定了分裂标准, 随机森林一般采

用基尼指数 (Gini), 其大小衡量了各节点混乱程度, 其
计算如下:

Gini (c) =
u∑

y=1

∑
y′,y

py (y|c) py′
(
y′|c)

= 1−
u∑

y=1

p(y|c)2 (7)

p (y|c)其中,  为客户类别 y 在子树 c 节点的条件概率; 一
般来说基尼指数越大, 表明在该节点处的数据越趋向

均匀分布, 样本越纯; 当 Gini 指数为 0 时, 表明该节点

所有样本均为一个类. 

2.2   改进的 RF 模型流程

基于 IV-XGBoostRF 的个人信用评估算法模型流

程图 (如图 1), 其运行步骤如下:
步骤 (1)剔除异常值、重复值、缺失值, 对数据中

的连续型变量采用最优决策树分箱进行离散化、归一化.
步骤 (2) 采用皮尔逊相关分析排除变量间的强相
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关变量进而排除变量间共线性可能; 同时进行WOE编

码以及计算分箱后各变量属性的 IV 值, 并通过 IV 值

筛选产生初步的特征集; 根据 XGBoost 输出该特征集

的重要性完成组合特征选择.
步骤 (3) 利用超参数曲线确定森林大小参数 n_

estimators、网格搜索确定其他重要参数; 为了减少训

练集、测试集划分的随机性, 实验过程采用五折交叉

验证, 将数据集 A 随机分为 5份训练样本, A1, A2, …, A5,
每一个样本 Ai 都逐次作为训练数据, 其余为测试数据.

步骤 (4)模型评估.
 

原数据样本

最优分箱 数据归一化

标准数据集

Ⅳ 值信息量
排序初步筛选

皮尔相关
分析

筛选特征指标

超参数曲线确定
n_estimators

五折交叉实验-RF

模型算法

评估指标 结束

网格搜索确定参数
max_features

min_samples_split

XGBoost 算法

···

 
图 1    IV-XGBoost-RF模型

  

3   实证分析 

3.1   实验数据

实验数据集来自 UCI 德国某银行信用数据, 利用

该数据集验证改进的随机森林模型的可行性, 数据集

主要从个人基本信息、账户信息、贷款信息 3个方面

对客户进行描述, 样本大小为 1 000 个样本, 其中正例

700 例, 反例 300, 不平衡率为 2.3, 具体的指标信息如

表 1所示. 

3.2   数据预处理与分析

(1)变量分箱

选用最优决策树分箱, 通过比较 Gini 系数大小决

定分箱点, 对数据集中 R2 (贷款期限)、R5 (贷款金

额)、R13 (年龄) 3个连续型变量进行决策树分箱同时

计算 IV、WOE值, 结果如表 2所示.
 

表 1     数据集信息说明
 

数据类型 指标序号 含义

定类变量 (10个)

R3 信用记录 (5类)

R4 贷款目的 (11类)

R9 性别及婚姻状况 (5类)

R10 担保人 (3类)

R12 资产状况 (4类)

R14 分期付款情况 (3类)

R15 住房情况 (3类)

R17 职业 (4类)

R19 联系方式 (2类)

R20 是否外籍 (2类)

定序变量 (3个)
R1 现有支票账户情况 (11类)

R6 储蓄账户/债券情况 (5类)

R7 工作年限 (5类)

连续变量 (7个)

R2 贷款期限

R5 贷款金额

R8 分期付款率占可支配收入比

R11 居住时间

R13 年龄

R16 现有信贷额度

R18 需赡养人数

目标变量 target 是否违约 (二分类)
 
 
 

表 2     贷款期限 R2与贷款金额 R5及年龄 R13证据权重
 

指标序号 分组区间 WOE

R2

[4.0, 8.5) 1.280 9
[8.0, 15.5) 0.336 214

[15.5.0, 34.5) –0.108 688
[34.5, 43.5) –0.524 524
[43.5, 72.0) –1.134 980

R5

[250.0, 1 373.0) –0.076 033
[1 373.0, 1 806.0) 0.772 090
[1 806.0, 3 913.5) 0.288 083
[3 913.5, 6 750.0) –0.336 472
[6 750.0, 18 424.1) –0.812 812

R13
[19.0, 25.5) –0.528 844
[25.5, 34.5) –0.060 465
[34.5, 75) 0.311 213

 
 

(2)皮尔逊相关分析

根据计算得到各变量间相关性系数范围为 0.01–0.4,
各指标间关联性均呈弱相关, 因此排除变量间共线性

可能. 同时结果显示支票账户情况、贷款期限、信用

记录特征与是否违约相关度较高. 

3.3   特征选择

基于 IV-XGBoost进行特征筛选, 具体步骤如下:
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(1) 根据信息价值计算公式分别计算 20 个指标对

应 IV 值 (如表 3), 剔除信息量小于 0.02 的特征, 即
R17、R19、R11、R18, 剩余 16个待筛选特征.
 

表 3     各指标 IV值大小及排名
 

指标
信息价值IV

指标
信息价值IV

值大小 排名 值大小 排名

R1 0.666 0 1 R14 0.057 0 11
R3 0.292 7 2 R20 0.044 8 12
R2 0.284 3 3 R9 0.044 6 13
R6 0.194 7 4 R10 0.032 2 14
R5 0.192 4 5 R8 0.026 4 15
R4 0.168 0 6 R16 0.022 7 16
R12 0.112 5 7 R17 0.008 5 17
R13 0.100 4 8 R19 0.006 3 18
R7 0.086 1 9 R11 0.003 5 19
R15 0.083 5 10 R18 0.003 0 20

 
 

(2)根据图 2中 XGBoost对 16个特征的重要性排

名结果, 采用逐步减小变量个数 (如表 4), 以准确度作

为衡量标准最终选择 XGBoost 重要性排名前 14 的特

征 (加粗为准确度最高).
 

R4

R12

R7

R13

特
征

R5

R2

R1

R8

R9

R6

R3

R14

R16

R15

R10

R20

0 0.02 0.04 0.06 0.08 0.10 0.12 0.14

重要性 
图 2    XGBoost特征重要性排序

 

表 4     特征数量选择及模型准确度 (%)
 

特征数量 准确度

20 75.50
16 75.70
15 76.00
14 76.40
13 75.81
12 75.60
11 74.10

 
  

3.4   模型性能评估

经过信息值 IV 以及 XGBoost 特征选择后保留了

14 个信用评估特征, 使用超参数学习曲线结合网格搜

索确定 RF 模型重要参数 n_estimators=104、max_

features=4、min_samples_split=3, 该参数组合下的

RF评估性能最优. 为了进一步验证改进后的随机森林

模型的性能, 实验分别与其他五种机器学习模型相比

较; 实验过程采用五折交叉验证减小随机性对结果的

影响, 据此作以下分析:
(1)根据表 5实验结果, 改进后的随机森林的准确度

分别高于默认参数下的随机森林、逻辑回归、支持向量

机、BP神经网络模型 0.90%、3.80%、2.70%、1.30%.
 

表 5     5种模型实验结果
 

模型 Accuracy (%) AUC
RF 75.50 0.968 8

Logistic 72.60 0.760 8
SVM 73.70 0.865 9
BP 75.10 0.864 4

改进后的RF 76.40 0.971 2
 
 

(2) ROC 曲线用来衡量模型分类性能优劣的一种

图像, ROC 曲线越靠近左上方模型分类效果越好; 其
ROC 曲线下方于 X、Y 轴围成的面积为 AUC 值, 其
范围在 0–1之间, AUC值越高表明模型性能越优. 图 3
显示改进的随机森林模型 AUC 值高于其他模型, 其
AUC值为到 0.971, ROC曲线更靠近左上方.
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IV-XGBoost-RF ROC curve=0.971

RF ROC curve=0.969

logistic ROC curve=0.761

SVM ROC curve=0.866

BP ROC curve=0.864

 
图 3    5种模型 ROC曲线

 

(3) 未改进的随机森林模型 F-score 为 0.874 2, 改
进后随机森林 F-score为 0.895 7, 有明显的提升. 

4   结论与展望

本文提出了组合特征选择的方法, 首次将传统的

风控指标-信息价值 (IV)和新型集成学习方法 XGBoost
相结合, 以随机森林作为信用评估器. 现针对提出的改

进方法作以下几点总结:
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(1) 根据组合特征选择结果总结出银行系统应该

更关注贷款与账户相关信息, 如支票账户状态、信用

记录、贷款期限、贷款目的、储蓄账户情况、固定资

产等银行账户等因素; 个人基本信息中更关注就业情

况、婚姻状况因素. 符合常理.
(2)基于 IV-XGBoost的组合特征选择方法相比直

接通过分类算法的特征重要性排序剔除特征更加合理

且符合业务逻辑; 同时 IV 计算量小且简单, 当数据维

度较大时, 可以有效地减少模型训练时间从而进一步

提高算法整体性能.
(3) 与未改进的随机森林模型比较, 改进的随机

森林模型 Accuracy 平均值提高 0.90%, F-score 提高

了 2.15%, AUC 提高了 0.20%, 证实本文提出的 IV-
XGBoost组合特征选择方法的有效性和可行性.

不足以及未来展望: 1) 本文的实验还有一些不足,
由于条件有限实验数据集较小, 仅能证实特征选择方

法和集成模型有效性和可行性, 在大数据集上该组合

特征选择的效率高低并未得到证实; 2) 面对大数据集

的个人信用数据, 能否将大数据技术与集成学习算法

相结合也是未来研究的主要方向.
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