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摘　要: 为促进矿业领域向信息化、智能化的方向转变, 实现对石墨的智能识别尤为关键. 针对人工识别石墨花费

时间长、效率低等问题, 提出了一种改进的 AlexNet网络应用于石墨的图像识别. 首先通过随机裁剪、依概率水平

翻转和归一化处理等手段对数据集进行图像预处理达到数据增强的目的; 然后采用激活函数 ReLU6 压缩动态范

围, 使算法更稳健; 运用批标准化算法进行归一化加快收敛速度; 修改卷积核的大小增强泛化能力; 在全连接层加

上 dropout正则化进一步防止过拟合. 在仿真实验中, 与已有方法进行比较, 所给方法降低了损失值, 提高了石墨的

识别平均准确率.
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Abstract: The intelligent recognition of graphite is particularly critical to the transformation of the mining industry to
informatization and intellectualization. To address the long time and low efficiency in manually identifying graphite, this
study proposes an improved AlexNet network for graphite image recognition. First, image preprocessing is performed on
the data set through random cropping, horizontal flipping according to probability, and normalization to achieve data
augmentation. Then, the activation function ReLU6 is employed to compress the dynamic range so that the algorithm can
become more robust. The batch standardization algorithm is used for normalization to speed up the convergence, and the
convolution kernel is resized to enhance the generalization ability. Finally, dropout regularization is added to the fully
connected layer to further prevent overfitting. Compared with the existing method, the proposed method reduces the loss
value and improves the average accuracy of graphite recognition in the simulation experiment.
Key words: graphite; recognition; convolution neural network (CNN); feature extraction; small sample data set

 
 

随着科学技术的快速发展, 非金属矿的各种矿种

应用日新月异, 其战略意义逐步提高. 尤其是石墨被誉

为“二十一世纪支撑高新技术发展的战略资源”, 具有

良好的耐高温性、导电性、化学稳定性和抗热震性等[1],

不仅是新能源、新材料、航天航空等领域关键原材料,

还是耐火材料、电极电刷、铅笔等传统工业领域的重

要原料[2]. 在高科技产业发展中, 石墨所占地位越来越

重要, 其独特的物理特性使其能够应用于国计民生的
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各个领域, 具有十分重要的工业价值[3,4].
以卷积神经网络 (convolution neural network, CNN)

为代表的深度学习算法在大数据时代得到快速发展,
在机器学习和计算机视觉等研究领域备受关注 [5 ,6 ].
CNN 作为一种深度前馈神经网络, 在图像识别领域取

得了不小的突破[7]. 相比于传统的分类方法, 基于卷积

网络的全自动分类方法脱离了人力识别的繁琐, 同时

利用反向传播算法自动优化模型参数, 获得当前条件

最优模型. 深度学习的概念是 Hinton等人[8] 于 2006年
提出的, 它能更抽象、更深层次描述物体的属性和特

征, 并且设计出 AlexNet网络, 从此掀起了一波深度学

习的热潮. 2016年, Ebrghimi等人[9] 提出了一种基于层

次分析法和特征映射的图像视觉方法, 利用图像识别

辨别出 16种常见矿石; 2017年, 胡发焕[10] 采用模糊支

持向量机 (NP-FSVM)对矿石图像进行初步识别; 同年,
伍云霞[11] 将 BP 神经网络与小波变换相结合, 取得较

高的识别率; 2019 年, 吕红杰[12] 使用 AlexNet 卷积神

经网络用于煤岩识别并取得较好的图像识别结果 ;
2020年, 王李管等人[13] 使用改进的卷积神经网络应用

于钨矿分类问题.
作为图像识别领域中的强大算法[6,7], 目前鲜有研究

者将 CNN应用到石墨的图像识别任务中. 与GoogLeNet、
ResNet 等更先进的模型相比, AlexNet 具有更简单的

网络结构和更少的网络参数[7]; 相比于现有的轻量级网

络深度深, 训练难度不会很大, 表征能力强, 更方便做

出不同的改进, 可以节省大量模型训练时间, 更不易过

拟合[6]. 因此, 本文给出利用 AlexNet 和深度学习的图

像识别技术进行石墨与非石墨识别分选. 针对石墨图

像本身特征及数据集过小, 通过对数据集进行图像预

处理达到数据增强的目的, 同时对激活函数、归一化

层、卷积核、Dropout层和优化器进行替换更新. 仿真

实验结果表明, 与相关算法相比, 本文所提方法复杂度

低、参数量少, 提高了网络的收敛速度, 减低了损失率,
有效地实现了石墨的图像识别目标. 

1   传统 AlexNet网络模型 

1.1   卷积神经网络

AlexNet 属于 CNN 的一种, 而 CNN 属于人工神

经网络, 已经广泛应用于图像识别等机器学习领域[6].
由于它的网络结构采用了权值共享方式, 更加类似于

生物神经网络, 其优点相对于一般神经网络, 减少了网

络的权值数量. CNN 最大的优势在于通过感受野和共

享权重减少网络的参数, 即参数减少和权值共享. 该方

法使得训练速度更快, 而且训练需要的样本更少. CNN
基本网络结构如图 1所示, 分为 4个部分: 输入层 (input),
卷积层 (convolution, Conv), 全连接层 (full connected
layer, FC)和输出层 (output).
 

C

C

C
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S

S

ConvInput Output

… …

FC 
图 1    基本 CNN网络结构

 

卷积神经网络与其他神经网络模型最大的区别在

于, 卷积神经网络在神经网络的输入层前面连接了卷

积层, 这样卷积层就变成了卷积神经网络的数据输入

层. 卷积层是卷积神经网络中独特的网络结构, 主要进

行图像的特征提取; 池化层针对特征图进行稀疏处理,
减少数据的运算量; 全连接层在整个卷积神经网络中

起到“分类器”作用, 它将在已学到的“内容”映射到样本

标记空间 (把前面提取到的特征综合起来). CNN 的连

接过程如图 2所示.
 

Input fx bx C
x Wx+1

bx+1 Sx+1Sigmoid

 

图 2    CNN连接过程
 

fx bx Cx

Wx+1 bx+1

S x+1

图 2 中,  表示数字滤波器;  表示偏置;  表示

卷积层的特征图;  表示下采样的权值;  表示对

应的权重;  表示下采样层.
 

1.2   AlexNet 卷积神经网络

AlexNet 是 ISLVRC 2012 (ImageNet large scale

visual recognition)竞赛的冠军网络, 分类准确率提升到
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了 80%以上, 其网络结构如图 3所示.
该网络包含 8层结构, 其中 5层卷积层、3层全连

接层. 在 AlexNet 网络中还包含 3 个池化层 (Pooling),
卷积层和池化层交替连接使用.
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图 3    传统的 AlexNet网络结
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在 AlexNet 网络中, 5 层卷积层分别使用 、

、 、 、 的卷积核进行特征提取. Alex-
Net 舍弃此前普遍使用的 Sigmoid 或 tanh 函数, 采用

ReLU作为激活函数; 由于经过 ReLU函数得到的值域

没有区间, 因此 AlexNet提出了局部响应归一化 (local
response normalization, LRN), 对 ReLU 得到的数据进

行归一化处理, 抑制小的神经元, 提高模型的泛化能力. 

2   改进的 AlexNet模型 

2.1   数据增强

为了提高模型的泛化能力, 使用大样本数据集进

行训练是最好的办法. 对于小样本数据集, 在深度学习

中可以采用数据增强的方法来解决数据不足的问题[14].
这里利用 PyTorch 的图像预处理包 Transform 对数据

集中的图片进行如图 4所示的预处理操作.
 

数据增强 依概率水平翻转

参数正则化处理

随机裁剪尺寸为 224×224

 
图 4    数据增强操作

 

p = 0.5

首先将测试集进行随机裁剪得到图像像素为 224×
224, 并依概率 (设置 ) 对图像进行水平翻转, 最
后对处理过的数据集进行归一化处理, 达到数据增强

的目的. 

2.2   激活函数

x > 0 x

在 AlexNet 网络中, 虽然将 ReLU 函数作为激活

函数有效克服了 Sigmod 和 tanh 函数梯度消失、收敛

速度慢等缺点, 但是 ReLU在 的区域使用 进行线

性激活, 有可能造成激活后的值太大, 影响模型的稳定

性, 这会使得网络的训练速度下降, 甚至可能会降低网

络的泛化性能. 为抵消 ReLU的线性增长部分, 本文使

用 ReLU6函数.

ReLU6(x) =min (max (x,0) ,6) ∈ [0,6] (1)

相比于 ReLU 函数, 模型中使用 ReLU6 作为非线

性层, 在低精度计算时能压缩动态范围, 算法更稳健. 

2.3   批量归一化算法

原始 AlexNet 中使用了 LRN 对第一、二层进行

归一化操作, 以增强模型的泛化性能, 但 LRN 算法对

模型的实际改善效果有限, 同时极大增加模型的训练

时间. 文献 [15] 中提出批量归一化 (batch normalize,
BN) 算法能够减小经过激活函数而导致的数据偏移,
有效解决训练过程中数据分布不一致的问题. BN算法

通过计算小批次中的均值和方差达到特征归一化的

目的.
B = {x1, x2, · · · , xm}给定一个尺寸为 n 的批量 , 在训

练过程中, 式 (2)和 (3)记录各个批量的均值和方差:

µB =
1
m

m∑
i=1

xi (2)

σ2
B =

1
m

m∑
i=1

(xi−µB)2 (3)
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最后在实际的测试中求得整个数据集的均值与方

差, 进行归一化处理, 即:

x̂ =
xi− µ̂B√
σ̂2

B+ε
(4)

µ̂B σ̂2
B

ε

其中,  表示整个数据集的均值,  表示整个数据集

的方差;  常表示系数, 用于增加数值的稳定性.

γ β

BN算法的关键之处在于进行变换重构, 引入可拉

伸参数 与偏移参数 进行如式 (10)的修正处理.

yi = γx̂i+β = BNγ.β (xi) (5)

γ(i) =
√

D
[
x(i)
]
β(i) = E

[
x(i)
]

yi

其中,  ,  , 两个参数随着网络

权重的更新而更新, 最终输出归一化样本值 . 

2.4   卷积层

VGG (visual geometry group) 网络是牛津大学计

3×3

3×3

算机视觉组和 Google DeepMind研发的深度卷积神经

网络. 该网络结构使用 大小的卷积核来扩大通道

数, 以提取更复杂和更具有表达力的特征, 且具有扩展

性强、泛化能力好等特点[16]. 因此本文借鉴 VGG网络

的优点, 将 AlexNet 网络中的卷积核大小均修改为

, 大大减少参量数目, 提取更为具体的特征. 

2.5   改进的 AlexNet 模型结构

本文选用 Adam优化器, 以 0.000 2为初始学习率;
选择交叉熵作为损失函数, 避免均方误差带来的学习

速率逐渐降低的问题. 由于在 AlexNet 网络的全连接

层引入了大量的参数, 因此在全连接层后加入 Dropout,
这种技术减少了神经元复杂的共同适应 ,  使模型更

有效的进行融合. 改进后的 AlexNet 网络模型如图 5
所示.
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图 5    改进的 AlexNet网络模型
 

本文采用改进的 AlexNet 网络模型完成数据集的

自动分类任务. 模型的总体框架如图 6所示. 

3   实验参数与数据集 

3.1   实验环境及参数设置

本文在 Python 语言的编译环境下, 使用 1.5.0 版

本 PyTorch框架完成实验仿真, 通过 Transform实现图

像数据的预处理. 实验环境为: Mac OS 10.14.6版本操

作系统, 处理器为 1.6 GHz Intel Core i5, 未使用 GPU

加速, 运行一次网络平均消耗 9 000–10 000 s. 设置权

衰量为 0.01, 用于防止过拟合; 迭代周期 epoch为 100,
一个 batch 大小设置为 32; 所有权重参数初始化为均

值为 0、标准差为 0.01 的高斯分布, 同时将训练集图

片在输入前随机打乱, 减少图片顺序对模型的影响. 

3.2   样本采集与扩充

本文图像样本采集自实验室现有石墨样品, 将其

清洗干净后进行干燥操作, 利用 iPhone 手机后置摄像

头从不同方向及角度拍摄样本图像视频, 随后对视频
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进行分帧处理, 共得到 166张样本图像. 同时在网络上

收集非石墨矿石图像 180 张, 最终将图像分为石墨与

非石墨两种类别, 共 346张彩色图片. 图 7为石墨与非

石墨的样本图像.
 

开始

数据增强

加载训练集

训练模型

石墨识别

结束

超参数调整

载入改进
AlexNet 模型

 
图 6    利用改进的 AlexNet的图像分类流程图

 

 

(a) 石墨 (b) 非石墨 
图 7    石墨与非石墨样本图像

 

一般的, 数据集越充足, 模型训练的效果越好, 其
泛化能力得到增强. 为解决训练样本不足的问题, 本
文对以上数据集进行了数据扩充, 对收集到的图像分

别做中心裁剪、样本旋转 (180°、90°)、绕 X 轴翻转

以及均值模糊操作, 最终得到 1 857张图像, 按照比例

随机选取数据集中 955 张 (80%) 作为训练集对网络

进行训练, 902张 (20%)作为测试集验证网络的性能.
将训练集与测试集分开处理. 数据集分类情况如表 1
所示.
 

表 1     石墨数据集
 

类别 石墨 非石墨

石墨数据集 955 902
训练集 764 722
测试集 191 180

 
  

3.3   数据集预处理

为降低样本的不平衡性和解决数据集过小容易造

p =0.5

成的过拟合现象, 本文对数据集进行数据增强 (data
augmentation, DA) 操作, 提高网络分类准确率. 在 DA
操作中, 常见方法包括尺度变换、图像对比度调整、

图像裁剪、仿射变换、水平或垂直翻转等, 针对不同

的数据集可选择不同的增强方法. 基于矿石图像的特

征, 将训练集图片在输入前随机打乱, 减少图片顺序对

模型的影响; 将训练集中的每张图片进行随机裁剪, 统
一图像像素为 224×224, 并依概率 (设置 )对图像

进行水平翻转, 最后以 0.5的均值与 0.5的标准差分别

对每个通道的数据正则化处理, 达到数据扩充与数据

增强的目的. 

4   实验结果与分析 

4.1   评价指标

本文以准确率 (Accuracy, acc)和损失 (Loss)这两

个指标评估一个网络的训练效果. 测试准确率是指模

型在测试集上输出正确结果的比率, 能反映一个网络

的使用效果, 是很重要的指标. 其定义公式如式 (6)
所示:

acc =
ncorrect

n
(6)

ncorrect其中,  表示测试集中网络识别正确的个数, n 表

示测试集样本个数.
神经网络的训练过程是最小化损失函数的过程,

Loss即为损失函数的值. 实际上, 损失函数计算的是模

型在测试集上的均方误差 (MSE, E):

E =
1
n

∑
i

(
ŷtest− ytest

)2
i

(7)
 

4.2   实验结果

本文使用改进的 AlexNet 模型与传统的 AlexNet
模型分别对数据集进行训练, 图 8 展示了使用 ReLU6
函数与 ReLU 函数的损失与准确率的变化曲线. 通过

实验仿真发现, 使用 ReLU6函数可使得损失值由 0.092 5
降为 0.077 2, 达到相对较小.

针对归一化层, 本文对比使用 BN 算法与未使用

BN算法两种情况进行仿真, 结果如图 9所示.

图 9 结果表明, 使用 BN 算法有效降低模型测试

的损失值, 同时避免了模型陷入过拟合风险. 为了进一步

观察卷积层在使用 BN 算法前后特征提取的情况, 随

机提取出数据集中的一张图片, 如图 10 所示, 分类为

石墨.
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图 8    不同激活函数模型的对比曲线

 

 

准
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(a) 损失

 
图 9    使用 BN算法的模型对比曲线

依次打印出图 10在 Conv1, Conv2与 Conv3的前

12个通道的特征提取图, 如图 11所示.
 

 
图 10    特征提取石墨样本图像

 
 

(a) 未使用 BN 算法 (b) 使用 BN 算法 
图 11    使用 BN算法的卷积层特征提取情况

 

由图 11 可知, 传统的 AlexNet 网络在第 3 卷积层

所提取的特征已经较为模糊, 学习能力不是很好; 相比

使用 BN 算法后的模型, 特征提取能力增强, 可保证网

络进行快速、充分的学习. 使用 BN 算法前后的图像

识别损失与准确率如表 2所示.
 

表 2     加入 BN算法的损失与准确率对比
 

方法 损失 平均准确率 (%)
未加入BN (传统的AlexNet) 0.092 5 94.037 7

BN+AlexNet 0.075 0 94.897 6
 
 

除激活函数与归一化层的改进, 本文还对卷积核

大小做出修改, 如图 12所示.

3×3图 12 展示了在以上改进的基础上, 使用 小卷

积核的损失值与准确率对比情况. 明显看出使用小卷
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核提高了模型的泛化能力, 减低了模型在测试集上的

损失值.
 

0.5

0.4

0.3

0.2

0.1

损
失

1.00

0.95
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准
确
率

0 20 40 60 80 100

迭代周期
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(a) 损失

减小卷积核

减小卷积核

(b) 准确率

未减小卷积核

未减小卷积核

 
图 12    修改卷积核的模型对比曲线

 

为了评估改进的 AlexNet 网络对石墨分类数据集

的识别性能, 将传统的 AlexNet 网络、文献 [7]、文

献 [17] 的 AlexNet 网络作为对照组, 提取出 Conv2 的

情况, 如图 13所示.
 

(a) 传统的 AlexNet 算法 (b) 文献[7]算法

(c) 文献[17]算法 (d) 改进的 AlexNet 算法 
图 13    Conv2在不同模型下的特征提取情况

通过图 13 可以看出, 使用改进的 AlexNet 网络在

第 2 卷积层中的特征情况较其他两种模型更为清晰,

提取学习到更多的特征. 最后得到模型损失与准确率

的对比曲线如图 14所示, 进一步验证本文提出的改进

AlexNet网络的有效性.
 

传统的 AlexNet

文献[7]

文献[17]

改进的 AlexNet
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(a) 损失
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准
确
率

0 20 40 60 80 100

迭代周期

(b) 准确率 
图 14    传统的 AlexNet与改进的 AlexNet模型对比曲线

 

通过对测试集的实验, 将传统的 AlexNet 网络、

文献 [7]、文献 [17]的方法作为对照组, 与本文方法的

损失与准确率对比如表 3所示.
 

表 3     损失率与准确率对比
 

方法 损失 最高准确率 (%) 平均准确率 (%)
传统的AlexNet 0.092 5 97.843 7 94.037 7

文献[7] 0.080 6 98.113 2 94.770 9
文献[17] 0.086 7 97.843 7 94.997 3

改进的AlexNet 0.059 9 98.652 3 96.363 9
 
 

由表 3 可知, 使用本文提出的改进的 AlexNet 网
络较其他两种情况效果更好, 有效验证了本文所提出

的网络模型的可行性与有效性. 
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5   结语

石墨数据收集难度较大, 该领域研究的专业性较

强, 导致石墨的智能识别发展不易. 本文使用改进的

AlexNet卷积网络实现石墨识别, 此过程不需要人工提

取石墨的图像特征, 智能化程度较高, 训练过程较为简

单. 通过对 AlexNet 的激活函数、归一化层和超参数

的优化, 提高了整体模型的鲁棒性, 在不增加模型计算

复杂度的同时避免了过拟合问题. 实验结果表明, 本文

改进算法较传统 AlexNet的分类平均准确率得到提高,
损失值降低, 模型具有较强的泛化性. 将改进 AlexNet
模型应用于石墨图像识别, 增加了选矿流程的自动化

程度, 减少了人工拣选的工作量. 但本文使用数据集为

小数据集且石墨样本为块状, 增加石墨种类对数据集

进行扩充, 对市面上绝大部分的流动石墨进行识别是

下一步的研究方向.
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