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摘　要: 针对现有的深度学习去雾算法参数多, 训练时间长, 无法应用到实时计算机视觉系统等问题, 本文提出了一

种基于明暗通道的循环 GAN 网络 (bright and dark channel CycleGAN network, BDCCN). BDCCN 以 CycleGAN

为基础, 采用固定参数和训练参数相结合方式, 基于明暗通道先验理论, 改进循环感知损失, 实现图像去雾. 实验结

果表明, 本文算法计算量小, 收敛快, 在合成数据集和真实数据集上均表现优异.
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Abstract: To address the problems of the existing deep-learning defogging algorithm such as the various parameters, long

training time, and inability to apply to real-time computer vision systems, this study proposes a bright and dark channel

CycleGAN network (BDCCN). BDCCN, based on the CycleGAN, improves the cyclic perceptual loss and achieves

image defogging by combining the fixed parameters with training parameters and drawing on the priori theory of bright

and dark channels. The experimental results show that the algorithm proposed in this paper, with a small amount of

calculation and a fast convergence rate, performs well on both synthetic data sets and real data sets.
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1   引言

在计算机视觉领域中, 高质量的图像对目标检测

和图像识别等计算机视觉任务起着重要的作用. 然而,
在实际环境中, 图像的质量经常会受到空气中悬浮物

(雾霾、灰尘等) 的影响, 这些悬浮物遮挡了背景信息,
使图像变得模糊. 因此, 如何得到清晰的无雾图像已成

为计算机视觉的研究热点.
为了消除空气中雾霾对于图像质量的影响, 几十

年来, 研究人员对此不懈努力, 现有的去雾方法大致可

分为 3类: 第 1种方法是图像增强算法. 主要基于信号

处理原理 ,  如直方图均衡化、同态滤波、对比度增

强、多尺度 Retinex 等[1]. 但是图像增强方法可能会导

致一些关键信息在处理过程中丢失, 因此应用范围相

对较窄[2]; 第 2种方法是基于大气散射模型的物理模型

算法. 根据估计景深的不同, 将其进一步分为基于场景

深度信息的三维建模方法[3], 图像去噪先验理论方法以

及深度学习方法[4]. 通过深度学习方法估计大气散射模

型参数的去雾效果非常好, 可是由于无法获得比较大

的标准数据集, 它仅限于实验室环境, 无法大规模推

广[5]. 第 3种方法是基于 CycleGAN的图像风格转换去
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雾方法[6], CycleGAN可以实现无配对训练数据的模型

训练, 解决了数据集的问题, 具有很强的现实意义[7]. 然
而, 由于去雾效果相对一般, 不能满足人们的期望, 去
雾能力有待进一步提高. 所以到目前为止, 还没有一种

算法不仅拥有良好的去雾性能, 而且具备较强的实用性.
为了解决这一问题, 本文提出了一种基于明暗通

道的循环 GAN网络 (bright and dark channel CycleGAN
network, BDCCN)算法, 以 CycleGAN为基本框架, 采
用固定参数和训练参数相结合方式, 基于明暗通道先

验理论, 改进循环感知损失, 利用网络完成无配对训练

数据的模型训练, 增强了 CycleGAN 网络对雾霾的敏

感性. 除此之外, 本文基于 CycleGAN网络中引用感知

损失思想的经验, 在训练中增加了改进的循环感知损

失, 约束了网络的训练方向, 增强了去雾效果.
总的来说, 本文的工作主要是在以下两点:
(1)首次将明暗通道先验理论引入到以 CycleGAN

为基本框架的去雾网络中, 通过提高明暗通道的损失

函数, 提高了网络对训练过程中雾霾特性的敏感性, 得
到了较好的去雾效果.

(2) 增加了改进的循环感知损失, 进一步增强了网

络的去雾能力. 通过在 RESIDE数据集[8] 上的实验, 验
证了本文网络比 CycleGAN 具有更好的去雾能力, 恢
复的效果更接近于背景图像.

本文的以下章节是: 第 2 节介绍了与深度学习网

络相关的工作; 第 3 节介绍了 BDCCN 网络及其改进;
第 4 节介绍了仿真实验的方法和结果, 并与其他方法

进行了比较; 第 5节对本文进行了总结. 

2   相关工作

单幅图像去雾算法主要分为 3 类: 基于信号处理

原理的图像增强算法、基于大气散射模型的去雾算法

和基于 CycleGAN 的风格转移方法[9]. 其中, 图像增强

算法容易出现信息丢失问题, 应用场景经常受到限制;
基于大气散射模型的去雾视觉算法可以细分为三维建

模方法, 先验理论方法以及深度学习方法. 虽然三维建

模方法的去雾效果不错, 但是该模型的建立成本过大,
应用范围非常有限; 现有的先验理论方法比较简单易

用, 但对于图像天空区域的处理能力较差, 处理后的图

像容易产生过曝性, 背景信息严重丢失; 基于深度学习[10]

的方法可以很好地进行图像的区域分割和景深估计,
但模型的训练需要依赖于大的标准数据集, 在实际环

境中通常难以获得此类数据集, 导致基于标准数据集

训练的方法只能通过模拟数据实现, 实用性差. 基于

CycleGAN的风格转移方法解决了数据集依赖问题[11],
但其无监督训练方法的结果使得去雾效果不理想. 目
前, 还缺乏一种不依赖于标准数据集且具有理想去雾

效果的算法. 本文的研究是基于 CycleGAN 和大气物

理散射模型理论, 因此后文主要介绍基于大气散射模

型的主流去雾算法和基于 CycleGAN网络的风格转移

去雾算法的研究现状. 

2.1   基于大气散射模型的去雾方法

基于大气散射模型的去雾方法通过建立大气散射

模型, 研究模糊图像的物理机制, 可以得到悬浮颗粒对

大气光的散射效应及其对图像的影响, 从而得出更加

真实的无雾图像. 该模型主要受 2个参数 (大气光值和

大气透射率)影响, 大气透射率与景深成正比, 因此, 基
于大气散射模型的去雾算法主要通过各种方法估计景

深和大气成分参数. 估计参数的方法有 3种: 三维建模

方法、先验理论方法和深度学习方法. 三维建模方法

可以直接读取三维模型参数, 但是其实用性并不高, 本
文主要介绍后两种方法.

1) 基于先验理论的去雾方法

Fattal[12] 提出了采用独立元素分析估计恒定矢量

的反反射率, 并假设透射率与局部物体表面的色度不

相关, 推导出新的透射率图. Ancuti等[13] 提出了一种通

过分析原始图像和半逆图的色调差异来估计雾霾密度

的方法. Tarel等[14] 假设大气损失函数在一定的区域内

近似于一个最大值, 并使用改进的中值滤波来估计透

射率. He 等[15] 提出了暗通道先验理论, 首先找出图像

的局部暗通道, 通过大气光值推导透射率, 消除边缘块

效应, 最后恢复无雾图像, 暗通道先验理论可以很好地

处理非天空区域部分, 但是无法消除图像中的天空区

域的浓雾. Meng 等[16] 在文献 [15] 的基础上做了进一

步工作, 提出通过正则化方法解决图像边缘平滑的问

题, 进而提高了图像的分辨率. Fattal[17] 最近提出了一

种基于马尔科夫随机场 (GMRF)原理完善初步传输图

的方法, GMRF含有平滑的高斯项, 可以平滑图像中的

细节信息. Zhu 等[18] 最近提出了一个颜色衰减先验模

型 (CAP) 的框架, 该方法认为无雾图像中的饱和度和

亮度之差通常接近于零, 且假设场景的深度为饱和度

和亮度的线性组合. 与其他算法不同, 该算法的先验理

论是全局性的, 从而不必估计大气光值和传输图. 为了
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消除粗略的透射率在景深中突然变化区域的光晕问题,
He 等[19] 提出了引导滤波算法来提高透射率的优化效

率. Gibson等[20] 提出了一种基于中值滤波的去雾方法,
有效地避免了图像方法中容易产生伪影的缺点. Berman
等[21] 提出一种根据图像的 RGB 值分析有雾图像特征

的方法, 该方法认为有雾图像中的 RGB值通常分布为

RGB 空间中的一条线, 线的两端分别是像素的原始辐

射值和大气光值. 因此, 可以通过这个属性来估计每个

像素的模型参数, 而干净图像的 RGB值通常以簇的形

式分布在 RGB空间中.
一般来说, 基于先验理论的去雾方法主要手段是

寻求大气物理散射模型的参数, 这种方法简单有效, 但
是并不能应用所有场景[22]. 比如, 在实际应用中, 暗通

道先验算法在处理图像中的天空区域或者浓雾区域时

会出现严重的过曝现象, 处理后的图像色彩严重失真.
本文利用先验理论知识, 将雾的浓度转化为损失函数

来约束 CycleGAN 网络的训练, 通过 CycleGAN 网络

完成图像的去雾过程, 可以有效利用先验理论的优势,
避免了基于先验的方法泛化能力不强等问题.

2) 基于深度学习的去雾方法

近年来, 研究人员将深度学习方法引入图像去雾

领域, 通过 CNN 网络对输入图像进行特征提取和分

析, 估计每个图像的透射率, 然后利用大气散射模型进

行图像去噪. Cai等的 DehazeNet[23] 通过将模糊图像输

入到网络中, 得到透射率矩阵, 然后将其带入大气散射

模型中, 得到无雾图像. Ren等[24] 提出了一种多尺度神

经网络去噪雾方法, 用粗尺度估计场景深度, 然后使用

精细尺度网络细化网格. Li等的 AOD-Net[25] 对大气散

射模型进行了变形, 用新的参数表示透射率和大气成

分, 用简化的 U-NET网络直接将模糊的图像转化为无

雾图像[26–28].
基于深度学习的去雾算法可以很好地处理场景边

界的景深变化, 准确地估计景深, 所以去雾效果较好.
然而, 网络的训练需要依靠成熟的大规模标准数据集,
在现实中建立数据集时, 在同一场景中得到的有雾霾

或无雾霾的图像除了具有雾霾特征外, 还受到光照和

天气变化的影响, 很难做到单一因素的差异, 所以很难

建立标准数据集. 因此, 现有的方法通常使用仿真数据

进行网络训练. 虽然这种训练方法在测试集上取得了

很好的效果, 但当处理数据集风格变化较大的图像时,
生成的图像的真实性和可信度并不是很可靠, 视觉效

果往往不理想. 

2.2   基于 CycleGAN 的去雾方法

近年来, 生成对抗性网络 (GAN)[29,30] 的提出为图

像去噪的研究提供了一种新的思想, 即 GAN网络可以

实现不同小数据集之间的数据转换. Zhu等[31] 在 2017
年提出的 CycleGAN甚至可以通过未配对的训练数据

实现图像风格转换.
CycleGAN 由 2 个镜像对称的 GAN 网络组成, 并

形成环网. 两个 GAN 共享两个生成器, 分别设一个判

别器, 总共有两个判别器和两个生成器. CycleGAN 可

以将一种类型的图像转换成另一种类型的图像, 并且

由于它自身的环形结构, 训练时两种类型的图像可能

不存在一一对应关系. 训练数据集不同于传统的标准

数据集, 无需对应即可完成训练, 解决了因数据集过少

而无法进行网络训练的问题. 但是, 由于网络自身约束

相对较弱, 变换后的图像可能存在一些异常, 具有较大

的随机性, 效果不是特别理想.
在此基础上, 2018年 Engin等[32] 的 Cycle-Dehaze

网络在 CycleGAN的基础上增加了拉普拉斯变换, 利用

拉普拉斯变换放大图像, 输出图像后得到干净图像. Cycle-
Dehaze的循环感知损失是利用 VGG16[33] 对输入图像

和重建图像进行高维特征变换, 然后计算高维向量的

方差, 得到另一种循环损失函数. 但只是在周期一致性

损失上略有加强的约束, 虽然做了一些改进, 仍存在转

换结果出现奇怪现象的问题, 去雾效果仍不理想[34–37].
深度学习方法可以很好地解决图像分割和场景深度

估计的问题, 但需要依靠大型标准数据集; 而 CycleGAN
框架的深度学习方法, 虽然摆脱了对数据集的依赖, 但
它与监督法相比, 无监督训练的去雾效果更差. 因此,
本文主要研究如何对 CycleGAN 网络进行进行优化,
使其得到性能更好的去雾模型. 基于明暗通道的循环

GAN网络总体框架如图 1所示. 

3   本文方法

本文提出的 BDCCN网络是在 CycleGAN网络的

基础上, 结合了明暗通道的损失评估机制, 扩展并增

强了网络的去雾功能. 并且为了克服先验方法的缺陷,
本文采用了预先训练好的 FC-DenseNet 语义分割模

型[37] 对输入的模糊图像进行分割, 将图像中的天空部

分和浓雾部分分离开, 并进行单独处理. 此外, 我们还

在生成器损失中加入了明暗通道损失, 使模型在训练
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过程中更容易向正确的方向收敛. 为了使模型更好地

保留图像的细节信息, 本文参考了 EnhanceNet, 将改

进后的周期损失函数添加到网络中. 本文算法流程如

图 2.
 

感知损失 感知损失
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图 1    明暗通道的循环 GAN网络总体框架图
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图 2    本文算法流程图
 

如图 2 所示, 本文提出的 BDCCN 包含 2 个完全

相同的生成器 (生成器 A2B, 生成器 B2A), 2个相同判

别器 (判别器 A、判别器 B). 与传统的生成对抗网络中

的损失函数不同, 本文不仅创新性地在生成器中添加

明暗通道损失, 还在周期一致性损失中增加了增强型

循环感知损失, 可以使网络在完成去雾任务的同时, 保
留更多的图像细节信息. 明暗通道损失则在一定程度

上定义了图像中的雾浓度, 并且, 为了防止因明暗损失

函数造成的图像过暗的现象, 本文提出的周期一致性

损失和循环感知损失需要一起工作. 前者起了主导作

用, 因此其权重也应大于后者. 除此之外, BDCCN中生

成器 B2A 的作用是生成模糊图像, 所以本文只在生成

器 A2B中添加了明暗通道损失, 而生成器 B2A中依旧

使用 CycleGAN损失函数. 

3.1   明暗通道先验损失

He等[15] 的暗通道先验理论 (dark channel prior, DCP)
将原来由 3个通道 (RGB)的图像转换为只有一个通道

Jdark(x)

Jc(x) c

的暗通道图像, 转换过程如式 (1) 所示.  是暗通

道图像,  为背景图像,  表示像素点, 用函数表示的

过程是将原图像中每个像素点的 3个通道的像素值进

行比较, 得到最小值, 形成单通道暗图像. 其公式如式 (1).

Jdark(x) = min
c∈r,g,b

Jc(x) (1)

根据观察, 没有雾霾的暗图像几乎是全黑的, 暗通

道值为 0; 在图像中的天空区域或雾霾区域, 暗图像会

比较亮, 雾霾浓度越大, 暗图像的亮度越大, 其通道值

为 1, 本文称为明通道. 所以明暗通道理论 (bright and
dark channel prior, BDCP)可以在一定程度上描述图像

雾霾的密度, 因此根据 BDCP理论, 本文将图像转换为

明暗通道图像, 然后归一化得到 BDCP损失.

λ

λ

根据 BDCP 理论, 雾霾浓度与 BDCP 损失呈正相

关, 因此 BDCP 损失可作为评价图像去雾效果的指标.
然而, 由于 DCP 理论的一个缺陷, 即在图像的天空区

域或白色区域, DCP理论将失去有效性. 为了克服这个

缺点, 在计算 BDCP损失之前, 本文先通过预先训练好

的 FC-DenseNet 语义分割模型识别出天空部分, 然后

用 [200, 200, 200] 作为阈值来分离图像中的白色区域

(根据观察, 一般模糊区域不超过 [200, 200, 200], 只有

当雾的浓度极度密集或原背景接近白色时才会超过这

个阈值). 式 (2)表示 BDCP损失, 首先分别计算输入的

模糊图像的暗通道图和亮通道图平均像素值, 然后除

以 进行归一化处理. 因为像素的范围是 0–255, 所以

在训练过程中 被取为 255.

LBDCP(G) =
1
λ

∑dark

sege
(x)+

1
λ

∑bright

sege
(x) (2)
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受 Durugkar 扩展的 GANS 多判别器结构的启

发,在生成器损失后增加了明暗通道损失, 可以提高模

型训练的效果. 损失函数改进为式 (3):
L(G,F,DBDCP) = L(G,F)+λ1LBDCP(G) (3)

L(G,F) LBDCP(G)

λ1 λ1

其中,  为原 CycleGAN 的生成器损失, 
为去雾图像的明暗通道损失, 并且本文为了防止明暗

通道损失值过大, 导致图像整体颜色变暗, 加入权重系

数 . 在实际训练中,  取为 0.1. 由于明暗通道损失更

适合约束网络的训练方向, 而我们只关注去雾效率, 所
以明暗通道损失只加到去雾方向的生成器损失上, 因
此判别器部分仍是原来的损失函数. 

3.2   增强循环感知损失

周期一致性损失是通过计算原始图像和恢复后的

干净图像之间的 L1范数来定义的, 在 CycleGAN网络

中通常使用周期一致性损失函数以保持映射的唯一性.
但是, 周期一致性损失函数通常只考虑了输入图像与

输出图像之间的映射关系, 无法做到清晰地描述图像

细节信息, 使其恢复后的无雾图像清晰度低.
针对这种现象, Cycle-Dehaze 网络提出循环感知

损失约束周期一致性损失, 循环感知损失是利用 VGG16
提取的图像高维和低维特征向量而进行的 MSE 计算,
然后描述输入图像与恢复后的无雾图像在高维空间的

差异. 然而, 循环感知损失在约束周期一致性损失的同

时也约束了自己, 在实验中当网络进行训练时, 生成的

图像与原始图像相差甚远. 因此, 本文提出增强型的循

环感知损失, 通过将中间生成的图像加入到损失函数

计算中来缓解这一现象. 本文提出的增强循环感知损

失使用方差的计算方法来描述输入图像和重建图像之

间的区别, 同时也限制了生成的图像和输入的图像在

高维空间的差距, 使输出后的无雾图像更加清晰. 如果

没有这种限制, 在 BDCP损失函数的作用下, 会造成去

雾过度的现象发生, 影响图像的正常景深. 具体公式为

如式 (4)所示.

Lperceptual =
∣∣∣∥ϕ(x)−ϕ(G(x))∥22−∥ϕ(F(G(x)))−ϕ(G(x))∥22

∣∣∣
+
∣∣∣∥ϕ(y)−ϕ(F(y))∥22−∥ϕ(G(F(y)))−ϕ(F(y))∥22

∣∣∣
(4)

ϕ

x ∈ X y ∈ Y x y

G X→ Y F

Y → X x y ϕ(x) ϕ(y)

G(x) G(y) ϕ(G(x))

其中,  代表 VGG16 提取的第 2 层和第 5 层外高维特

征向量, 在这两组中,  ,  ,  ,  分别代表输入的

有雾图和无雾图, 生成器 代表 , 生成器 代表

. 首先计算输入图像 、 的高维向量 、 ,
然后计算对应生成图像 、 的高维向量 、

ϕ(F(y)) ϕ

ϕ

ϕ ϕ ϕ

ϕ ϕ

, 再计算高维向量之间的 L1范数. 得出 (G(x))、
(F(y)) 和重构图像 F(G(x))、G(F(y)) 的高维向量

(F(G(x)), 以及计算 (G(x))、 (F(y)) 与重构图像

F(G(x))、G(F(y)) 之间高维向量 (F(G(x))、 (G(F(y))
的 L1范数. 最后, 我们进行方差计算, 得到增强的感知

损失.

CycleGAN

(G,F,Dx,Dy) Lperceptual

λ2

λ2

与 CycleGAN相比, BDCCN的损失函数只增加了

增强的循环感知损失和 BDCP 损失, 其余的保持不变.
BDCCN的周期一致性损失如式 (5)所示, 在

的基础上, 增加增强循环感知损失 ,

并设权重系数 , 平衡增强循环感知损失和周期一致

性损失. 由于增强循环感知损失与周期一致性损失相

比非常大,  在训练中被设置为 0.5×10−7. BDCCN 对

CycleGAN 和 Cycle-Dehaze 网络进行优化, 通过式

(6)得到生成器的生成结果 G*、F*如式 (6)所示.

L(G,F,Dx,Dy) = LCycleGAN(G,F,Dx,Dy)+λ2Lperceptual
(5)

G∗F∗ = argmin
G,F

max
Dx,Dy

L(G,F,Dx,Dy) (6)

Dx Dy其中, G*是本文重点关注的去雾后图像,  ,  为判别

器, 并在第 4节用于和其他算法进行测试和比较. 

4   实验

在本节中, 我们将对实验方法和结果进行介绍和

分析. 首先, 本文的实验是在 RESIDE 数据集 (室外数

据集 (OTS) 和室内数据集 (ITS)) 进行训练和测试的,
并在真实数据上进行了实验, 并将结果与其他算法进

行了比较. 

4.1   数据集

RESIDE 训练集包含 1 399 张清晰图像和 13 990
张由相应清晰图像生成的有雾图像. 全球大气光的范

围从 0.8到 1.0, 散射参数从 0.04变为 0.2. 为了与当前

的最新方法进行比较, 本文采用了 PSNR 和 SSIM 指

标, 并在综合目标测试集 (SOTS)中进行了全面的比较

测试, 该测试集包含 500 张室内图像和 500 张室外图

像. 最后在真实数据集上, 本文的网络依旧表现出良好

的去雾能力, 本文方法在图像细节和颜色保真度方面

表现良好, 其结果如图 3所示. 

4.2   室外合成数据集的测试结果

本部分在 RESIDE室外数据集 (OTS)上进行训练

和测试, 并将实验结果与当前先进的算法进行对比, 实
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验结果如图 4所示. 我们可以看到 DCP算法在处理图

像的过程中可以很好的去除图像的朦胧感, 具有很强

的去雾能力, 但是 DCP算法无法处理浓雾或者图像中

亮度比较大的地方, 会使图像出现明显的失真. AOD-
Net算法无法有效的去除图像的雾霾部分, 去雾效果不

是很明显, 并且倾向于输出低亮度图像. 相比之下, PyTorch
算法可以恢复某些相对于背景真实情况而言亮度过高

的图像, 但是对于浓雾图像效果依旧不是很理想. FFA
算法输出的结果中大部分图像只出现局部去雾, 无法

完全的去除图像雾霾效果, 且出现图像色彩偏暗现象.
相反, 本文算法在去雾同时能很大程度的保留图像本

身的纹理和色彩, 去雾效果接近背景图像. 

4.3   室内合成数据集的测试结果

本部分在 RESIDE 室外数据集 (ITS) 上进行训练

和测试, 并将实验结果与当前先进的算法进行对比, 实
验结果如图 5 所示. 各算法在室内数据集中表现良好,
但是 DCP 算法依旧出现局部亮度过高问题, AOD-Net

和 PyTorch算法出现去雾不彻底现象. FFA-Net在室内

数据集中表现优秀, 复原效果接近真实图像. 本文算法

在完成去雾任务的同时, 仍旧保留了图像细节特征.
 

(a) 有雾图 (b) 本文方法 (c) 清晰图像 
图 3    图像去雾的细节对比图

 

(a) 有雾图 (b) DCP (c) AOD-Net (d) PyTorch (f) 本文方法 (g) 清晰图像(e) FFA-Net 

图 4    室外合成图像去雾效果对比图
 
 

4.4   真实数据集的测试结果

本部分选取部分真实图像, 将本文算法与各算法

对比. 实验结果如图 6所示, DCP算法依旧有良好的去

雾能力, 但是不可避免的出现局部区域亮度过高情况.

AOD-Net 很好的完成了去雾任务, 也没有出现图像色

彩失真状况. FFA-Net 去雾能力一直不稳定, 与室外合

成数据集表现一样, 始终出现图像部分去雾现象. 本文

算法一如既往表现良好, 在完成去雾任务的同时, 最大

程度的保留了图像的纹理细节.

不同方法的 PSNR和 SSIM对比结果如表 1所示. 

5   分析

为了进一步展示特征融合注意网络体系结构的优

越性, 本文通过考虑提出的明暗通道的循环 GAN网络

的不同模块来进行消融研究. 本文通过增减了部分残

差块以及卷积层来对比一下最终的测试集结果. 增减

不同模块的室内图像测试集比较结果如表 2.

如表 2所示, 在本文的框架中, PSNR达到 31.76 dB,

SSIM为 0.942 6. 由此可知, 本文所考虑的每个因素在

网络性能中都起着重要作用 , 尤其是明暗通道的循

环 GAN网络. 我们还可以清楚地看到, 在增减部分结
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构的时候, 输出的结果往往不是很令人满意, 维持本

文的现有模块使网络训练稳定, 同时也能提高了网络

性能明暗通道的结合也使我们的结果达到了很高的

水平.
 

(a) 有雾图 (b) DCP (c) AOD-Net (d) PyTorch (f) 本文方法 (g) 清晰图像(e) FFA-Net 

图 5    室内合成图像去雾效果对比图
 

 

(a) 有雾图 (b) DCP (c) AOD-Net (d) FFA-Net (e) 本文方法 
图 6    真实图像去雾效果对比图

 
 

表 1     不同方法的 PSNR和 SSIM对比结果
 

算法
室内 室外

PSNR (dB) SSIM PSNR (dB) SSIM
DCP 19.48 0.874 9 19.56 0.821 1

AOD-Net 26.54 0.899 8 28.22 0.909 4
PyTorch 29.87 0.905 1 27.67 0.827 6
FFA-Net 28.98 0.797 2 28.49 0.907 2
Ours 31.76 0.942 6 32.97 0.973 3

 

表 2     增减不同模块的室内图像测试集比较
 

操作 PSNR (dB) SSIM
增加2层卷积 30.06 0.863 6
减少2层卷积 26.44 0.801 2
增加2个残差块 31.26 0.905 2
减少2个残差块 26.19 0.718 1

本文方法 31.76 0.942 6
 

6   总结

本文提出了 BDCCN 单幅图像去雾网络, 可以直

接将模糊图像转换为干净图像, 而不需要大气散射模

式参数. 而且, 我们的模型在训练过程中也不需要配对

训练. 为了获得更真实、更清晰的去无阴影图像, 我们

提出了基于明暗通道理论的损失函数, 并将其添加到

生成器损失函数上, 同时增加了改进的循环感知损失

对循环一致损失的影响. 实验结果表明, 本文的方法相

对于 CycleGAN 及其变体在 SSIM 和 PSNR 上有很大

的提高, 相对于其他最先进的算法在室外实像上也有

更好的效果.
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