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摘　要: 近年来深度强化学习在一系列顺序决策问题中取得了巨大的成功, 使其为复杂高维的多智能体系统提供有

效优化的决策策略成为可能. 然而在复杂的多智能体场景中, 现有的多智能体深度强化学习算法不仅收敛速度慢,
而且算法的稳定性无法保证. 本文提出了基于值分布的多智能体分布式深度确定性策略梯度算法 (multi-agent
distributed distributional deep deterministic policy gradient, MA-D4PG), 将值分布的思想引入到多智能体场景中, 保留

预期回报完整的分布信息, 使智能体能够获得更加稳定有效的学习信号; 引入多步回报, 提高算法的稳定性; 引入了

分布式数据生成框架将经验数据生成和网络更新解耦, 从而可以充分利用计算资源, 加快算法的收敛. 实验证明, 本
文提出的算法在多个连续/离散控制的多智能体场景中均具有更好的稳定性和收敛速度, 并且智能体的决策能力也

得到了明显的增强.
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Abstract: In recent years, deep reinforcement learning has achieved great success in many sequential decision-making
problems, which makes it possible to provide effective and optimized decision-making strategies for complex and high-
dimensional multi-agent systems. However, in complex multi-agent scenarios, the existing multi-agent deep
reinforcement learning algorithm has a low continuous convergence speed, and the stability of the algorithm cannot be
guaranteed. Herein, we propose a new multi-agent deep reinforcement learning algorithm, which is called multi-agent
distributed distributional deep deterministic policy gradient (MA-D4PG). We adapt the idea of value distribution to multi-
agent scenarios and retain the complete distribution information of expected return, so that agents can obtain a more stable
and effective learning signal. We also introduce a multi-step return to improve the stability of the algorithm. In addition,
we use a distributed data generation framework to decouple empirical data generation and network update for the purpose
of taking full advantage of computing resources to speed up the convergence. Experiments show that the proposed method
has better stability and a higher convergence speed in multiple continuous/discrete controlled multi-agent scenarios and
the decision-making ability of agents has also been significantly enhanced.
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1   引言

近年来, 强化学习在解决一系列顺序决策问题上

取得了巨大的成功. Minih等人[1] 将深度学习和强化学

习结合起来, 提出了深度强化学习, 在众多领域都得到

了广泛的应用. 比如机器人控制[2], 生命科学[3], 自动驾

驶[4], 5G 通信[5], 物联网[6], 车联网[7] 等. 在深度强化学

习的基础上众多研究者提出了多项改进来提升算法的

收敛速度和稳定性. 然而这些算法的研究和应用大多

集中在单智能体领域. 现实世界中的任务和场景通常

更加复杂, 涉及到多个智能体之间的合作和竞争. 比如

工厂中的协作机器人, 交通控制系统和自动军事系统

等. 将单智能体强化学习算法简单地移植到多智能体

场景中通常会带来一些问题和挑战[8]. 比如单智能体深

度强化学习算法无法表征智能体之间的合作与竞争关

系以及智能体之间共同进化导致环境非平稳性的问题.
并且多智能体与复杂场景会带来计算量大幅提升, 算
法收敛速度明显下降等挑战.

目前, Self-play[9] 被证明是一种有效的多智能体训

练范式, 并成功的应用在了围棋, 象棋以及博弈竞争场

景中. Palmer 等人[10] 提出了一种基于宽容的 DQN 算

法, 对同伴不合理的行为给予一定的容忍度. Foerster
等人[11] 提出了反事实的思想, 解决了多智能体合作场

景中信用分配的问题. 这些算法在多智能体场景中都

取得了很好的效果. 但是只能应用在离散动作空间中,
并且 Self-play还增加了智能体之间动作集完全一致的

限制. Lowe 等人[12] 提出了一种集中式训练, 分散式执

行的算法 (multi-agent deep deterministic policy gradient,
MA-DDPG), 解决了多智能体场景中环境非平稳的问

题. 并且该算法可以同时应用在连续和离散控制的多

智能体场景中, 使得应用场景更加灵活.
然而对于复杂的多智能体场景, 目前的多智能体

深度强化学习算法还有很多问题没有解决. 智能体动

作策略的更新质量非常依赖于预期回报的估计, 但是

多个智能体与环境交互时, 其内在的随机性会导致预

期回报具有不确定性, 现有的方法将预期回报简单地

平均为期望值则会丢失完整的分布信息, 导致智能体

不能进行有效的学习. 并且现有的方法主要基于单步

回报, 智能体只考虑当下的收益而忽略未来的信息, 从
而引发算法不稳定. 此外现有方法中经验数据生成往

往和网络更新耦合在一起, 导致只能串行处理, 难以有

效利用更多的计算资源. 为此, 本文提出了基于值分布

的多智能体分布式深度确定性策略梯度算法 (multi-agent
distributed distributional deep deterministic policy
gradient, MA-D4PG), 引入值分布的思想[13] 对预期回

报的分布建模, 避免分布信息丢失, 使得智能体能够获

得更加准确的梯度更新, 保证学习的有效性; 引入多步

回报使得智能体能够从未来的经验中学习, 增加智能

体的预见能力, 提高算法的稳定性; 引入分布式数据生

成框架 (APE-X)[14], 将智能体与环境交互生成经验数

据部分与网络更新解耦, 使得经验数据生成过程和网

络更新能够并行进行 ,  充分利用更多的计算资源 .
在多个不同的连续/离散控制的多智能体场景中本

文算法的稳定性和收敛速度都有了极大的提升, 智能

体的决策能力也有了明显的增强. 最后本文还做了消

融实验展示每个改进各自的贡献以及相互作用. 

2   相关工作 

2.1   多智能体马尔可夫决策过程

多智能体马尔可夫决策过程是马尔可夫决策过程

在多智能体场景下的扩展. 其同样由四元组构成:

M = (S ,A,Pr(S
′ |S ,A),R) (1)

S {s1, s2, · · · , sk} k

A {A1,A2, · · · ,
Ak} Pr(S

′ |S ,A) S ×A1× · · ·×Ak→
P(S

′
) P(S

′
)

R {r1, · · · ,rk}

其中,  表示所有智能体的状态集合 ,  表示

智能体的数量.  表示所有智能体的动作集合

.  表示状态转移函数, 

. 其中 定义了所有智能体的下一个状态的概

率分布.  表示所有智能体的回报集合 . 本文

遵循以上符号表示.
i πi

oi→ P(Ai) oi i P(Ai)

对于每一个智能体 , 学习相应的动作选择策略 :
. 其中 表示智能体 的局部观测,  表示

选择动作的概率分布.

γ

智能体的目标是学习一个动作选择策略以最大化

预期回报如下, 其中 为折现因子.

Ji(πi) = EA1∼π1,··· ,Ak∼πk

[∑∞
t=0
γtri,t(S t,A1,t, · · · ,Ak,t)

]
(2)

 

2.2   多智能体深度确定性策略梯度

深度策略梯度算法 (deep policy gradient, DPG)[15]

是一种非常经典的深度强化学习算法. 该算法使用神

经网络模拟动作策略函数, 通过梯度上升法调整网络

参数以最大化目标函数, 如式 (3)所示:

J(θ) = Q(S t,At) (3)

Q(S t,At)其中,  表示状态动作对的预期回报的期望值.
相应的动作策略网络的梯度公式如式 (4)所示:
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∇J(θ) = Est ,At [∇θ logπ(A|st)Q(st,At)] (4)

π其中,  表示智能体的随机动作策略, 输出所有动作的

概率分布.
DDPG (deep deterministic policy gradient)[16] 是

DPG 的一种变体, 其中动作策略输出的是确定性动作

而不是所有动作的概率分布. 可以应用于连续控制的多

智能体场景中, 相应的动作策略网络梯度公式如式 (5):

∇J(θ) = Est ,At [∇θµ(At |st, θ)∇At Q(st,At)] (5)

µ其中,  表示智能体的确定性动作策略.

µ i

oi Ai = µi(oi|θi)
Qi i

Qi

而多智能体深度确定性策略梯度算法是 DDPG在

多智能体场景的扩展, 并且与 actor-critic框架相结合.
其中 actor模拟动作选择策略函数 , 根据智能体 的局

部观测 , 输出动作 . critic模拟动作价值函

数 以输出智能体 某一时刻的状态动作对的预期回报

的期望值.  是一个集中式的函数, 考虑了所有智能体

的状态动作信息, 解决了多智能体场景中智能体共同

学习以及相互作用导致的环境非平稳.
i在MA-DDPG算法智能体 的 actor网络的梯度公

式以及 critic网络的损失函数分别如式 (6)和式 (7):

∇Ji(θi) = ES ,A[∇θiµi(Ai|si, θi)∇Ai Qi(S ,A1, · · · ,Ak)] (6)
Li(wi) = ES ,A,r,S ′ [(Q

π
i (S ,A1, · · · ,Ak |wi)− y)2]

y = ri+γmax
A′

Q̄πi (S
′
,A
′
1, · · · ,A

′
k |w̄i)

(7)

 

3   基于值分布的多智能体分布式深度确定性

策略梯度算法

本文引入了值分布的思想对预期回报的分布建模,
提出了一种基于值分布的评论家 (critic) 更新方法; 并
在此基础上引入多步回报衡量 critic的损失; 最后引入

了分布式数据生成架构 (APE-X)将智能体与环境交互

生成经验数据的部分与网络更新解耦. 这些将会在本

节进行详细描述. 

3.1   基于值分布的 critic 更新

Zµi
i (S t,At)

基于值的多智能体深度强化学习算法直接对智能

体状态动作对的预期回报的期望建模, 不考虑智能体

与环境的交互的内在随机性对预期回报的影响. 这种

建模方式损失了关于预期回报的完整的分布信息. 本
文引入值分布的思想, 强调预期回报的分布信息的重

要性, 对预期回报的分布建模, 而非对其期望值建模.
本文将预期回报看作随机变量, 记为 . 定义如

式 (8)所示:

Qµi
i (S t,At) = ES t ,At ,S t+1 [Zµi

i (S t,At)] (8)

Qµi
i (S t,At) i其中,  表示智能体 的 critic 网络输出预期回

报的期望值.

{N ∈ N, Vmin, Vmax ∈ R} N Vmin

Vmax

本文使用参数化的多分类分布对预期回报的分布

建模 , 其中 表示分类个数, 
表示最小类别值,  表示最大类别值. 以此模拟预期

回报的近似分布. 其中一系列的类别值分别如式 (9):

z j = Vmin+ j· △ z, 0 ≤ j < N, △ z =
Vmax−Vmin

N −1
(9)

N Zµi
i

pi, j(S t,At) i

j z j

在 actor-critic 的框架下, 改进的基于值分布思想

的 critic网络输出预期回报的 分类分布 , 表示各类

预期回报值的概率分布. 记 为智能体 的 critic
网络所输出的预期回报属于第 类 的概率.

pi, j(S t,At) =
ew j(S t ,At)∑N−1

n=0
ewn(S t ,At)

, 0 ≤ j < N −1 (10)

S t = {s1,t, · · · , sk,t}
At = {A1,t, · · · ,Ak,t}
其中 ,   表示所有智能体的状态信息 ,

表示所有智能体的动作信息.
基于值分布的 critic 的损失函数定义如式 (11) 和

式 (12):

Li(wi)=E[d((TZ̄µ̄i
i )(S t,A1,t, · · ·,Ak,t),Z

µi
i (S t,A1,t, · · · ,Ak,t))]

(11)

(TZ̄µ̄i
i )(S t,A1,t, · · · ,Ak,t) =

ri,t +γE[Z̄µ̄i
i (S t+1,A1,t+1, · · · ,Ak,t+1)] (12)

Zµi
i i

Z Z̄µ̄i
i i

(TZ̄µ̄i,t
i,t )

Z d Z

Z

其中,  表示智能体 的 critic 网络输出的预期回报的

近似分布 ( 分布),  表示智能体 的目标 critic网络的

输出,  表示值分布的贝尔曼算子. 式 (12)将目标

critic 网络的输出映射成目标 分布,  表示预期 分布

和目标 分布之间距离的度量指标, 本文采用交叉熵损

失进行度量.

Z

以上所述引入了值分布的思想对 critic 的更新进

行改进, 相应的 actor更新也引入预期回报的分布信息,
本文通过引入 分布的期望来实现, 则 actor 网络更新

的梯度公式如式 (13)所示:{∇Ji(θi)=ES t ,At [∇θiµi(Ai,t |oi,t, θi)E[∇Ai,t Zi(S t,A1,t,· · ·,Ak,t)]]
Ai,t = µi(oi,t |θi)

(13)
 

3.2   多步回报

本小节在第 3.1节所述的基于值分布的 critic更新
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的基础上引入多步回报来计算 critic 的 TD (temporal-
difference)误差. 利用多步回报可以使得智能体从未来

的经验中学习, 而不是只考虑当下的收益. 多步回报的

思想已经广泛的应用在众多单智能体强化学习算

法[17,18] 中. 类似的修正也可以应用在多智能体深度强

化学习算法中. 基于多步回报的贝尔曼方程定义如式

(14)和式 (15)所示:

(TZ̄µ̄i
i )(S t,A1,t, · · · ,Ak,t) =

Ri,t +γE[Z̄µ̄i
i (S t+N ,A1,t+N , · · · ,Ak,t+N)] (14)

Ri,t =
∑t+N−1

t′=t
γt
′−tri,t′ (15)

Ri,t t i N其中,  表示时刻 智能体 的 步回报. 

3.3   分布式数据生成和网络更新

{S t+1−N ,At+1−N ,Rt+1−N ,S t+1}

S t+1−N = {s1,t+1−N , · · · , sk,t+1−N} At+1−N = {A1,t+1−N , · · · ,
Ak,t+1−N},Rt+1−N = {R1,t+1−N , · · · ,Rk,t+1−N}.

针对模型耦合度高无法充分利用计算资源的问题,
本文引入了分布式数据生成的框架 (APE-X)将多智能

体场景中智能体与环境交互生成经验数据和网络更新

两部分进行解耦. 负责数据生成的部分称为 Actor, 负
责从经验回放池中采样数据进行网络更新的部分称为

Learner. Actor的网络结构与 Learner完全一致, 只负责

与环境交互得到经验数据存入经验回放池中, 不执行

梯度计算进行参数更新, 而是定期复制 Learner的网络

参数. Learner 只负责从经验回放池中采样数据进行网

络更新而不负责与环境进行交互. 本文算法并行运行

多个独立的 Actor, 分别与环境进行交互得到经验数据

, 写入同一个经验缓冲池中.
Learner 从该经验缓冲池中随机采样 M 批经验数据

进行网络更新. 具体的算法框架图如图 1 所示. 其中

,  
 

 

Learner
Sample batch

Replay buffer

Exper iences

Create
Actor

Environment

Replicate network

parameters

π1 πk

π1 πk

Z1

A1

Zk

AkO1 Ok

…

…

…

experiences

 
图 1    分布式数据生成框架示意图

  

3.4   本文算法小结

本文算法的伪代码如算法 1和算法 2所示. Learner

αt, βt

中 actor-critic的网络都采用梯度下降法进行网络参数

更新. actor和 critic的学习率分别是 , 均采用 Adam
优化器[19], 利用动量和自适应学习率来加快收敛速度.
该算法伪代码中同时包含了 Actor 和 Learner 的伪代

码, 多个 Actor 初始化为相同的多智能体环境, 并行与

环境交互生成经验数据并将其存入经验回放池中.

算法 1. 经验数据生成-Actor

N1)　初始化 值, 智能体数量 K, 经验回放池 B, 初始化软更新频率 TAU
(θ1:k

Actor,ω
1:k
Actor)←(θ1:k

Learner,ω
1:k
Learner)2)　初始化 Actor网络参数  

N+13)　初始化 States, Actions, Rewards, Terminals 为大小为 的

deque
j=1,··· ,Episode_num4)　For   do

5)　　Clear (States, Actions, Rewards, Terminals)
S 0←6)　　 Env.Reset()

S 07)　　States.Add( )
t=1,··· ,max_step8)　　For   do

A1,t−1,··· ,Ak,t−1←µ1(s1,t−1),··· ,µk(sk,t−1)9)　　　

r1,t−1,··· ,rk,t−1,S t ,termt← At−1+OU10)　　　 Env.Step( )
S t11)　　　States.Add( )

At−1　　　　  Actions.Add( )
{r1,t−1,··· ,rk,t−1}　　　　  Rewards.Add( )
termt　　　　  Terminals.Add( )

12)　　 　If States.full then
N Rt−N13)　　　　根据式 (15)计算 步回报

Rt−N14)　　　　B.Add(States[0],Actions[0], 
　　　　　　　States[N], Terminals[N–1])
15)　　　　PopLeft(States, Actions, Rewards, Terminals)
16)　　　End If

termt17)　　　If   break
18)　　End For
19)　End For

算法 2. 网络更新-Learner

1)　初始化采样批次 M, 最大更新步数 T
(θ1:k

Learner,ω
1:k
Learner)2)　随机初始化网络参数

(θ1:k
target,ω

1:k
target)←(θ1:k

Learner,ω
1:k
Learner)3)　初始化目标网络参数  

t=1,··· ,T4)　For   do
B M5)　　If len( ) <  break

6)　　从 B 中随机采样 M 批数据

i=1,··· ,k7)　　For   do
8)　　　根据式 (14) 和式 (11) 计算 critic 的损失, 使用梯度下降法

　　　　进行反向传播更新 critic网络参数

Ai,t=µi(si,t |θi)9)　　　根据式 (13)计算 actor的梯度, 其中 , 更新 actor
　　　　网络参数

10)　　End For
(θ1:k

target,ω
1:k
target)=(1−T AU)·(θ1:k

target,ω
1:k
target) +T AU·(θ1:k

Learner,ω
1:k
Learner)11)　　

t mod actor_update_freq==012)　　If   then
13)　　　Replicate Network Weights to Actors
14)　　End If
15)　End For
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4   实验分析

本文设置了 3 个实验场景来测试本文算法 (MA-
D4PG) 的性能, 将在本节依次描述. 在实验中设置了

一个额外的 Actor. 该 Actor 只利用, 而不进行探索, 方
便在没有噪声的情况下测试本文算法的性能 .  其他

Actor 则负责探索环境, 获得更多关于环境的信息, 并
且与环境交互生成经验数据. Learner 每更新 N 步, 将
网络参数复制给 Actor. 本文将 N 值设为 5. 为了加快

训练模型以及更好的利用资源, Learner 模型在 GPU
上进行运算, Actor在 CPU进行运算. 强化学习算法性

能评价的两个关键指标是算法收敛所需的步数以及最

终收敛的 Episode Reward值. 收敛所需的步数越少, 表
示算法的收敛速度越快, 最终的收敛的 Episode Reward
值越大, 表示智能体的学习效果越好. 本文将根据这两

个指标对本文算法进行评价. 并且本文还做了一些消

融实验, 分别删除本文算法中的单项组件, 以确定其特

定的贡献.
1×106本文实验中统一使用大小为 经验重放池存

储智能体与环境交互产生的经验数据. 为确保一定的

探索性, 在智能体的动作策略中添加 Ornstein-Uhlenbeck
噪声[19]. 并且本文实验中 actor 和 critic 的学习率以及

采样批次大小, 软更新频率统一设置如下:

α = 5×10−5,β = 5×10−5,M = 256,T AU = 0.001
 

4.1   实验环境配置

本文算法中实验环境的配置如表 1 所示. 本文采

用了 PyTorch作为深度学习框架, 在 GPU上使 CUDNN
加速训练模型.
 

表 1     本文实验环境配置
 

设备名称 设备信息

CPU AMD Ryzen 9 5900X,12c,24t
GPU Nvidia GeForce RTX 3090

操作系统 Ubuntu 18.04 LTS
CUDA版本 11.1.0
CUDNN版本 8.1.0
Python版本 3.6.12
PyTorch版本 1.7.1

 
  

4.2   实验场景

本文实验包含了 3个实验场景, 如图 2所示. 这 3个
实验场景分别是多智能体合作清洁, 多无人机监控, 多
智能体救援. 本节将对这 3 个实验场景进行简单描述.

在多智能体清洁场景中, 两个或者多个智能体将

合作打扫一个房间, 实验场景如图 2(a)所示. 环境中智

能体的任务是在规定的时间内尽量扩大清洁面积, 或
者是在最短的时间内尽量清洁完所有的区域. 该任务

实际上是一个路径规划任务, 智能体之间应该合作规

划具有最小重叠区域的路径. 每个智能体的局部观测

由周围 8 个方块的状态组成, 一共 8 维. 动作空间是

1维, 可以朝上下左右 4个方向移动.
 

(a) 多智能体合作清洁 (b) 多无人机监控地面示意图

(c) 多无人机监控局部观测 (d) 多智能体救援 
图 2    实验场景示意图

 

多无人机监控实验场景如图 2(b) 所示. 正方形区

域表示地面, 空中有多个无人机使用摄像头监控地面,
无人机可以在给定区域自由飞行. 每架无人机都有一

个由半径定义的局部观测区域 (如图 2(c) 所示), 无人

机只能观测到该区域内的物体. 在该实验场景中, 多个

智能体 (无人机)的目标是尽量减少视觉区域的重叠以

及监控更多的行人. 每个智能体的动作空间包含朝上

下左右 4个方向移动以及停留原地 5个动作.

x [−0.5,0.5] y

[−0.5,0.5] [−10,10] {0,1,2}

多智能体救援实验场景如图 2(d) 所示. 方形区域

模拟地震后的废墟. 多个智能体从安全点出发, 进入该

区域, 找到该区域的人并带回安全点. 该任务的目标是

智能体尽可能在更短的时间内将更多的人带回安全点.
每个智能体的局部观测范围是其前方 90 度的扇形区

域, 半径为 3个方块的长度. 智能体的动作空间维度大

小为 4, 分别表示沿 轴方向行走 , 沿 轴方向

行走 , 旋转 , 背起/放下人 .
3个实验场景中的超参数如表 2所示.
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表 2     本文实验场景的超参数
 

实验场景 Actor 多步回报-N
值分布

N Vmin Vmax

多智能体合作清洁 {1,4} {1,5} 51 −200 400
多无人机监控 {1,4} {1,5} 51 −600 7000
多智能体救援 {1,4} {1,5} 51 0 10 000

 
  

4.3   实验结果分析

在框架上, 本文较多借鉴了目前性能最好的多智

能体深度强化学习算法-多智能体深度确定性策略梯

度算法, 因此选择与该算法进行对比实验. 此外还进行

了消融实验, 分别确定本文所提每个方法的贡献. 图 3
展示了本文算法 (MA-D4PG) 以及 3 个消融实验和

MA-DDPG在该实验环境中的性能. 其中MAD4PG-no
distributional所示曲线表示本文算法去掉第 3.1节所述

改进后的运行效果, MAD4PG-no multistep所示曲线表示

本文算法去掉第 3.2节所述改进的运行效果, MAD4PG-
no distributed 所示曲线表示本文算法去掉第 3.3 节所

述改进的运行效果.
从图 3(a) 中可看到在多智能体合作清洁的场景

中 ,  本文算法 MA-D4PG 在收敛速度和最终收敛的

Episode Reward 值这两个指标上都有最好的表现, 并
且算法的稳定性更好. 对 MAD4PG-no distributional/
MAD4PG-no distributed 这两条曲线进行分析可看出,
第 3.1 节和第 3.3 节所述的改进对算法最后收敛的

Episode Reward值的提升虽不太明显, 但是加快了算法

的收敛速度.
对图 3(b)进行分析可得, 在多人机监控场景中, 相

较MA-DDPG算法, 本文算法 (MA-D4PG)收敛速度较

慢, 但是最终收敛的 Episode Reward值约是MA-DDPG
的 3.6 倍, 智能体的决策能力得到了极大地增强. 对
MAD4PG-no distributional/MAD4PG-no distributed 分

析可得, 第 3.1节和第 3.3节所述改进使得最终收敛的

Episode Reward值分别提升了约 97%和 43%.
对图 3(c)分析可得, 在多智能体救援场景中, 本文

算法 (MA-D4PG) 的收敛速度约是 MA-DDPG 算法的

3.75 倍. 对 MAD4PG-no multistep/MAD4PG-no distri-
buted 两条曲线分析可得, 第 3.2 节和第 3.3 节所述改

进使得算法的收敛速度分别提升了约 185%和 100%.
对图 3(a), 图 3(b) 的 MAD4PG-no multistep 曲线

联合分析可看出, 去掉多步回报的改进, 算法性能下降

最大, 并且去掉该改进会导致算法的稳定性显著下降.

这两个实验场景中智能体只包含一维的离散动作空间,
控制任务相对简单. 从中可看出在离散控制的多智能

体场景中, 引入多步回报对算法性能的贡献最大, 而第

3.1节和第 3.3节所述改进之间的互补作用较小.
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图 3    本文算法性能对比图

 

对图 3(c) 的 MAD4PG-no distributional 曲线分析

可得, 去掉值分布的改进, 算法的收敛速度降低最大,
并且算法的稳定性也有一定的下降. 该实验环境中的

控制任务比较复杂, 既包含连续动作, 又包含离散动作,
而前两个实验场景中智能体只包含一维的离散动作空
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间. 从中可看出在复杂的控制任务中, 引入值分布对算

法性能的贡献最为突出. 

5   结论与展望

本文的主要贡献是提出了一种基于值分布的多智

能体分布式策略梯度算法, 利用值分布替代期望值, 进
一步区分智能体行为的好坏, 而不是简单地将其平均

为期望值; 同时引入了多步回报增加智能体的预见能

力, 提高算法稳定性; 此外引入了分布式数据生成框架

将多智能体场景中智能体与环境交互生成经验数据和

网络更新解耦, 加快算法的收敛. 本文算法在 3个实验

场景中都实现了最好的性能. 这 3 项改进都有助于提

升本文算法 (MA-D4PG)的整体性能, 在前两个实验场

景中对性能贡献最大的改进是多步回报. 而在复杂的

任务场景中, 值分布的贡献变得更加突出. 本文的实验

场景都是基于多智能体合作的场景, 接下来的研究工

作是在竞争场景甚至既有合作又有竞争的混合场景中

研究本文算法的性能.
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