




电活动的时域过程, 通常可以使用递归神经网络以参

数共享的方式进行处理. RNN的一个成功实现是 LSTM,
由 Hochreiter 等人[20] 提出. 引入一个门控机制, 包括

3 层: 1) 遗忘门, 2) 输入门和 3) 输出门, 该机制通过对

前一个时间步中的信息量的记忆, 使得整个网络在其

内部状态下更容易学习序列之间的长期依赖关系[21].
传统的 LSTM 模型往往忽略了未来阶段的信息, 只处

理正向的数据. 与 LSTM不同, 双向长短期记忆网络是

一个具有输入层、两个隐层和一个输出层的递归神经

网络, 正反两个 LSTM 层的输出合并为一个局部聚焦

的全局特征向量. 从理论上讲, 利用 Bi-LSTM可以充分考

虑输入数据中隐藏的全局信息. Graves和 Schmidhuber
实验证明, 这种双向网络比单向 LSTM 体系结构更加

有效[22]. Bi-LSTM结构如图 3所示. 本文提出模型中的

两个 LSTM 层的单元数都是 128, 这意味着每个局部

聚焦的全局特征向量的长度都是 128.
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图 1    基于多头注意力机制的房颤检测模型

 
 

2.3   特征加强

注意力机制由 Treisman和 Gelade提出, 是一种模

拟人脑注意力机制的模型. 通过计算注意力的概率分

布, 来突出某个关键输入对输出的影响, 进一步捕捉

序列中的重要信息, 从而优化模型并作出更为准确的

判断. Bahdanau 等人[23] 最早将该模型应用在机器翻

译任务上, 此后注意力机制就被广泛地应用到各种任

务中. 注意力机制的思想核心是通过计算权重矩阵使

得模型有选择的聚焦于重要信息, 他的本质是一个查

询 (query)到一系列键值对 (key-value)的映射. 自注意

力机制 (self-attention) 仅关注自身并从中抽取相关信

息, 而不需要借助其他额外的信息, 即注意力发生在

数据源内部元素之间. Q、K、V 均为双向长短期记忆

网络输出的特征值, 分别输入不同的全连接层获得学

习矩阵, 随后将 Q 映射到一系列 K, 即计算 Q 和 K 之

间的相似度作为权重. 使用 Softmax 函数对权重进行
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归一化并最终获得权重与 V 的加权和. 自注意力如式

(1)所示.
 

F(x)

F(x)+x

ReLU

ReLU

跨层恒等连接

X

卷积层

卷积层

 
图 2    残差块结构

 

表 1     残差块参数
 

残差块序号 卷积核大小 卷积核数量 池化窗口大小

1 16 32 1
2 16 32 2
3 16 32 1
4 16 32 2
5 16 64 1
6 16 64 2
7 16 64 1
8 16 64 2
9 16 128 1
10 16 128 2
11 16 128 1
12 16 128 2
13 16 256 1
14 16 256 2
15 16 256 1
16 16 256 2

 

输出
Softmax

后向

前向

输入

bw_h(0)

fw_h(0) fw_h(1) fw_h(2)

bw_h(1) bw_h(2) bw_h(n)

fw_h(n)

w(0) w(1) w(2) w(n) 
图 3    双向长短期记忆网络结构

多头自注意力机制的原理是将 Q、K、V 映射到

不同的子空间中, 各个空间各自进行自注意力计算, 互
不干扰, 最后将各个子空间的输出拼接在一起, 从而使

模型能够捕获序列中更多的上下文信息, 进一步提高

特征表达能力. 同时作为一个集成的作用, 可以防止过

拟合. 多头自注意力机制如式 (2) 所示. 每个注意力机

制函数只负责最终输出序列中一个子空间, 本文提出

的最优模型中为 heads-8, 将输入 Q, K, V 由原来的

256 维度变成了 32 维度, 即 1/8, 各个子空间之间互相

独立, 将多个空间的输出拼接后输入全连接层获得最

终特征输出.
每一个头中的自注意力机制被定义为:

headi = Attention
(
QWQ

i ,KWK
i ,VWV

i

)
= S o f tmax

QWQ
i

(
KWK

i

)T
√

dk

VWV
i (1)

WQ
i WK

i WV
i其中,  ,  ,  是学习矩阵.

MultiHead (Q,K,V)=Concat (head1,head2, · · · ,headh)Wo

(2)

Wo其中, Q, K, V 是输入的心电信号矩阵,  是学习矩阵,
h 是子空间数量.

1
√

dk

由于 Softmax 函数的性质, 当输入值极大时, 该函

数将落在梯度极小的地方. 因此, 比例因子 用以抵

消这种影响. 

3   实验结果与分析 

3.1   数据源

我们将 PhysioNet 2017挑战赛的公开数据集[24] 应

用于模型的训练和测试, 该心电信号数据集包含 4 个

心律类别: 正常类 (N)、房颤类 (A)、其他类 (O) 和噪

声类 (~)4 类. 2017 年 PhysioNet 挑战赛公开数据集的

数据格式如表 2 所示. 该数据集由 8528 个单导 ECG
数据记录组成, 每个记录都以 300 Hz 的频率采样, 长
度约为 9~61 s. 

3.2   评价标准

实验分别将精度 (precision), 召回率 (recall), F1得
分 (F1)、准确率 (accuracy) 作为评估所提出模型的性

能的标准.

precision =
T P

T P+FP
(3)
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recall =
T P

T P+FN
(4)

F1 =
2∗precision∗ recall
precision+ recall

(5)

accuracy =
T P+T N

T P+T N +FP+FN
(6)

其中, TP 为真阳性, TN 为真阴性, FP 为假阳性, 而
FN 为假阴性.
 

表 2     2017年 PhysioNet挑战赛公开数据集
 

类型 样本
时间长度 (s)

平均值 标准偏差 最大值 中位数 最小值

正常类 5154 31.9 10.0 61.0 30 9.0
房颤类 771 31.6 12.5 60 30 10.0
其他类 2557 34.1 11.8 60.9 30 9.1
噪声类 46 27.1 9.0 60 30 10.2
总共 8528 32.5 10.9 61.0 30 9.0

 
  

3.3   实验设置

批量归一化用于确保每个卷积层之前网络的平滑

收敛. 同时, 使用 ReLU激活函数可以有效地提高网络

的学习效率, 并显著的减少深度学习网络中收敛所需

的迭代次数. 交叉熵函数用于评估输出标签和参考标

签之间的差异, 如式 (7)所示. 交叉熵的值越小, 实际输

出和预期输出的分布越紧密. 根据交叉熵, 可以建立模

型训练中的停止机制. 当交叉熵值在 8 个周期内都没

有变化时, 模型训练将自动停止. 此外, 实验均在配备

Tesla v100-sxm2 GPU 的服务器中进行 ,  统一采用

2017 年挑战赛公开数据集进行训练和测试. 模型基于

Python 3.6和 Keras 2.1.6框架进行开发.

loss (X,r) = −log
exp(P(X,r))∑N

i=0
exp(P(X, i))

(7)

其中, r 表示标签, 而 P(X,i) 是模型将标签 i 分配给输

入 X 的概率. 

3.4   实验结果与分析

实验中所有模型的参数设置均为最佳值, 并且取

结果的最优值进行比较. 为了保证实验的公平性, 所有

的实验都将 Adam 优化器的初始学习率设置为 10−2,
Dropout 设置为 0.3. 本文中的所有实验采用 2017 年

PhysioNet 挑战赛公开数据集作为数据用于模型的训

练和评估, 并将 90%训练集, 10%作为测试集. 为了验

证本文所提出的模型性能的优越, 进行了如下几个同

类别的对比实验: 1) ResNet[19]: 吴恩达提出的 34 层端

到端的深度残差网络模型 ;  2)  ResNet+Bi-LSTM:
在深度残差网络的基础上加入双向长短期记忆网络;
3) CL3[25]: PhysioNet 2017参赛模型, 单层 CNN结合多

层 LSTM模型; 4) QRS-LSTM[26]: PhysioNet 2017参赛

模型, Pan-Tompkins R峰检测算法获得 QRS数据结合

多层 LSTM. 由表 3结果所示, 本文提出的基于多头注

意力机制的分类模型在分类性能上优于同类模型.
 

表 3     不同模型分类结果比较
 

实验 精度 召回率 F1得分 准确率

CL3 0.856 0.850 0.851 0.850
QRS_LSTM 0.666 0.770 0.714 0.770
ResNet 0.859 0.857 0.857 0.857

ResNet+Bi-LSTM 0.859 0.859 0.855 0.858
heads-2 0.852 0.852 0.851 0.852
heads-4 0.860 0.862 0.861 0.861
heads-8 0.861 0.862 0.861 0.860
heads-16 0.853 0.852 0.852 0.861

 
 

本文模型首先采用深度残差网络提取心电信号的

局部特征, 实验 ResNet 结果表明, 残差块在提升模型

性能上具有良好的表现. 但是该特征过于分散, 无法进

行最终分类. 因此, 我们将局部特征向量序列输入到一

个 Bi-LSTM层中提取全局特征. Bi-LSTM善于描述时

间行为, 但很难处理很长的序列. 经过局部特征学习后,
心电信号的序列长度得以压缩, 从而提高基于 Bi-LSTM
学习全局特征的有效性, 这就是在全局特征提取部分

前加入局部特征提取部分的原因, 实验 ResNet+Bi-
LSTM 也表明两个模块的结合性能优于单个 ResNet
模型的性能. Bi-LSTM 某一步的输出表现为一组局部

聚焦的全局特征, 特征受该步附近输入影响. 为了得到

更具代表性的特征向量, 本文将 Bi-LSTM层的输出传

入多头注意力机制层对特征进行重点提取. 多个模块

通过级联的方式将相连接并发挥各自模块的作用, 提
升整体模型的性能.

多头注意力机制是在原始注意力机制的基础上,
将学习分散到不同子空间中, 获取更多层面的不同位

置特征. 但分类性能并不是随子空间的增加而线性提

升, 过多的子空间数量可能会引起过拟合, 反而会对模

型的分类精度造成影响. 为此, 本文又做了 3个对比实

验, 对应的是 heads-2, heads-4以及 heads-16, 仅仅改变

了本文提出模型中特征强化部分的子空间数量. 根据

表 3的结果显示, heads-4和 heads-8指标相近, 明显优

于 heads-2 和 heads-16. 根据图 4 的混淆矩阵显示,
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heads-8 对房颤类别的分类准确率高达 0.93, 明显优于

对比实验. 同时, 结合所有的对比实验, 可由图 5 发现,
heads-2, heads-4, heads-16, ResNet 的准确率呈现波动

状, 而 heads-8的准确率在所有实验中收敛的更快以及

更稳定. 由此可以体现本文提出的模型在收敛性能上

也有较好的表现.
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图 4    不同实验混淆矩阵
 
 

4   结论

本文提出了一种基于多头注意力机制的心律失

常分类算法, 对房颤、正常、噪声、其他 4类进行分

类, 并通过多个实验, 验证了该网络模型的可行性. 本
文算法的核心之处在于首先采用深度残差网络提取

心电信号的局部特征, 然后将特征图传入双向长短期

记忆网络层, 最后传入多头注意力机制层对特征进行

重点提取. 但是, 这项工作的局限性在于它仅使用 2017
年 PhysioNet 挑战赛的公开数据, 并且未在其他公开

数据库中进行过培训和测试, 也未应用于医院中实际

患者的测量数据. 尽管优化模型为改善房颤的自动分

类提供了有效的方法, 但它并不适合实际的临床诊断

和实际患者的应用. 同时, 该模型中心血管疾病的分

类仅限于房颤、噪声、正常和其他 4 个类别. 将来,
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我们的目标是将模型的自动分类扩展到更广泛的疾

病领域中去.
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