
  

 

基于 Faster R-CNN 的人脸检测方法①

董兰芳,  张军挺
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摘　要: 近年来, 基于候选区域的快速卷积神经网络 (Faster R-CNN)算法, 在多个目标检测数据集上有出色的表现,
吸引了广泛的研究兴趣. Faster R-CNN 框架本来是用做通用目标检测的, 本文将它应用到人脸检测上, 分别使用

ZF和 VGG16卷积神经网络, 在WIDER人脸数据集上训练 Faster R-CNN模型, 并在 FDDB人脸数据库上测试. 实
验结果表明, 该方法对复杂光照、部分遮挡、人脸姿态变化具有鲁棒性, 在非限制性条件下具有出色的人脸检测效

果. 这两种网络结构, 在检测效率和准确性上各有优势, 可以根据实际应用需求, 选择使用合适的网络模型.
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Face Detection Using the Faster R-CNN Method
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Abstract: Recently, the faster R-CNN has demonstrated impressive performance on various object detection benchmarks,
and it has attracted extensive research interests. We train a faster R-CNN model on the WIDER face dataset with the ZF
and VGG16 convolutional neural network respectively, and then we test the trained model on the FDDB face benchmark.
Experimental results demonstrate that the method is robust to complex illumination, partial occlusions and facial pose
variations. It achieves excellent performance in detecting unconstrained faces. The two kinds of network have their own
advantages in detection accuracy and efficiency, so we can choose to use an appropriate network model according to the
actual application requirements.
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1   引言

传统的人脸检测方法, 主要在 Viola和 Jone[1]的工

作基础上进行改进, 研究者们关注手工设计的图像特

征, 以及不同的级联结构. 各种复杂的特征, 如文献[2-6]

等特征被设计出来, 代替 Haar-like特征. 这些手工设计

的特征在一定程度上可以改进人脸检测, 但是它们大

部分维度较高, 增加了计算复杂度. 文献[7]对稀疏表示

算法进行改进, 使用度量学习方法, 有助于挖掘出人脸

特征在组间和组内之间的关系. 另外一种思路就是学

习不同的级联结构, 检测多角度人脸, 比如平行级联结

构[8], 金字塔框架[9], 宽度优先搜索树[10]等. 这些方法对

于特定的人脸角度, 都需要学习一个级联分类器, 而准

确标记每个人脸的角度比较困难, 工作量比较大.

近年来, 深度卷积神经网络 (CNN)[11]不断改进与

发展, 在计算机视觉领域中占据着越来越重要的地位.

相较于传统手工设计的特征, CNN 特征能够克服复杂

光照、部分遮挡、角度旋转的影响.

在人脸检测领域中, 也有很多基于深度学习的检
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测算法被提出. 文献[12]使用深度卷积神经网络, 对大

量的人脸与非人脸图像进行二进制分类训练. 训练好

模型之后, 将网络的最后一层全连接层转换为卷积层,
前向网络, 可以得到热力图, 用于定位人脸. 文献[13]构
建了 5个共享权值的 CNN网络, 这几个网络分别用来

提取头发、眼睛、鼻子、嘴巴、胡子的特征. 根据人

脸的空间结构, 器官的相对位置, 来定位人脸. 即使图

像存在严重遮挡的情况, 该方法仍能检测出人脸. 文献

[14]提出了基于 CNN 的级联网络, 滑动窗口先通过较

小的 12-net 卷积神经网络, 快速排除大部分背景区域,
然后使用矫正网络微调检测窗口, 接着级联 24-net 卷
积神经网络 ,  使检测结果更加精确 .  该方法在单个

CPU 上的速度是 14 fps, 检测准确性较高. 文献[15]提
出基于候选区域的卷积神经网络 (R-CNN), R-CNN框

架经过科研人员近几年的改进, 共发展了三个版本. 其
中 Faster R-CNN[16]是最新的一个版本, 通过 RPN网络

回归计算出高质量的候选区域, 提高了检测效率, 在目

标检测数据集上取得出色的成绩.
本文分别使用 ZF[17]和 VGG16[18]深度卷积神经网

络, 在 WIDER[19]人脸数据集上训练 Faster R-CNN 模

型, 并在 FDDB[20]人脸数据库上测试. 实验结果表明,
使用 Faster R-CNN框架可以快速、准确地检测非限制

性条件下的人脸. 其中使用 ZF网络模型检测的速度更

快, 而 VGG16网络模型则更加精确.

2   基于候选区域的卷积神经网络发展概览

2.1   RCNN(Region based CNN)
基于候选区域的卷积神经网络目标检测算法, 由

Girshick 等人[15]首次提出. 图 1 展示了使用 RCNN 进

行目标检测的流程, 主要分为三个步骤:
① 预先找出图像中目标可能出现的位置, 即候选

区域. 常用的方法有 selective search[21]和 edge boxes[22].
② 将每个候选区域缩放到固定尺寸, 并输入到卷

积神经网络中, 将 CNN的全连接层输出作为特征.
③ 使用 SVM 进行分类, 并对提取到的窗口进行

纠正的边框回归计算, 使检测得到的窗口跟目标真实

窗口更加吻合.
该方法最大的优点, 是可以解决特征鲁棒性问题,

使用 CNN特征进行分类有较高的准确率. 然而 RCNN
存在一些不可忽视的问题:

① 训练过程是多阶段的. 首先对卷积神经网络微

调训练; 然后提取全连接层特征输作为 SVM 的输入,
训练得到目标检测器; 最后训练边框回归器.

② 训练过程需要耗费较多的空间与时间. 如图 1
所示, 提取候选区域使用 selective search算法, 假设一

张图像提取 2000 个候选区域, 就需要进行 2000 次卷

积神经网络运算, 而每次提取的特征都需要写入磁盘

空间, 这一过程需要耗费大量计算与存储资源.
③ 目标检测速度慢. 在 GPU 上使用 VGG16 网络

进行目标检测, 需要花费 47秒.
 

CNN

 
图 1    RCNN目标检测流程框图

 

2.2   SPP-net(Spatial pyramid pooling)
2.1中的 RCNN方法, 每个候选区域都需要前向卷

积神经网络来提取特征, 而每个候选区域都是整个图

像的一部分. 因此完全可以对图像提取一次卷积特征,
然后只需将候选区域在原图的位置映射到卷积层特征

图上, 这样对于一张图像, 只需要前向一次网络.
传统 CNN网络固定了输入图像的尺寸, 在实际使

用中, 需要对图像进行裁剪或者缩放预处理. 无论裁剪

还是缩放, 都无法保证图像不失真. 比如裁剪可能会截

断检测目标, 而缩放会拉伸物体, 失去“原形”. SPP-
net[23]和 Fast R-CNN[24]先后被提出来解决上述问题.

如图 2 所示, SPP-net 最后一个卷积层的顶部, 连
接到空间域金字塔池化层, 该池化层产生固定长度的

输出, 用来输入到全连接层. 可以这样理解, SPP-net将
原先固定大小的池化窗口, 改成自适应大小, 每个候选

区域使用不同大小的金字塔映射. 即使输入图像尺寸

发生改变, 经过池化后的特征长度仍然保持一致. 例如

当输入图像尺寸是 224×224 时, conv5 输出尺寸为

13×13×256, 对于 13×13 的激活图, 将它分别池化成
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4×4、2×2、1×1 三张子图, 得到 (16+4+1)×256 维的特

征向量. 当输入图像大小发生改变时, 池化窗口尺寸相

应发生改变, 与激活图尺寸成正比, 使得池化后的特征

向量长度不变.
 

16×256-d

4×256-d

256-d

 
图 2    SPP-net示意图

 

相对于 R-CNN 来说, SPP-net 可以大大加快目标

检检测速度, 但是仍然存在一些问题:

① 训练分为多个阶段, 如微调网络, 训练 SVM, 训

练边框回归器, 步骤较繁琐.

② SPP-net 微调网络时, 固定住卷积层参数, 只对

全连接层进行微调训练. 对于新的分类或检测任务, 有

必要对卷积层进行微调.

2.3   Fast RCNN
Fast R-CNN 融合了 R-CNN 和 SPP-NET 的精髓,

该方法目标检测流程如图 3 所示. 首先输入一张图像

到 CNN中, 得到卷积特征图; 接着对每个候选区域, 使

用感兴趣区域 (ROI) 池化, 从卷积特征图中提取固定

长度的特征向量; 然后将该特征向量输入到全连接层

中, 这里有两个分支网络: 其中一个网络使用 softmax

对目标进行分类, 另一网络对坐标进行回归计算, 矫正

边框位置.

这里 ROI 是指卷积特征图中的一个窗口, ROI 池

化, 是将 ROI卷积特征图转化为固定空间尺寸 (H×W),

该尺寸参数跟任何一个 ROI 都相互独立. 例如有一个

ROI窗口尺寸为 h×w, 则需要划分 h/H×w/W个子窗口,

然后在每个子窗口中使用最大池化方法, 得到对应的

输出. ROI 池化层, 其实是 2.2 中空间域金字塔池化层

的一种特殊情况, 只含有一个金字塔层. 在特征图的每

个通道上, 池化操作之间都是相互独立的.
 

ROI 

softmax 

FC

ROI FC

 
图 3    Fast R-CNN目标检测流程框图

 

Fast R-CNN网络含有 ROI池化层, 用来提取固定

长度的特征向量, 使用了 softmax 替代 SVM 分类, 同
时将边框回归计算也加入到了网络中, 主要有以下几

处优点:
① 训练使用多任务损失函数, 除了候选区域的提

取, 其它训练过程都是端到端的.
② 在网络训练过程中, 将卷积层进行了微调, 取得

更好的检测结果.
③ 不需要额外磁盘空间来存储特征向量.
然而 Fast R-CNN方法仍然存在一个性能瓶颈, 检

测时间大多消耗在候选区域的提取上, 无法满足实时

应用. 比如使用 selective search算法提取候选区域, 需
要花费约 2秒时间, 而特征分类只需要 0.3秒.
2.4   Faster RCNN

Faster R-CNN 减少了提取候选区域的计算压力,
它主要分为两部分, 如图 4所示. 第一部分是全卷积神

经网络, 也称作 RPN(Region proposal network), 该网络

用来产生候选区域; 第二部分是 Fast R-CNN 检测器,
使用第一部分网络产生的候选区域进行分类与边框回

归计算. 整个系统共享卷积特征图, 将这两部分连接起

来, 成为单一、统一的网络.
RPN 网络结构如图 5 所示, 任意尺寸图像输入到

RPN 中 ,  可以输出高质量的矩形候选区域集 .  使用

RPN 网络在卷积特征图上滑动, 将特征图上 n×n 大小

的窗口作为输入 (在文献[16]中, n=3), 后面分别连接两
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个 1×1 的同级卷积层, 这两个全连接卷积层分别用作

分类和回归.
对于每一个滑动窗口, 可以同时预测多个区域是

否存在目标. 将滑动窗口的中心点作为锚点, 文献[16]
分别使用 3 种缩放比和 3 种长宽比, 在每一个滑动窗

口位置, 可以得到 k=9个锚矩形框. 对于一个尺寸为W×H
的特征图, 总共有W×H×k 个锚矩形框. RPN网络输出

2k 个是否存在目标的概率, 以及 4k 个回归坐标值.
 

RPN 

ROI 

 
图 4    Faster R-CNN目标检测流程框图

 

2k 4k 

k 

...

 
图 5    RPN网络结构

Faster R-CNN 通过共享卷积层的方法, 将候选区

域的提取和 CNN分类结合在一起, 使用端到端的网络

进行训练和测试, 速度和精度都得到不错的提高.

3   实验与分析

3.1   实验数据

本文在 WIDER 人脸数据库上训练 Faster R-CNN
模型, 该数据库有 12880张图像, 共 15多万张人脸, 均
是在自然场景下拍摄. 如图 6所示, 随机选取了 4张图

像, 图像中的人脸尺寸、姿态、光照等存在较大变化,
使该数据库更加具有挑战性.
 

 
图 6    WIDER数据库测试图像

 

在 FDDB 人脸数据库上对训练好的模型进行评

估. FDDB 是世界上最权威的人脸检测评估数据库之

一, 该数据库包含 2845 张图像, 共含有 5171 个人脸,
每张图像均有人脸坐标的详细标签.
3.2   实验结果与分析

实验环境 ,  在 Inter® CoreTM   i7-2600 CPU 和

GTX1080 GPU配置下实现. 我们分别使用两种卷积神

经网络进行训练, 它们是 VGG16 和 ZF 网络. 本文使

用在 ImageNet上预训练得到的模型, 对网络权值进行

初始化. 使用 SGD 算法 (随机梯度下降) 更新权值, 将
初始学习率设置为 0.001, 经过 5 万次迭代后, 减少学

习率为 0.0001, 继续迭代 3万次结束训练. 图 6中的矩

形框, 是在WIDER测试集上进行人脸检测的结果.
我们在 FDDB 数据库上评估训练的模型, 共有两

种评价指标, 分别是离散分数和连续分数. 离散分数,
是当检测的人脸区域与对应的人脸标签区域重叠部分

超过 50% 时, 得分为 1, 否则为 0; 连续分数则是上述

重叠的比率. 本文采用离散分数作为评价指标, 实验结

果如图 7所示. 使用 VGG16网络训练的 Faster R-CNN
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模型, 人脸检测的真阳率较高, 误检率相对 ZF 网络要

低. 对于人脸检测效率, 使用 ZF模型检测一张图像的平

均时间为 0.094 秒, VGG 模型则需要 0.23 秒. 两种网

络各有优势, 可以根据具体应用选择合适的网络模型.
 

0 500 1000 1500

Faster+ZF

Faster+VGG16
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0.4
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0

 
图 7    两种网络模型在 FDDB上的测试结果比较

 

将本文实验结果与其它一些人脸检测方法进行比

较, 如图 8所示, 记录了各个人脸检测方法在 FDDB上

测试评估的 ROC 曲线. 除了 Viola-Jones 的经典人脸

检测方法之外, 其它几种方法都是近几年提出来的, 其
中 DDFD, Cascade CNN 以及 Joint Cascade 这三种方

法, 都是使用卷积神经网络提取特征. 从图中可以看出,
当假阳性数量大于 200 左右时, 使用 Faster R-CNN 方

法做人脸检测比其他方法表现得更好.
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图 8    与其它人脸检测方法比较

 

随机从 FDDB数据库中选取几张图像, 使用 Faster
R-CNN模型进行人脸检测, 效果如图 9所示.

4   结语

Faster R-CNN 本来是用作通用目标检测的, 本文

在WIDER人脸数据库上分别训练了 ZF和 VGG16网

络模型, 并在 FDDB 数据集上测试. 实验结果表明, 该
模型可以快速、准确地检测自然条件下的人脸, 对复

杂光照、部分遮挡、人脸姿态变化具有鲁棒性. Faster
R-CNN 最大的优点, 是共享了 RPN 和 Fast R-CNN 网

络的卷积层, 大量减少了计算候选区域消耗的时间.
 

 

 
图 9    随机选取图像做人脸检测

 

展望未来, 发现有一些应用, 需要进行人脸检测,
并识别人脸生物特征, 比如性别、年龄、表情等. 可以

借鉴 Faster R-CNN共享卷积层的思想, 使用一个网络,
对大量人脸生物特征进行识别, 来提高效率.
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